
 
 

 
 

 



 
 

 
 

 

 

 

  



 
 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

La simplicidad es la máxima sofisticación. 

 

Leonardo da Vinci (1452 –1519) 
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RESUMEN 
 

 

Los accidentes de tránsito pueden provocar pérdidas humanas y materiales en todo el mundo. 

Debido a esto diferentes entidades en cada sociedad intentan reducir el problema a través de 

distintos mecanismos, entre los cuales se encuentran los sistemas de evaluación automática de 

hábitos de conducción. Una parte fundamental en algunos de estos sistemas es la detección de 

eventos básicos tales como vueltas, frenado y aceleración. En éste documento se presenta un 

sistema para la detección de eventos de conducción por medio de sensores inerciales. La detección 

se realiza en dos partes: Primero, se ubica un posible evento por medio de la Media Móvil Simple 

(SMA) del flujo de información entregado por los sensores. Segundo, el posible evento se compara 

con un conjunto de eventos básicos representativos que llamamos “referencia” y el proceso de 

comparación emplea los algoritmos de Distorsión de Tiempo Dinámico (DTW) y K-Vecinos más 

Cercanos (KNN). En nuestro sistema, se destaca el reconocimiento de dos eventos característicos 

que no han sido considerados anteriormente por otros autores, específicamente la ocurrencia de 

topes y baches, los cuales son poco habituales en países desarrollados. Por otra parte, los algoritmos 

DTW y KNN, al no demandar gran cantidad de poder de cómputo, son capaces de operar 

rápidamente y con ello la implementación pudo ser llevada a cabo en una computadora embebida 

Raspberry PI con sensores de movimiento del tipo sistemas micro-electro mecánicos (MEMS), la 

cual se puede colocar en el tablero de un automóvil. 
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0.4. INTRODUCCIÓN GENERAL 
 

 

Con el creciente desarrollo económico, la posesión de vehículos en todo el mundo se ha 

multiplicado en los últimos años. Desafortunadamente, de la mano con éste crecimiento se observa 

un incremento en la congestión vial, ya que aumenta el número de vehículos, lo cual acrecienta los 

problemas de la seguridad de tránsito y por consiguiente un mayor número de accidentes. Las 

estadísticas publicadas por el Instituto Nacional de Estadística y Geografía muestran que a fines de 

mayo de 2018 existían poco menos de 48 millones de vehículos en México [1]. Además, alrededor 

de 5 mil personas mueren y más de 100 mil personas resultan heridas en accidentes de tránsito cada 

año y más del noventa por ciento de los accidentes mortales son causados por un comportamiento 

inadecuado de manejo [2]. En algunas circunstancias, los conductores prudentes pueden sufrir las 

consecuencias de las acciones de aquellos que no toman de forma seria la responsabilidad de 

conducir e incluso de aquellos que se involucran en conductas agresivas con fines de diversión. 

Para identificar conductores agresivos y reducir este fenómeno, varios autores [3-7] han discutido 

y enfatizado el reconocimiento de conductas típicas de conducción. Aparentemente, reconocer los 

comportamientos de los conductores (incluyendo conductas normales y de conducción agresivas), 

registrando sus patrones de conducción y proporcionando información sobre sus conductas puede 

ayudar a promover una conducción más segura, reducir accidentes de tránsito y contribuir a la 

seguridad social. 

 

Con éste fin, fabricantes de automóviles están instalando sistemas avanzados de asistencia al 

conductor (ADAS) en algunos automóviles de gama alta con el objetivo de balancear la seguridad 

y la eficiencia del tránsito [8]. El ADAS se compone principalmente de un programa de estabilidad 

electrónico (ESP), un sistema de control de crucero adaptativo y un sistema de aviso de cambio de 

carril (LDW) [9]. El costo relativamente alto de cada parte limita la implementación de ADAS en 

automóviles económicos los cuales constituyen la mayoría de los automóviles en el camino. 

Además, los ADAS se enfocan principalmente en la asistencia de conducción en lugar de evaluar 

el estilo de conducción. 

 

Similar a los ADAS, los autores en [10, 11] discutieron y resumieron varios enfoques para 

reconocer conductas de manejo y monitorear a los conductores, para esto emplearon señales 

híbridas (incluyendo señales tomadas de video, micrófonos, GPS, presión atmosférica y sensores 

inerciales). Sin embargo, cuando se toma como entrada de los sistemas de reconocimiento del 

comportamiento de conducción [5, 7], estas señales son difíciles de transmitir y procesar, lo que 

aumenta la complejidad computacional y afecta la automatización del sistema. En consecuencia, 

el uso de esta información puede ser difícil en cierta medida [12]. Además, se ha demostrado que 

las señales proporcionadas por sensores inerciales pueden cumplir con los requisitos de 

reconocimiento de diferentes conductas de conducción [3, 4, 6, 12-14]. 

 

En general, hay dos maneras diferentes en que los investigadores obtienen información dinámica 

sobre vehículos en movimiento: el bus del controlador de área de red (CAN) y los sistemas micro-

electro mecánicos (MEMS). Un bus CAN es un bus vehicular estándar para facilitar la 

comunicación entre microcontroladores y dispositivos sin una computadora anfitrión [15], y lleva 
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todos los datos necesarios para describir el estado de un automóvil [13]. A través del puerto de 

diagnóstico a bordo (OBD) en los vehículos, las personas pueden tener acceso muy limitado a la 

información del bus CAN. Por otro lado, en años recientes los MEMS han crecido rápidamente en 

popularidad, haciéndose de tamaño más pequeño, más liviano y con menor consumo de energía, lo 

que hace posible integrar diferentes unidades de sensores como acelerómetros, giroscopios, 

magnetómetros, termómetros, entre otros en un solo circuito integrado. Montado en la cabina de 

un automóvil, un sistema MEMS puede proporcionar a las personas de información crucial sobre 

el automóvil en movimiento [13]. Los sensores de movimiento y los teléfonos inteligentes se 

encuentran entre las aplicaciones típicas de los sistemas MEMS. 

 

Aunque el bus CAN lleva todas las señales del vehículo, la información que las personas pueden 

extraer a través de un puerto OBD es limitada, ya que los fabricantes de automóviles prefieren no 

divulgar al público el protocolo privado del puerto OBD, principalmente por consideraciones de 

propiedad intelectual y seguridad del vehículo. Además, algunas investigaciones han revelado que 

se puede acceder a diferentes componentes del vehículo a través del puerto OBD [16, 17], lo que 

podría permitir a personas malintencionadas la posibilidad de controlar los sistemas de un vehículo. 

En consecuencia, los productos que tienen acceso al puerto OBD pueden representar una amenaza 

para el vehículo y la seguridad humana en cierta medida. Además, el trabajo en [13] ha mostrado 

que el uso de los datos del bus CAN para detectar diversos eventos de conducción, generó un menor 

rendimiento que el de un dispositivo portátil del tipo Tablet. Por lo tanto, en el proceso de 

reconocimiento del comportamiento de conducción, la plataforma de recopilación de datos es más 

apropiada si tiene como base un sistema MEMS en lugar del puerto OBD y el bus CAN. 

 

Con la proliferación de teléfonos inteligentes, la explotación de los recursos de estos se ha vuelto 

cada vez más popular. En algunos casos, los investigadores utilizaron teléfonos inteligentes como 

plataformas de sensores y presentaron algunos resultados satisfactorios [4, 7, 18]. Aunque los 

teléfonos y los sensores de movimiento están integrados con un sistema MEMS, funcionan de 

manera diferente en términos de reconocimiento del comportamiento de conducción ya que sus 

características varían entre modelos de teléfonos. Debido a que los teléfonos inteligentes están 

integrados con diferentes sensores, que en gran medida proporcionan una mejor interacción entre 

el dispositivo y el ser humano, cuando se asignan más recursos computacionales al reconocimiento 

del comportamiento de conducción, los teléfonos pueden experimentar un retraso que puede dar 

como resultado una experiencia negativa para el usuario. Por otra parte, diferentes modelos de 

teléfonos pueden estar equipados con diferentes tipos de sistemas MEMS y, como tal, cada uno se 

desempeñará de manera diferente aun teniendo el mismo algoritmo de reconocimiento del 

comportamiento de conducción. Además, los conductores utilizan los teléfonos inteligentes 

principalmente para la asistencia en la navegación y la comunicación cuando conducen, lo que 

puede interrumpir los procesos de reconocimiento y realimentación dentro del sistema. Por lo que 

utilizar sensores de movimiento MEMS dedicados es una mejor opción ya que el acelerómetro, 

giroscopio y magnetómetro, entre otros, son suficientes para identificar diferentes 

comportamientos de manejo sin que ocupen más recursos de un procesador. En comparación con 

los teléfonos inteligentes, los sensores de movimiento dedicados son en su mayoría de bajo costo, 

se desempeñan de manera más adecuada y logran una mayor precisión en el proceso de 

reconocimiento del comportamiento de conducción [3]. 
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Debido a lo anterior un sistema de reconocimiento del comportamiento de conducción con base en 

sensores de movimiento MEMS dedicados [3, 6, 23] proporciona mejores resultados en 

comparación con el uso de los sensores de movimiento de un teléfono inteligente, esto debido a 

que se pueden caracterizar y modificar diferentes parámetros de los sensores, como por ejemplo la 

velocidad de obtención de muestras de aceleración y con ello se tiene mayor certeza de su 

funcionamiento y sus limitantes. Además de que el sistema al realizar únicamente la tarea de 

reconocer el comportamiento de conducción tiene la posibilidad de hacerlo en el menor tiempo 

posible. 

 

De esta forma el objetivo general de la aplicación que se presenta en este trabajo consiste en la 

implementación y evaluación del desempeño de un sistema de detección de eventos de conducción, 

basado en sensores de movimiento MEMS dedicados que conforman una plataforma de 

recopilación de datos, además de que el sistema de clasificación de eventos utiliza los algoritmos 

de aprendizaje maquinal Distorsión de Tiempo Dinámico (DTW) y K-Vecinos más Cercanos 

(KNN). Lo anterior con el propósito de obtener un sistema que proporcione mejores resultados que 

los obtenidos con un teléfono inteligente o el puerto OBD con el bus CAN, además de que se 

podrán obtener resultados en el menor tiempo posible debido al bajo costo computacional de los 

algoritmos DTW y KNN, contrastado con otros trabajos que utilizan Modelos Ocultos de Markov 

(HMM) [3]. Esta implementación debe tratar, principalmente, con la variabilidad de la conducción 

de una persona, con la influencia de factores intrínsecos (como los de los sensores MEMS) y con 

el ruido presente en el vehículo. De igual forma debe considerar aspectos relacionados con la 

caracterización de los eventos de conducción, así como su procesamiento llegando hasta la 

conformación de un método. Un objetivo adicional es la evaluación del sistema, para ello se 

requiere comparar su desempeño con el obtenido por otros trabajos relacionados al tema de estudio. 

La comparación del desempeño requiere analizar la tasa de clasificaciones correctas obtenida en 

los sistemas, lo cual permite caracterizar su comportamiento. 

 

Con base en los objetivos planteados, este documento se estructura de la siguiente forma: 

 

En el primer capítulo se establece el contexto en el que se desarrolla éste trabajo, entre ellos un 

esquema general sobre los sistemas de detección de eventos de conducción. También un estado del 

conocimiento sobre trabajos relacionados en el reconocimiento de hábitos de conducción o estilos 

de manejo, el cual hace énfasis en sus características principales y destaca sus parámetros de 

desempeño. En el capítulo 2 se describe la conformación de una base de registros de eventos de 

conducción propia que considera diferentes aspectos de la variabilidad de los eventos y permite la 

operación de un sistema de reconocimiento. Posteriormente se expone el preprocesamiento al que 

son sometidos los registros de eventos, hasta la obtención de los llamados vectores de 

características, los cuales sintetizan las características para cada evento de conducción. Se finaliza 

este capítulo con una descripción de la teoría en la que se basan los algoritmos de Distorsión de 

Tiempo Dinámico (DTW) y K-Vecinos más Cercanos (KNN) como una técnica que permite la 

clasificación o separación de conjuntos de vectores de características. En el capítulo 3 se describe 

la implementación del sistema, las pruebas que lo evalúan y se comparan los resultados con otras 

propuestas. Por último, en el capítulo 4, se dan las conclusiones pertinentes y las actividades que 

pueden derivar de forma inmediata del presente trabajo.
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0.5. OBJETIVO GENERAL 
 

 

Implementar y evaluar el desempeño de un sistema de detección de eventos de conducción 

mediante sensores inerciales del tipo acelerómetro y giroscopio, considerando las magnitudes 

físicas de aceleración, velocidad angular y ángulo de giro de los eventos. 

 

 

0.6. OBJETIVOS PARTICULARES 
 

 

1. Diseñar y construir un sistema dedicado para la adquisición de muestras de aceleración 

y velocidad angular, independiente del automóvil 

 

2. Adoptar la postura de Conducción Natural [27] para obtener mediciones lo más 

próximas a situaciones reales de conducción 

 

3. Detectar eventos no considerados anteriormente en trabajos relacionados al tema de 

estudio, en específico identificar la ocurrencia de Topes y Baches 

 

4. Utilizar la combinación de los algoritmos DTW y KNN para realizar la clasificación de 

los eventos 

 

5. Proponer un sistema de detección de eventos de conducción que obtenga resultados en 

el menor tiempo posible, mediante el uso de algoritmos y métodos de bajo costo 

computacional 
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0.7. ALCANCES Y LIMITACIONES 
 

 

Para desarrollar este trabajo se emplea un marco controlado de experimentación, el cual no incluye, 

ni todos los tipos de eventos de conducción, ni todas las condiciones posibles en que puedan ocurrir, 

así, el marco considerado es el siguiente: 

 

a) Se consideran únicamente vehículos terrestres del tipo automóvil sedán, en condiciones 

mecánicas normales. No se consideran autobuses de pasajeros o camiones de carga, 

entre otros 

 

b) Los eventos a detectar se deben poder identificar mediante sensores inerciales del tipo 

acelerómetro y giroscopio 

 

c) No se consideran caminos de terracería o empedrados, únicamente trayectos con carpeta 

de asfalto o concreto hidráulico, bajo las condiciones de las calles de la Ciudad de 

México 
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CAPÍTULO 1 
 

CLASIFICACIÓN DE EVENTOS DE CONDUCCIÓN 
 

 

 

1.1. INTRODUCCIÓN 
 

 

El reconocimiento de eventos de conducción es un área que depende en gran parte del 

procesamiento de señales, de la cual nos apoyamos para efectuar la segmentación y el 

preprocesamiento de los eventos de conducción, dichos conceptos son descritos a continuación: 

 

Segmentación: Consiste en determinar a partir de diferentes magnitudes físicas y ciertos criterios 

de detección, el inicio y fin de la posible ocurrencia de un evento de conducción; el evento 

proporciona las magnitudes al sistema el cual determina su ocurrencia o si éste no cumple con los 

criterios de detección. 

 

Preprocesamiento: Consiste en adecuar las señales provenientes de diferentes magnitudes físicas 

para su uso en etapas posteriores; el evento proporciona las magnitudes al sistema el cual resalta 

características específicas. 

 

Existe trabajo considerable reportado tanto en universidades como en la industria [25, 26], sin 

embargo, la mayor parte de la investigación se ha encaminado únicamente al desarrollo de modelos 

de clasificadores de eventos de conducción, esto quiere decir que no incluyen una etapa de 

segmentación automática, la cual puede reducir la tasa de eventos detectados correctamente. Por la 

naturaleza de este trabajo, resulta de interés describir los antecedentes que se tienen en materia de 

clasificación de eventos de conducción. 
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1.2. ESQUEMA GENERAL DE CLASIFICACIÓN DE EVENTOS DE 

CONDUCCIÓN 
 

 

En general los sistemas de clasificación actuales pueden describirse mediante cuatro módulos: 

adquisición, segmentación, preprocesamiento y clasificación [7, 18, 23]. 

 

Adquisición: En esta fase se consideran aspectos sobre la adquisición de muestras de información 

de aceleración y velocidad angular que representan eventos de conducción. Actualmente se utilizan 

sensores de movimiento MEMS que pueden entregar información en un intervalo de 25 a 200 

muestras por segundo. La frecuencia de obtención de muestras es asignada de acuerdo a la calidad 

de las señales de aceleración y velocidad angular a utilizar en las etapas posteriores del sistema de 

clasificación, con el objetivo de obtener la mayor tasa de clasificaciones correctas. 

 

Segmentación: En esta fase se considera la detección de un posible evento de conducción para 

posteriormente ser preprocesado y clasificado. Previo a clasificar un evento, se debe detectar el 

inicio y fin de la posible ocurrencia del mismo, esto con el objetivo de evitar el sobre procesamiento 

en las etapas de preprocesamiento y clasificación y con ello aumentar la tasa de eventos clasificados 

correctamente. 

 

Preprocesamiento: En esta fase se considera la extracción de características descriptivas de las 

muestras de aceleración y velocidad angular de los eventos de conducción, que permitirán la 

operación del sistema de clasificación. La extracción de vectores de características es realizada por 

medio del análisis en el tiempo de las muestras o por estadística descriptiva. Una fase que puede 

realizarse posteriormente es la reducción del ruido en los vectores de características por medio de 

filtros, por ejemplo, los de Respuesta Finita al Impulso (FIR). 

 

Clasificación: En esta fase se considera el proceso de generación de los modelos correspondientes 

a cada evento de conducción y la metodología para realizar la evaluación de los datos 

característicos con el objetivo de determinar la mejor correspondencia con los modelos. Con este 

fin son empleados distintos procedimientos matemáticos. Algunos de los más referidos en los 

artículos de investigación son las Máquinas de Soporte Vectorial (SVM) [13] ya que son capaces 

de clasificar objetos conformados por información de alta dimensionalidad y los Modelos Ocultos 

de Markov (HMM) [3] que consideran diversos segmentos de las secuencias temporales como los 

diferentes estados del modelo. También es reportado como procedimiento matemático el algoritmo 

de agrupamiento K-Means [12] que puede particionar el conjunto de observaciones en diferentes 

grupos. 
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La figura 1.1 muestra un esquema de un sistema de clasificación general. En él se identifican los 

cuatro módulos descritos previamente: adquisición, segmentación, preprocesamiento y 

clasificación. 

 

 
Figura 1.1: Esquema general de un sistema de clasificación de eventos de conducción. 

 

 

1.3. ESTADO DEL CONOCIMIENTO 
 

 

En la tabla 1.1 se muestran las principales investigaciones sobre el reconocimiento de eventos de 

conducción con la mejor tasa de clasificación. En esta tabla se muestran las diferentes categorías 

de eventos detectados, algoritmos de aprendizaje maquinal utilizados, la plataforma de adquisición 

de datos y si el tipo de investigación considera la segmentación de posibles eventos de conducción, 

además de la generación del modelo correspondiente. En la columna de clasificación correcta se 

muestra la mejor tasa de clasificación obtenida utilizando un algoritmo de aprendizaje maquinal. 

 

A pesar de que la información presentada en la tabla 1.1 no es suficiente para identificar 

características particulares sobre cada una de las implementaciones, como por ejemplo la 

metodología de pruebas realizadas, es posible establecer una tendencia, la cual consiste en la 

mejora de la tasa de clasificación de los sistemas, conjuntamente con el costo del incremento en 

las dimensiones de las bases de registros de eventos de conducción empleadas, aspecto que puede 

considerarse natural, dado el desarrollo que a la par se ha suscitado en los sensores de movimiento 

MEMS para las velocidades de obtención de muestras y la densidad de información que 

proporcionan. Aún con estas mejoras en el desempeño, la existencia de un porcentaje de error 

conduce al uso de sistemas auxiliares en aplicaciones donde se requiere o desea una mayor 

confiabilidad. Dichos sistemas auxiliares pueden consistir, por ejemplo, en visión por computadora 

que proporcione redundancia en los sistemas de reconocimiento. En la práctica, se sabe que siempre 

existe la posibilidad de tener error en cualquier tarea de reconocimiento, sin embargo, se desea 

minimizarla. 
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AUTORES 
TRABAJO 

REALIZADO 

CATEGORÍAS 

DETECTADAS 

ADQUISICIÓN 

DE DATOS 

MÉTODO DE 

CLASIFICACIÓN 

CLASIFICACIÓN 

CORRECTA 

Mitrovic, 2005 

[3] 
Clasificación 

Velocidad 

Vueltas 

Glorieta 

Sistema 

embebido 

(MEMS) 

HMM 98%, HMM 

Jhonson, et. al., 

2011 [7] 

Segmentación 

y Clasificación 

Velocidad 

Vueltas 

Carril 

Teléfono 

Inteligente 

DTW 

KNN 
91%, DTW-KNN 

Song, et. al., 

2012 [18] 

Segmentación 

y Clasificación 

Velocidad 

Vueltas 

Teléfono 

Inteligente 

DTW 

KNN 
93%, DTW-KNN 

Sathyanarayana, 

et. al., 2012 

[13] 

Clasificación 

Velocidad 

Vueltas 

Carril 

Automóvil 

(OBD + CAN) 

KNN 

SVM 
81%, SVM 

Ly, et. al., 2013 

[12] 
Clasificación 

Velocidad 

Vueltas 

Automóvil 

(OBD + CAN) 

K-Means 

SVM 
80%, K-Means 

Minglin, et. al., 

2016 [23] 

Segmentación 

y Clasificación 

Velocidad 

Vueltas 

Carril 

Sistema 

embebido 

(MEMS) 

KNN 

SVM 
93%, SVM 

Tabla 1.1: Principales investigaciones sobre sistemas de clasificación de eventos de conducción. 

 

Sin lugar a dudas, los sistemas de reconocimiento de eventos de conducción pueden ayudar a los 

conductores a ser más cautelosos, dándoles realimentación sobre las maniobras de conducción que 

realizan en un trayecto y aún más, aumentar la seguridad en el camino ya que pueden integrarse 

junto con sistemas que además detectan el nivel de agresividad en los eventos [7]. Hay diversas 

investigaciones que se dedican al estudio de áreas relacionadas, como el reconocimiento del estilo 

de conducción, la clasificación del conductor, la conducción segura, entre otras. Con base en los 

métodos de clasificación utilizados, estos estudios se pueden dividir en dos categorías, una que se 

centra en algoritmos de aprendizaje maquinal y otra que utiliza diversos métodos de detección. 

 

 

1.3.1 TRABAJOS RELACIONADOS CON ALGORITMOS DE APRENDIZAJE 

MAQUINAL 

 

Mitrovic desarrolló un sistema de reconocimiento de eventos de conducción utilizando Modelos 

Ocultos de Markov (HMM) utilizando los datos de aceleración longitudinal y lateral de un 

automóvil [3]. La limitada información proporcionada por la aceleración no posee la capacidad de 

describir otros cambios dinámicos que se reflejen completamente en la información recabada 

durante el proceso de movimiento del automóvil. Esa es la razón por la cual este trabajo solo puede 

reconocer eventos de conducción dentro de las tres categorías que se observan en la tabla 1.1, sin 

tener un mejor rendimiento en términos de precisión. B. Higgs y M. Abbas definieron el 

comportamiento del conductor como una función donde el estado del tráfico actual es el argumento 

y las acciones del conductor es la variable dependiente [19]. Este trabajo utilizó fragmentación y 

agrupamiento para descomponer la función en modelos tradicionales de seguimiento de 

automóviles y posteriormente en varias funciones diferentes. Con base en estas funciones, los 

investigadores definieron y evaluaron diferentes patrones de conducción. Johnson et. al. propuso 

un sistema MIROAD que apunta a reconocer el estilo de conducción utilizando los sensores 

incorporados en un teléfono inteligente [7]. Haciendo uso de la fusión de datos de un acelerómetro, 

giroscopio, magnetómetro, GPS y video, basado en el algoritmo de Distorsión de Tiempo Dinámico 
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(DTW) y K-Vecinos más Cercanos (KNN), el sistema MIROAD puede reconocer 

comportamientos de conducción agresivos y no agresivos. De manera similar, Song et. al. [18] 

reconoce el estilo de conducción empleando el algoritmo de Distorsión de Tiempo Dinámico 

(DTW) y utiliza los sensores de movimiento de un teléfono inteligente como plataforma de 

adquisición de datos. Sathyanarayana et. al. [13] hizo una comparación entre las señales del bus 

CAN y las señales de los sensores de un dispositivo portátil y concluyó que cuando se trata de 

reconocer una maniobra de conducción, hubo una mejora del 15% con datos recopilados por un 

dispositivo portátil. Además, este trabajo discutió la elección de las características y el rendimiento 

de KNN y SVM. Los autores han demostrado que el uso de la información de los sensores de un 

dispositivo portátil es mejor que la información del bus CAN obtenida a través de un puerto OBD 

en el dominio del reconocimiento del comportamiento de conducción. En [20], Wang et. al. 

resumió tres métodos para reconocer y estimar condiciones de manejo: técnicas basadas en GPS, 

análisis estadístico y cadenas de Markov. Con base en la información de la posición del pedal de 

aceleración y freno, los autores clasificaron a los conductores de acuerdo con tres estilos de 

conducción que fueron suave, normal y agresivo. Este trabajo se realizó para obtener un ahorro de 

combustible en vehículos eléctricos híbridos, sin embargo, la técnica con base en GPS tiene el 

inconveniente de no poder operar cuando el automóvil transita por un túnel o dentro de 

estacionamientos techados. 

 

 

1.3.2. TRABAJOS RELACIONADOS CON OTROS MÉTODOS DE CLASIFICACIÓN 

 

Un equipo internacional dirigido por Takeda et. al. equipó tres vehículos con numerosos sensores 

que incluyen cámaras, micrófonos, dispositivos OBD, GPS, sensores inerciales, sensores de 

presión, etc. [10]. Estas tres plataformas de obtención y transmisión de datos se pueden utilizar 

para monitorear a los conductores y determinar con precisión el estado del automóvil en 

movimiento, y que efectivamente ofreció un avance en la investigación sobre el comportamiento 

de conducción. Vaitkus et. al. [6] propuso un enfoque de reconocimiento de patrones para evaluar 

los estilos de conducción normales y agresivos utilizando análisis estadísticos de un acelerómetro, 

y discutieron la extracción de características en el dominio del tiempo, pero no incorporaron el 

reconocimiento de eventos de conducción en su trabajo. Fazeen et. al. [4] utilizó los datos del 

acelerómetro de un teléfono inteligente basado en Android para registrar y analizar el 

comportamiento de los conductores, incluida la aceleración, desaceleración y cambio de carriles. 

Sin embargo, este trabajo no clasificó comportamientos de manejo específicos. Haciendo hincapié 

en el reconocimiento de las condiciones de los caminos, los investigadores identificaron anomalías 

en la carretera y trazaron mapas de los segmentos experimentales. Doerr et. al. [21] desarrolló un 

sistema en línea para el reconocimiento de estilos de conducción utilizando lógica difusa. En lugar 

de recopilar datos en condiciones reales de tráfico, los autores utilizaron la plataforma CarMaker 

de IPG [24] para crear un modelo de control de vehículos y así generar datos que describan el 

movimiento de un automóvil. Además, este trabajo simuló señales de bus CAN, que tendrían 

algunas restricciones para la aplicación práctica. Dirigido a analizar los estados psicofisiológicos 

de los conductores, Rygula [22] desarrolló un método de identificación del estilo de conducción 

que utiliza el tacógrafo del automóvil para el análisis de la velocidad. Dai et. al. [14] utilizaron la 

información extraída del acelerómetro y los sensores de orientación integrados en los teléfonos 
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inteligentes para detectar la conducción en estado de ebriedad. Con base en su algoritmo, los 

autores compararon los datos recabados con muestras típicas de conductores ebrios para evaluar el 

estado de conducción de los conductores; además desarrollaron una aplicación para iPhone [5]. 

Con visión por computadora y métodos de reconocimiento de patrones, Bergasa et. al. utilizaron 

señales híbridas (incluidos video, voz, GPS y sensores inerciales) para detectar la falta de atención 

del conductor. La aplicación informaría los resultados calculados del conductor y evaluaría el 

proceso de conducción. 

 

Cabe mencionar que los trabajos de investigación mencionados en las secciones 1.3.1 y 1.3.2 no 

sólo se han desarrollado en universidades o laboratorios, también en la industria se han patentado 

diferentes sistemas y métodos para monitorear e improvisar el comportamiento del conductor, así 

como para la asistencia en la conducción de un automóvil. Barke et. al. [25] por medio de Audi 

AG, empresa alemana fabricante de automóviles, patentó un método para que un sistema autónomo 

tome el control del automóvil cuando el conductor presenta fatiga, se distrae o tiene un 

comportamiento de conducción agresivo. Por medio de un arreglo de sensores pueden detectar, por 

ejemplo, las aceleraciones longitudinales y transversales del automóvil, así como la posición del 

volante. Oduor et. al. [26] mediante la empresa norteamericana IBM, fabricante de hardware y 

software para computadoras, patentó un sistema electrónico y métodos para detectar las 

condiciones y el contexto de la conducción, resultantes de conductores ejecutando maniobras 

peligrosas. Para su detección consideran varios sensores como GPS, el puerto OBD, acelerómetros, 

giroscopios, entre otros. 

 

 

1.3.3 OBSERVACIONES DEL ESTADO DEL CONOCIMIENTO 

 

Los principales métodos de detección de eventos son aquellos que pueden utilizar estadística 

descriptiva de las señales de los sensores de movimiento, como K-Means y SVM, y también los 

que trabajan con las secuencias temporales de las señales de los sensores, como DTW y HMM. En 

la columna de clasificación correcta de la tabla 1.1 se puede observar que los algoritmos DTW y 

HMM dominan las tasas de clasificación correcta sobre los que utilizan estadística descriptiva 

como SVM, lo cual nos indica que se obtienen mejores tasas de clasificación al utilizar 

directamente las señales de información de los sensores de movimiento junto con los algoritmos 

DTW y HMM, esto resulta natural, debido a que esos algoritmos fueron diseñados para trabajar 

con información de secuencias temporales. 

 

Las principales plataformas de adquisición de datos utilizadas son: 

 

 Teléfonos inteligentes 

 Bus CAN mediante el puerto OBD del automóvil 

 Sistemas embebidos con sensores de movimiento MEMS 

 

Sin embargo, utilizando los datos del bus CAN para detectar diversos eventos de conducción, se 

genera un menor rendimiento que el de un teléfono inteligente o un sensor MEMS. Esto nos sugiere 

que la información de sensores de movimiento como acelerómetros y giroscopios incluidos en un 
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sistema MEMS o un teléfono inteligente proporcionan datos que caracterizan de mejor manera los 

eventos de conducción en comparación con lo obtenido por el puerto OBD. 

 

Las categorías de eventos detectados se dividen principalmente en: 

 

 Velocidad. Incluye eventos de frenar y acelerar 

 Vueltas. Contiene eventos de vueltas a la izquierda o derecha y vueltas a la izquierda o 

derecha en U 

 Carril. Incorpora eventos de cambio de carril a la izquierda o a la derecha 

 

Se destaca una cuarta categoría propuesta por Mitrovic [3] llamada “Glorieta”, la cual incluye 

eventos de inicio, durante y final de la estancia en una glorieta. 

 

El tipo de trabajo realizado por los autores puede catalogarse como: 

 

 Clasificación. Se genera el modelo del clasificador y el suministro de información de 

la ocurrencia de un evento es aislada por un usuario. Se detectan de forma 

semiautomática los eventos de conducción y debido a esto se pueden obtener altas tasas 

de clasificación. 

 Segmentación y Clasificación. Además de generar el modelo del clasificador, la 

información de la posible ocurrencia de un evento es automáticamente detectada por el 

mismo sistema, esto proporciona tasas de clasificación menores en comparación de 

trabajos que únicamente desarrollaron el modelo del clasificador. 

 

Por lo anterior, en este trabajo se utilizan los algoritmos de aprendizaje maquinal DTW y KNN 

debido a que se obtienen mejores tasas de clasificación en comparación de SVM, además de que 

podrá obtener resultados de forma más rápida debido al bajo costo computacional en comparación 

con HMM [3]. La implementación del sistema utiliza sensores de movimiento MEMS como 

plataforma de adquisición de información, ya que los datos del puerto OBD generan un menor 

rendimiento que el de un sensor MEMS y se descarta el uso de teléfonos inteligentes porque pueden 

estar equipados con diferentes tipos de sensores de movimiento y, como tal, cada uno se 

desempeñará de manera diferente aun teniendo el mismo algoritmo de reconocimiento. También, 

se propone una nueva categoría de eventos de conducción que no ha sido considerada anteriormente 

por otros autores, la cual denominamos “Camino” e incluye que el automóvil pase por un tope o 

un bache, además de retomar las categorías de eventos de conducción “Velocidad” y “Vueltas”. 

Como tipo de trabajo realizado se considera la de “Segmentación y Clasificación” para obtener un 

sistema que pueda detectar de forma automática la posible ocurrencia de un evento y 

posteriormente realizar la clasificación. 
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CAPÍTULO 2 
 

SISTEMA AUTOMÁTICO DE CLASIFICACIÓN 
 

 

 

En este capítulo se presenta una metodología para el desarrollo de un sistema de clasificación de 

eventos de conducción a partir de la aceleración, velocidad angular y ángulo de giro de dichos 

eventos, obtenidos mediante un sistema MEMS y con base en la teoría de Distorsión de Tiempo 

Dinámico (DTW) y K-Vecinos más Cercanos (KNN) como sistemas de clasificación. 

 

El proceso de clasificación requiere, como parte esencial, la creación de modelos correspondientes 

a los eventos considerados como válidos. Esta tarea se basa en la hipótesis fundamental de que es 

posible asociar de forma biunívoca eventos de conducción de referencia con eventos de prueba. 

Cuando se logra satisfacer esta hipótesis en alguna implementación, se cuenta entonces con un 

procedimiento de asociación biunívoca. De esta manera, dada una muestra de aceleración, 

velocidad angular o ángulo de giro y a través del mismo procedimiento, es posible determinar sí 

esta corresponde o no al evento de conducción que se clasifica. Es entonces necesario conformar 

un modelo para cada evento de conducción y establecer así un procedimiento de asociación. En las 

siguientes secciones se exponen los planteamientos al respecto. 

 

 

 

2.1. METODOLOGÍA 
 

 

En la figura 2.1 se muestra un esquema que plantea las metodologías utilizada en este trabajo, las 

cuales son implementadas de izquierda a derecha y de arriba hacia abajo. Los bloques azules 

muestran la conformación del clasificador y los bloques en rojo conforman el sistema. La primera 

metodología (bloques en azul) consiste en conformar la base de registros para un número fijo de 

eventos de conducción de las categorías “Velocidad”, “Vueltas” y “Camino”. A partir de esta es 

posible obtener los vectores de características para cada evento. Dicho conjunto de vectores 

permitirá definir los conjuntos de referencia y prueba, así como los modelos correspondientes. Una 

vez construidos los modelos de los eventos de conducción, se aplican los algoritmos DTW y KNN 

para clasificar los eventos y posteriormente obtener una evaluación del desempeño del clasificador. 
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Figura 2.1: Metodología para implementar un clasificador y un sistema mediante DTW y KNN. Las flechas continuas 

muestran el orden de aplicación de cada etapa. La flecha punteada muestra la dependencia de los modelos de referencia 

al evaluar el sistema. 

 

La metodología de los bloques en rojo tiene como fin comprobar la operación de un sistema 

automático de clasificación. Para ello la aceleración, velocidad angular y ángulo de giro serán 

sometidas a una segmentación automática, extracción de vectores de características y después 

ingresan a la etapa de DTW y KNN, para determinar la tasa de clasificaciones correctas de cada 

tipo de evento. 

 

 

2.2. BASE DE REGISTROS DE EVENTOS DE CONDUCCIÓN 
 

 

La creación de una base de registros de eventos de conducción tiene como principal objetivo contar 

con muestras representativas de aceleración, velocidad angular y ángulo de giro de cada uno de los 

eventos de conducción de las categorías “Velocidad”, “Vueltas” y “Camino” para así diferenciarlas 

de cualquier otro tipo de muestra que se considera como evento descartado.  

 

Idealmente la creación de un sistema de verificacion universal para eventos de conducción es 

deseable, sin embargo, actualmente no es viable por razones de implementación. De esta manera 

la base de registros deberá considerar tanto la variabilidad de la aceleración, velocidad angular y 

ángulo de giro de los eventos como la orientación o fin al que se destinará, con el objetivo de acotar 

sus alcances y con ello también sus características. Algunos de los aspectos específicos que pueden 

ser considerados para la conformación de una base de registros se enlistan a continuación: 
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1. Sesiones de obtención de muestras. A fin de considerar la variabilidad de los eventos 

de conducción en diferentes días, es posible realizar para cada evento, obtención de 

muestras en diversas sesiones en el transcurso de un día, durante una semana. 

 

2. Velocidad en la ejecución de un evento. Consiste en la obtención de muestras a la 

velocidad usual del conductor y también a mayor y menor velocidad de la usual. La 

variabilidad de la aceleración, velocidad angular y ángulo de giro en la escala temporal, 

es una de las dificultades que se presenta en el reconocimiento de eventos de 

conducción. Considerar este aspecto en la obtención de muestras amplia la utilidad de 

las mismas y su representatividad. 

 

3. Condiciones del camino. La presencia de otros conductores, las condiciones 

estructurales del camino y las vibraciones del automóvil al obtener muestras, no 

favorece el proceso de clasificación pues dificulta el procesamiento de las señales 

reales. Bajo esta consideración, la obtención de muestras debiera realizarse en un 

camino o circuito controlado y con un automóvil en perfectas condiciones mecánicas, 

sin ninguna otra influencia diferente a la de los eventos de conducción. Sin embargo, si 

el sistema será usado en un ambiente donde existen influencias externas, lo adecuado 

sería considerar dichos niveles de “ruido” en los registros de eventos de conducción, 

pues las muestras que se ingresen al sistema lo incluirán. 

 

4. Número de registros. Se considera que cada evento genera un registro de conducción. 

El número de eventos determinará directamente la información almacenada. En teoría, 

dada la hipótesis de unicidad de los eventos, el incrementar el número de registros no 

incrementa la complejidad de la operación de un sistema de reconocimiento. En 

realidad, el número de registros es un factor importante para conformar un sistema 

confiable, ya que incrementa la probabilidad de encontrar correlación entre los registros 

de los eventos. 

 

5. Sistema de obtención de muestras. Es posible considerar la influencia del sistema 

MEMS en los datos obtenidos, para ello pueden utilizarse sistemas de diferente calidad 

para realizar la obtención de datos simultáneos o en sesiones diferidas. Sin embargo, 

debido a la dificultad de compra y tiempo de transporte de estos sistemas desde el 

extranjero, se opta por realizar una comparación previa de las características de 

diferentes sistemas MEMS con base en las hojas de datos de los fabricantes, a fin de 

elegir el que tenga el mejor rendimiento respecto al nivel de ruido en el acelerómetro y 

giroscopio, facilidad de operación, opción de ángulos de clonación, entre otros. En la 

tabla A.1 del Anexo A se muestra una comparación entre diferentes sistemas MEMS 

que se consideraron para la realización de este trabajo.  
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6. Variedad en la ejecución de un evento. Este aspecto considera diferencias en la 

ejecución de los eventos. Si se considera que los sistemas de clasificación pueden operar 

reconociendo un mismo evento ejecutado de diferente forma, por ejemplo, girar el 

automóvil al pasar un tope o pasarlo en forma recta, deben considerarse ambos tipos de 

ejecución del evento. 

 

 

2.2.1 PROTOCOLO DE ADQUISICIÓN DE MUESTRAS 

 

Con base en los aspectos planteados previamente es posible establecer un protocolo de obtención 

de muestras, el cual permite uniformizar la adquisición de estas para cada uno de los eventos. Las 

tareas que integran este protocolo se describen a continuación: 

 

a) Montaje del sistema MEMS. En cada sesión de obtención de muestras se coloca el 

sistema suspendido rígidamente del parabrisas del automóvil y con niéveles de burbuja 

integrados se equilibra para que la orientación de los ejes x, y del acelerómetro sean 

paralelos al piso y el eje z perpendicular, como se muestra en la figura 2.2. Esto se 

considera para tener la menor influencia de la aceleración de la gravedad en el 

acelerómetro y con ello no distorsionar las mediciones obtenidas de los registros de 

eventos de conducción. La orientación de los ejes x, y, z mencionados anteriormente 

tienen como supuesto que se equilibraron en una calle que no está en pendiente.  

 

 
Figura 2.2: Orientación de los ejes x, y, z de la aceleración, velocidad angular y ángulo de giro respecto 

al automóvil. Imagen modificada de https://www.freepik.com 
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b) Calibración del sistema MEMS. Esta tarea permite calibrar el acelerómetro en cada 

sesión de obtención de muestras. Se realiza después de colocar y equilibrar el sistema 

en el automóvil y mediante una aplicación en un teléfono inteligente, se envía un 

comando por Bluetooth al sistema MEMS para dar inicio a la rutina de calibración. Esto 

es importante para minimizar el efecto de cualquier offset que pueda tener el sistema 

debido a efectos de temperatura o ruido electromagnético, entre otros. 

 

c) Conducción natural. La base del protocolo de obtención de muestras es el método de 

conducción natural [27], en el cual el conductor maneja en la forma que normalmente 

lo hace, en su propio automóvil y sin ninguna instrucción específica o intervenciones. 

El propósito de este método es observar el comportamiento del conductor al manejar en 

el contexto del día a día. El valor agregado es que no se predispone a la persona a tener 

ciertos comportamientos al manejar un automóvil y esto refleja de mejor manera 

condiciones reales de conducción. Por lo cual el conductor no recibió ninguna 

instrucción de los eventos a realizar. 

 

d) Inicio y fin de un registro. Mediante una aplicación en un teléfono celular, una persona 

en el asiento del copiloto envía un comando mediante Bluetooth al sistema MEMS para 

indicar el inicio, fin y tipo de evento que ocurrió. Debido a que el protocolo de obtención 

de muestras se basa en el método de conducción natural y el conductor maneja sin 

ninguna instrucción específica, el copiloto debe prever la intención del conductor 

mediante la observación, entonces, si el conductor tiene la intención de, por ejemplo, 

pasar un tope, el copiloto deberá prever esa acción y antes de la ocurrencia del evento 

marca el inicio del registro y al finalizar marca el fin.  

 

e) Registros completos. Se consideran únicamente registros de eventos ejecutados 

completamente, esto quiere decir que en el transcurso de la ocurrencia de un evento de 

conducción no se detenga y se reanude posteriormente, por ejemplo, una persona cruce 

repentinamente la calle mientras se da una vuelta y se tenga que detener el automóvil o 

que, por condiciones densas de tránsito, una vuelta en U se ejecute en dos tiempos. Por 

lo tanto, los registros almacenados son de eventos ejecutados en su totalidad. 

 

Las cinco tareas descritas previamente, conforman el protocolo de adquisición de muestras que fue 

usado para obtener cada uno de los registros de los eventos de conducción, los cuales generan la 

base de registros. Algunas de las características consideradas para la obtención de dichas muestras 

son las siguientes: 

 

1. Las sesiones de obtención de muestras fueron realizadas en distintos puntos de la 

Ciudad de México mientras el conductor se dirigía a diferentes destinos, cabe resaltar 

que las calles eran conocidas y desconocidas para el conductor, con lo cual se está en 

conformidad con lo propuesto por el método de conducción natural. 
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2. Los días y horarios de obtención de muestras fueron dispersos, dependiendo de la 

disposición del participante. 

 

3. El automóvil donde se realizaron los eventos de conducción fue del tipo sedán o familiar 

de 5 plazas, año 2017 y en condiciones mecánicas normales. 

 

4. No se consideraron caminos de terracería o empedrados, únicamente se condujo el 

automóvil en trayectos de asfalto o concreto hidráulico, bajo las condiciones de las 

calles de la Ciudad de México. 

 

5. El sistema MEMS utilizado para las sesiones de obtención de registros de eventos de 

conducción fue el JY901B, mostrado en la tabla A.1 del Anexo A. Se eligió este modelo 

ya que el fabricante proporcionaba información precisa de su funcionamiento, además 

de tener una velocidad de obtención de muestras (200 muestras por segundo) que 

permitió detallar de mejor manera cada uno de los eventos de conducción. El sistema 

embebido que guarda las muestras para su posterior tratamiento fue un Raspberry PI 

modelo 3B, mostrado en la tabla A.2 del Anexo A. Se eligió este sistema ya que tiene 

mayor soporte de bibliotecas en lenguaje C para acceder a los diferentes módulos de 

comunicación que permitían la interacción con el sistema MEMS seleccionado. 

 

 

2.3. PREPROCESAMIENTO DE LAS MUESTRAS 
 

 

Previo a clasificar los eventos de conducción es necesario adecuar las muestras de los rasgos 

característicos que definen a cada uno de los eventos. En el apartado 1.3 Estado del Conocimiento, 

se observa que los autores utilizan una o varias técnicas de preprocesamiento para adecuar la 

información que obtuvieron, estas técnicas comúnmente son obtener estadística descriptiva, 

aumentar el número de muestras en las señales y filtrado mediante filtros de Respuesta Finita al 

Impulso (FIR). En este trabajo no se retoman las técnicas de preprocesamiento mencionadas 

anteriormente, ya que se desea que el sistema MEMS y el sistema embebido mencionados en el 

apartado 2.2.1 produzcan la clasificación de los eventos en el menor tiempo posible, entonces es 

necesario reducir las etapas del preprocesamiento, así como utilizar técnicas de bajo requerimiento 

computacional sin comprometer de sobremanera la tasa de clasificaciones correctas. 

 

La estadística descriptiva como son valores máximos, mínimos, promedios, histogramas, entre 

otros, de las muestras de los rasgos característicos no es utilizada, ya que el método de clasificación 

con DTW y KNN emplean la información de las muestras directamente, en general, comparan la 

forma de una serie de muestras que representan un evento de conducción con otra serie de 

referencia, miden el nivel de similitud y con ello el clasificador toma una decisión. También, no es 

necesario aumentar el número de muestras en una serie que representa un evento por medio de 
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técnicas como el remuestreo, ya que el número de muestras (200 muestras por segundo) obtenidas 

por el sistema MEMS seleccionado proporciona la resolución suficiente para detallar cada uno de 

los eventos de conducción, esto verificado mediante la experimentación durante la realización de 

éste trabajo. Por otra parte, el uso de un filtro FIR no es considerado porque la información de los 

sensores esta codificada en el dominio del tiempo como una serie de tiempo y no en el dominio de 

la frecuencia, por lo tanto, se optó por un Filtro de Media Móvil (MAF) ya que estos tienen buen 

desempeño como filtro de suavizado (acción realizada en el dominio del tiempo) [28] y que por la 

naturaleza del clasificador con DTW y KNN, únicamente se necesita reducir el ruido de las 

muestras sin la necesidad de separar una banda de frecuencia de otra, como lo haría un filtro FIR. 

 

Teniendo como base lo descrito anteriormente se procede a describir los rasgos característicos que 

representan a cada uno de los eventos de conducción considerados en este trabajo. 

 

 

2.3.1 EXTRACCIÓN DE RASGOS CARACTERÍSTICOS 

 

Como se mencionó en el apartado 2.3, los rasgos característicos o vectores de características de los 

eventos no se obtuvieron mediante valores máximos, mínimos, promedios, histogramas, entre 

otros, esto debido a la naturaleza del funcionamiento del clasificador con DTW y KNN que 

considera la medición del grado de similitud de las series de muestras. Por tal motivo fue necesario 

distinguir mediante la experimentación cuales muestras de aceleración, velocidad angular y ángulo 

de giro en los ejes x, y, z respecto al automóvil (ver figura 2.2) representan de mejor manera los 

eventos de conducción. 

 

Se consideraron tres categorías donde se encuentran agrupados diferentes eventos, los cuales se 

muestran en la tabla 2.1. 

 

CATEGORÍA EVENTOS 

Velocidad Frenar y Acelerar 

Vueltas 
Vuelta a la izquierda o derecha y Vuelta a la 

izquierda o derecha en U 

Camino Tope y Bache 

Tabla 2.1: Eventos de conducción que pertenecen a las diferentes categorías. 

 

Para cada evento de conducción se obtuvieron muestras de aceleración en los ejes x, y, z, así como 

de velocidad angular y ángulo de giro respecto al automóvil (ver figura 2.2). En las figuras 2.3 a 

2.18 se muestran ejemplos de gráficas de las magnitudes físicas que consideramos representan de 

mejor manera los eventos de conducción. Para una colección completa de gráficas ejemplo en los 

ejes x, y, z de aceleración, velocidad angular y ángulo de giro, para cada evento de conducción, ver 

de las figuras B.1 a B.72 del Anexo B. 
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Categoría: Velocidad 

Evento: Frenar 

Aceleración 

 

 
 

Figura 2.3: Gráfica de la aceleración en el eje y (𝐴𝑦) para el evento Frenar. 

 

Ángulo de giro 

 

 
 

Figura 2.4: Gráfica del ángulo de giro en el eje x (𝐸𝑥) para el evento Frenar, relativo a la dirección donde se detectó 

el inicio del evento. 
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Categoría: Velocidad 

Evento: Acelerar 

Aceleración 

 

 
 

Figura 2.5: Gráfica de la aceleración en el eje y (𝐴𝑦) para el evento Acelerar. 

 

Ángulo de giro 

 

 
 

Figura 2.6: Gráfica del ángulo de giro en el eje x (𝐸𝑥) para el evento Acelerar, relativo a la dirección donde se detectó 

el inicio del evento. 
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Categoría: Vueltas 

Evento: Vuelta a la izquierda 

Velocidad angular 

 

 
 

Figura 2.7: Gráfica de la velocidad angular en el eje z (𝐺𝑧) para el evento Vuelta a la izquierda. 

 

Ángulo de giro 

 

 
 

Figura 2.8: Gráfica del ángulo de giro en el eje z (𝐸𝑧) para el evento Vuelta a la izquierda, relativo a la dirección 

donde se detectó el inicio del evento. 
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Categoría: Vueltas 

Evento: Vuelta a la derecha 

Velocidad angular 

 

 
 

Figura 2.9: Gráfica de la velocidad angular en el eje z (𝐺𝑧) para el evento Vuelta a la derecha. 

 

Ángulo de giro 

 

 
 

Figura 2.10: Gráfica del ángulo de giro en el eje z (𝐸𝑧) para el evento Vuelta a la derecha, relativo a la dirección 

donde se detectó el inicio del evento. 
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Categoría: Vueltas 

Evento: Vuelta a la izquierda en U 

Velocidad angular 

 

 
 

Figura 2.11: Gráfica de la velocidad angular en el eje z (𝐺𝑧) para el evento Vuelta a la izquierda en U. 

 

Ángulo de giro 

 

 
 

Figura 2.12: Gráfica del ángulo de giro en el eje z (𝐸𝑧) para el evento Vuelta a la izquierda en U, relativo a la 

dirección donde se detectó el inicio del evento. 
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Categoría: Vueltas 

Evento: Vuelta a la derecha en U 

Velocidad angular 

 

 
 

Figura 2.13: Gráfica de la velocidad angular en el eje z (𝐺𝑧) para el evento Vuelta a la derecha en U. 

 

Ángulo de giro 

 

 
 

Figura 2.14: Gráfica del ángulo de giro en el eje z (𝐸𝑧) para el evento Vuelta a la derecha en U, relativo a la dirección 

donde se detectó el inicio del evento. 
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Categoría: Camino 

Evento: Tope 

Aceleración 

 

 
 

Figura 2.15: Gráfica de la aceleración en el eje z (𝐴𝑧) para el evento Tope. 

 

Velocidad angular 

 

 
 

Figura 2.16: Gráfica de la velocidad angular en el eje x (𝐺𝑥) para el evento Tope. 

 



47 
 

 
 

Categoría: Camino 

Evento: Bache 

Aceleración 

 

 
 

Figura 2.17: Gráfica de la aceleración en el eje z (𝐴𝑧) para el evento Bache. 

 

Velocidad angular 

 

 
 

Figura 2.18: Gráfica de la velocidad angular en el eje x (𝐺𝑥) para el evento Bache. 
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De las figuras 2.3 a 2.18, respecto a la figura 2.2 del automóvil, se tienen las tablas 2.2 a 2.4.: 

 

Categoría: Velocidad 

Evento Figura Magnitud Observación 

Frenar 2.3 Aceleración eje y (𝐴𝑦) 
Dirección de la 

aceleración cuando se 

frena (hacia enfrente). 

Frenar 2.4 Ángulo giro eje x (𝐸𝑥) 
El automóvil se inclina 

hacia enfrente. 
    

Acelerar 2.5 Aceleración eje y (𝐴𝑦) 
Dirección de la 

aceleración cuando se 

acelera (hacia atrás). 

Acelerar 2.6 Ángulo giro eje x (𝐸𝑥) 
El automóvil se inclina 

hacia atrás. 

Tabla 2.2: Observaciones de las magnitudes que describen de mejor manera los eventos de conducción de la 

categoría Velocidad. 

 

Categoría: Vueltas 

Evento Figura Magnitud Observación 

Vuelta a la izquierda 2.7 Velocidad angular eje z (𝐺𝑧) 

Velocidad y sentido de 

giro del automóvil (hacia 

la izquierda). 

Vuelta a la izquierda 2.8 Ángulo de giro eje z (𝐸𝑧) 
Amplitud de la vuelta 

(~ 90°). 
    

Vuelta a la derecha 2.9 Velocidad angular eje z (𝐺𝑧) 

Velocidad y sentido de 

giro del automóvil (hacia 

la derecha). 

Vuelta a la derecha 2.10 Ángulo de giro eje z (𝐸𝑧) 
Amplitud de la vuelta 

(~ 90°). 
    

Vuelta a la izquierda U 2.11 Velocidad angular eje z (𝐺𝑧) 

Velocidad y sentido de 

giro del automóvil (hacia 

la izquierda). 

Vuelta a la izquierda U 2.12 Ángulo de giro eje z (𝐸𝑧) 
Amplitud de la vuelta 

(~ 180°). 
    

Vuelta a la derecha U 2.13 Velocidad angular eje z (𝐺𝑧) 

Velocidad y sentido de 

giro del automóvil (hacia 

la derecha). 

Vuelta a la derecha U 2.14 Ángulo de giro eje z (𝐸𝑧) 
Amplitud de la vuelta 

(~ 180°). 

Tabla 2.3: Observaciones de las magnitudes que describen de mejor manera los eventos de conducción de la 

categoría Vueltas. 
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Categoría: Camino 

Evento Figura Magnitud Observación 

Tope 2.15 Aceleración eje z (𝐴𝑧) 

Oscilaciones del 

automóvil durante un 

tope. 

Tope 2.16 Velocidad angular eje x (𝐺𝑥) 

Oscilaciones de velocidad 

del automóvil (hacia 

arriba y hacia abajo). 
    

Bache 2.17 Aceleración eje z (𝐴𝑧) 
Una oscilación al pasar 

un bache. 

Bache 2.18 Velocidad angular eje x (𝐺𝑥) 

Oscilación de velocidad 

del automóvil (hacia 

arriba y hacia abajo). 

Tabla 2.4: Observaciones de las magnitudes que describen de mejor manera los eventos de conducción de la 

categoría Camino. 

 

De las figuras 2.3 a 2.18 y de las tablas 2.2 a 2.4 se observa que para los eventos frenar y acelerar, 

los ejes que aportan información relevante para la clasificación son la aceleración en el eje y (𝐴𝑦) 

y el ángulo de giro en el eje x (𝐸𝑥) ya que consideramos describen de mejor manera el 

comportamiento del automóvil durante la ocurrencia de esos eventos. Para el caso de las cuatro 

tipos de vueltas en la categoría “Vueltas”, se observa que los ejes que aportan información relevante 

para la clasificación es la velocidad angular en el eje z (𝐺𝑧) y el ángulo de giro en el eje z (𝐸𝑧). 

Aunque la velocidad angular describe la velocidad con que se realiza una vuelta a la izquierda o a 

la derecha, no proporciona información sobre si la vuelta fue normal (~ 90°) o en U (~ 180°), por 

ello se auxilia de la magnitud del ángulo de giro. Por otra parte, para los eventos tope y bache, los 

ejes que aportan información relevante para la clasificación son la aceleración en el eje z (𝐴𝑧) y la 

velocidad angular en el eje x (𝐺𝑥), ya que representan como el automóvil oscila durante la 

ocurrencia de estos eventos. 

 

Cabe resaltar que debido a la inclusión del ángulo de giro en el eje z (𝐸𝑧) para conformar el vector 

de características de la categoría “Vueltas”, los vectores de características de las categorías 

“Velocidad” y “Camino” también lo incluirán, de igual manera se considera la velocidad angular 

en el eje z (𝐺𝑧). Esto debido a que se puede realizar una primera clasificación en la cual se distingue 

cualquier evento de la categoría “Vueltas” con cualquier evento de las categorías “Velocidad” y 

“Camino”. En la sección 2.4.3 Combinación de DTW y KNN para la Clasificación, se describe la 

primera clasificación que considera la velocidad angular y el ángulo de giro. 
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Por lo tanto, los vectores de características serán los mismos para los eventos agrupados dentro de 

la misma categoría. Para el caso de “Velocidad” y “Camino” tendrán un vector primario y un vector 

secundario, donde el primario representa las magnitudes que propiamente representan al evento y 

el secundario almacena el ángulo de giro y la velocidad angular para la primera clasificación que 

distingue cualquier evento de la categoría “Vueltas” con cualquier evento de las categorías 

“Velocidad” y “Camino”. Lo anterior se muestran en la siguiente tabla. 

 

CATEGORÍA EVENTOS 
VECTORES DE 

CARACTERÍSTICAS 

Velocidad Frenar y Acelerar 
𝑆𝑝 = [𝐴𝑦, 𝐸𝑥] 

𝑆𝑠 = [𝐺𝑧 , 𝐸𝑧] 

Vueltas 

Vuelta a la izquierda o 

derecha y Vuelta a la 

izquierda o derecha en U 

𝑇𝑝 = [𝐺𝑧 , 𝐸𝑧] 

Camino Tope y Bache 
𝑅𝑝 = [𝐴𝑧 , 𝐺𝑥] 

𝑅𝑠 = [𝐺𝑧 , 𝐸𝑧] 
Tabla 2.5: Vectores de características que pertenecen a las diferentes categorías, donde: 𝐴𝑦 = aceleración en el eje y,  

𝐸𝑥 = ángulo de giro en el eje x, 𝐺𝑧 = velocidad angular en el eje z, 𝐸𝑧 = ángulo de giro en el eje z, 𝐴𝑧 = aceleración en 

el eje z y 𝐺𝑥 = velocidad angular en el eje x, Los subíndices 𝑝 y 𝑠 indican vector primario y secundario respectivamente. 

 

Es importante mencionar que Minglin [23] utiliza el magnetómetro de su sistema MEMS para la 

distinción entre vueltas y vueltas en U obteniendo buenos resultados, esto debido a que el campo 

magnético de la tierra que incide en los tres ejes del magnetómetro varia en magnitud y dirección 

de diferente manera si se realiza una vuelta normal (~ 90°) o en U (~ 180°), la desventaja de utilizar 

este sensor es que las mediciones se alteran en la presencia de ruido electromagnético y aunque se 

puede calibrar, esta sólo es válida en el punto donde se calibró y debido a que un automóvil está en 

constante movimiento resulta inviable. Para evitar las complicaciones al utilizar un magnetómetro, 

en nuestro trabajo se utilizó el ángulo de giro que proporciona nuestro sistema MEMS, el cual tiene 

como base la fusión de datos del acelerómetro y giroscopio para calcular los ángulos giro o ángulos 

de Euler [38]. 
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Con los criterios mencionados anteriormente para conformar los vectores de características, se 

construyó una base de datos de eventos de referencia, donde el número de registros por evento se 

muestra en la siguiente tabla:  

 

CATEGORÍA EVENTO REGISTROS 

Velocidad 
Frenar 77 

Acelerar 70 
   

Vueltas 

Vuelta a la izquierda 78 

Vuelta a la derecha 84 

Vuelta a la izquierda en U 8 

Vuelta a la derecha en U 4 
   

Camino 
Tope 84 

Bache 86 

  Total: 491 

Tabla 2.6: Número de registros de vectores de características en la base de datos de referencia. 

 

La obtención de los vectores de características de los diferentes eventos de conducción son 

importantes ya que se considera exclusivamente la información que mejor modela a cada evento, 

y con ello se puede aumentar la tasa de clasificaciones al proporcionar al clasificador únicamente 

de los datos más relevantes para realizar su tarea, además, en nuestro caso se reduce el espacio de 

almacenamiento de las muestras de los eventos de referencia, esto porque sólo se toman en cuenta 

cinco de las nueve magnitudes físicas que puede entregar el sistema MEMS, también con los 

vectores de características se reduce el tiempo de cómputo del algoritmo DTW ya que no se tendrán 

que comparar magnitudes que no proporcionan información relevante para el modelado de los 

eventos.  

 

Posterior a la obtención de los vectores de características se reduce el ruido en esas muestras con 

la ayuda de un filtro MAF, el cual como se mencionó en el apartado 2.3 tiene buen desempeño 

como filtro de suavizado y ya que no existe la necesidad de separar una banda de frecuencias de 

otra se puede omitir el uso de un filtro FIR. En el siguiente apartado se describe el funcionamiento 

de un filtro MAF.  
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2.3.2 FILTRO DE MEDIA MÓVIL (MAF) 
 

Implementación por convolución 

 

La media móvil es el filtro más común en el procesamiento digital de señales, principalmente 

porque es el filtro digital más sencillo de implementar. A pesar de su simplicidad, el filtro de media 

móvil es óptimo para una tarea común: reducir el ruido aleatorio mientras se conserva la respuesta 

al paso. Esto lo convierte en el principal filtro para las señales codificadas en el dominio del tiempo. 

Sin embargo, el filtro de media móvil no es apto para señales codificadas en el dominio de la 

frecuencia, ya que cuenta con poca capacidad para separar una banda de frecuencias de otra. Filtros 

similares al de media móvil incluyen el filtro Gausiano, de Blackman y media móvil de múltiples 

pasos. Estos tienen un rendimiento ligeramente mejor en el dominio de la frecuencia, a expensas 

de un mayor tiempo de cálculo [28]. 

 

Como el nombre lo indica, el filtro de media móvil opera promediando un número de puntos de la 

señal de entrada para producir cada punto en la señal de salida. En forma de ecuación, esto se 

escribe como: 

 

𝑦[𝑖] =
1

𝑀
∑ 𝑥[𝑖 + 𝑗]

𝑀−1

𝑗=0

 (2.1) 

 

Donde 𝑥[ ] es la señal de entrada, 𝑦[ ] es la señal de salida, y 𝑀 es el número de puntos en el 

promedio. Por ejemplo, en un filtro de media móvil de 5 puntos, el punto 80 de la señal de salida 

está dado por; 

 

𝑦[80] =
𝑥[80] + 𝑥[81] + 𝑥[82] + 𝑥[83] + 𝑥[84]

5
 

 

Como una alternativa, el grupo de puntos de la señal de entrada pueden ser elegidos simétricamente 

alrededor del punto de salida: 

 

𝑦[80] =
𝑥[78] + 𝑥[79] + 𝑥[80] + 𝑥[81] + 𝑥[82]

5
 

 

Esto corresponde a cambiar la suma en la ecuación 2.1 de: 𝑗 = 0 a 𝑀 − 1, a 𝑗 = − (𝑀 − 1) 2⁄  a 

(𝑀 − 1) 2⁄ . Por ejemplo, en un filtro de media móvil de 11 puntos, el índice, 𝑗, puede ir de 0 a 11 

(promedio de un lado) o de -5 a 5 (promedio simétrico). Promedio simétrico requiere que 𝑀 sea un 

número impar. Programarlo es significativamente más fácil con los puntos en un solo lado; sin 

embargo, esto produce un desfasamiento relativo entre la entrada y la señal de salida. 
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De lo anterior se reconoce que el filtro de media móvil es una convolución usando un núcleo 

simple. Por ejemplo, un filtro de 5 puntos tiene el núcleo: 

⋯ , 0, 0, 1 5⁄ , 1 5⁄ , 1 5⁄ , 1 5⁄ , 1 5⁄ , 0, 0, ⋯. Entonces el filtro de media móvil es una convolución 

de la señal de entrada con un pulso rectangular de área unitaria. 

 

Respuesta en frecuencia 

 

La figura 2.19 muestra la respuesta en frecuencia del filtro de media móvil. La cual es 

matemáticamente descrita por la transformada de Fourier de un pulso rectangular: 

 

𝐻[𝑓] =
sin(𝜋𝑓𝑀)

𝑀 sin(𝜋𝑓)
 (2.2) 

 

La caída es lenta y por lo tanto la banda de atenuación es insuficiente. Claramente, el filtro de 

media móvil no puede separar una banda de frecuencias de otra. Un buen rendimiento en el dominio 

del tiempo da como resultado un bajo rendimiento en el dominio de la frecuencia, y viceversa. En 

resumen, la media móvil es un buen filtro de suavizado (acción en el dominio del tiempo), pero de 

bajo rendimiento como filtro paso bajo (acción en el dominio de la frecuencia). 

 

 
Figura 2.19: Respuesta en frecuencia del filtro de media móvil. La media móvil tiene bajo rendimiento como filtro 

paso bajo, debido a su caída lenta y a la insuficiente banda de atenuación [28]. 
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Implementación recursiva 

 

Una ventaja del filtro de media móvil es que puede ser implementado con un algoritmo recursivo. 

Por ejemplo, se ingresa una señal de entrada 𝑥[ ], a través de un filtro de media móvil de 7 puntos 

para generar una señal de salida, 𝑦[ ]. Se calculan dos puntos adyacentes, 𝑦[50] y 𝑦[51]: 

 

𝑦[50] = 𝑥[47] + 𝑥[48] + 𝑥[49] + 𝑥[50] + 𝑥[51] + 𝑥[52] + 𝑥[53] 

 

𝑦[51] = 𝑥[48] + 𝑥[49] + 𝑥[50] + 𝑥[51] + 𝑥[52] + 𝑥[53] + 𝑥[54] 

 

Se observa que son cálculos semejantes; los puntos 𝑥[48] hasta 𝑥[53] deben ser sumados para 

𝑦[50], y de nuevo para 𝑦[51]. Si 𝑦[50] ha sido calculado anteriormente, una forma eficiente de 

calcular 𝑦[51] es: 

 

𝑦[51] = 𝑦[50] + 𝑥[54] − 𝑥[47] 

 

Una vez que se ha calculado 𝑦[51] utilizado 𝑦[50], entonces 𝑦[52] se obtiene de la muestra 𝑦[51], 

y así sucesivamente. Después de que el primer punto es calculado en 𝑦[ ], los puntos restantes 

pueden obtenerse con sólo una adición y una substracción por punto. Esto se expresa en la siguiente 

ecuación: 

 

𝑦[𝑖] = 𝑦[𝑖 − 1] + 𝑥[𝑖 + 𝑝] − 𝑥[𝑖 − 𝑞] (2.3) 

  

𝑝 = (𝑀 − 1) 2⁄   

𝑞 = 𝑝 + 1  

 

Se observa que la ecuación 2.3 utiliza dos fuentes de datos para calcular cada punto en la salida: 

puntos de la entrada y puntos previamente calculados de la salida. Por lo cual es una ecuación del 

tipo recursiva, lo que quiere decir que el resultado de un cálculo es utilizado en cálculos posteriores. 

 

El algoritmo del filtro de media móvil es más rápido a comparación de otros filtros digitales como 

los de Respuesta Infinita al Impulso (IIR) o los de Respuesta Finita al Impulso (FIR). Primero, sólo 

existen dos cálculos por punto, sin importar la longitud del núcleo del filtro. Segundo, adición y 

sustracción son las operaciones matemáticas más recurrentes, mientras que la mayoría de filtros 

digitales utilizan diversas multiplicaciones que requieren mayor tiempo de cómputo. Tercero, el 

esquema de los índices es simple. Cada índice 𝑝 y 𝑞 de la ecuación 2.3 se encuentra mediante 

adición o sustracción de constantes enteras que pueden calcularse antes de que el procedimiento de 

filtrado inicie. Cuarto, el algoritmo puede ser llevado a cabo con representación de número enteros. 

Dependiendo del hardware utilizado, el cálculo con números enteros puede ser más rápido que con 

números de punto flotante por más de un orden de magnitud. 
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2.4. ALGORITMOS DE CLASIFICACIÓN 
 

 

Una vez conformada la base de registros de vectores de características que representan los 

diferentes eventos de conducción, se necesita elegir un método de clasificación que permita 

catalogar dichos eventos. En el apartado 1.3 Estado del Conocimiento, se observa que los autores 

utilizan diferentes técnicas, principalmente algoritmos de aprendizaje maquinal como Máquinas de 

Soporte Vectorial (SVM), Modelos Ocultos de Markov (HMM), K-Means y la combinación de los 

algoritmos Distorsión de Tiempo Dinámico (DTW) y K-Vecinos más Cercanos (KNN) (ver tabla 

1.1). En general estos algoritmos funcionan de la siguiente manera para la clasificación de eventos 

de conducción: 

 

a) Máquinas de Soporte Vectorial (SVM). Dado un conjunto de puntos en el que cada 

uno de ellos pertenece a una de diferentes clases, se construye un modelo capaz de 

estimar si un nuevo punto pertenece a una clase o a otra. La SVM busca el modelo de 

un hiperplano o conjunto de hiperplanos en un espacio de dimensionalidad muy alta que 

separe de forma óptima a los puntos de una clase de otra. Para generar los puntos que 

necesita la SVM que clasifica eventos de conducción, normalmente se utilizan valores 

máximos, mínimos, promedios, histogramas, entre otros de los vectores de 

características. Con esto se genera un segundo vector de alta dimensionalidad el cual 

puede ser catalogado por la SVM [23]. 

 

b) Modelos Ocultos de Markov (HMM). Son modelos estadísticos en el que se asume 

que el sistema a modelar es un proceso aleatorio dependiente del tiempo. El objetivo es 

determinar los parámetros desconocidos u ocultos de una cadena de estados a partir de 

los parámetros observables. Para generar la cadena o modelos que clasifica eventos de 

conducción, normalmente se elige el número de estados con base en los diferentes 

cambios repentinos de las series de muestras de los vectores de características. Los 

parámetros desconocidos son la probabilidad de transición de un estado a otro con base 

en un análisis probabilístico de los vectores de características y los parámetros 

observables son propiamente los vectores de características [3]. 

 

c) K-Means. Es un método de agrupamiento que tiene como objetivo la partición de un 

conjunto de 𝑛 observaciones en 𝐾 grupos, en el que cada observación pertenece al grupo 

cuyo valor medio es más cercano. Al igual que las SVM, para generar las observaciones, 

normalmente se utilizan valores máximos, mínimos, promedios, histogramas, entre 

otros de los vectores de características de los eventos de conducción [12].  

 

En este trabajo se retoma la combinación de los algoritmos DTW y KNN ya que su funcionamiento 

emplea directamente la información de las series de datos de los vectores de características, por lo 

que no es necesario obtener estadística descriptiva como en el caso de SVM y K-Means, en general, 

DTW compara una serie de datos de un vector de características que representan cualquier evento 
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de conducción contra diferentes vector de prueba, miden el nivel de similitud y con ello KNN toma 

la decisión de la mejor correspondencia. También, no es necesario determinar el número de estados 

o un análisis probabilístico como en el caso de HMM. Otro aspecto que refuerza el uso de DTW y 

KNN es que la forma de las gráficas de las magnitudes físicas de los vectores de características, 

mostradas en el apartado 2.3.1 Extracción De Rasgos Característicos, en su mayoría se diferencian 

entre sí y debido a que DTW compara dos series de muestras, hay menor probabilidad de que exista 

una clasificación incorrecta, además ambos algoritmos no necesitan propiamente una etapa de 

entrenamiento como SVM, HMM y K-Means y la combinación de DTW y KNN tiene altas tasas 

de clasificación para catalogar diversos eventos de conducción, como se muestra en la tabla 1.1. 

 

Teniendo como base lo descrito anteriormente se procede a describir el funcionamiento de los 

algoritmos DTW y KNN. 

 

 

2.4.1. DISTORSIÓN DE TIEMPO DINÁMICO (DTW) 

 

Una tarea común con los datos de series de tiempo es comparar una secuencia con otra. En algunos 

dominios una medida de distancia simple, como la distancia Euclidiana será suficiente. Sin 

embargo, a menudo ocurre que dos secuencias tienen aproximadamente las mismas formas de 

componentes generales, pero estas formas no se alinean en el tiempo. La figura 2.20 muestra esto 

con un ejemplo. Para encontrar la similitud entre tales secuencias, o como un paso de 

preprocesamiento antes de promediarlas, debemos "distorsionar" el eje del tiempo de una (o ambas) 

secuencias para lograr una mejor alineación. Distorsión de Tiempo Dinámico (DTW) es una técnica 

para lograr de manera eficiente esta distorsión [29]. 

 

 
Figura 2.20: Un ejemplo de la utilidad de la distorsión de tiempo dinámico. A) Dos secuencias que, si bien tienen una 

forma general similar, no están alineadas en el eje del tiempo. Una medida de distancia que asume que el i-ésimo punto 

en una secuencia está alineado con el i-ésimo punto en la otra producirá una desemejanza. B) DTW puede encontrar 

una alineación entre las dos secuencias que permita calcular una medida de distancia o similitud más sofisticada. [29]. 

 

En el análisis de series de tiempo, DTW es un algoritmo que encuentra para cada muestra en una 

de las secuencias, la correspondiente muestra en la otra secuencia que es lo más cercana a la 

muestra original, usando algunas métricas predefinidas. Dada esta correspondencia, es posible 

calcular la “distancia” entre las secuencias bajo comparación para medir la similitud entre ellas 

[33].  
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El algoritmo DTW fue originalmente diseñado por Sakoe y Chiba [30] como una técnica para el 

reconocimiento del habla y algunas de las aplicaciones adicionales que se le ha dado a este 

algoritmo es el reconocimiento de rostros [31], clasificación de vehículos [32] y la verificación de 

firmas [33]. En este trabajo extendemos su uso para la clasificación de eventos de conducción.  

 

El algoritmo de distorsión de tiempo dinámico 

 

Supóngase que se tienen dos series de tiempo 𝑄 y 𝐶, de longitud 𝑛 y 𝑚 respectivamente, donde: 

 

𝑄 = 𝑞1, 𝑞2, … , 𝑞𝑖 , … , 𝑞𝑛 (2.4) 

𝐶 = 𝑐1, 𝑐2, … , 𝑐𝑗 , … , 𝑐𝑚 (2.5) 

 

Para alinear dos secuencias usando DTW se construye una matriz de 𝑛 × 𝑚 donde el (i-ésimo, j-

ésimo) elemento de la matriz contiene la distancia 𝑑(𝑞𝑖, 𝑐𝑗) entre los puntos 𝑞𝑖 y 𝑐𝑗 (típicamente se 

utiliza la distancia Euclidiana, por lo tanto 𝑑(𝑞𝑖, 𝑐𝑗) = √(𝑞𝑖 − 𝑐𝑗)2). Cada elemento (𝑖, 𝑗) de la 

matriz corresponde a la alineación entre los puntos 𝑞𝑖 y 𝑐𝑗. Esto se ilustra en la figura 2.21. Un 

camino distorsionado 𝑊, es un conjunto contiguo de elementos de la matriz que define un mapeo 

entre 𝑄 y 𝐶. El k-ésimo elemento de 𝑊 está definido como 𝑤𝑘 = (𝑖, 𝑗)𝑘, entonces se tiene: 

 

𝑊 = 𝑤1, 𝑤2, … , 𝑞𝑘 , … , 𝑞𝐾 

max(𝑚, 𝑛) ≤ 𝐾 ≤ 𝑚 + 𝑛 − 1 
(2.6) 

 

El camino distorsionado está típicamente sujeto a diferentes restricciones: 

 

 Condiciones de frontera: 𝑤1 = (1,1) y 𝑤𝐾 = (𝑚, 𝑛), simplemente indicado, esto 

requiere que el camino de deformación comience y termine en celdas de la esquina de 

la matriz diagonalmente opuestas. 

 

 Continuidad: Dado 𝑤𝑘 = (𝑎, 𝑏) entonces 𝑤𝑘−1 = (𝑎′, 𝑏′) donde 𝑎 − 𝑎′ ≤ 1 y 𝑏 −

𝑏′ ≤ 1. Esto restringe los pasos permitidos en el camino de deformación a celdas 

adyacentes (incluidas celdas diagonalmente adyacentes). 

 

 Monotonicidad: Dado 𝑤𝑘 = (𝑎, 𝑏) entonces 𝑤𝑘−1 = (𝑎′, 𝑏′) donde 𝑎 − 𝑎′ ≥ 0 y 𝑏 −

𝑏′ ≥ 0. Esto obliga a los puntos en 𝑊 a estar monótonamente espaciados en tiempo. 
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Existen diversos caminos de deformación que satisfacen las condiciones anteriores, sin embargo, 

sólo se interesa por el camino que minimiza el costo de la deformación: 

 

𝐷𝑇𝑊(𝑄, 𝐶) = 𝑚𝑖𝑛 {
√∑ 𝑤𝑘

𝐾
𝑘=1

𝐾
 (2.7) 

 

La letra 𝐾 en el denominador de la ecuación anterior se usa para compensar el hecho de que los 

caminos de deformación pueden tener diferentes longitudes. 

 

El camino que minimiza el costo de la deformación puede encontrarse eficientemente utilizando 

programación dinámica para evaluar la siguiente recurrencia que define la distancia acumulada 

𝛾(𝑖, 𝑗) como la distancia 𝑑(𝑖, 𝑗) encontrada en la celda actual y el mínimo de las distancias 

acumuladas de los elementos adyacentes: 

 

𝛾(𝑖, 𝑗) = 𝑑(𝑞𝑖, 𝑐𝑗) + 𝑚𝑖𝑛{𝛾(𝑖 − 1, 𝑗 − 1), 𝛾(𝑖 − 1, 𝑗), 𝛾(𝑖, 𝑗 − 1)} (2.8) 

 

 

 
Figura 2.21: Ejemplo de una matriz de distancias y su respectivo camino deformado [29]. 
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Restringiendo el algoritmo de distorsión de tiempo dinámico 

 

Aunque DTW se ha utilizado con éxito en muchos dominios, puede producir resultados 

patológicos. La observación crucial es que el algoritmo puede tratar de explicar la variabilidad en 

el eje y al deformar el eje x. Esto puede conducir a alineamientos poco intuitivos donde un solo 

punto en una serie de tiempo se correlaciona con una gran subsección de otra serie temporal. A los 

ejemplos de este comportamiento indeseable se le llaman "singularidades". Se ha propuesto una 

variedad de medidas para tratar las singularidades. Todos estos enfoques limitan esencialmente las 

posibles deformaciones permitidas. 

 

El problema de las singularidades se observó por Sakoe y Chiba [30]. Varios métodos que se han 

propuesto para corregir el problema se describen a continuación: 

 

1) Ventana: Los elementos permitidos de la matriz se pueden restringir a aquellos que 

caen en una ventana de distorsión, |𝑖 − (𝑛 (𝑚 𝑗⁄ )⁄ )| < 𝑅, donde 𝑅 es un entero positivo 

ancho de ventana. Esto significa que las esquinas de la matriz no se consideran, como 

lo muestran las líneas punteadas en la figura 2.21. 

 

2) Ponderaciones de pendiente: Si la ecuación 2.8 es remplazada con 𝛾(𝑖, 𝑗) = 𝑑(𝑖, 𝑗) +

𝑚𝑖𝑛{𝛾(𝑖 − 1, 𝑗 − 1), 𝑋𝛾(𝑖 − 1, 𝑗), 𝑋𝛾(𝑖, 𝑗 − 1)} donde 𝑋 es un número real positivo, se 

puede restringir la distorsión al cambiar el valor de 𝑋. A medida que 𝑋 aumenta, el 

camino de distorsión se inclina cada vez más hacia la diagonal. 

 

3) Patrones de pasos (restricciones de pendiente): Se puede visualizar la ecuación 2.8 

como un diagrama de patrones de paso admisibles, como en la figura 2.22A. Las flechas 

muestran los pasos permitidos que el camino de distorsión puede tomar en cada etapa. 

Se puede remplazar la ecuación 2.8 con 𝛾(𝑖, 𝑗) = 𝑑(𝑖, 𝑗) + 𝑚𝑖𝑛{𝛾(𝑖 − 1, 𝑗 − 1), 𝛾(𝑖 −

1, 𝑗 − 2), 𝑋𝛾(𝑖 − 2, 𝑗 − 1)},  que corresponde con el patrón de pasos mostrado en la 

figura 2.22B. Usando esta ecuación, el camino de distorsión es obligado a moverse en 

diagonal para cada paso paralelo a un eje. 

 

 
Figura 2.22: Representación pictográfica de dos alternativas de patrones de paso [29]: 

A) Patrón correspondiente a 𝛾(𝑖, 𝑗) = 𝑑(𝑖, 𝑗) + 𝑚𝑖𝑛{𝛾(𝑖 − 1, 𝑗 − 1), 𝛾(𝑖 − 1, 𝑗), 𝛾(𝑖, 𝑗 − 1)} 

B) Patrón correspondiente a 𝛾(𝑖, 𝑗) = 𝑑(𝑖, 𝑗) + 𝑚𝑖𝑛{𝛾(𝑖 − 1, 𝑗 − 1), 𝛾(𝑖 − 1, 𝑗 − 2), 𝛾(𝑖 − 2, 𝑗 − 1)} 
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2.4.2. K-VECINOS MÁS CERCANOS (KNN) 

 

La clasificación se considera como uno de los componentes importantes de los sistemas 

inteligentes. En las diferentes técnicas de clasificación, se tiene una variable especial de valores 

discretos, llamada clase y el objetivo es estimar a qué clase pertenece un objeto. K-Vecinos más 

Cercanos (KNN) es uno de los algoritmos más simple y conocido para realizar esta tarea. Este 

algoritmo se ha utilizado en varias aplicaciones, como el procesamiento de imágenes [35] y el 

reconocimiento de escritura a mano [36]. KNN es un algoritmo basado en memoria que no requiere 

un entrenamiento o modelo explícito y, por lo tanto, también es conocido como algoritmo de 

“aprendizaje perezoso”, al contrario de un “aprendizaje entusiasta” donde se realiza un 

entrenamiento antes de realizar la clasificación. El algoritmo proporciona la estimación de máxima 

similitud de la clase [34]. 

 

El algoritmo de clasificación KNN encuentra un grupo cercano de 𝐾 objetos en el conjunto de 

datos de entrenamiento y estima la clase del objeto a clasificar con base en los objetos de 

entrenamiento más cercanos. Tres elementos clave involucrados en el algoritmo son: 

 

a) El conjunto de objetos almacenados (datos de entrenamiento) 

b) Una distancia o medición similar 

c) Un apropiado valor de 𝐾 

 

La medida de distancia utilizada comúnmente con KNN es la Euclidiana. Sin embargo, otra medida 

de distancia como Manhattan, Hamming o Minkowski también son usadas. Este algoritmo 

proporciona resultados satisfactorios cuando se aplica en bases de datos que tienen valores 

determinados o definidos, pero no es capaz de manejar bases de datos inciertas. 

 

El algoritmo de vecinos más cercanos (NNR) 

 

Dado un conjunto de 𝑁 pares (𝑥1, 𝜃1), (𝑥2, 𝜃2), … , (𝑥𝑁 , 𝜃𝑁), donde las 𝑥𝑖 obtienen valores de un 

espacio de medición 𝑋 sobre el cual se define la medición 𝑑, y las 𝜃𝑖 toman valores de un conjunto 

finito {𝜔1, 𝜔2, … , 𝜔𝑀 }. Cada 𝜃𝑖 se considerada el índice de la categoría a la que pertenece i-ésimo 

individuo, y cada 𝑥𝑖 es el resultado del conjunto de atributos de ese individuo. Para abreviar, con 

frecuencia se menciona que “𝑥𝑖 pertenece a 𝜃𝑖". 

 

Dado un nuevo par (𝑥, 𝜃), donde sólo los atributos de 𝑥 son conocidos, y se desea estimar 𝜃 

utilizando la información contenida en el conjunto de puntos clasificados correctamente. Se 

denomina: 

  

𝑥𝑁𝑁 ∈ {𝑥1, 𝑥2, … , 𝑥𝑁} (2.9) 
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un vecino más cercano a 𝑥 si: 

 

𝑚𝑖𝑛{𝑑(𝑥𝑖, 𝑥)} = 𝑑(𝑥𝑁𝑁 , 𝑥) (2.10) 

𝑖 = 1,2, … , 𝑁  

 

El algoritmo de vecinos más cercano decide que 𝑥 pertenece a la categoría 𝜃𝑁𝑁 de su vecino más 

cercano 𝑥𝑁𝑁. En caso de empate entre vecinos, el algoritmo puede ser modificado para decidir la 

categoría más común entre quienes empataron.  

 

El algoritmo de votación KNN es una extensión del algoritmo NNR. KNN utiliza la información 

de los 𝐾 vecinos más cercanos del patrón sin clasificar para realizar una decisión. 

 

El algoritmo de K-vecinos más cercanos (KNN) 

 

Un individuo sin clasificar es asignado a la clase representada por la mayoría de sus 𝐾 vecinos más 

cercanos. En el algoritmo, se asume que los 𝐾 vecinos tienen igual peso en la decisión sin importar 

la distancia con el individuo 𝑥 a ser clasificado. Es intuitivo apelar a dar diferentes pesos a los 𝐾 

vecinos en función de sus distancias a 𝑥, dando un peso mayor a los vecinos más cercanos. 

 

Sea 𝑑 la distancia medida, y 𝑥1, 𝑥2, … , 𝑥𝐾 los 𝐾 vecinos más cercanos a 𝑥 ordenados en orden 

ascendente respecto a 𝑑(𝑥𝑖, 𝑥). Donde 𝑥1 es el primer vecino más cercano a 𝑥. Dudani [37] propone 

asignar al i-ésimo vecino más cercano 𝑥𝑖, un peso 𝑤𝑖 definido como: 

 

𝑤𝑖 = {

𝑑(𝑥𝐾, 𝑥) − 𝑑(𝑥𝑖 , 𝑥)

𝑑(𝑥𝐾 , 𝑥) − 𝑑(𝑥1, 𝑥)
𝑠𝑖 𝑑(𝑥𝐾, 𝑥) ≠ 𝑑(𝑥1, 𝑥)

1 𝑠𝑖 𝑑(𝑥𝐾, 𝑥) = 𝑑(𝑥1, 𝑥)

 (2.11) 

 

El individuo 𝑥 se asigna a la clase para la cual los pesos de los representantes entre los 𝐾 vecinos 

más cercanos suman el mayor valor. Esta regla ha sido mostrada por Dudani que produce tasas de 

error más bajas que las obtenidas usando únicamente KNN. 
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2.4.3. COMBINACIÓN DE DTW Y KNN PARA LA CLASIFICACIÓN 

 

Suponiendo un clasificador de eventos de conducción con base únicamente en DTW y vectores de 

características de referencia y prueba de una dimensión (una sóla serie de datos en el eje de alguna 

magnitud de aceleración, velocidad angular o ángulo de giro), asignará el tipo de evento 

correspondiente a la menor medición de distancia entre las secuencias bajo comparación. El 

problema de esta aproximación es que pueden existir diferentes distancias mínimas con el mismo 

valor, correspondientes a diferentes tipos de eventos y el clasificador puede elegir la primera 

ocurrencia o una al azar, lo cual resulta en una baja tasa de clasificaciones. Además, al tener 

vectores de características de una dimensión, no existe suficiente información para representar y 

diferenciar los eventos de conducción. 

 

Ahora, suponga un clasificador con base en la combinación de DTW-KNN y vectores de 

características de referencia y prueba de una dimensión (una sóla serie de datos en el eje de alguna 

magnitud de aceleración, velocidad angular o ángulo de giro). El algoritmo KNN realiza una 

votación entre las 𝐾 menores mediciones de distancia proporcionadas por el algoritmo DTW, de 

los eventos de referencia contra el evento de prueba para asignar la clase o tipo de evento del que 

se trata. Si se considera 𝐾 = 1 se tiene el caso del párrafo anterior, pueden existir diferentes 

distancias mínimas con el mismo valor, correspondientes a diferentes tipos de eventos y el 

clasificador elegirá la primera ocurrencia; KNN se convierte en NNR. El problema puede 

resolverse variando entre 2 y 𝑁 el número de vecinos 𝐾 en la votación, donde 𝑁 es el número 

máximo de vectores de características de referencia. De esta forma se reduce la probabilidad de 

que exista un empate y se aumenta la tasa de clasificaciones, esto se aprecia de mejor manera en el 

apartado 3.3.1 Pruebas y Resultados. 

 

La situación descrita en el párrafo anterior considera que se tienen vectores de características de 

referencia y prueba de una dimensión (una sóla serie de datos en el eje de alguna magnitud de 

aceleración, velocidad angular o ángulo de giro), esto quiere decir que el algoritmo DTW sólo 

entrega una medida de mínima distancia por cada comparación entre vectores de referencia y el 

vector de prueba. En nuestro trabajo se consideraron vectores de referencia principales de dos 

dimensiones (ver tabla 2.5) ya que representan de mejor manera a los eventos de conducción, por 

lo que DTW entrega dos medidas de mínima distancia y debido a KNN sólo requiere una medida 

por cada comparación entre los vectores de referencia y el vector de prueba, estas dos mediciones 

se suman por medio de la distancia de Manhattan [39] ya que una de las consideraciones de ése 

trabajo es que se produzca la clasificación de los eventos en el menor tiempo posible, utilizando 

técnicas de bajo requerimiento computacional sin comprometer de sobremanera la tasa de 

clasificaciones, y la distancia de Manhattan utiliza únicamente las operaciones de adición y 

sustracción, misma razón por la cual no se consideró sumar las dos mínimas distancias por medio 

de la distancia Euclidiana [39] que además considera las operaciones de potencia y raíz cuadrada. 
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Como se mencionó en el apartado 2.3.1, la velocidad angular en el eje z (𝐺𝑧) y el ángulo de giro en 

el eje z (𝐸𝑧) representan los eventos de la categoría “Vueltas”. La velocidad angular proporciona la 

velocidad con que se realiza una vuelta a la izquierda si la gráfica de su serie de datos se posiciona 

en valores positivos y a la derecha si se posiciona en valores negativos (ver figuras 2.7, 2.9, 2.11 y 

2.13). El ángulo de giro muestra un comportamiento similar, una vuelta a la izquierda se realiza 

cuando la gráfica de su serie de datos recorre ángulos de mayor a menor valor y de forma inversa 

para las vueltas a la derecha (ver figuras 2.8, 2.10, 2.12 y 2.14). Debido a lo anterior, nos 

percatamos que es posible la combinación de la estadística descriptiva y KNN para clasificar los 

eventos de la categoría “Vueltas” y también para diferenciar dicha categoría con los dos restantes, 

“Velocidad” y “Camino”. A los vectores de características de referencia en todas las categorías se 

les obtuvieron los valores máximos de velocidad angular en el eje z (𝐺𝑧) y para el ángulo de giro 

en el eje z (𝐸𝑧) se obtuvieron los ángulos totales de movimiento, realizando la diferencia entre el 

ángulo final y el ángulo inicial del evento. Si se grafican en un plano los valores mencionados 

anteriormente se obtiene la siguiente figura: 

 

 
Figura 2.23: Gráfica de la velocidad angular máxima contra el ángulo total de giro de los vectores de características de 

referencia de los eventos de conducción en todas las categorías. Los puntos marcados con “No vuelta” son eventos 

pertenecientes a las categorías “Velocidad” y Camino” indistintamente. 

 

De la figura anterior, se observa que los eventos pertenecientes a las diferentes categorías se 

agrupan en diferentes cúmulos bien definidos y pueden ser clasificados utilizando únicamente 

KNN, sin la necesidad de algoritmos más complejos como SVM.  
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Entonces, una primera clasificación utiliza la información de la estadística descriptiva junto con el 

algoritmo KNN. Si el vector de características pertenece a un evento dentro de la categoría 

“Vueltas”, la clasificación ocurre de manera directa, se asigna la clase. En otro caso, se realiza la 

clasificación por medio de la combinación de los algoritmos DTW y KNN. 

 

En resumen, los pasos del clasificador de eventos de conducción son los siguientes: 

 

1. Recepción de los vectores de características de los eventos de referencia y prueba. 

En esta etapa se ingresan los vectores de referencia y de prueba al clasificador. 

 

2. Primera clasificación: Distinguir entre diferentes tipos de vueltas y cualquier otro 

evento. Se utiliza la combinación de la estadística descriptiva y KNN. Si el evento 

pertenece a alguno de la categoría “Vueltas”, KNN asigna la clase inmediatamente y 

termina, caso contrario se procede al punto 3.  

 

3. Segunda clasificación: Medición del grado de similitud entre los vectores de 

referencia y el vector de prueba. Se utiliza la combinación de los algoritmos DTW y 

KNN para clasificar el evento que pertenece a las categorías “Velocidad” o “Camino” 

y termina. 

 

 
 Figura 2.24: Diagrama de flujo del clasificador de dos etapas. 

 

En el siguiente capítulo se describe la implementación del sistema MEMS con un sistema embebido 

Raspberry PI, además se presentan los resultados obtenidos junto con la comparación contra las 

principales investigaciones mostradas en la tabla 1.1.
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CAPÍTULO 3 

 

IMPLEMENTACIÓN Y DESEMPEÑO DEL SISTEMA 
 

 

 

En este capítulo se expone la implementación del sistema para el almacenamiento de tramas de 

información que construyen la base de registros de referencia y prueba, además se comparan los 

resultados obtenidos con trabajos similares mediante la tasa de clasificaciones correctas y la matriz 

de confusión que muestra las clasificaciones por tipo de evento. 

 

 

 

3.1. IMPLEMENTACIÓN DEL SISTEMA 
 

 

El sistema para la obtención de muestras de los eventos de conducción fue construido a partir del 

sensor MEMS modelo JY901B, mostrado en la tabla A.1 del Anexo A y las tramas de información 

fueron almacenadas por una computadora embebida modelo Raspberry PI 3B, mostrada en la tabla 

A.2 del Anexo A. Así mismo, el sistema tiene comunicación con un teléfono inteligente por medio 

de Bluetooth para la interacción con el usuario. En las figuras 3.1A y 3.1B se observa su 

construcción. 
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A)         B)  

Figura 3.1: Sistema para el almacenamiento de muestras de aceleración, velocidad angular y ángulo de 

inclinación: A) Computadora embebida Raspberry PI 3B, B) Modulo Bluetooth y sensor MEMS. 

 

El sistema se colocó suspendido rígidamente del parabrisas como se muestra en la figura 3.2. Con 

esto y mediante un teléfono, un usuario puede iniciar la calibración de los sensores e indicar el 

inicio, fin y tipo de evento que ocurrió, para conformar la base de registros de referencia o prueba. 

 

 
Figura 3.2: Sistema para el almacenamiento de muestras, colocado en el parabrisas del automóvil. 

 

El código que se ejecuta en el Raspberry PI 3B para controlar el modulo Bluetooth y el 

almacenamiento de las muestras, fue escrito en lenguaje C y la interacción con el sistema se realiza 

por medio de la aplicación Serial Bluetooth Terminal [43] para teléfonos inteligentes con sistema 

operativo Android. Atreves de ella se envían y reciben comandos para la calibración y registro de 

los diferentes eventos de conducción. 
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Figura 3.3: Aplicación Serial Bluetooth Terminal para el envío y recepción de comandos con el sistema de 

almacenamiento. 

 

Terminada una sesión de recolección de muestras y mediante el ambiente de cómputo Matlab, se 

extraen los vectores de rasgos característicos y se reduce el ruido mediante un Filtro de Media 

Móvil (MAF), para finalmente ser almacenadas en la base de registros de referencia o prueba. Si 

bien las muestras que conforman la base de datos de referencia son segmentadas con la intervención 

del autor, las muestras de prueba son segmentadas de forma automática, para conformar un sistema 

automático de clasificación de eventos de conducción. En el siguiente apartado se trata la 

segmentación automática de los eventos de interés mediante la Media Móvil Simple (SMA). 

 

 

3.2. SEGMENTACIÓN AUTOMÁTICA DE EVENTOS DE INTERÉS 
 

 

Las muestras que conforman la base de vectores de características de referencia y algunas muestras 

de prueba fueron cuidadosamente segmentadas por el autor, para así evaluar el desempeño del 

sistema y considerar este trabajo de investigación como del tipo “Clasificador” o semi-automático 

(ver tabla 1.1). Es importante mencionar que este tipo de metodologías sólo comprueban el 

funcionamiento de los algoritmos de clasificación en condiciones cercanas a las ideales (la 

detección del inicio y fin de la posible ocurrencia de un evento de prueba se realiza con la 

intervención de una persona), y con ello se obtienen altas tasas de clasificaciones correctas como 

lo reportado por Mitrovic [3], que obtuvo 98% de eventos clasificados correctamente utilizando 

Modelos Ocultos de Markov (HMM) en su trabajo del tipo “Clasificador”. Hacer intervenir a una 

persona en la detección de un evento de prueba resulta impráctico si se requiere de un sistema 

automático donde el trabajo sea considerado del tipo “Segmentación y Clasificación”.  
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El aparente costo de reemplazar a una persona que cuidadosamente segmenta las muestras de 

prueba, por un sistema automatizado, es que la tasa de clasificaciones puede disminuir. En los 

resultados obtenidos por Mitrovic [3] y nuestros resultados que se muestran en la sección 3.3.1 

Pruebas y Resultados, se observa que una persona segmenta de mejor manera las muestras de 

prueba a comparación de un programa de cómputo, lo cual provoca altas tasas de clasificaciones 

correctas. 

 

En esta investigación se retoma el uso de la Media Móvil Simple (SMA) [40] como lo hace Jhonson 

[7] y Minglin [23], para la detección automática de la posible ocurrencia de un evento de prueba. 

La elección de esta técnica es debido a que su implementación es similar a la del Filtro de Media 

Móvil (MAF), además de que hereda algunos de sus beneficios. La detección del inicio y fin de la 

posible ocurrencia de un evento de prueba utilizando SMA se basa en la energía resultante del 

cambio en la aceleración, velocidad angular o ángulo de giro en alguno de sus ejes para una ventana 

de tamaño 𝑘 de la i-esima muestra actual. 

 

𝑆𝑀𝐴 =  
𝐵𝑎

2(𝑖) + 𝐵𝑎
2(𝑖 − 1) + ⋯ + 𝐵𝑎

2(𝑖 − 𝑘 − 1)

𝑘
 (3.1) 

 

Donde 𝐵𝑎 es alguna magnitud física proporcionada por el sensor MEMS en alguno de sus ejes x, 

y, z y 𝐵𝑎(𝑖), 𝐵𝑎(𝑖 − 1), ⋯, 𝐵𝑎(𝑖 − 𝑘 − 1) representan todas las 𝑘 muestras en la ventana. Si 𝑆𝑀𝐴 

es mayor que un umbral superior 𝑡𝑖 entonces 𝐵𝑎(𝑖 − 𝑘 − 1) es el inicio del evento, y los 

subsecuentes valores de 𝐵𝑎 son concatenados hasta que 𝑆𝑀𝐴 sea menor que un umbral inferior 𝑡𝑓. 

Se eligieron las magnitudes de 𝐵𝑎 como las magnitudes físicas de aceleración en el eje y (𝐴𝑦), 

velocidad angular en el eje z (𝐺𝑧) y aceleración en el eje z (𝐴𝑧) para las categorías “Velocidad”, 

“Vueltas” y “Camino” respectivamente, porque como se mencionó en el apartado 2.3.1 Extracción 

de Rasgos Característicos, estas magnitudes, entre otras, son las que representan de mejor manera 

los eventos de conducción. Los umbrales de detección se obtuvieron mediante experimentación 

con base en los registros de referencia; se fijó el valor de 𝑘 = 50 en la ventana para tener 4 valores 

𝑆𝑀𝐴 por segundo debido a que se obtienen muestras a una velocidad de 200 muestras por segundo, 

y se probaron de manera exhaustiva distintos valores de detección de la 𝑆𝑀𝐴 hasta obtener una 

tasa de segmentación o reconocimiento de aproximadamente el 100%. Por ejemplo, para la 

categoría “Velocidad” que se muestra en la figura 3.4, se eligió el umbral superior 𝑡𝑖 igual al 

inferior 𝑡𝑓 y dicho umbral unificado para el evento Frenar es de 𝑆𝑀𝐴𝐹 = 0.038𝑔 y para el evento 

Acelerar es de 𝑆𝑀𝐴𝐴 = 0.026𝑔. De manera similar se eligieron los umbrales de detección para los 

eventos de las categorías “Vueltas” y Camino” que se muestran en las figuras 3.5 y 3.6 

respectivamente. 
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Categoría: Velocidad 

Umbrales de detección. Frenar: 𝑆𝑀𝐴𝐹 = 0.038𝑔, Acelerar: 𝑆𝑀𝐴𝐴 = 0.026𝑔 

 

 
Figura 3.4: Tasa de segmentación o reconocimiento para los eventos de la categoría “Velocidad”.  

Frenar: 𝑆𝑀𝐴𝐹 = 0.038𝑔, Acelerar: 𝑆𝑀𝐴𝐴 = 0.026𝑔. 



70 
 

 
 

Categoría: Vueltas 

Umbrales de detección. Vuelta a la izquierda: 𝑆𝑀𝐴𝑉𝐼 = 260 ° 𝑠⁄ , Vuelta a la derecha: 𝑆𝑀𝐴𝑉𝐷 =

190 ° 𝑠⁄ , Vuelta a la izquierda en U: 𝑆𝑀𝐴𝑉𝐼𝑈 = 670 ° 𝑠⁄ , Vuelta a la derecha en U: 𝑆𝑀𝐴𝑉𝐷𝑈 =

670 ° 𝑠⁄  

 

 
Figura 3.5: Tasa de segmentación o reconocimiento para los eventos de la categoría “Vueltas”. 

Vuelta a la izquierda: 𝑆𝑀𝐴𝑉𝐼 = 260 ° 𝑠⁄ , Vuelta a la derecha: 𝑆𝑀𝐴𝑉𝐷 = 190 ° 𝑠⁄ . 

Vuelta a la izquierda en U: 𝑆𝑀𝐴𝑉𝐼𝑈 = 670 ° 𝑠⁄ , Vuelta a la derecha en U: 𝑆𝑀𝐴𝑉𝐷𝑈 = 670 ° 𝑠⁄ . 

  



71 
 

 
 

Categoría: Camino 

Umbrales de detección. Tope: 𝑆𝑀𝐴𝑇 = 0.021𝑔, Bache: 𝑆𝑀𝐴𝐵 = 0.0076𝑔 

 

 
Figura 3.6: Tasa de segmentación o reconocimiento para los eventos de la categoría “Camino”.  

Tope: 𝑆𝑀𝐴𝑇 = 0.021𝑔, Bache: 𝑆𝑀𝐴𝐵 = 0.0076𝑔. 

 

En la siguiente tabla se muestran las magnitudes físicas y los umbrales seleccionados por categoría 

y tipo de evento. 

 

CATEGORÍA EVENTO MAGNITUD 𝑩𝒂 
UMBRAL SMA 

𝒕𝒊 = 𝒕𝒇 

Velocidad 
Frenar 

𝐴𝑦 
𝑆𝑀𝐴𝐹 = 0.038𝑔 

Acelerar 𝑆𝑀𝐴𝐴 = 0.026𝑔 
    

Vueltas 

Vuelta a la izquierda 

𝐺𝑧 

𝑆𝑀𝐴𝑉𝐼 = 260 ° 𝑠⁄  

Vuelta a la derecha 𝑆𝑀𝐴𝑉𝐷 = 190 ° 𝑠⁄  

Vuelta a la izquierda en U 𝑆𝑀𝐴𝑉𝐼𝑈 = 670 ° 𝑠⁄  

Vuelta a la derecha en U 𝑆𝑀𝐴𝑉𝐷𝑈 = 670 ° 𝑠⁄  
    

Camino 
Tope 

𝐴𝑧 
𝑆𝑀𝐴𝑇 = 0.021𝑔 

Bache 𝑆𝑀𝐴𝐵 = 0.0076𝑔 

Tabla 3.1: Magnitudes 𝐵𝑎 y umbrales de detección 𝑆𝑀𝐴 por cada evento de conducción. 

 

Una vez conformado el sistema automático de clasificación y la segmentación automática de 

eventos, se procede a mostrar los resultados obtenidos por este trabajo de investigación. 
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3.3. RESULTADOS DEL SISTEMA 
 

 

Teniendo en consideración lo expuesto en el Capítulo 2 para la conformación de un método que 

permita clasificar eventos de conducción, consideraciones previas a la toma de muestras de 

aceleración, velocidad angular y ángulo de inclinación, extracción de rasgos característicos, 

elección de algoritmos de clasificación, segmentación automática de eventos de prueba y la 

implementación del sistema, se muestran los resultados obtenidos por la propuesta del sistema 

automático de clasificación. Estos resultados incluyen diversas pruebas al sistema, gráficas de su 

rendimiento respecto a la tasa de clasificaciones correctas, la matriz de confusión que muestra las 

clasificaciones por tipo de evento y finalmente la comparación de los resultados contra los 

alcanzados en los trabajos relacionados que consideramos sobresalientes. 

 

Para evaluar el desempeño del sistema automático de clasificación se consideraron un total de 200 

eventos de prueba, divididos equitativamente por cada tipo de evento de conducción a clasificar 

(ver tabla 2.1). Se realizaron tres pruebas, la primera y segunda para evaluar únicamente el 

desempeño del clasificador y considerar este trabajo de investigación como del tipo “Clasificador”, 

en el cual la segmentación de los eventos de prueba fue realizada por el autor, y la tercera para 

evaluar el sistema junto con la segmentación automática y que la investigación pueda ser 

considerada del tipo “Segmentación y Clasificación”. 

 

 

3.3.1. PRUEBAS Y RESULTADOS 

 

Prueba 1: Desempeño del clasificador. Distorsión de Tiempo Dinámico (DTW) y K-Vecinos 

más Cercanos (KNN). 

 

Considerando únicamente la combinación de los algoritmos DTW-KNN, se obtuvo el 

comportamiento mostrado en la siguiente figura, respecto a la tasa de clasificación al variar el 

parámetro 𝐾 de KNN. 

 



73 
 

 
 

 
Figura 3.7: Tasa de aciertos respecto al valor de K al utilizar únicamente DTW y KNN. 

 

Se observa que la tasa de clasificación oscila entre 71.5 y 74%. La mejor tasa de aciertos es del 

74% con un valor de K entre 2 y 3. Para valores de K mayores a 50 la tasa de clasificación se 

mantiene en 71.5%. En la siguiente figura se muestra la matriz de confusión para la mejor tasa de 

clasificación del 74%. 

 

 
Figura 3.8: Matriz de confusión de la mejor tasa de clasificación del 74% al utilizar únicamente DTW y KNN. 
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La matriz de confusión muestra los aciertos y errores por cada tipo de evento, en específico con 

que etiqueta se clasificaron incorrectamente. De la figura 3.5 anterior, se observa que las 

clasificaciones erróneas ocurren en eventos del tipo Bache, Tope, Vuelta a la izquierda, a la 

derecha, Vuelta a la izquierda en U y a la derecha en U con eventos de la categoría “Vueltas”. Por 

ejemplo, para el caso del evento Tope, las clasificaciones incorrectas son debido a que en ocasiones 

es necesario girar el automóvil antes de pasar un tope ya que las condiciones de las calles de la 

Ciudad de México no son óptimas y se desea evitar algún daño al automóvil. Para el caso de la 

clasificación errónea con algún tipo de vuelta, se previó este comportamiento y una posible 

solución se expuso en el apartado 2.4.3 Combinación de DTW y KNN para la Clasificación, 

utilizando una primera clasificación con Estadística descriptiva y KNN, para posteriormente 

realizar la segunda clasificación con DTW-KNN, además esta misma solución ayudó a distinguir 

la intención de girar el automóvil antes de pasar un tope a diferencia de dar una vuelta.  

 

Prueba 2: Desempeño del Clasificador. Estadística descriptiva con KNN y DTW-KNN. 

 

Se consideran dos etapas de clasificación, la primera con Estadística descriptiva y KNN para 

catalogar los eventos de la categoría “Vueltas” y para diferenciar dicha categoría con los dos 

restantes, “Velocidad” y “Camino”. La segunda clasificación consta de la combinación de los 

algoritmos DTW y KNN. El valor de K en KNN de la primera clasificación se mantiene constante 

en 3 para reducir la posibilidad de empate y también debido a que los cúmulos de la figura 2.23 

están bien definidos. Con lo anterior se obtiene el comportamiento mostrado en la siguiente figura, 

respecto a la tasa de clasificación al variar el parámetro 𝐾 de KNN en el segundo clasificador.  

 

 
Figura 3.9: Tasa de aciertos respecto al valor de K en el segundo clasificador, al utilizar Estadística descriptiva con 

KNN y DTW-KNN. 
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Se observa que la tasa de clasificación oscila entre 98.7 y 100%. La mejor tasa de aciertos es del 

100% con un valor de K entre 2 y 15. Para valores de K mayores a 30 la tasa de clasificación se 

mantiene en 98.7%. En la siguiente figura se muestra la matriz de confusión para la mejor tasa de 

clasificación del 100%. 

 

 
Figura 3.10: Matriz de confusión de la mejor tasa de clasificación del 100% al utilizar Estadística descriptiva con 

KNN y DTW-KNN. 

 

De la figura 3.7 anterior, se observa que no existen clasificaciones erróneas y las clasificaciones 

incorrectas de la Prueba 1, mostradas en la figura 3.5, fueron corregidas. El uso de dos etapas de 

clasificación por medio de Estadística descriptiva con KNN y DTW-KNN resulta en altas tasas de 

clasificación que oscilan entre 98.7 y 100%. Cabe recordar que estas dos pruebas son para evaluar 

únicamente el desempeño del clasificador y considerar este trabajo de investigación como del tipo 

“Clasificador”, en el cual la segmentación de los eventos de prueba fue realizada por el autor, en 

la siguiente prueba se evalúa el sistema junto con la segmentación automática para que la 

investigación pueda ser considerada del tipo “Segmentación y Clasificación”. 
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Prueba 3: Desempeño del clasificador automático. Estadística descriptiva con KNN, DTW-

KNN y segmentación automática. 

 

Considerando el clasificador de dos etapas de la Prueba 2 y la entrada de muestras de prueba 

mediante la segmentación automática con ayuda de la SMA, se obtuvo el comportamiento 

mostrado en la siguiente figura, respecto a la tasa de clasificación al variar el parámetro 𝐾 de KNN 

en el segundo clasificador.  

 

 
Figura 3.11: Tasa de aciertos respecto al valor de K en el segundo clasificador, al utilizar Estadística descriptiva con 

KNN, DTW-KNN y Segmentación automática. 

 

Se observa que la tasa de clasificación oscila entre 79 y 94%. La mejor tasa de aciertos es del 94% 

con un valor de K mayor o igual a 28. Para valores de K mayores a 28 la tasa de clasificación se 

mantiene en 94%. En la siguiente figura se muestra la matriz de confusión para la mejor tasa de 

clasificación del 94%. 

 

De la figura 3.8 anterior, se observa que el costo de remplazar la segmentación por medio de una 

persona a la segmentación automática por medio de la SMA, es la reducción en la tasa de 

clasificaciones correctas y el aumento del valor K para obtener la mejor tasa de clasificación. Era 

de esperarse este comportamiento ya que un usuario puede segmentar cuidadosa y fielmente el 

inicio y fin de la ocurrencia de un evento de conducción al observar y conocer las gráficas de los 

vectores de características que representan a los eventos. Aunque la segmentación por medio de la 

SMA no es perfecta, resulta en una alta tasa de clasificaciones correctas del 94% que compite y en 

algunos casos supera los resultados obtenidos por otras metodologías relacionadas a la clasificación 

de eventos de conducción.  
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Figura 3.12: Matriz de confusión de la mejor tasa de clasificación del 94% al utilizar Estadística descriptiva con 

KNN, DTW-KNN y Segmentación automática. 

 

De la figura 3.9 anterior, se observa que las clasificaciones erróneas ocurren principalmente en 

eventos del tipo Vuelta a la izquierda en U y Vuelta a la derecha en U. Por ejemplo, para el caso 

del evento Vuelta a la izquierda en U, hay una alta posibilidad de que las clasificaciones incorrectas 

fueron debido a que la SMA detectó el inicio o fin de la ocurrencia del evento de manera errónea, 

lo cual segmentó la trama de información en un intervalo en el que el ángulo de giro se considera 

asociado al evento Vuelta a la izquierda. 

 

En el apartado siguiente se extiende la tabla 1.1 de las investigaciones que consideramos más 

relevantes, con los resultados obtenidos en este trabajo y se realizan las observaciones pertinentes. 

 

 

3.3.2. COMPARACIÓN DE RESULTADOS 

 

Los resultados obtenidos en este trabajo de investigación muestran que es viable el diseño y 

construcción del sistema de clasificación de eventos de conducción propuesto, ya que se obtiene 

una tasa de clasificación del 100% al evaluar el desempeño del clasificador y una tasa del 94% 

cuando se evalúa el sistema automático. Entonces, es de interés la comparación de estos resultados 

contra otras diferentes investigaciones relacionadas, porque permitirá saber el alcance logrado. La 

tabla siguiente muestra dicha comparación. 
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AUTORES 
TRABAJO 

REALIZADO 

CATEGORÍAS 

DETECTADAS 

ADQUISICIÓN 

DE DATOS 

MÉTODO DE 

CLASIFICACIÓN 

CLASIFICACIÓN 

CORRECTA 

Sistema 

propuesto  
Clasificación 

Velocidad 

Vueltas 

Camino 

Sistema 

embebido 

(MEMS) 

DTW 

KNN 

100%, DTW-

KNN 

Sistema 

propuesto 

Segmentación 

y Clasificación 

Velocidad 

Vueltas 

Camino 

Sistema 

embebido 

(MEMS) 

DTW 

KNN 
94%, DTW-KNN 

      

Mitrovic, 2005 

[3] 
Clasificación 

Velocidad 

Vueltas 

Glorieta 

Sistema 

embebido 

(MEMS) 

HMM 98%, HMM 

Jhonson, et. al., 

2011 [7] 

Segmentación 

y Clasificación 

Velocidad 

Vueltas 

Carril 

Teléfono 

Inteligente 

DTW 

KNN 
91%, DTW-KNN 

Song, et. al., 

2012 [18] 

Segmentación 

y Clasificación 

Velocidad 

Vueltas 

Teléfono 

Inteligente 

DTW 

KNN 
93%, DTW-KNN 

Sathyanarayana, 

et. al., 2012 

[13] 

Clasificación 

Velocidad 

Vueltas 

Carril 

Automóvil 

(OBD + CAN) 

KNN 

SVM 
81%, SVM 

Ly, et. al., 2013 

[12] 
Clasificación 

Velocidad 

Vueltas 

Automóvil 

(OBD + CAN) 

K-Means 

SVM 
80%, K-Means 

Minglin, et. al., 

2016 [23] 

Segmentación 

y Clasificación 

Velocidad 

Vueltas 

Carril 

Sistema 

embebido 

(MEMS) 

KNN 

SVM 
93%, SVM 

Tabla 3.2: Comparación de los resultados obtenidos en este trabajo contra diferentes investigaciones sobre la 

clasificación de eventos de conducción. 

 

La tabla anterior es una extensión de la tabla 1.1, donde se incluyen los resultados obtenidos por el 

sistema de clasificación propuesto. Se tiene que esta investigación es del tipo “Clasificación” ya 

que la Prueba 2 evalúa únicamente el desempeño del clasificador obteniendo una tasa de aciertos 

del 100%, a comparación de los trabajos de Mitrovic, Sathyanarayana y Ly que obtuvieron una 

tasa del 98, 81 y 80% respectivamente, además se tiene la ventaja de que en esta investigación 

empleamos métodos de clasificación de bajo costo computacional (DTW y KNN) a comparación 

de los HMM. También, se considera que esta investigación es del tipo “Segmentación y 

Clasificación” porque la Prueba 3 considera la segmentación automática de los eventos de prueba 

obteniendo una tasa del 94%, a comparación de lo reportado por Jhonson, Song, y Minglin que 

obtuvieron una tasa del 91, 93 y 93% respectivamente. Cabe resaltar que la tasa de clasificación 

del 94% debe considerarse como la que describe de mejor manera el rendimiento del sistema si 

este requiere ser incorporado como parte de una aplicación práctica, ya que como se mencionó 

anteriormente, para lograr una tasa del 100% es necesario segmentar los eventos de prueba bajo 

supervisión de un usuario. Para los eventos detectados, nuestra propuesta retoma dos categorías 

comunes en los trabajos relacionados: “Velocidad” y “Vueltas”. Además, se propone una tercera 

categoría: “Camino”, no considerada anteriormente por las investigaciones relacionadas, donde se 

incluyen eventos del tipo Tope y Bache. Finalmente, en el capítulo siguiente se da cierre a este 

trabajo, presentando las conclusiones pertinentes y el trabajo a futuro que puede derivarse de esta 

investigación. 
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CAPÍTULO 4 
 

CONCLUSIONES Y TRABAJO FUTURO 
 

 

 

4.1. CONCLUSIONES 
 

 

El trabajo teórico y experimental realizado en esta investigación, permite establecer las siguientes 

conclusiones: 

 

 Se estableció una metodología para crear un sistema automático de clasificación de 

eventos de conducción, basado en Distorsión de Tiempo Dinámico (DTW) y K-Vecinos 

más Cercanos (KNN). 

 

 Se validó la metodología propuesta implementado, a partir de esta, un sistema 

automático de clasificación de eventos. Este sistema incluyó la creación de una base de 

registros de eventos de conducción de referencia, módulos de preprocesamiento de los 

registros, basado en la extracción de rasgos característicos de los eventos, filtrado de las 

series de datos mediante un filtro MAF y como sistema de clasificación la combinación 

de los algoritmos DTW y KNN. 

 

 La tasa de clasificaciones correctas obtenida en las pruebas realizadas al sistema 

automático (ver figuras 3.11 y 3.12), permiten concluir que es posible crear un sistema 

de clasificación de eventos de conducción a partir de diferentes magnitudes físicas como 

la aceleración, velocidad angular y ángulo de giro. 

 

 Los resultados presentados en las figuras 3.7 y 3.8 muestran que solamente la 

combinación de los algoritmos DTW-KNN, para los eventos de conducción que 

consideramos, no tiene buen desempeño como clasificador, por lo que es necesario 

combinarlo con otros métodos para aumentar la tasa de clasificación, en éste trabajo se 

optó por utilizalo junto con la Estadística descriptiva. 
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 Los resultados presentados en las figuras 3.9 y 3.11, garantizan que el sistema se 

estabiliza en un rango de 𝐾 vecinos en el algoritmo KNN durante la clasificación. 

 

 El desempeño mostrado por el sistema y representado por la gráfica de la variación de 

los 𝐾 vecinos del algoritmo KNN (ver figura 3.11) muestra que la tasa de clasificaciones 

correctas aumenta al incrementar el valor de 𝐾. Este comportamiento indica que el valor 

de los 𝐾 vecinos puede disminuir si se logran minimizar las distancias de similitud 

proporcionadas por DTW para cada evento de conducción. 

 

 Considerando únicamente los resultados de las figuras 3.9 y 3.10, se obtiene una tasa 

de clasificación del 100% ya que, el ingreso de las muestras de prueba está 

cuidadosamente segmentadas por el autor, lo cual resulta impráctico si se requiere un 

sistema automático. El costo de automatizar el sistema y utilizar el clasificador junto 

con una etapa de segmentación mediante la Media Móvil Simple (SMA) resulta en una 

disminución de la tasa de clasificaciones correctas al 94%. 

 

 De los resultados mostrados en la sección 3.3.2 Comparación de Resultados, se observa 

que en sistema automático mediante DTW y KNN, tiene mejor desempeño que los 

sistemas SVM y K-Means, aun cuando las diferencias se encuentren en un intervalo 

entre el 1% y 14%. 

 

Las conclusiones realizadas permiten verificar el logro de los objetivos mencionados en las 

secciones 0.5 Objetivo General y 0.6 Objetivos Particulares. También confirman que Distorsión 

de Tiempo Dinámico (DTW) y K-Vecinos más Cercanos (KNN) son técnicas exitosas que, con 

base en la metodología propuesta, puede mejorar el desempeño de otros sistemas de clasificación, 

como se observa para los sistemas SVM y K-Means. Por su relevancia en el contexto de la 

investigación, puede mencionarse la creación de una base de registros que incluye eventos como 

Tope y Bache, lo cual contribuye al acervo pues no han sido considerados anteriormente por otros 

autores, debido a las buenas condiciones de las calles donde se realizaron las investigaciones. 

Además, se resalta el clasificador de dos etapas de la sección 2.4.3 Combinación de DTW y KNN 

para la Clasificación, ya que no ha sido considerado anteriormente por otros autores e incluye la 

unificación de la Estadística descriptiva con KNN y DTW-KNN. En la parte de preprocesamiento 

y clasificación, la propuesta constituye una opción sencilla y viable que puede implementarse en 

una computadora embebida. Por último, se resalta la contribución del trabajo en su conjunto, ya 

que permite una implementación de bajo costo computacional y monetario, de un sistema 

automático de clasificación de eventos de conducción basado en DTW y KNN, lo cual resulta 

novedoso en México. 
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4.2. TRABAJO FUTURO 
 

 

Como parte principal del trabajo a futuro propuesto se encuentra, representar los eventos de 

conducción con las magnitudes físicas en los diferentes ejes que no se consideraron, a fin de 

mejorar la resolución entre las distribuciones de la tasa de clasificaciones correctas e incorrectas, 

del sistema mediante Distorsión de Tiempo Dinámico (DTW) y K-Vecinos más Cercanos (KNN) 

y aumentar así su desempeño. La base de registros de vectores de características puede 

complementarse incrementando el número de eventos registrados o promediando los registros 

almacenados. Algunos de éstos registros pueden ser utilizados para representar cambios sutiles 

entre diferentes formas de ejecutar un mismo evento de conducción. Por último, se propone realizar 

pruebas con el sistema DTW-KNN utilizando variaciones del algoritmo clásico DTW como el 

propuesto por Munich [33] utilizando Distorsión de Tiempo Dinámico Continuo (CDTW) o las 

condiciones de frontera propuestas por Itakura [42] para restringir las singularidades del algoritmo, 

a fin de observar su comportamiento en la medición de la similitud entre las series de datos, también 

realizar variaciones en el algoritmo KNN para la asignación de pesos a los diferentes vecinos, 

además de considerar algoritmos de aprendizaje maquinal más sofisticados a comparación de 

umbrales de detección para la segmentación automática de los eventos de conducción de prueba. 
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APÉNDICE A 
 

ANEXO 1 
 

 

 

A.1. COMPARACIÓN ENTRE SISTEMAS MEMS 

 

 

 
Tabla A.1: Comparación entre diferentes sistemas MEMS (continua). 
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Tabla A.1: Comparación entre diferentes sistemas MEMS. 
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A.2. COMPARACIÓN ENTRE COMPUTADORAS EMBEBIDAS 

 

 

 
Tabla A.2: Comparación entre diferentes computadoras embebidas (continua). 

 

 

 

 

 

 

 

 

 



86 
 

 
 

 
Tabla A.2: Comparación entre diferentes computadoras embebidas. 
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APÉNDICE B 
 

ANEXO 2 
 

 

 

B.1. EJEMPLOS DE GRÁFICAS QUE REPRESENTAN A LOS EVENTOS 

DE CONDUCCIÓN 

 

 

Las gráficas B9, B18 y B63 del ángulo de giro en el eje z (𝐸𝑧) muestran la forma de una recta con 

pendiente positiva, porque durante la ejecución del evento no se produjo un cambio significativo 

en dicho eje, y por lo tanto la fusión de datos [38] toma el ruido de los sensores como entrada y 

ocasiona una deriva o acumulación del error [41] con el transcurso del tiempo. 

 

Categoría: Velocidad 

Evento: Frenar 

Aceleración 

 

 
 

Figura B.1: Gráfica de la aceleración en el eje x (𝐴𝑥) para el evento Frenar. 
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Figura B.2: Gráfica de la aceleración en el eje y (𝐴𝑦) para el evento Frenar. 

 

 
 

Figura B.3: Gráfica de la aceleración en el eje z (𝐴𝑧) para el evento Frenar. 
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Velocidad angular 

 

 
 

Figura B.4: Gráfica de la velocidad angular en el eje x (𝐺𝑥) para el evento Frenar. 

 

 
 

Figura B.5: Gráfica de la velocidad angular en el eje y (𝐺𝑦) para el evento Frenar. 
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Figura B.6: Gráfica de la velocidad angular en el eje z (𝐺𝑧) para el evento Frenar. 

 

Ángulo de giro 

 

 
 

Figura B.7: Gráfica del ángulo de giro en el eje x (𝐸𝑥) para el evento Frenar, relativo a la dirección donde se detectó 

el inicio del evento. 
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Figura B.8: Gráfica del ángulo de giro en el eje y (𝐸𝑦) para el evento Frenar, relativo a la dirección donde se detectó 

el inicio del evento. 

 

 
 

Figura B.9: Gráfica del ángulo de giro en el eje z (𝐸𝑧) para el evento Frenar, relativo a la dirección donde se detectó 

el inicio del evento. 
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Categoría: Velocidad 

Evento: Acelerar 

Aceleración 

 

 
 

Figura B.10: Gráfica de la aceleración en el eje x (𝐴𝑥) para el evento Acelerar. 

 

 
 

Figura B.11: Gráfica de la aceleración en el eje y (𝐴𝑦) para el evento Acelerar. 
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Figura B.12: Gráfica de la aceleración en el eje z (𝐴𝑧) para el evento Acelerar. 

 

Velocidad angular 

 

 
 

Figura B.13: Gráfica de la velocidad angular en el eje x (𝐺𝑥) para el evento Acelerar. 
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Figura B.14: Gráfica de la velocidad angular en el eje y (𝐺𝑦) para el evento Acelerar. 

 

 
 

Figura B.15: Gráfica de la velocidad angular en el eje z (𝐺𝑧) para el evento Acelerar. 
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Ángulo de giro 

 

 
 

Figura B.16: Gráfica del ángulo de giro en el eje x (𝐸𝑥) para el evento Acelerar, relativo a la dirección donde se 

detectó el inicio del evento. 

 

 
 

Figura B.17: Gráfica del ángulo de giro en el eje y (𝐸𝑦) para el evento Acelerar, relativo a la dirección donde se 

detectó el inicio del evento.  
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Figura B.18: Gráfica del ángulo de giro en el eje z (𝐸𝑧) para el evento Acelerar, relativo a la dirección donde se 

detectó el inicio del evento. 
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Figura B.19: Gráfica de la aceleración en el eje x (𝐴𝑥) para el evento Vuelta a la izquierda. 
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Figura B.20: Gráfica de la aceleración en el eje y (𝐴𝑦) para el evento Vuelta a la izquierda. 

 

 
 

Figura B.21: Gráfica de la aceleración en el eje z (𝐴𝑧) para el evento Vuelta a la izquierda. 

 

  



98 
 

 
 

Velocidad angular 

 

 
 

Figura B.22: Gráfica de la velocidad angular en el eje x (𝐺𝑥) para el evento Vuelta a la izquierda. 

 

 
 

Figura B.23: Gráfica de la velocidad angular en el eje y (𝐺𝑦) para el evento Vuelta a la izquierda. 
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Figura B.24: Gráfica de la velocidad angular en el eje z (𝐺𝑧) para el evento Vuelta a la izquierda. 

 

Ángulo de giro 

 

 
 

Figura B.25: Gráfica del ángulo de giro en el eje x (𝐸𝑥) para el evento Vuelta a la izquierda, relativo a la dirección 

donde se detectó el inicio del evento.  
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Figura B.26: Gráfica del ángulo de giro en el eje y (𝐸𝑦) para el evento Vuelta a la izquierda, relativo a la dirección 

donde se detectó el inicio del evento. 

 

 
 

Figura B.27: Gráfica del ángulo de giro en el eje z (𝐸𝑧) para el evento Vuelta a la izquierda, relativo a la dirección 

donde se detectó el inicio del evento. 
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Figura B.28: Gráfica de la aceleración en el eje x (𝐴𝑥) para el evento Vuelta a la derecha. 

 

 
 

Figura B.29: Gráfica de la aceleración en el eje y (𝐴𝑦) para el evento Vuelta a la derecha. 
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Figura B.30: Gráfica de la aceleración en el eje z (𝐴𝑧) para el evento Vuelta a la derecha. 
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Figura B.31: Gráfica de la velocidad angular en el eje x (𝐺𝑥) para el evento Vuelta a la derecha. 
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Figura B.32: Gráfica de la velocidad angular en el eje y (𝐺𝑦) para el evento Vuelta a la derecha. 

 

 
 

Figura B.33: Gráfica de la velocidad angular en el eje z (𝐺𝑧) para el evento Vuelta a la derecha. 
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Figura B.34: Gráfica del ángulo de giro en el eje x (𝐸𝑥) para el evento Vuelta a la derecha, relativo a la dirección 

donde se detectó el inicio del evento. 

 

 
 

Figura B.35: Gráfica del ángulo de giro en el eje y (𝐸𝑦) para el evento Vuelta a la derecha, relativo a la dirección 

donde se detectó el inicio del evento. 
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Figura B.36: Gráfica del ángulo de giro en el eje z (𝐸𝑧) para el evento Vuelta a la derecha, relativo a la dirección 

donde se detectó el inicio del evento. 
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Figura B.37: Gráfica de la aceleración en el eje x (𝐴𝑥) para el evento Vuelta a la izquierda en U. 
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Figura B.38: Gráfica de la aceleración en el eje y (𝐴𝑦) para el evento Vuelta a la izquierda en U. 

 

 
 

Figura B.39: Gráfica de la aceleración en el eje z (𝐴𝑧) para el evento Vuelta a la izquierda en U. 
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Figura B.40: Gráfica de la velocidad angular en el eje x (𝐺𝑥) para el evento Vuelta a la izquierda en U. 

 

 
 

Figura B.41: Gráfica de la velocidad angular en el eje y (𝐺𝑦) para el evento Vuelta a la izquierda en U. 
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Figura B.42: Gráfica de la velocidad angular en el eje z (𝐺𝑧) para el evento Vuelta a la izquierda en U. 
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Figura B.43: Gráfica del ángulo de giro en el eje x (𝐸𝑥) para el evento Vuelta a la izquierda en U, relativo a la 

dirección donde se detectó el inicio del evento. 
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Figura B.44: Gráfica del ángulo de giro en el eje y (𝐸𝑦) para el evento Vuelta a la izquierda en U, relativo a la 

dirección donde se detectó el inicio del evento. 

 

 
 

Figura B.45: Gráfica del ángulo de giro en el eje z (𝐸𝑧) para el evento Vuelta a la izquierda en U, relativo a la 

dirección donde se detectó el inicio del evento. 
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Figura B.46: Gráfica de la aceleración en el eje x (𝐴𝑥) para el evento Vuelta a la derecha en U. 

 

 
 

Figura B.47: Gráfica de la aceleración en el eje y (𝐴𝑦) para el evento Vuelta a la derecha en U. 
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Figura B.48: Gráfica de la aceleración en el eje z (𝐴𝑧) para el evento Vuelta a la derecha en U. 
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Figura B.49: Gráfica de la velocidad angular en el eje x (𝐺𝑥) para el evento Vuelta a la derecha en U. 
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Figura B.50: Gráfica de la velocidad angular en el eje y (𝐺𝑦) para el evento Vuelta a la derecha en U. 

 

 
 

Figura B.51: Gráfica de la velocidad angular en el eje z (𝐺𝑧) para el evento Vuelta a la derecha en U. 
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Figura B.52: Gráfica del ángulo de giro en el eje x (𝐸𝑥) para el evento Vuelta a la derecha en U, relativo a la 

dirección donde se detectó el inicio del evento. 

 

 
 

Figura B.53: Gráfica del ángulo de giro en el eje y (𝐸𝑦) para el evento Vuelta a la derecha en U, relativo a la 

dirección donde se detectó el inicio del evento. 
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Figura B.54: Gráfica del ángulo de giro en el eje z (𝐸𝑧) para el evento Vuelta a la derecha en U, relativo a la 

dirección donde se detectó el inicio del evento. 
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Figura B.55: Gráfica de la aceleración en el eje x (𝐴𝑥) para el evento Tope. 
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Figura B.56: Gráfica de la aceleración en el eje y (𝐴𝑦) para el evento Tope. 

 

 
 

Figura B.57: Gráfica de la aceleración en el eje z (𝐴𝑧) para el evento Tope. 
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Figura B.58: Gráfica de la velocidad angular en el eje x (𝐺𝑥) para el evento Tope. 

 

 
 

Figura B.59: Gráfica de la velocidad angular en el eje y (𝐺𝑦) para el evento Tope. 
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Figura B.60: Gráfica de la velocidad angular en el eje z (𝐺𝑧) para el evento Tope. 
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Figura B.61: Gráfica del ángulo de giro en el eje x (𝐸𝑥) para el evento Tope, relativo a la dirección donde se detectó 

el inicio del evento. 
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Figura B.62: Gráfica del ángulo de giro en el eje y (𝐸𝑦) para el evento Tope, relativo a la dirección donde se detectó 

el inicio del evento. 

 

 
 

Figura B.63: Gráfica del ángulo de giro en el eje z (𝐸𝑧) para el evento Tope, relativo a la dirección donde se detectó 

el inicio del evento.  
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Figura B.64: Gráfica de la aceleración en el eje x (𝐴𝑥) para el evento Bache. 

 

 
 

Figura B.65: Gráfica de la aceleración en el eje y (𝐴𝑦) para el evento Bache. 
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Figura B.66: Gráfica de la aceleración en el eje z (𝐴𝑧) para el evento Bache. 
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Figura B.67: Gráfica de la velocidad angular en el eje x (𝐺𝑥) para el evento Bache. 
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Figura B.68: Gráfica de la velocidad angular en el eje y (𝐺𝑦) para el evento Bache. 

 

 
 

Figura B.69: Gráfica de la velocidad angular en el eje z (𝐺𝑧) para el evento Bache. 
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Figura B.70: Gráfica del ángulo de giro en el eje x (𝐸𝑥) para el evento Bache, relativo a la dirección donde se detectó 

el inicio del evento. 

 

 
 

Figura B.71: Gráfica del ángulo de giro en el eje y (𝐸𝑦) para el evento Bache, relativo a la dirección donde se detectó 

el inicio del evento. 
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Figura B.72: Gráfica del ángulo de giro en el eje z (𝐸𝑧) para el evento Bache, relativo a la dirección donde se detectó 

el inicio del evento. 
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