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Abstract 

A modular  approach for extracting 3D information  from a stack of 2D slices  is  presented. 

The  bottom-up procedure  makes  extensive use of robust high breakdown  point estimators 

adapted  to image  analysis. All the  decision  parameters are either  derived  from  the data or  are 

context-independent.  While  the  technique was developed for Magnetic  Resonance  Imaging, 

it was also  successfully  applied to Confocal Microscopy. 

Resumen 

Se presenta un  enfoque  modular para  extraer información 3D a partir  de im6genes 2D. 

El  proceso  de  análisis  de los datos hace uso extensivo  de  estimadores  robustos  de muy a.lt,o 

punto  de  colapso,  adaptados  al  estudio  de  imágenes.  Todos los parámetros  de decisicin sc 

derivan  de  los datos o son  independientes del contexto. La técnica  fue  diserlada para irn agenes ’ 

de  Resonancia  Magnética. Fue también  aplicada  exitosamente  en  imágenes  de Microscopio 

Confocal. 
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Capítulo 1 

Introducción 

La imagenología  médica se inició al final de  la  década  de los 70’s [18] como una  herramienta 

gráfica para  visualizar los órganos  internos  de  manera  no invasiva. Las  series o attrcks de 

imágenes  bidimensionales  producidas  por los equipos  de  Tomografía  Computarizada (TC) y 

Resonancia  Magnética  (RM),  que contienen información  acerca  de los rasgos anathicos:  se 

utilizaron  inicialmente para desplegar en 2 o 3 dimensiones las estructuras  internas dcl cuerpo 

humano [37, 501. A través  de los años, la posibilidad  de  aprovechar las irnligenes n16dic:as, 

no  únicamente  para  observar los órganos,  sino como una  poderosa  herrarrlienta dc ;q)oyo (!u 

cirugía y diagnóstico  se ha hecho evidente 161. Como ejemplo del porquk es i1nportaIlt(! Ila(:eI 

un  análisis  cuantitativo  en  tres  dimensiones,  baste mencionar algunos casos: 

0 El  análisis  volumétrico confiable es necesario para  evaluar el grado  de avance  de  ciertos 

padecimientos y monitorear los tratamientos. 
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o Algunos padecimientos,  como encefalitis, en ocasiones sólo pueden  ser  diagnosticados 

observando la superficie del cerebro, lo cual  es imposible hacer si el análisis  se reduce 

a observar  las imágenes 2D de  manera independiente [24]. 

Véase [16] para  una descripción  completa  sobre un sistema computarizado de apoyo al médico 

utilizando  imágenes  tridimensionales. 

Las  imágenes de RM son idóneas para el análisis por  computadora, ya que los equipos 

las  producen con gran  contraste,  una  muy  alta resolución espacial y la relación señallruido 

es mayor que en TC. Estas imágenes pueden ser  axiales, coronales, sagitales o tcmer cual- 

quier  orientación  oblicua arbitraria. Se coloca al paciente dentro  de un campo magn6tico y 

mediante  diferentes protocolos de adquisición es posible obtener imágenes para difkrenciar 

distintos  tipos  de  tejido. Informalmente se  puede decir que los tejidos  se diferencian por su 

contenido de  agua, en contraposición a la TC que diferencia los tejidos  por la  cantidad de 

radiación  que  éstos  filtran [6,43]. Sin embargo, un estudio de RM no es particularmente f&c:il 

de analizar por  computadora debido a la gran cantidad de información que pueden 11cgar a 

contener (del orden de 25Mb).  Además,  la  cantidad de tejidos  presentes en una rebanada 

varía a lo largo del stuck. Las imágenes también contienen ruido  producido  por el equipo 

[43], que  varía  de  estudio a estudio, de imagen a imagen,  e inclusive dentro de una  misma 

imagen [53]. El efecto de volumen parcial, debido al hecho que las estructuras  anatómicas 

pueden  ser menores en tamaño que el mismo pixel, puede producir datos engañosos. Todos 

estos  problemas deben ser  contemplados en el momento de diseñar un sistema de an;ilisis de 

imágenes. La RM se utiliza para  adquirir imágenes abdominales, óseas 0 cerebrales,  entre 

otras. LOS estudio  de cerebro representan un mayor  reto para el análisis por  computadora, 
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ya que contienen estructuras muy  pequeñas,  muchas de ellas de densidades  similares. Un 

método  que procese  exitosamente imágenes de cerebro podrá con muy alta probabilidad 

analizar  imágenes de otras regiones del cuerpo  humano. Es por esta razón por  la  que  se 

escogió RM cerebral  como el principal tipo  de  datos a analizar en el presente proyecto. 

El primer  paso para analizar por  computadora imágenes digitales  es la segmentación. 

Estrictamente,  la segmentación de una  imagen  digital  es  un agrupamiento  de los pixeles en 

regiones Pi [20], tal  que 

o Pi n Pj = 0, i # j ,  es decir, que {e} sea  una partición excluyente. 

o Cada región Pi satisface un predicado, es decir, todos los pixeles en la región tienen 

una propiedad común. 

0 Pixeles  que pertenecen a regiones adyacentes,  cuando son tomados  de  manera  conjunta, 

no satisfacen  ningún  predicado. 

En imágenes médicas, las regiones en las que se deben agrupar los pixelcs de 1111 estudio 

en cuestión son los distintos  tejidos  que  es posible diferenciar dada la resolución del equipo. 

La segmentación de las imágenes en estructuras  tridimensionales significativas es un proceso 

esencial para posteriormente tener la posibilidad de registrar imágenes provenientes de equi- 

pos  distintos o adquiridas en diferentes fechas, comparar  contra un atlas  anatómico o entre 

pacientes,  cuantificar volúmenes o localizar un órgano o tejido  espacialmente.  Por rnuchos 

años éste ha sido  un  reto en el área de visión por computadora. El cuello de botella es la 
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carencia  de  métodos  de  segmentación  fácilmente  reproducibles  y  altamente confiables que 

permitan  aislar  las  estructuras  tridimensionales a partir  de l a s  series  de imágenes [51]. Hasta 

la fecha, la segmentación se hace  manualmente  en  clínicas  y  hospitales [29], donde  un técnico 

ayudado  por  una  computadora "dibuja" los contornos  de los tejidos  de  interds en cada  una 

de  las  imágenes. A partir  de  estos  contornos  se reconstruye el objeto  en 3D. 

El  sistema  desarrollado  que  se  describe en la presente  tesis es un método  para  segmentar 

automáticamente imágenes  cerebrales  de RM. Con conocimiento a priori  de  caracter  general 

(coherencia  espacial) se identifican las  distintas regiones que conforman el stack de  imágenes. 

Estas regiones y sus  características  se  derivan  automáticamente a partir  de los  cht,os. La 

existencia  de  un  sistema como el que  se  plantea sin duda  será  una  contribución  importante 

para  la comunidad  médica. 

Existen  dos  paradigmas  en visión por  computadora  para resolver el problema  de seg- 

mentación: 

o detección  de  bordes o superficies,  que  consiste en encontrar inicialmente  las  front,eras 

(en 2 o 3 dimensiones) entre  las  estructuras  anatómicas, 

o extracción  de  las regiones o volúmenes, que  consiste en identificar directarncmte las 

estructuras. 

Los métodos  de detección  de  bordes o superficies son  ampliamente  propuestos  en la 

literatura [3, 8, 231, aunque  todos ellos comparten el problema de cómo obtener  bordes o su- 

perficies cerradas y conexas [52]. Existen  propuestas  que resuelven este  problema  utilizando 

teoría  de gráficas [35, 38, 561 y  geometría  diferencial [40], encontrando  así  únicamente  los 
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bordes significativos. El uso  de contornos y superficies activos ha  sido  adaptado para cxtmer 

estructuras  anatómicas  dando excelentes resultados [7,  441, sin embargo, so11 nli!t,otlos COIU- 

putacionalmente muy caros,  que  requieren  de un contorno o superficie inicial para producir 

un resultado  acertado y producen un único contorno o superficie a la vez. El trabajo (10 

McInerney y  Terzopoulos [29] es  una excelente referencia sobre el desarrollo y aplicacih de 

modelos  activos  en el análisis  de  imágenes  médicas. 

Extender  los  métodos convencionales de  crecimiento de regiones a crecirllicmtjo ( l e  volíl- 

merles para  segmentar imágenes  en 3D parece  ser el enfoque  más apropiado [27]. Los 1116t.otlos 

clásicos de selección de  umbral en el histograma  de niveles de  gris [4, 221 son muy riípidos J- 

fáciles de  incorporar,  sin embargo son técnicas  poco  poderosas ya que carecen dc informar:icill 

espacial  y  en la mayoría  de los  casos  requieren de interacción  manual. El  nlodelar  los d;l.t,os 

de  manera  estadística en RM es  factible ya que el ruido  contenido en las irniigerlcs (!S crgcidico 

y no está correlacionado con la señal [45]. Análisis  de  cúmulos adaptivo (:o11 k-lllcdi;ls [l], 

regresión  lineal con mínimos  cuadrados [27], análisis  de cúrnulos difusos con c:-lrledi;ls [%I,  o 

clasificadores  de máxima verosimilitud [26] han  sido  usados  de  lnanera, (~~t t~l1si~. ,  sill cwha,rgo 

todos ellos se  basan  en  técnicas  estadísticas no r0busta.s.  El  algoritmo EM [54] (:S 1111 c?jelnplo 

de  un  método  estadístico muy poderoso  y  fácilmente  reproducible,  sin elnbargo llcc:esit,a 1;~ 

información a priori del número  de  tejidos  presentes en la imagen  y sus  pariimetms. 

Como todas  las  técnicas  de  bajo nivel en visión por  computadora,  una  correcta seg- 

mentación  no  puede  obtenerse con un  enfoque  derivado exclusivamente de los datos (hot to7r1 , -  

up). Además,  en  toda aplicación  práctica,  es necesario hacer siempre  algún  tipo dc co1lc~si~I1. 

Quizás  la  más  importante  es  entre  obtener llna sobre-segmentación o una sub-seg.rrl(:Ilta<:ióIl. 
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En el caso  de  sobre-segmentación, el número  de regiones erróneamcntc tlc4nc;ltlas so  (‘01lSt!rVik 

bajo a expensas  de  tener  una  imagen  fragmentada en gran  cantidad  de  partes.  Este  cnfoquc 

se  recomienda cuando  existe  suficiente  información a priori y las partes p11eden ser t~llsRlhl;L- 

das  utilizando  un proceso  de alto nivel (top-down). Esto  es posible  hacerlo  en  inl+ynes dc 

RM, donde  las  restricciones  anatómicas  son bien conocidas. El dual  de sobre-segment,acióxl 

es  sub-segmentación,  donde el número de regiones delineadas se conserva bajo a eslwnsns t l c  

tener  uniones  erróneas. Es en  esta categoría  donde caen todos los mktodos que cstinl;ul los 

umbrales  exclusivamente a partir  de  estadísticas  globales  derivadas de los (latos. 

La segmentación de secuencias  de  imágenes  bidimensionales para c?xtractr cstructmas 

tridimensionales  plantea  una  segunda concesión. Una opción es  analizar  rebanatla p o r  rt’- 

banada  de  manera  individual  para después  recuperar  la  estructura t,ridiulc\nsioll¿~l a partir do 

las  segmentaciones en 2D. Con este enfoque es muy probable  que  aparezcan tliscollt,ilillitla,(l(~s 

de los volúmenes entre  rebanadas,  problema  que  debe  ser  resuelto.  Por otro lido, si S(? ut i l im 

un  método  que  recupera  las  estructuras a partir del análisis  tridimensional dc w h ~ m d a s  

contiguas,  no  aparecerán  discontinuidades,  pero  será  necesario tener la c¿tpacidad (it? lllancjar 

gran  cantidad  de información desde el inicio del proceso. 

Una última decisión a tomar  es  entre tener  una solución locill o g1ol)al. El c ? ~ l f o c l ~ ~ c :  

puramente  local  puede llevar a delinear rasgos insignificantes desde un punto ( lc  vista g l o l ~ l .  

Por  otro  lado,  una solución puramente  global  puede  dar como resultado  falta c l c  detalle c11 

la segmentación. 

El  método  de  extracción  de  estructuras  tridimensionales  expuesto en e s t a  tesis f u t :  

diseñado  para  optimizar los problemas arriba mencionados: 
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o Utiliza  técnicas  robustas  de  análisis  de  imágenes [30], por lo tanto, todas las vztrialdcs 

dependientes del contexto  pueden  ser  extraidas a partir  de los datos con 1111 lrl6todo dc! 

abajo  hacia  arriba (bottom-up). 

o La  calidad  de  la segmentación  (sobre/sub)  se  controla  con  variables  independientes del 

contexto,  reduciendo la interacción del usuario. 

o Se  utiliza  un  enfoque  orientado a volúmenes, restringido a vecindades e11 3D clefinitlas 

en 3 rebanadas consecutivas (o ternas  de  imágenes), lo cual  agiliza el 11so dc 1llcmoria 

y de  cómputo. 

o Optimiza el balance  de información global y local  extrayendo  únicamellte los rasgos 

locales  de  relevancia  global. 

El  método  de segmentación  propuesto  es  altamente  modular. Los dos procx’sos princi- 

pales: 

0 estimación  robusta  de los parámetros de las regiones 3D más  significativas, 

o segmentación de los volúmenes 3D mediante  crecimiento de regiones, 

están  completamente  separados y  permiten  incorporar información a priori (si cbsistc!), o 

mejorar  los  resultados a través de consenso (si el costo  computaciorlal es accptablc). 

La  presente  tesis  está  organizada  de  la siguiente  manera.  El Capítulo 2 es una revisión 

bibliográfica  de  los métodos publicados en revistas  y congresos especializados y se incluye una 

discusión  acerca de su funcionamiento.  El Capítulo 3 es  una  exposición  sobre  estimadores 

en  general y se  introducen los conceptos  de  estimación robusta.  En el Capítulo 4 se  presenta, 
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en detalle el sistema desarrollado. En el Capítulo 5 se presentan los resultados obtenidos 

con imágenes sintéticas y con imágenes reales,  tanto de RM cerebral, como de RM ósea y un 

estudio de mieroscopía confocal. También se presenta la comparación de resultados obtenidos 

automáticamente con segmentación manual. En el  Capítulo 6 se describe la interfase gráfica 

del sistema y se presentan distintos resultados obtenidos con diferentes parámetros. El 

Capítulo 7 es una discusión acerca de las ventajas del método y sus limitaciones. Finalmente, 

el Capítulo 8 contiene las conclusiones. 
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Capítulo 2 

Revisión Bibliográfica 

La revisión  bibliográfica  que  se  presenta  a  continuación  es el resultado  de  investigar  cuáles 

son las  técnicas  más  utilizadas en RM durante los últimos  años  por los expertos en el tema, 

a fin de  proponer un método  original y poder  evaluar y comparar los resultados  obtenidos 

con dicho  método. Para ello se  decidió  revisar lo publicado a  partir  de 1985 en las  revistas 

más  importantes del área y en los proceedings de los congresos  especializados. 

2.1 Métodos de Detección de Bordes y Superficies 

Como  se  mencionó  anteriormente,  uno de los dos  enfoques  para  segmentar  una  imagen  digital 

es el tratar de  localizar los bordes o fronteras de cada uno de los objetos  dentro de dicha 

'imagen.  En el caso  de  que  se trate  de  datos en 3D, la solución se  puede  generalizar  (en  la 

mayoría  de los casos) a  encontrar las  superficies de cada uno de los volúmenes. Las  técnicas 

de detección  de  bordes  se  han  utilizado en análisis de imágenes  desde  su inicio en la  década  de 
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los 60’s y  consisten  en  operaciones  locales  que  pretenden  determinar  si 1111 pixel se c\llcuentra 

dentro  de  una región homogénea o está  en la discontinuidad entre  dos o m&  wgiones. Los 

operadores  utilizados  son  por lo general  operadores diferenciales: gradientc,  Laplaciano. 

diferencias  de  promedios,  Prewitt,  Sobel,  etc.  Estos  métodos  funcionan  exitosalnente  si 

los bordes  de los objetos  están  claramente definidos. En el caso que  esto 110 sucwla,, l a  

probabilidad  de  obtener  bordes  discontinuos  es muy alta, por lo tanto sc debe proponer un 

método  para  unir  discontinuidades, o en su  defecto,  preprocesar la imagcn col1 algulla ti\c.nic*a 

que  contraste inicialmente  las  fronteras. Es claro  que el problema se vl~elvc. 1nhs  w111plo.jo si 

los  bordes a encontrar son  superficies en 3D. Esto y el  hecho de  que los mktodos dc dctcwih  

de  bordes  no  tomen  en  cuenta  información  global hace que  sean  técnicas poco rcr:onlclldables. 

Durante  la  década  de los 80’s apareció en la  literatura el uso de moclclos i’wtivo~77 o 

“deformables” [49] que  consisten en conjuntar  geometría, física y tcoría de a.l>roxilllac:i611 

para delinear regiones y volúmenes en imágenes  digitales.  La geometxía sc uti l iza   par;^, 

definir la  forma del objeto, la física impone  restricciones  acerca del modo co~no 1i1. forma. 

puede  variar  en el espacio y la  teoría  de aproximación define cómo se  adapta. el 111oclc!lo a 

los datos específicos. Típicamente  estos  métodos  funcionan a partir dr? unit forlllik inicial 

(contorno o superficie) que  iterativamente converge a la  frontera del objet,o,  siguicwlo 1N.S 

reglas  y  restricciones del modelo.  Dado  que  estos  métodos  usan tanto id¿)rrrli1,ci(j11  locid 

como global  son mucho más poderosos  que los anteriores,  sin  embargo,  requieren de un 

estado inicial  proporcionado por el usuario o por  alguna  base  de  datos,  encuentran  una única. 

frontera a la vez y  son  computacionalmente muy caros. 

A continuación se describen los trabajos  que utilizan las técnicas arriba mencionadas. 
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2.1.1  .Bomans  et al. (1990): 

El trabajo  descrito  en [3] consiste en un  sistema  para.  encontrar los cont>ornos c l c  Ins cst.rw:- 

turas  anatómicas  en imágenes de RM. La técnica que ellos utilizan  es  aplicar o1 operador 

Marr-Hildreth  extendido a 3D. Este  operador  consiste en convolucionar la imagen  primero 

con una función Gaussiana  para  suavizar el posible  ruido  que  contenga la inlagen. Despuds se 

convoluciona con el Laplaciano,  que  es  un  detector de bordes  invariante 21 1;1 r o t x i h .  Para 

corregir  los bordes identificados,  se ven en la necesidad de hacer e~os%o,rc:s J- tl%l~rttrc:%o~rr:,s 

[41]. Aún  así reportan  la necesidad  de  corregir  manualmente el 10% dc los colltorllos. La 

segmentación que obtienen  es  únicamente en las clases piel, hueso, cerebro (mut,eri;l. gris y 

blanca  unidas) y ventrículos. Se menciona que el tiempo  de  procesador cs excesivo, p o r  lo 

que  se ven en la necesidad de mejorar el método,  así como incorporar t6cnic.a.s b;\s¿~.das (w 

conocimiento  para identificar  automáticamente  cada  estructura detect,:&. 

2.1.2 Davatzikos et al. (1995): 

Este  trabajo [7] se  basa en contornos  activos y lo aplican a la detección exclusiva ( 1 ~ 1  l)orclc> 

de  la  corteza  cerebral. El modelo que  se  utiliza  es el de un Iastón sujeto c?xcll~sivnlncllItt\ a 

fuerzas  elásticas. El proceso  se  aplica a imágenes en 2D y se  menciona la c:olrlplc,jitl;~.tI (le 1;). 

extensión a 3D. 

2.1.3 Deklerck et  al. (1993): 

En  este  trabajo [8] se  propone  un  método  que  suaviza la imagen,  resaltando los l)oIdes, tlc 

tal  manera  que  al  aplicar un  detector  de  bordes,  se  eliminan  resultados no significativos y se 
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obtienen  contornos  cerrados.  El  método  consiste  en  calcular  en  todo pixel de la. illlagell la 

primera  derivada  multiplicada  por  la  segunda  derivada,  cambiando el signo. El resdtado (:S 

que  se  obtienen regiones homogéneas delimitadas  por las zonas donde la  segunda  derivada 

cambia  de signo. Al aplicar  cualquier  detector  de  orillas,  se  eliminan  los  bordes  que resultan 

de  rasgos  poco definidos. Sin  embargo  es  necesario  aplicar erosiones y dilntaciorres pa,ra 

mejorar  los  resultados. El método  está  diseñado  para 2D, no hacen reconstmcción  tridinlell- 

sional. Lo utilizan  para  detectar  estructuras muy grandes como son puln~onw J- c : o r a x h .  Las 

formas  de los objetos  encontrados son comparadas  contra  una  base  de  datos,  utilizando la. 

posición del objeto y  su posición relativa a otros. 

2.1.4 Hill et al. (1993): 

Este  trabajo [19] consiste  en encontrar los contornos  de  algunas subestmlc.turas del ccwbro 

utilizando  contornos  activos. Como modelo inicial  utilizan  formas  contenidas en IIIM I,asc. dc 

datos.  Para  cada  rebanada  es necesario  proporcionar  una posición inicial  de la. sul,estrll(:tul.i~, 

y la del contorno del cerebro. El volumen se  reconstruye a partir  de los  bordcs  encontratlos 

en cada  imagen. 

2.1.5 Kennedy et  al.  (1989): 

Este  trabajo 1231 es  una variación del operador Sobel en 2D. Lo utilizan para  encontmr (:ortc?za 

cerebral,  materia  blanca, cerebelo,  ventrículos y núcleo  caudado. Se le debe  proporcionar 111 

sistema un borde inicial,  que  se compara  contra los valores máximos mAs cercanos obt,enidos 

por el operador  de Sobel. A partir  de esos valores máximos escogidos se produce u11 borde 
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para  la  imagen,  que a su vez es utilizado como borde  inicial para  la  siguiente imagen vecina. 

El  método  es  semiautomático,  ya  que  es necesario  corregir  algunos bordes  antes dc hacer la 

reconstrucción 3D y  medir volúmenes. Además  mencionan  que  consume mucho tiempo si el 

estudio  en  cuestión  consta  de muchos cortes.  Este  método  tiene  la  desventaja  que  propaga 

errores  de  una  imagen a otra. 

2.1.6 Sander et al. (1990): 

Este  trabajo [40] consiste en el desarrollo  de una técnica matemática  rigurosa pa.ra  inferir 

los puntos  traza  de  una superficie en 3D y estimar la estructura diferencial  asociada.  Pa.ra 

ello hacen uso de  geometría  y  topología  diferencial. Como puntos  candidatos a ser  puntos 

traza escogen aquéllos que  resulten  dar  un  gradiente muy alto. A continuación, refinan la 

superficie,  basándose en vecindades esféricas de  diámetro 7 pixeles, estimando  curvatura 

principal  y  campos  direccionales  sobre superficies suaves. Lo utilizan  para encont,rar 1;k 

superficie de la cabeza,  de los ventrículos  y  de  un volumen sintético. 

2.1.7 Snell et al.  (1995): 

Este  trabajo [44] consiste  en encontrar el borde  de  la  corteza cerebral a travks  de  contornos 

activos.  Manualmente  se  dibujan los contornos  en  varias  rebanadas,  que  despuks  son  in- 

terpolados  para  producir  un volumen inicial.  La superficie se  modela como un “spline” de 

mínima energía sujeto a fuerzas  internas  y  externas. Las fuerzas internas dependen de  las 

propiedades  se  supone  tiene el material del que  está hecha la superficie y las  fuerzas  externas 

están  en función  de los valores  de los pixeles y sus gradientes. 
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2.1.8 Wu et al. (1993): 

Este  trabajo [56] consiste  en  formar  cúmulos  de datos con un enfoque  de  teoría  de  gráficas. 

Está desarrollado  para 2D donde  se  modela la imagen como una  gráfica  en el plano  cuyos 

nodos  tienen  relación  de  vecindad.  Inicialmente cada pixel es  un  nodo  y éstos se  agrupan  de 

acuerdo a una  medida  de  similaridad  -entre  nodos  (que  depende del valor de  gris  promedio 

de  cada  nodo).  El proceso  consiste  en  encontrar  una  partición óptima  de  la  gráfica original 

en  subgráficas,  donde cada  una de  ellas define una región homogénea  de la imagen.  La 

generalización a 3D no la proponen,  sin  embargo, se  aprecia muy complicada. 

2.2 Métodos de  Extracción  de  Regiones y Volúmenes 

El  segundo  enfoque  para segmentar  una  imagen  digital  es el tratar de encontrar  directamente 

las  regiones  que  conforman  dicha  imagen.  La  técnica  más  utilizada  desde la  década de los 

60’s consiste  en  identificar los valores  de  gris  que mejor separen los distintos picos (modas) 

del histograma  de  niveles  de  gris  de  la  imagen. A estos  métodos  se  les  conoce como “métodos 

de  umbral”  y  funcionan  correctamente  si  las  imágenes  están  formadas  por  distintas  regiones, 

cada  una  de ellas con un nivel de  gris  parecido y los picos en  el  histograma son fkilnlente 

detectables.  Es  claro  que  estos  métodos  utilizan  únicamente  información  global,  por lo tanto, 

en el mejor  de  los  casos,  no  aprovechan  la  información  local. 

Otros  criterios  para  determinar ‘si ciertos  pixeles  pertenecen  a  una  misma región o no 

se  basan  generalmente  en  homogeneidad, ya sea en cuanto  al nivel de  gris  promedio o a la 

textura de la zona  donde se  encuentra el pixel. Las técnicas  estadísticas  son  ampliamente 
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utilizadas  para  describir el comportamiento  de los datos en una vecindad (le pixcl(>s. Estos 

mdtodos  son  más  recomendables  que  las  técnicas  de detección de h r d c s ,  sin o~nbargo, hay 

que resolver el problema  de  sobre-segmentación,  ya  que  es posible obtener 1111 grall c:;l1lttid;l(1 

de regiones que  después  hay  que  unir con alguna otra técnica. 

A continuación se decriben  algunos trabajos  que utilizan  las tkcnicas arriba nlc.nc.ionadHs. 

2.2.1 Arata et al. (1995): 

Este  trabajo [l] propone un  método  para segmentar subestructuras del cercbro ('o11 v l  ol)jrt,i\-o 

de  formar  una  base  de  conocimiento  de  formas y cotejar diferencias en el vol~~nlctn (1c dicllas 

subestructuras  entre  sujetos  sanos y enfermos. La segmentación cs intvractiw: c1 ustlario 

debe marcar pixeles dentro de la  subestructura de  interés y mediante andisis dc c*lilnulos 

hacen una segmentación  preliminar  que  debe  ser  corregida m~~l,nl~allncnt,e, inlwgcw ])or illlago11. 

2.2.2  Brummer et al. (1993): 

Este  trabajo [4] es  un  método heuristic0  que  consiste  en  encontrar c?xclnsiv;wllc?llt,cl ~1 ( m -  

torno  de  la  corteza cerebral rebanada  por  rebanada. Inicialmente encwntrm 1111 111lll)r;d ( 1 1 1 ~  

separa fondo de  tejidos.  Después  encuentran otro  umbral  que sepua  te-jiclo 1 ) l ~ d o  ( l o  111wso. 

Finalmente,  utilizando  erosiones y dilataciones  desaparecen las  componentes con(~ms iirw 

muy pequeña y rellenan huecos. Después,  marcando  manualmente  en una  imagm c:11Al (?S 1;1. 

componente  conexa que corresponde a materia gris y blanca,  encuentran  las cornponcwtos ( t n  

las  imágenes vecinas analizando  rebanada  por  rebanada. 
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2.2.3 Gesu et al. (1994): 

Este  trabajo [15] consiste  en hacer una pre-segmentación no supervisada  utilizando t h i c a s  

de  análisis  de  cúmulos. Se aplica a rebanadas  aisladas,  cada  una  de  ellas se procosa (:on 

4 métodos  distintos  para  formar cúmulos.  Después se fusionan l a s  4 imágenes obtenidas, 

utilizando  una función  de  consenso, para  darle  al médico una  primera est,im;lción de c u d e s  

son los distintos  tejidos  presentes  en  la imagen. 

2.2.4 Joliot et al. (1993): 

Este  método [22] es  utilizado exclusivamente para identificar materia  gris y 1)lanca. dcnt,ro 

del cerebro. Se basa  en  técnicas de umbral y es  interactivo.  Marcan a mano las rcgiolws (I(> 

interés,  obteniendo  así el gris  promedio del tejido.  Después encuentran un  umbral  que separc: 

los tejidos y con operadores  de morfología matemática refinan los bordes (10 los tcjitlos. Sc 

aplica  rebanada  por  rebanada y después hacen una  interpolacion entre rcbunnda.s 1)il.ra geacmr 

el objeto  completo. 

2.2.5 Li et al. (1993): 

Este  trabajo [25] esta  diseñado  para  operar en 2D y diagnosticar si cxist,c:n tmnorcs. Con- 

siste  en  segmentar  automáticamente,  mediante  análisis  de  cúmulos,  las  imágenes en 4 clases 

distintas:  hueso,  materia  gris,  materia  blanca y líquido céfalo-raquídeo (LCR.). Una v w  que! 

se  han  obtenido  las 4 clases, se identifican por  sus niveles de gris. Un sistema  experto maliza. 

la  forma  de  la  materia  blanca y del LCR  para  tratar  de  encontrar  tumores. Si existm dis- 

continuidades  en  la  materia  blanca o la  forma del LCR  no  es la  normal,  se  reporta la imagen 
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como anormal y se sospecha  de la existencia  de  un  tumor 

2.2.6 Liang et al. (1994): 

De todos los trabajos revisados  en la  literatura, éste [26] es el ímico que )lac(? tlctecci611 

automlitica del número  de  clases y estimación  de  sus parhetros.  Trabajan c11 2D. (10 111odo 

multiespectral  utilizando  imágenes  multimodales.  Mediante un análisis tie míximl \*c:rosi- 

militud,  encuentran el número  óptimo  de  clases y sus  parlinletros.  Dcspués. ( ’ o 1 1  1111 procwo 

it,erativo, asignan  cada pixel a una clase,  analizando vecindades de  primer ortlcn y ullicndo 

los pixel a aquella  clase  que  minimiza  cierta función de  energía  definida. Est(. (1s c:l nl6totlo 

que  más  se parece al  propuesto  en  esta  tesis. 

2.2.7 Taxt et al. (1994): 

Este  trabajo [48] hace también  análisis  multiespectral y es senli-a~tut,olllA.tic.o. I~lic:i;~l~llc~nt,c o1 

sistema hace  un  “clustering” no supervisado.  Después el usuario oticluc:t,;l. las c:l;ws. P;uw 

asignar los pixeles a una clase hacen uso de un enfoque  Bayesiano, donclc~ S(’ co~lo(:on las 

probabilidades  de vecindad entre clases.  Este método Únicamente es t i  pro1)ado CII 1111 cstnclio. 

2.3 Discusión 

Sin  duda,  algunos  de los métodos  expuestos  anteriormente  producen  excelentes  resultados o11 

las imágenes  en que  han  sido  probados.  Sin  embargo,  es claro que el problema de segmentar 

automáticamente imágenes  de RM cerebral  de  manera infalible está muy lejos de haber sido 
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resuelto.  Falta mucho trabajo  de investigación por hacer para  que llegue el dia  en que se 

cuente  con  un  sistema  que  de  manera  rutinaria  sea  capaz  de  procesar  grandes  cantidades tic 

estudios,  provenientes de  distintos  equipos,  tomados  en  distintas condicioncbs, produciendo 

resultados  altamente confiables. Es por  esto  que  se decidió  explorar un nuevo enfoque para 

tratar  de resolver el problema. 

Se  desecharon  los métodos  de detección de  bordes  pues  es bien sabido  en  la  literatura  que 

se  deben usar  únicamente como técnicas  de  preprocesamiento, ya que los rcwlltacios que SP 

obtienen  deben  ser  siempre  corregidos  y  la corrección automática 110 es  trivial. Las t,d(:lli(*;ls 

de  contornos  “activos”,  aunque  producen excelentes resultados, consumen gr;\ll c:;tllt,idid (IC 

tiempo  de  cómputo, por lo  que fueron descartadas y se  dejaron como una  segunda opci611 a 

-desarrollar. 

Como la idea  original  era  desarrollar un  sistema  totalmente  automlitico l)>l,rii iclcntificar 

los diferentes  tejidos en un stack de  imágenes,  se decidió optar  por 1111 rrlc5todo c l c  clt\twc:i611 

de regiones basado  en  técnicas  estadísticas.  La  principal  crítica a los rndtoclos  est,aciístic:os 

existentes  es  que  son  no  robustos (ver el Capítulo 3, Sección 2 para  una discusión acerca de los 

problemas  que  surgen  al  utilizar  estimadores no robustos). Por esta razón se dccidió  utilizar 

técnicas  de  estadística  robusta,  que  de  producir  resultados  satisfactorios, scría e l  prillwr 

trabajo  de  este  tipo publicado  en la comunidad  médica.  El método  debía llatccr uso tanto (IC 

información  local como de  información  global. En un  principio  se  decidió  utilizar únicamentc? 

datos provenientes de  una  modalidad (RM) y sólo en caso que  fuera  necesario  proponer  una 

solución multiespectral, se haría uso de fusión de  información. 
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Capítulo 3 

Estimación Estadística 

3.1 Justificación del Modelo 

El problema  de  segmentación  en  análisis  digital  de  imágenes  consiste  en encontrar  una  par- 

tición del espacio  de  datos  en  categorías o clases,  de tal modo  que la  probabilidad de par- 

ticionar  erróneamente  este  espacio  sea  mínima. Desde los primeros  años del procesami- 

ento  digital  de  imágenes,  este  problema  ha  sido  atacado como un problema  en  teoría  de 

decisión estadística [9]. El  modelar los datos (pixeles) como realización  de  variables  aleat- 

orias z pertenecientes a distintas clases,  cada  una  de  ellas  perfectamente  caracterizadas  por  su 

propia  función  de  distribución P ( x ) ,  ha  sido  ampliamente  usado. En general estas funciones 

no son conocidas y quizás  resultarían  ser  matemáticamente  complejas  para un uso práctico. 

De ahí  que  la suposición  de  normalidad, si fuera  posible  hacerla, ayudaría a disminuir  la 

complejidad del problema.  En todos aquellos  procesos  donde  las  variables aleatorias son el 

resultado  de  sumar muchas variables  (adición  de  fuentes  de  error distintas como ruido en 
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adquisición,  ruido  en  transmisión,  etc.)  permite  apelar al Teorema Central del Límite con lo 

que  la suposición queda  fundamentada [ 1 I]. 

El  valor esperado p y la desviación estándar cr son suficientes para  caracterizar ( l e  manera 

única la función  de  distribución  normal N(p,  cr2) que  se utilice para  modelar las observaciones 

en una clase. En  la  práctica,  estos valores se desconocen y deben  ser estimados a partir  de 

un conjunto  de  datos  muestrales. El problema reside precisamente  en cón1o encontrar de 

manera  automática  cuántas clases distintas corresponden a la partición del espacio y cwílcs 

son los valores  correspondientes  de fi y 6 para  cada  una de estas clases.  Una vez quc estos 

parámetros  son  estimados,  es posible definir un clasificador utilizando  una regla de decisión 

para particionar el espacio. Cada pixel se  asigna a una clase dependiendo  de lo quc  indiqw 

la regla  de decisión en  ese pixel. 

3.2 Estimadores  Robustos de Localización y Escala 

Como se mencionó  anteriormente, sólo dos  estimadores son de inter&  cuando se dcsca scg- 

mentar  una imagen  de niveles de  gris en fragmentos de vi-tlor constante. Por c:onvclnic!llc:i;l. 

asumimos  que  los  datos,  es decir, los valores de los pixeles, pueden  ser  accesados p o r  11x1 

Único indice. Los datos  se modelan como si  estuvieran  afectados  por  ruido adit,ivo ci dc IM:- 

dia cero  independiente  e  idénticamente distribuido  (i.i.d.), xi = 8 + c i ;  i = 1, . . . , I ) , ;  dondc 

xi son  enteros  entre O y (digamos) 255. Usando la terminología estadística, el valor dc l a  

constante  que  caracteriza  cada fragmento  se  obtiene con un  estimador de localizacih  (uni- 

dimensional) 8, mientras  que  la dispersión de los datos  alrededor de esta  constante se obtiene 
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con un estimador  de  escala (uni-dimcnsional) i. Los residuos S(: tlefincm (‘0111o r ;  = - O: 

i = l  

y el estimador  de localización  resulta ser la media muestrd 

mientras  que el estimador  de escala  es la desviación estúndnr  rnuestral 

( 3 .  I )  

(3.2) 

(3.3) 

Estos  dos  estimadores son  no-robustos en el siguiente  sentido:  asunlarnos ( 1 1 ~  ()xist,(> 1111 líllicx) 

dato  que tiene  un valor arbitrariamente  grande,  ignorando por cl 111ollwllto ( 4  Ilc~.ho ( l o  (1110 

dores (3.2) y (3.3). Esto se  debe al hecho que el punto de colapso ( b r . c d x t o w , / ,  poir/,t) ( 1 ~  los 

estimadores  de  mínimos  cuadrados  es  para  muestra de tamaíío TI , ,  q w  ticlldc ;\.silltr6t8ic*;\- 

mente a cero cuando n crece [39]. De manera.informa1, el punto  de colapso t l c  1111 c?st,imulor 

se  puede definir como el  porcentaje  más  pequeño  de  datos  que  puede  ocasionar (111~ H tolrlcl 

valores arbitrariamente lejanos a 8. 

Un estimador  robusto  de localización  es la moda muestral. Para  una fi1nc:iin ( 1 ~  (l(?llsi(l;l.tl 

de  probabilidad  (f.d.p.)  continua,  la  moda  es el valor “más  probable” que tOlKl¿L 121. viwial)l(:, 

es decir, el punto  donde  la f.d.p. es máxima.  En la práctica, la f.d.p. no sc COI~O(:(? y l a  111o(I;l 

debe  ser  estimada a partir  de valores muestrales.  El  máximo  de  la  f.d.p. significa q l c  los 
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valores  alrededor  de  éste  tienen  mayor  probabilidad  de  ocurrencia  que  los  vdores  dcjaclos y 1 s  

moda  muestral  se  puede  detectar  localizando la región de mayor densidad CIllpíri(:;\. tjolll;l11(lcr 

la secuencia  de datos en orden  ascendente. Es usual  utilizar  una ventam contcwicndo la Ill i t , i \( l  

de los datos  para medir la densidad  empírica  localmente.  El  algorit,rno de tlctcwi611 (IC n l o c t ; \ .  

muestral corresponde  al  siguiente. 

Algoritmo  de Detección de  Moda  Muestra1 

1. Ordenar los datos en orden  ascendente, xi:,,. 

2. Definir una  ventana  que  contendrá  la  mitad  de los datos y se s0brepolldr;í it.cl.rat,i\-illllc~lltc 

sobre el total de  ellos.  Sea 

si = (Zi+/&-l - ZJ/2 h = [n /2]  + 1 (3.4) 

la  mitad del tamaño de  dicha  ventana. 

3. Encontrar i, tal  que 

i ,  = arg min Si . 
a 

Esta es la localización  de la región más  densa y la mods muestxa.1 S(' c:id(*lll;I ('om) 

Así se  obtiene la  moda  muestral  utilizando el algoritmo del medio-int,crv;\lo mís corto ([:39]. 

Sec 4.2). $i irn no es Único,  el valor final se obtiene pro1nedi;Lldo los O h r  's (.or~(~sl)ol~(li(\l~l,(~s. 

Cuando las zi en  realidad  aparecen con frecuencias ni mayores a .  11110, (:S dwir, 1;) ~ ~ 1 ~ 1 ( ~ ~ t ~ l i ~ ,  

tiene  que  representarse con un histograma,  entonces  para el uso de  las  fórmulas ;111tCriorcs 
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simplemente  se  produce  una  muestra  equivalente  de  tamaiío x?!!: ni en  la  cual  se  repiten los 

valores de xi, ni veces. 

Se  puede  demostrar  ([39], Sec 4.2.) que la moda  muestral,  calculada dc esta  1~~11era, 

corresponde  al  estimador  de localización 8 que  minimiza la mediana  de  los  cuadrados  de los 

residuos cuando  éstos  se  ordenan  de  manera ascendente. Se conoce en la lit,erat,wa. ( ~ m o  

mhima mediana  de cuadrados; esto es, el que minimiza la función 

med r:. (3.5) 
a 

El uso de  cuadrados  en  lugar  de valores absolutos  asegura la unicidad  de la solución si ?L 

es  par.  La utilización  de la  mediana hace de la  moda  muestral un estimador  robusto c:u!’o 

punto  de colapso es muy grande.  En efecto, aún  cuando  se tiene únicamente 1111 50% de datos 

admisibles (inliers), la  moda  muestral  es  todavía un  buen  estimador.  El  estimador (le c:scda 

de  “mínima  mediana  de  cuadrados”  se obtiene a partir del algoritmo  de detección de moda. 

como GM = c bi, en  donde  la  constante c se escoge para  obtener  resultxlos consist,cllt,c?s con 

la  f.d.p.  supuesta. Por ejemplo, si se  supone  que los datos corresponde11 it una clistribuci611 

normal y se  utiliza el 50% de los datos, c = 1.4826, para hacerlo corresponder it (T y (wbrir 

34.13% de los datos.  (El valor de c se  consulta  en  las  tablas de la f.d.p. corrcsl)olltlic:lltc..) Por 

lo tanto,  es posible  dicotomizar los datos en admisibles y aberrantes  comparando I x i  - fi,,! I 

contra  (digamos) 2 * G M .  

Sin  embargo, el algoritmo  de detección de  moda  muestral puede fallar  cuando los datos 

son  casi  bimodales. Por ejemplo, los datos  “constantes  por  pedazos” con ruido  aditivo que sc 

muestran  en  la  Figura 3.la fueron  generados  usando  dos  distribuciones  normales: 100 datos 

a partir  de N(100, 252) y 80 datos a partir  de N(175, 252). El número  de  datos  admisibles 
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Figura 3.1: Un ejemplo  de  falla del algoritmo  de detección de moda. a) Los datos (10 ~ ~ 1 1 1 ( ? 1 ) i ~ ~  

en una  dimensión. b) Histograma  de  la  muestra. 
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rebasa  ligeramente el número  de datos  aberrantes.  El  algoritmo  de  detección  de  moda  debería 

dar como resultado un  valor  cercano a 100.  Aún  cuando la separación  de  las  dos  regiones se 

observa  claramente, el histograma  (Figura 3.lb)  muestra  que los valores  de entrada  al algo- 

ritmo  de detección  de moda no  serán  de  utilidad. La región de  mayor  densidad  no está bien 

definida y el resultado  que  se obtiene  es 6 ,  = 118.5 con  un estimador  de  escala 6, = 53.37. 

El  anterior  es un  ejemplo  típico  de  las  discontinuidades  que  aparecen  en  imágenes. A 

pesar  de  contar con un  estimador  robusto  de  localización,  datos como los arriba  presentados 

no  se  pueden  segmentar  de  manera confiable en  dos regiones homogéneas. El resultado 

del algoritmo  de detección  de moda  se puede  mejorar  significativamente si  se  explota el 

comportamiento de  los datos  aberrantes.  Bajo el modelo  “constante  por  pedazos”,  tanto  los 

datos  admisibles como los aberrantes se  encuentran  afectados  por  ruido con media  cero.  Sin 

pérdida  de  generalidad,  es  posible  asumir  que el ruido  es  i.i.d.  Esto  es,  que el estimador 

de  escala  (desviación estándar  muestral) calculado a partir de los pixeles dentro  de  una 

vecindad  homogénea  debe  ser  similar. Esta desviación estándar, sin  embargo,  debe  aumentar 

significativamente  si la vecindad  contiene  una  discontinuidad entre dos  regiones  homogéneas. 

Esta  propiedad  (válida únicamente para el modelo  “constante  por  pedazos” [31]) puede ser 

usada  para  diseñar un  algoritmo  de  detección  de  moda  muestral  de  dos  pasos.  Nótese  que  la 

confiabilidad del método  se  logra a expensas  de  restringirse a datos  “constantes  por  pedazos” 

con ruido  blanco. 

Algoritmo de Detección de Moda  Realzada (DMR) 

1. Cubrir los datos con ventanas traslapadas de  longitud w (impar) con centros  cada m 

posiciones. 
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2. Para  cada  ventana, calcular la  media $,S,* (3.2) y  la desviación estándar .ii~s,i (3.3). 

Estos valores  se  deben  asociar  al Zesimo pixel, el que  corresponde  al centro  de la,  vent,ana. 

3. Calcular  la  moda  de  la  distribución i,s,i. Dicho valor es el est,imador  robusto de 

escala SMR derivado a partir de los datos. Marcar  aquéllos  que  son aberrantes en la 

distribución i ~ s , ~ .  

4. Remover  de la  distribución aquellos  puntos  que están asociados a un dat,o aberran- 

te en la  distribución ~LS,(. Con muy alta probabilidad, la discontinuidad se encuentra 

en  una  vecindad  de estos  puntos. 

5. Encontrar  la  moda de la  distribución  censurada,  que  corresponderii  al  estinlador 

robusto  de localización e,, derivado a partir de los datos. 

El  algoritmo  DMR  se  desempeña significativamente mejor que el algoritmo  original de 

detección  de moda  cuando  los  datos provienen del modelo  “constante por ~ ~ C ~ A L O S ”  (‘o11 ruido 

blanco. Esta  técnica  se puede  generalizar para modelos  “polinomiales  por pedtt~os”. En e l  

caso  que los datos  correspondan  a  una  distribución  unimodal,  DMR se reduce al  algoritmo 

original  de  detección  de  moda [31]. Cuando el ejemplo  de la  Figura 3. la  se procesa (:o11 el 

algoritmo  DMR  (con  ventanas  uni-dimensionales  conteniendo ‘LU = 15 muestras y l o d i d i 1 . s  

cada m = 3 datos), el resultado  que  se  obtiene  es = 92.13 y i M R  = 28.84, valores mucho 

más cercanos a los  valores  correctos. 

La  aplicación  de esta técnica  a  imágenes  de RM está  justificada: la suposición de in- 

tensidad  constante con ruido  aditivo en una  estructura  anatómica  se considera raxorlable e11 
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regiones  de baja  textura.[2] y en  los  casos  en  los  que el equipo  de  adquisición  estri  debidamente 

calibrado [ 141. 

3.3 OtrosEstimadores Robustos Uni-Dimensionales 

A continuación se discuten y comparan  entre sí otros  estimadores  robustos de localizacicin y 

escala en una  dimensión.  Han  sido  utilizados  en visión por computadora  cuando es necesario 

clasificar los datos con respecto a un valor central  desconocido.  Aún  cuando  casi todos 

pueden  ser  generalizados para dimensiones  mayores, la presente  discusión esta  limitada. al 

caso  uni-dimensional. 

Sean 4 y j. estimadores  de  localización y escala  respectivamente. Es deseable que estos 

estimadores  cumplan con las siguientes  dos  propiedades: 

1. 8, el de  localización,  es equivariante a la traslación si  cumple con: 

2. 8 es equivariante a  cambios  de  escala si cumple con: 

8(m1,. . . , m n )  = cB(x1,. . . , zn), vc > o. 

3. Un estimador 8 que  cumple con las  condiciones 1 y 2 es ajin equivariarrte. 

4. S, el de  escala, es equivariante a la traslación si  cumple  con: 

i(z1 + u,. . . ,xn + v )  = d(z1,. . . ,xn), v u  E 8. 

33 



5. j. es equiwariante a cambios de escala si cumple con: 

Otra propiedad  de los estimadores  que  es  deseable  pedir  es  que  tengan  un  punto  de 

colapso  grande.  Como se mencionó anteriormente,  de  manera  informal, el punto  de colapso 

de un estimador  se define como el porcentaje  de  datos  contaminados E* que el estimador 

puede  soportar  antes  de convertirse  en  inservible [17, 391. 

El estimador  de  mínimos  cuadrados 8,s se reduce a la minimización  de 

n 

i=l 

que  corresponde a la media  aritmética.  Este  estimador  de localización, junto con su estimador 

de  escala  asociado (desviación  estándar  muestral), cumple con las  propiedades  equivariantes 

mencionadas.  Sin  embargo, para cualquier tamaño  de  muestra,  un Único dato  aberrante  puede 

corromper su valor,  si  este  dato  está suficientemente lejos del valor central.  Formalmente, 

= O, lo que refleja la  extrema  sensitividad de la  media,  que  se  desempeÍía  pobremente 

ante la presencia  de  datos  contaminados. ' 

Para  contrarrestar los efectos de  contaminación  sobre la  media,  es  posible  sustituir T: e11 

3.6 por p(r i ) .  Es así como surgen los M-estimadores,  que  utilizan una función p simdtrica, 

positiva-definida  y que  tenga un  mínimo Único en ri = O. No todos los M-estimadores son 

equivariantes a cambios  de  escala,  por lo tanto hay que  tener  cuidado con la definición de p. 

Una  posibilidad  es definir p(ri) = lril que  produce como estimador a la mediana: med xi. 

Aunque la  mediana  tiene E* = 0.5, es  decir,  que  puede  tolerar hasta un 50% de  datos con- 

taminados,  esto sucede  únicamente  si  hay simetría  en los datos. Si éstos  no  se  encuentran 
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localizados  de manera  simétrica  alrededor del valor central, el estimador  se  verá  afectado. 

(En espacios  de  dimensiones  mayores, la generalizacion  de la  mediana tiene E* = O.) 

Otras posibles definiciones de p son: 

1. p(r i )  = r: para residuos  pequeños y p(r i )  = (ril para residuos  grandes. 

2.  p(ri) = sin2(ri) para residuos  pequeños y p(r i )  = c para residuos  grandes. 

Todos  los  M-estimadores  se  calculan  convirtiendo el problema  en un problema ( l e  evalua- 

ción de  promedios  ponderados,  donde los pesos dependen  de  la definición de p y de los datos. 

Es por  ello que  este  tipo  de  estimadores  se  calculan  iterativamente  a  partir  de un vdor inicial 

y la convergencia  depende  de la definición de p. Han  sido  ampliamente  utilizados  en visión 

por computadora,  pues ofrecen cierta  robustez contra observaciones aberrantes, si ernlmgq 

su  cálculo  no  es  directo. 

Otro  tipo  de  estimadores son los L-estimadores,  que  utilizan  combinaciones  lineales (I(: 

estadísticas  de  orden. A este  grupo  pertenecen los de a-medias  podadas (a-trirrrrrred ~ ~ / , m r / , ) ,  

que  consisten  en encontrar  la  media de la  muestra despuks de  haber desec.liado  los IMY \-;~loxc!s 

más  pequeños  y  los ncll valores  más  grandes.  Estos  estimadores  tienen E* = 2a. 

De los estimadores  robustos  que  cumplen con las  condiciones  de  equivarianza  mmciona.- 

das y que tienen  un punto  de colapso E* = 0.5 (el  máximo  posible),  los  más  utilizados son 

“mínima  mediana  de  cuadrados” y su  generalización  que son los  S-estimadores. 

Como ya  se  discutió en la Sección 3.2, 6 ~ ,  que minimiza la  mediana del cuadrado de 

los residuos ri, corresponde  en el caso uni-dimensional  a la  moda o valor más  probable dcl 

histograma. Se escogió este  estimador  para  ser  utilizado  en el presente trabajo por. sex afín 
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equivariante y tener E* = 0.5. Además,  para  su cálculo sólo se  requiere de oItlcnaI los datos 

de la muestra. 

A futuro,  se  planea investigar el comportamiento  de los S-estimadores.  que est& basados 

en la  minimización  de  una  estadística de escala: 

donde ii es un  M-estimador  de  escala  previamente seleccionado [17]. 
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Capítulo 4 

Análisis Robusto de Stacks de  Imágenes 

El  algoritmo  de segmentación  en 3D desarrollado  será  descrito  y  validado  utilizando colno 

ejemplo  un stack de  imágenes  sintéticas. Se produjeron 100 imágenes que  representan 3 

objetos  geométricos  (cono,  cilindro y esfera)  en  un fondo obscuro (Figura  4.1). El despliegue 

en  3D  se hizo utilizando el sistema 3DViewnix desarrollado  por el Medical  Image  Processing 

Group  de  la Universidad  de  Pennsylvania. Los objetos  y el fondo se  afectaron con ruido 

blanco,  gaussiano,  de  media  cero, con diferentes  desviaciones estándar  cada  uno, como se 

muestra  en  la  Tabla 4.1. Los valores de  gris  de los pixeles en cada imagen se produjeron 

aleatoriamente a partir  de  cada  distribución,  asumiendo por el  momento  que  no  existen 

variaciones  de  intensidad entre imágenes. 

En  la  Figura  4.2a  se  muestra  una imagen del stack sintético  generado.  Nótese que no es 

posible  distinguir l a s  cuatro poblaciones a partir del histograma  de  ésta  (Figure  4.2b). 
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Figura 4.1: Representación 3D de los objectos sintkticos. 

Tabla 4.1: Parámetros  de las 4 Distxibuciones Nor tdcs .  

Fondo 

Cilindro 

Cono 

Esfera a4 = 22 p4 = 150 
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Figura 4.2: Datos sintéticos. a) Ejemplo  de una imagen  perteneciente al stnck mostrado en 
la Figura 4.1. b)  Histograma  de niveles de  gris  de la imagen. 

4.1 Estimación de las Clases  Significativas 

L . ~  j e s z m a  región delineada en la lesima imagen  del stack es  caracterizada  por su \al01  de gris 

estimado 8j y su desviación estándar 3j ,  j = 1, . . . , J .  (El  segundo índice I 110 ser8 utilizado 

por  claridad.)  Para segmentar la imagen, es necesario  determinar 0 J  y S, para  todas las 

J regiones significativas. Nótese que J se desconoce. Un procedimiento d~ segment,ación 

óptimo debe  balancear el  uso de información global (histogramas  derivados de la, imagen) 

con la información local (restricciones  espaciales). 

Para explotar la información 3D contenida  en un stack de  imágenes; el análisis  de la 

l e s ima  rebanada  se  basa en las tres imágenes  consecutivas 1 - 1, 1, 1 + 1 utilizando ventanas 

de datos de  tamaño 3 X 9 X 9. Las ventanas  de datos se  sobreponen  sobre t,oda la imager1 

1 y sus dos imágenes vecinas cada 3 pixeles en las dos direcciones cardinales.  Sea K el 
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número total  de  ventanas de datos  que cubren la imagen 1. Cada  ventana  de  datos  se  aualiza 

independientemente con  el algoritmo DMR (página 31), utilizando  a  su vez pequeñas venta7jms 

de análisis de  tamaño 3 x 3 x 3 pixeles. Estas ventanas  de  análisis se  traslapan  cada m = 2 

pixeles en las  dos  direcciones  cardinales y deben  llegar a cubrir los bordes  de la ventana  de 

datos. Los dos  tipos de  ventanas  se  manejan  de  manera  central,  es  decir, el dato  que  resulta 

de  su  análisis  se  asigna  al  pixel  central. 

Para  la kesima ventana  de  datos, k = 1, . . . , K;‘ el algoritmo DMR da como resultado una 

estimación robusta del  valor del nivel de  gris  de  la mayoría  de  los  pixeles, & (la  moda ~ M R ) ,  

y una  estimación robusta de  la  desviación estándar  de esos pixeles, i k  (el estimador  de  escala 

5MR) .  El  primero  caracteriza  la  estructura  local  de  acuerdo con  el modelo  “constante por 

pedazos”,  mientras  que el  segundo  es  una  caracterización  de  las  desviaciones  de este modelo. 

El histograma  de los valores  de las modas  locales & (redondeado al  entero más  cercano) es 

la información  global  que se utiliza. Las tres  rebanadas consecutivas  que se  muestran en 

las Figuras  4.3a, 4.3b  y 4 . 3 ~  producen el histograma  de  modas  locales  de  la  Figura  4.3d. 

Compárese  éste  contra el de la  Figura 4.2b.  Nótese  que  las  modas  que  corresponden a los 

objetos y al  fondo  son  ahora  fácilmente  reconocibles. 

Para  cada valor  de  gris i, i = O,. . . ,255, se  calcula  la  moda  de  las  desviaciones  estándar 

de todas  las  modas locales  asociadas  a  ese valor de i. Este  valor,  denotado como Si, i = 

O ,  . . . ,255; es  la desviación estándar  más probable para  la  estructura con valor de  gris i 

y se muestra en la  Figura 4.3e. Nótese  que para los tres  objetos y el  fondo  corresponden 

desviaciones estándar casi  constantes. 

Las  clases  significativas  de la lesima rebanada  se  extraen a partir del histograma  de  modas 
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d e 

Figura 4.3: Estimación  robusta  de  las estructuras locales a partir de tres imágenes con- 
secutivas. a) Imagen  anterior. b) Imagen central  (Figura 4.2a). c) Imagen  posterior. d) 
Histograma de modas locales. e) La  desviación estándar  más probable para  cada  moda 
local. 
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locales por medio  de un algoritmo  robusto  iterativo  de  localización  de  umbrales,  que  es la 

aplicación  en  una  dimensión  de una técnica robusta de  análisis  de  cúmulos [21]. 

Analisis del  Histograma de Modas  Locales 

1.  Convertir  el  histograma  en  una  lista  ordenada  de  longitud n. Inicializar j = 1. 

2. Inicializar b = 0.5. 

3. Aplicar el algoritmo de detección de moda  muestra1 (página 28) utilizando  ventanas 

que  contengan h = [b * n] + 1 datos.  Sea zm,h el índice donde  se  localiza la moda. La 

clase candidato  se define por  (su valor de gris) y (la desviación estándar m& 

probable). m = im,h + [0.5 * b * n] corresponde  al  extremo  superior del medio-intervalo 

más  corto. 

4. Calcular  la  masa (del  histograma  de  modas  locales)  que  corresponde a la  ventana 

z,,h-esima. Definir la medida  de  compacidad: 

se  calcula  en  el paso 2 del algoritmo. 

5.  b t b - 0.1. Si b 2 0.2 regresar a 3. 

6. La  clase detectada en esta iteración  corresponde  a h, = arg minh qh, esto  es, gj = &n,,L, 

y 5.j = 

7. Remover del histograma  todos los valores  que  se  encuentran en  el intervalo 

( f i j  - 23j, 6j + 24) .  
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8. Si la masa del histograma  es  mayor  que  0.2~2, j t j + 1, regresar a 2; 

si  no ALTO. 

En la  Tabla 4.2 se  muestran los valores  utilizados para generar los datos  sintéticos, p j  y 

C T ~ ,  y se  comparan  contra los estimados a partir  de  las  tres imágenes  consecutivas (Figura 4.3), 

y ij. Nótese la  exactitud  de  la  estimación. 

Tabla 4.2: Parámetros Reales vs. Parámetros  Estimados. 

Fondo 

Cilindro 

Cono 

Esfera 

= 80 = 79.5 01 = 5 

~2 = 100 62 = 99.0 0 2  8 

p 3  = 120 e3 = 120.0 0 3  = 10 

p4 = 150 8 4  = 149.5 04 = 22 

& = 4.96 

= 8.01 

33 = 9.57 

3 4  = 21.5 

4.2 Segmentación  de  las  Regiones 3D 

Las estructuras 3D se extraen mediante un proceso  de  clasificación,  es  decir, cada pixel se 

asigna a una  clase j = 1, . . . , J. Como  este  proceso  puede  ser en ocasiones  ambiguo, el papel 

que  juega  la información  espacial  local  se  hace  iterativamente más relevante relajando un 

parrimetro  de  decisión a. Cada iteración  corresponde  a  dos  pasadas  por todo el stack de L 

imágenes. En  la  primera  de ellas,  se  determinan  las regiones semilla  que  contienen  aquellos 

pixeles que con la más  alta probabilidad  pertenecen  a  una  clase.  Estos  pixeles  son los que 

están lejos  de las  fronteras y representan  áreas  de  un  mismo  tejido.  En  la  segunda  pasada, 
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estas regiones  semilla crecen utilizando un algoritmo de crecimiento de regiones.  Ambos 

pasos  utilizan la informacion  de  vecindades en 3D y fueron  diseñados  expresamente  para. 

recuperar  rasgos  finos, como los que  aparecen  en  las  imágenes m6dicas. 

Algoritmo de Segmentación 

1. Sea a = 1.0. 

2. Ejecutar el Algoritmo  de  Detección  de  Semillas con el parámetro a. 

3. Ejecutar el Algoritmo de Crecimiento  de  Regiones con  el parámetro n .  

4. Si  existen  pixeles  sin  clasificar  en el stack,  a t a + 0.5, regresar a 2; 

si no, ALTO. 

Algoritmo de Detección de Semillas 

l. Inicializar el contador  de  imágenes 1 = 1. 

2. Un pixel  en la imagen 1 se  etiqueta como perteneciente a la clase j, j = 1, . . . , J, 

si  su nivel de  gris está  dentro del intervalo (8, - adj, 8j + adj); 

y por lo menos N de sus vecinos 3D tienen nivel de  gris dentro del  mismo  intervalo 

o fueron  previamente  etiquetados como pertenecientes  a  la  clase j. 

3. 1 t 1 + 1. Si 1 5 L regresar  a 2; 

si no ALTO. 

Algoritmo de Crecimiento de  Regiones 

1. Inicializar el contador  de  imágenes 1 = 1. 
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a b 

Figura 4.4: El  papel  que  juega el parámetro de decisión a. a) a = 1.0. b) o .  = 1.5. 
texto. 

2. Un pixel en  la imagen 1 se  etiqueta como perteneciente a la clase j .  j = 1. . . . , J .  
.. 

si su nivel de  gris  está  dentro del intervalo (Oj - ui,, 8, + ad,); 

y por lo menos M de  sus vecinos 3D ya fue previamente  etiqueta.do ~01110 I)c’lt,c’llclc.iclllt,c~ 

a la clase j. 

3. Si  no  es  posible etiquetar ningun  pixel, ir a 4; 

si  no  regresar a 2. 

4. 1 +- 1 + 1. If 1 5 L regresar a 2; 

si  no ALTO. 

El parámetro u controla el flujo de  información  global (definición de las clascts). Est(: 

parámetro,  combinado con el parámetro N ,  es  de  suma  importancia  en imAgenes dc R.M, 

donde la  presencia  de cambios de intensidad  considerables dentro  de  una  misma imagen 
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, 
puede  producir traslape  entre  las distribuciones de diferentes tejidos. El escoger un Único 

umbral  global para  separar  dos distribuciones [4] produce errores de clasificación conside- 

rables. La existencia del parámetro a permite controlar un intervalo alrededor de  la  media 

de  la  distribución  y definir qué pixeles se siembran  como semillas. Cuando el valor de a es 

pequeño,  únicamente  se escogen como  semillas aquellos pixeles cuyo valor de gris  se encuen- 

tra  dentro  de un  intervalo reducido alrededor de 6j y  muy  probablemente  son  candidatos a 

pertenecer a una sola clase (Figura 4.4a). Conforme prosigue el algoritmo,  cuando el valor 

de a se incrementa, si un pixel es  candidato a pertenecer a más  de  una clase (Figura  4.4b), 

se  etiquetará  como perteneciente a aquella  donde la  mayoría de sus vecinos 3D pertenecen 

(información  local) si N > O, evitando la aparición de semillas  aisladas y resolviendo el 

problema  que  un  simple  método de umbral invariablemente tiene. En  la  práctica,  este al- 

goritmo  resulta  ser  un  método  de  umbral  adaptivo, en el cual el valor de gris  que  separa 

dos distribuciones se escoge localmente, dependiendo del valor de los pixeles en la vecindad. 

El parámetro N 5 26 permite controlar la sobre o sub-segmentación. Por ejemplo, si N se 

acerca a su  límite  superior, la clasificación estará  basada en condiciones muy estrictas y la 

imagen será  fragmentada en muchos pedazos. Nótese que N depende implícitamente de a. 

El algoritmo se implementó con N = 15. Es posible utilizar reglas más complicadas,  como 

“N crece linealmente con a” , sin  embargo no se  encontró  que  tuvieran  influencia significativa 

en l a s  imágenes  reales de RM. 

El  algoritmo  de  crecimiento  de regiones requiere del número de pixeles (M) previamente 

etiquetados.  Este  debe  ser  pequeño  para  permitir  que rasgos muy finos sean delineados. Si 

sucede un  empate con el número de pixeles asignados  a  una clase, el pixel x, se  etiqueta  como 
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Figura 4.5: Resultado  de la clasificación de  la imagen  que  aparece en la  Figura 4.2a. 

perteneciente  a la clase j tal que  minimiza la  distancia de Mahalanobis: 

El incremento del parámetro a se  puede  detener  en 2.5 o 3, en cuyo caso muy pocos 

pixeles quedarán sin clasificar. Estos  pueden  ser  asignados a las  clases  de  las  que son 

vecinos, o pueden  generar  clases nuevas. Los experimentos  que se hicieron con imágenes 

de RM mostraron  que  para a = 3.0 la clasificación está muy cerca  de  terminarse,  por  lo 

que el algoritmo se implementó con a no acotada. Nótese que  ambos  parámetros a y N 

son  independientes del contexto, es decir, no dependen  de los valores de los pixeles del stack 

en cuestión.  La clasificación  final de la imagen  que  aparece  en la  Figura  4.2a  (Figura 4.5) 

demuestra  la eficiencia  del proceso  de  segmentación. 
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Figura 4.6: Representación 3D de la esfera segmentada. 

4.3 Recuperación de un  Object0 para Despliegue  en 3D 

Una vez etiquetadas  todas las  rebanadas del stack, el siguiente  paso  es  desplegar en 3D 

uno o varios  objetos  segmentados. Como el despliegue en  3D  es  un tema  de graficacicin por 

computadora  que  queda  fuera del tópico  de esta  tesis,  se decidió utilizar el sistema 3DViewnix. 

Este  sistema recibe como entrada un archivo binario  que  debe  contener las rebanadas una a 

continuación  de la otra. Los pixeles  en cada imagen  deberán  tener el valor 255 si pertenecen 

al objeto de  interés y O si no pertenecen. Se diseñó un programa  interactivo  donde el usuario 

señala con  el cursor la componente conexa en una  rebanada  donde  aparezca el área de  inter& 

a desplegar. El programa produce el archivo para 3DViewnix, analizando  las vecindades en 

el eje z de cada componente conexa marcada,  buscando pixeles con etiqueta idéntica. 

Las  clases  obtenidas a partir de  las  tres imágenes consecutivas mostradas en las Fig-11- 

ras 4.3a a 4.3~ ( 1  = 20) se utilizaron para  analizar el stack de la Figura 4.1. Los resultados  se 
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Figura 4.7: Representación 3D del cilindro  segmentado. 

Figura 4.8: R,epresentación 3D del cono segmentado. 
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muestran  en  la  Figuras 4.6, 4.7 y 4.8. Para propósitos  de fácil visualización, los objetos 3D 

fueron separados y rotados  para  mostrar  las regiones donde  se  intersectan con otro  objeto. 

Este  ejemplo  de  datos  sintéticos  no contiene diferencias en intensidad  de  imagen a imagen 

[53] que  en general  se  deben al  equipo  de adquisición.  Tampoco simula el hecho que  una 

estructura  aparezca  únicamente en algunas  rebanadas del stuck. Para tener  un  experimento 

que  se asemeje más a los datos  reales  de RM, se  produjo  otro stuck sintdtico  que  se  presenta 

en el siguiente  capítulo. 

4.4 Parámetros del Sistema 

A continuación  se  presenta  una breve discusión  acerca  de cómo influyen los distintos  par& 

metros del sistema  en los  resultados  que  se  obtienen.  Estos  parámetros  son: 1) el tamaíio 

de  las  ventanas  de  datos y las  ventanas  de  análisis, 2) la  masa  mínima del histograma  de 

modas  locales  que  se  requiere  para  terminar el algoritmo de extracción  de las clases m6.s 

significativas, 3) el tamaño del intervalo  alrededor del valor medio  de cada clase para iniciar 

el proceso  de  segmentación, 4) una  cota  superior de estos  intervalos para  terminar el proceso 

de  etiquetación y 5) el número  de vecinos en  la  misma clase  que un pixel debe  tener para  ser 

etiquetado como semilla o 6) para  ser  agregado a una región. 

1. En  la Sección 4.1 se  presenta el algoritmo  para  estimar el gris  promedio y las  des- 

viaciones alrededor  de  este valor en ventanas  de  datos de tamaño 3 x 9 x 9, que son 

analizadas con pequeñas  ventanas  de  análisis  de  tamaño 3 x 3 x 3. Estos  tamaños 

definen el área  mínima  que las estructuras deben  tener para  que  sea posible identifi- 
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carlas.  Esto  es, el  método  será  capaz  de  estimar  los  parámetros  de  una región en  la 

imagen  siempre y cuando  esta región sea de área suficientemente  grande  como  para. 

contener  más del 50% de  las  ventanas  de  análisis de una  ventana  de  datos. Si esta 

condición  no se  cumple,  no  será  posible  detectar  dicha  región. Es por  esta razón  que el 

sistema  se  diseñó  para  permitir al usuario  utilizar  distintos tamaños de  ventanas  (con 

su  respectivo traslape)  de  acuerdo a las  estructuras contenidas en la imágenes  (ver 

Tabla 4.3). 

Tabla 4.3: Tamaños  de  Ventanas 

Ventana  de Datos 

2 3 X 3 X 3  3 3 X 7 X 7  

Traslape Ventana  de  Análisis Traslape 

3 X 9 X 9  2 3 X 3 X 3  3 

3 x 11 x 11 2 3 X 3 X 3  3 

3 x 13 x 13 

3 x 15 x 15 

2 3 X 3 X 3  5 

4 3 X 5 X 5  5 3 x 25 x 25 

2 3 X 3 X 3  5 

3 x 35 x 35 4 3 X 7 X 7  7 

2. Tambien  en la Sección 4.1 se propone el algoritmo  para  extraer los cúmulos que corres- 

ponden a las  distintas clases:  Análisis del Histograma  de  Modas  Locales. En el paso 8, 

el  algoritmo  se  detiene  si  la  masa  del  histograma  es menor que 0.2n, es  decir,  si  contiene 

menos del 20% de  la masa  original.  Este parámetro (c ,  con valor en  este  caso  de 0.2) 

51 



influye en el número  de  clases a detectarse. Aunque es  claro q w  o1 11s11i1,rio no c l c + i n c  

cuantas clases  se  deben detectar, sí puede  detener el algoritmo mtcs ( p o r  cjt~1lplo. c011 

c = 0.3) y muy posiblemente  se  obtengan menos clases, o <IcspuC;s (por c.jculplo! (:o11 

c: = 0.05) y se  obtengan muchas más  clases. 

3. En  la Sección 4.2 se  presentan los algoritmos  para segmentar las i1116gvnes. El paso 1 

del Algoritmo  de  Segmentación  inicia  asignando a = 1.0.  Estc valor tlofinc, (11 iut(w-alo 

alrededor del gris  promedio  que  se  tomará en cuenta  para t?tiqac?t,wr l o s  p i s c h .  Es 

posible  modificar este valor a criterio del usuario  para conlellzar (*o11 i1lt(~rvillOs (101 

tamaño  deseado. Valores pequeños  de a tendrán como efecto q11c rrlelws piwlcs s w l  

etiquetados como semillas  al inicio del proceso. Valores grandes ( 1 ~  (I. llil(*(?ll ( 1 1 1 ~  m¿ís 

pixeles se  etiqueten como semillas. 

4. El  paso 4 del Algoritmo  de Segmentación define que 6ste se tcrn1in;L si ~ * a  110 t!sist;ctn 

pixeles  sin  clasificar.  Sin  embargo, en ocasiones es deseable q11e todos i~q11(~11os pisc?lcs 

cuyo valor de gris  está “muy lejos” de  todas las clases,  queden c!ticlwt,atlos (:amo 

pertenecientes a una clase  “desconocida”.  Esto  es posible hacerlo si S(\ dct,icuc c1 algo- 

ritmo  cuando a es  mayor  que  cierta cota  superior a*. Este  pariimetro s c  pnc!tle clc!finir 

interactivamente. 

5. El algoritmo  de detección de  semillas  utiliza un parámetro N en el paso ‘L. Este 

parámetro define el número de vecinos en  la misma clase que  un pixel clebo tmer 

para  ser  etiquetado corno semilla  de esa clase. Es con  este  parámetro  que  se  controla 

la sobre-segmentación o la sub-segmentación. Para una N grande (- 26) el algoritmo 
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es  muy estricto y aparecerán  pocas  semillas,  por lo tanto,  pocas regiones. Para una 

N pequeña ( N  8) el algoritmo  es muy relajado y aparecerán muchas semillas, por lo 

tanto, muchas regiones. El modificar N permite  al usuario  controlar  la  calidad  de l a  

segmentación. 

6. En  la misma Sección 4.2 se  presenta el algoritmo  de  crecimiento  de  regiones, que utiliza 

el parámetro M en el paso 2. Este parámetro define  el número  de wcinos en la. nlislrlil 

clase  que un pixel debe  tener para  ser agregado a ella. Es con este  yarlimetro  que se 

controla el crecimiento  de l a s  regiones. Para un valor de M pequeño ( N  1) el algoritmo 

es  muy relajado y permite  que  crezcan  rasgos muy finos. Para un valor de M grande 

( N  15) el algoritmo  es muy estricto  y  las regiones crecerán muy suave y lentwmente. 

El  modificar  este parámetro le permite  al  usuario  controlar  la  velocidad tlcl proceso y 

la  forma  de los contornos. 

Todos los parámetros  arriba mencionados se requieren como insumo al ejecutar el sis- 

tema. La manera  de  definirlos  se  explica  en  el Capítulo 6, dedicado a la interfase. De no 

definir estos  parámetros, el sistema  utilizará  como  valores  de default los valores que apar(wm 

en la  presente  tesis. 
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Capítulo 5 

Resultados Experimentales 

5.1 Segundo Ejemplo de Imágenes Sintéticas 

Se produjo  un  segundo ejemplo sintético de 100 imágenes que contiene cuiltro objet,os: una 

esfera  sólida y tres semiesferas huecas sobre un fondo obscuro (Figura 5.1). Los objetos y e l  

fondo se afectaron con ruido blanco, de media cero, con la  misma desviación est6ndar (8.0) 

y el valor de  gris  medio de la distribución de  cada  objeto se varió ligeramente a tram's &:I 

stuck (ver Figura  5.4a).  Esto se hizo con el propósito de simular los cambios en intensidad 

entre  rebanadas  que produce el equipo de RM. Además, no todos los objetos  aparecen en 

todas  las  rebanadas ni tienen siempre el mismo tamaño, como sucede en imágenes medicas, 

reales: algunos rasgos anatómicos pueden extenderse únicamente dentro de un subconjunto 

de imágenes  e inclusive ser muy pequeños en algunas de ellas. 

En la Figura 5.2a se  muestra  una imagen del stack. Nótese que no es posible distinguir 

las cinco poblaciones a partir del histograma  de'niveles de gris de ésta  (Figura 5.2b) . 
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Figura 5.1: Representación 3D de los objectos del segundo  ejemplo  sintético. 
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Figura 5.2: Datos sintéticos. a) Ejemplo  de una imagen  perteneciente al stack mostrado en 
la Figura 5.1. b) Histograrna  de niveles de  gris  de la imagen. 
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Figura 5.3: Estimación robusta de las estructuras locales a partir de tres imágenes con- 
secutivas. a) Imagen  anterior.  b)  Imagen  central  (Figura 5.2a). c)  Imagen  posterior. d) 
Histograma  de  modas locales. e) La  desviación estándar  más  probable  para  cada  moda 
local. 
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En  la  Tabla  5.1  se  muestran los parámetros pj y aj utilizados para generar la imagen 

sintética  de  la  Figura  5.2a y se  comparan  contra los estimados a partir  de  las  tres  rebanadas 

de  la  Figura 5.3, 6j y ij. Nótese la exactitud  de  la  estimación. 

Tabla 5.1: Parámetros Reales vs. Parámetros  Estimados  (Figura  5.2a). 

Fondo 21 = 6.9 81 = 37 01 = 8.0 p1 = 37 
1 II I I I  1 I 

Objeto 1 

i3 = 7.5 b3 = 135 o3 = 8.0 p3 = 135 Objeto 3 

i3 = 6.4 e 3  = 93 a3 = 8.0 p3 = 93 Objeto  2 

g2 = 7.2 e 2  = 70 o2 = 8.0 p2 = 71 

I 1 

I II I It I I I Objeto 4 1) p4 = 153 I a4 = 8.0 I) 6, = 153 1 2, = 7.9 I 

Para poder  encontrar los parámetros  que varían a lo largo del stack, el proceso  de 

estimación se debe  repetir  iterativamente  como  se  describió  en el capítulo  anterior,  para 

todo  conjunto de tres imágenes  consecutivas  en el stack. La Figura 5.4 muestra el resultado 

de  la  estimaci6n  en  las 100 rebanadas. La Figura 5.4a  representa el valor  medio  de  gris 

real  del  fondo y los objetos, conforme  cambian  ligeramente  a lo largo del stack. El  eje :c 

corresponde al valor del nivel de  gris y el  eje y corresponde al número  de  imagen en el stack. 

La  línea  continua  de la izquierda  en  ambas  gráficas  representa la variación  del  fondo. De 

izquierda a derecha,  las  demás  líneas  continuas  representan la media  esfera hueca más grande, 

la  pequeña esfera  sólida y las  dos  semi-esferas huecas pequeñas.  Como  puede verse en la' 

gráfica  de  los  valores  estimados (Figura  5.4b), el número  de  objetos  en cada  rebanada y los 

cambios  locales  en el valor de  gris  medio  se  recuperan  correctamente a lo largo  de  todo el 
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a b 

Figura 5.4:  Variación del valor del nivel de  gris medio a través del stack. a) Original. b) 
Estimado. 

stack. 

La clasificación  de la imagen  de la  Figura  5.2a  (Figura 5.5) muestra la cfectividatl del 

proceso  de  etiquetación.  Nótese  que  aún  cuando  uno  de los objetos  aparece  en  esta  imagen 

como dos  pedazos  separados,  ambas secciones son  etiquetadas como pertenecientes al  mismo 

objeto. 

Las  clases  recuperadas a partir  de  todos los conjuntos de tres imágenes  consecutivas en 

el stack; se  utilizaron  para  analizar  la  serie  de la Figura 5.1. El  resultado  se  muestra en las 

Figuras 5.6, 5.7, 5.8 y 5.9. Los cuatro  objetos segmentados  se muestran  separadamente 

conservando la misma  orientación  que tienen en  la  Figura 5.1. 
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Figura 5.5: Resultado  de la clasificación de la imagen  que  aparece  en la  Figura  5.2a. 

Figura 5.6: Representación 3D de la semi esfera grande  segmentada. 
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Figura 5.7: Representación 3D de la esfera  pequeña  segmentada. 

Figura 5.8: Representación 3D de la segunda  semiesfera  segmentada. 
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Figura 5.9: Representación 3D de la tercera semiesfera segmentada. 

Para recuperar los volúmenes a partir de un stack donde los valores  de  las  etiquetas 

varían  de  imagen  a  imagen, el método  descrito en la página 48 debe  ser  modificado. En 

lugar de buscar  componentes conexas con idénticos valores de gris  en  imágenes vecinas, es 

necesario  buscar  aquéllas  que  tengan un valor de gris  dentro del rango (8, - 2Sj ,  8:, + 2 S J )  si 

fueron  etiquetadas en la clase j .  

5.2  Imágenes  de Resonancia Magnética 

Con  el  fin de probar el método con datos reales, se utilizaron cuatro  estudios  de  imágenes de 

RM: los estudios  de  cerebro axial, sagita1 y coronal, en adición a un  estudio de rodilla. No 

existe  información  alguna  acerca  de los parámetros utilizados en  el protocolo  de  adquisición 

de estos  estudios.  Las  imágenes  se  procesaron  sin hacer ningún  filtrado previo. 
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a b C 

Figura 5.10:  Variación del valor de  gris  promedio  de  las  clases  estimadas en  el estudio (Lxzul. 
a) Resultados con ventanas de datos de tamaño 3 x 7 x 7. b)  Resultados con ventanas de 
datos de tamaño 3 x 9 x 9. c)  Resultados con ventanas de datos de tamaño 3 x 11 x 11. 

Experimento No.1 

El estudio azial consta  de 74 rebanadas  de  tamaño 256 x 256 pixeles con  4096 tonos  de  gris, 

que  cubre  la  mitad  inferior del cerebro. Para  facilitar el procesamiento y la visualización, 

todas  las imágenes  fueron  reescaladas  (utilizando la misma  función)  a 256 tonos  de gris. 

Con el  fin de  mostrar  la robustez  del  método y la consistencia de los rcsultatlos 21.l U S ~ Y  

distintos  parámetros del sistema, así como la capacidad  de  modelar los posibles  c:anhios 

de  intensidad  entre  rebanadas, el estudio  se  procesó con diferentes  tamaiíos  de  ventanas 

de datos y los parámetros  de l a s  clases se estimaron  para  todo  conjunto  de  tres inlSgenes 

consecutivas  a lo largo del stack. Los resultados  de  la  estimación para  la secuencia  de ternas 

de  imágenes que contienen secciones de  cerebro  se  muestran  en la  Figura 5.10. La grdfica 

izquierda  corresponde a ventanas  de datos de tamaño 3 x 7 x 7, la  central corresponde a 

3 x 9 X 9 y la que  aparece a la derecha  corresponde a 3 x 11 x 11. En todos los casos  se 
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C 

Figura 5.11: Segmentación del cerebro  en el estudio asid a) Una de  las  imágenes  originales 
( 2  = 68). b) Etiquetación  de  imagen 1 = 68 en 5 clases. c) Representación 3D del cerebro 
segmentado: la componente conexa de mayor tamaño  que contiene pixeles etiquetados como 
pertenecientes a las  clases 3 y 4.  
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encontraron  cuatro clases:  (de  izquierda a derecha):  clase 1 corresponde al fondo,  clase 2 

corresponde a LCR, clase 3 corresponde a materia  gris y la clase 4 corresponde  a materia 

blanca.  Las  imágenes  de la parte inferior del stack, que  contienen mucho menor cantidad  de 

LCR  produjeron  únicamente 3 clases. 

La  estabilidad  de los resultados  obtenidos  muestra  que  cuando el conjunto  de irnBgenes 

contiene  cambios  de  intensidad  despreciables entre rebanadas,  es  posible  hacer la estimación 

de  clases  a partir de una  6nica  terna  escogida  adecuadamente. 

La  Figura 5.11 muestra  la segmentación  del  estudio axial utilizando  ventanas  de datos 

de tamaño 3 x 9 x 9. Los demás  parámetros del sistema  utilizados  fueron c = 0.1, n = 1.0, 

u* = 3.0, N = 15  y M = 1. En  este  ejemplo,  las subestructuras  que  se pueden  apreciar 

en la  imagen  original  aparecen  etiquetadas  en la clase 3, como es el caso  de la cabeza del 

núcleo  caudado.  La  Figura  5.11a  es  una  de  las  imágenes  originales (1 = 68). La Figura 5.1 l b  

es la imagen 1 = 68 etiquetada en 4 clases  más  una quinta clase  “desconocida”  que  aparece 

en  blanco, que corresponde a los pixeles que  no  se  asignaron a ninguna  de  las 4 clases. 

La Figura 5 . 1 1 ~  muestra  la superficie del cerebro, la cual fue producida  desplegaudo l a  

componente  conexa  de mayor tamaño que  contiene  pixeles  etiquetados  como clasc! 3 o 4. 

Experimento No.2 

El  segundo  conjunto  analizado  fue el sagital que  contiene 109 rebanadas,  cada una de 256 x 256 

pixeles  en 4096 tonos  de  gris.  Igualmente  fueron  reescaladas  (utilizando  la  misma  función)  a 

256 tonos  de  gris. 

Este  conjunto  también  fue  procesado  utilizando  diferentes  tamaños  de  ventanas  de  datos 

y se  obtuvieron  los  parámetos  de  las  clases  para  cada  terna  de  imágenes. Los resultados  de 
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Figura 5.12:  Variación del valor de  gris  promedio  de  las  clases  estimadas en  el est,udio sagi tc t l .  
a) Resultados con ventanas de datos de tamaño  3 X 7 X 7. b)  Resultados con ventanas de 
datos de tamaño 3 x 9 x 9. c)  Resultados con ventanas de datos de  tamaño 3 x 11 x 11. 

la estimación para  las  ternas de  imágenes en la zona lateral del cerebro se nluestra11  en la 

Figura 5.12. Las  clases  graficadas,  de  izquierda a derecha, son: clase 1 corresponde a,l fondo, 

clase 2 corresponde  al LCR, clase 3 corresponda a materia  gris y clase 4 a materia  blanca. 

En  la  Figura 5.13 se  muestra  la segmentación del cerebro en  el estudio sagita¿. Los 

parámetros del sistemas  utilizados  fueron  ventanas  de datos de  tarnaÍío 3 x 9 x 9, = 0.1, 

a = 1.0, a* = 3.0, N = 15  y M = 1. Las  Figuras  5.13a,  c y e  muestran  tres illliigc11es 

originales.  Las  Figuras  5.13b,  d y f muestran  la  etiquetación  de esas imágenes. Todos 

aquellos  pixeles  que  no  fueron  etiquetados en ninguna  de  las 4 clases  se  asignaron a la clase 

“desconocida”  (blanco)  que  corresponde  a la  grasa. 

Dos vistas  del  cerebro  se  muestran en la  Figura 5.14. La Figura 5.14a muestra la. com- 

ponente  conexa  de  mayor tamaño con pixeles  etiquetados como clases 3 y 4. La Figura 5.14b 

muestra únicamente  los  pixeles  de  esa  componente conexa etiquetados como clase 4 (materia 
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Figura 5.13: Segmentación del cerebro en estudio sagital. a) Imagen  original 1 = 48. b) 
Etiquetación de la imagen 1 = 48. c)  Imagen  original 1 = 38. d)  Etiquetación de la  imagen 
1 = 38. e) Imagen 1 = 25. f) Etiquetación  de la imagen 1 = 25. 
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blanca). La Figura 5 . 1 4 ~  muestra el espacio ocupado  por el LCR (clase 2) en los vent,rícu- 

los laterales, graficado a una  escala mayor. El proceso  de  segmentar estas 109 irnAgenes dc 

tamaño 256 x 256 en 5  clases tomó 13 minutos en una Sun  Sparc 20. 

Las subestructuras  contenidas en un subconjunto de imágenes  pueden ser identificadas 

afinando los parámetros del sistema  de  manera  adecuada. El resultado  que  se  muestra  en  la 

Figura 5.15  fue  producido  con parámetros  ventanas  de  datos  de  tamaño 3 x 7 x 7, c = 0.02, 

a, = 1.0, u* = 5.0, N = 15 y M = 1 y  haciendo  estimación  únicamente  en la imagen 1 = 38, 

donde  las  subestructuras  de interés  son visibles. Se clasificaron únicamente  aquellas im&genes 

donde  las subestructuras pueden ser identificadas (1 = 35,. . . ,74). Se obtuvieron G clases: 

en adición a las 5 clases  obtenidas  anteriormente, se obtuvo  una  sexta clase en l a  zona de 

materia  blanca,  debido  al hecho que  se analizó el 98% del histograma  de  modas lodales. L a  

sexta clase  corresponde  al  putamen  que  aunque  se trata de  una  subestructura que aparc?cc 

muy levemente  delineada,  es  posible  identificarla  con  el  método como una región homob 'enea ' 

diferente. La  Figura 5.15a muestra el contorno  de  la  sexta clase en la zona  central del cerebro 

en la imagen 1 = 38, la  Figura 5.15b muestra los contornos  de la sexta clase en la imagen 

1 = 45. Estos  contornos  corresponden a putamen, complejo del núcleo  pulvinar y núcleo 

caudado. La Figura 5 . 1 5 ~  es el despliegue  en 3D  de la componente  conexa  que  corresponde 

a las  subestructuras. 

El  ejemplo  anterior  muestra el potencial  que el método  tiene  para  ser  usado como una 

técnica  de  preprocesamiento  en  todas  aquellas  aplicaciones  que hacen uso de modelos de- 

formables o activos,  ya sea  de  bordes o superficies [7, 44, 46, 471, 
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Figura 5.14: Segmentación del cerebro a partir del estudio sagital. a) Desplieguc en  3D de 
materia  gris y blanca.  b) Despliegue en 3D de materia  blanca  únicamente. c) Despliegue en 
3D del LCR en los ventrículos  laterales. 
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Figura 5.15: Segmentación del estudio sagita1 en  subestructuras.  a)  Imagen  central ( b  = 
38) utilizada  para  la estimación  de  parámetros. b) Etiquetación de la imagen  central. c )  
Despliegue en 3D de la componente conexa que  corresponde a putamen, complejo del nilcleo 
pulvinar y núcleo  caudado. 
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Figura 5.16: Segmentación  de substructuras en  el estudio coronal. a) Una  de  las  imágenes 
originales (I = 80).  b)  Contornos  de  las  componentes conexas que  corresponden al núcleo 
caudado j ,  globo  pálido. 

Experimento No.3 

El  tercer  estudio  analizado fue el coronal, que contiene 123 imágenes  de  tamafio 256 x 256, 

con  256 tonos  de  gris. 

Este  tipo  de  ejemplo merece mayor atención para producir  una  segmentación de cali- 

dad.  Se  trata de un estudio  que contiene cambios  de  intensidad  considerables dentro de  las 

imágenes,  debidos al equipo  de  adquisición. Sin embargo, aún  así  es posible  segmentar  las 

imágenes  y  localizar subestructuras. Utilizando los parámetros  ventanas  de  datos de 3 x 7 x 7:  

c = 0.02, a = 1.0, a* = 5.0, N = 15  y M = 1 produce ocho clases: clase 1 que  corresponde 

al  fondo, clase 2  a LCR, clases 3, 4 y 5 a materia  gris, clases  6 y 7 a materia  blanca, y clase 

8 a grasa. El uso de  ventanas  de  datos  pequeñas reduce la desviación estándar de  las  clases, 

que a su vez produce mayor número  de ellas. Es así como  el resultado  de la segmentación 

permite  delinear los contornos  de  las regiones  en  el área del núcleo caudado y globo  pálido, 

como puede  apreciarse  en  la  Figura  5.16b.  Este  resultado  también  puede  ser  utilizado como 
/ 
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Figura 5.17: Segmentación del cerebro a partir del estudio coronal. Desplieguc  en 3D de 
materia  gris y blanca. 

insumo  en  un  algoritmo  de  contornos activos. 

La  Figura 5.17 muestra el volumen en 3D de la componente  conexa  de mayor tamaño 

con pixeles etiquetados como clases 3 , .  . . , 7  en  el estudio coronal. 

Experimento No.4 

El estudio de rodilla consta  de  127  rebanadas  de  tamaño 256 x 256 pixeles con 4096 t,oms de 

gris,  que  también  fueron  reescaladas  (utilizando  la  misma  función)  a 256 tonos ( I r  gris. Este 

estudio  cubre la parte inferior del fémur, la rodilla y la  parte  superior  de  tibia y peroné.  El 

proceso  de  estimación se hizo utilizando  una  imagen  central, dado  que  las variaciones en  los 

tono  de  gris a lo  largo  del stack se consideraron  despreciables. 

En  las  Figuras 5.18, 5.19 y 5.20 se muestran los resultados  obtenidos con cl estudio 

de rodilla. La  imagen  de la Figura 5.18a es la rebanada  central (I = 60) que se ut,ilizG paIa 

hacer la estimación.  La  Figura  5.18b  muestra el resultado  de clasificar la imagen en 7  clases: 

fondo y 6 diferentes  tipos  de  tejido. En  la  Figura 5.19a  se muestra  la imagen II = 52, en 

la Figura 5.19b su clasificación en  las  mismas 7 clases. Dos vistas  del  fémur y la tibia se 
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Figura 5.18: Segmentación del hueso a partir del estudio  de rodilla. a) Imagen  central 
utilizada  para  estimar  parámetros (I = 60). b) Etiquetación  de la imagen central. 

pueden ver  en las Figuras 5.20a y b, una  es  la  vista  anterior y otra  la  vista  posterior, donde 

las  componentes conexas pertenecientes  al hueso fueron separadas del resto. 

72 



a b 

Figura 5.19: Segundo  ejemplo  de la segmentación del hueso a partir del estudio de rodilla. 
a) Otra imagen del stack ( 1  = 50). b)  Etiquetación  de l a  imagen 1 = 50. 

a b 

Figura 5.20: Dos representaciones 3D de  fémur y tibia  segmentados. a) Vista  anterior.  b) 
Vista  posterior. 
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5.3 Comparación con Segmentaciones  Manuales 

En  la  práctica  no  es posible validar numéricamente los resultados  obtenidos en imágenes de 

RM, ya que no se conocen los parámetros reales de l a s  estructuras  anatómicas. La única 

manera  de  validar  un  algoritmo de segmentación de imágenes médicas es  recurrir a un médico 

que  compare  la segmentación que produce el sistema vs. la segmentación manual  que 151 haría. 

Para ello se solicitó  al personal médico del Instituto Nacional de Neurología y Neurocirugía 

que  analizara  los  resultados del estudio sagital. 

Un conjunto  de siete imágenes escogidas al azar fueron segmentadas  manualmente por 

dos  expertos  en el análisis  de imágenes de RM. Una de ellas se muestra en la Figura 5.21;~ 

Las Figuras 5.21b y c muestran la segmentacion automática y manual  de  la  materia  gris 

respectivamente. Las Figuras 5.21d y e muestran  la segmentación automhtica y ma.nual de 

la  materia blanca respectivamente. Con el fin de validar los resultados  obtenidos con  el 

método propuesto, se hicieron dos tipos  de  comparaciones  entre los resultados automBticos y 

manuales.  La Tabla 5.2 muestra  la confusión promedio en las siete imágenes. Los renglones 

de la  matriz  de confusión se refieren a los tejidos segmentados manualmente.  Por  ejemplo, de 

toda  la  materia blanca identificada por los expertos, el 92.4% fue correctamente  etiquetada 

por el método, 7.6% de ella fue confundida con materia  gris y el resto (0.1%) fue erróneamente 

etiquetada  como LCR. La comparación  de segmentación manual vs. automática  de  materia 

gris muestra mayor confusión. Es necesario repetir el proceso de validación con otros  expertos 

para  poder concluir si l a s  diferencias obtenidas  se encuentran  dentro del rango de tolerancia 

que los expertos  permiten. 
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Figura 5.21: Comparación  de segmentación automática vs. manual. a) Imagen  original. 
b) Segmentación automática de materia gris. c) Segmentación manual  de  materia  gris. d) 
Segmentación automática de materia blanca. e) Segmentación  manual  de materia  blanca. 
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Tabla 5.2: Comparación  de  segmentación  manual us. automática. 

materia blanca 92.4% 7.6% 0.1% 

materia gris 5.4% 84.5% 10.1% 

También se llevó a cabo  una  comparación  cuantitativa entre los parámetros  estimados 

automáticamente y las p’s y o ’ s  de  las regiones identificadas  por los expertos.  En las  Tablas 

5.3 y 5.4, la  segunda columna  de  izquierda a derecha muestra  la media y desviación estándar 

de la  materia  blanca y gris  (respectivamente)  de  las regiones identificadas  manualmente  por 

los expertos  en  cada  una  de  las imágenes.  Las  columnas  restantes muestran los parámetros 

estimados  de  las  clases  que  corresponden a materia  blanca y gris,  utilizando  distintos tamaños 

de  ventanas  de  datos: 3 x 7 x 7 , 3  x 9 x 9 y 3 x 11 x 11. Las  diferencias entre los parámetros 

estimados y las p’s y o’s del área delineada  por el experto  es en ocasiones  significativa. Est,o 

se  puede  deber  en  gran  medida  a  que  la resolución de la  pantalla con la que el experto  trabaja 

para  segmentar manualmente  las  imágenes no es  de  suficiente  calidad para  evitarle el incluir 

en  una región pixeles  que  corresponden a otra (pixeles  que  contienen volúmenes parciales). 

Sin  embargo, se considera  que  las  diferencias están  dentro de  los  límites  aceptables. 
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Tabla 5.3: Comparación de segmentación  manual us. automática de materia blanca. 

I I (T = 13.65 I i = 8.27 1 i = 12.23 1 i = 11.61 1 
t I I I I 

I I 1 
7 

i = 11.85 d = 6.59 i = 6.63 u = 12.85 

6 = 129.5 6 = 130.5 6 = 128.0 p = 132.49 

5.4 Imágenes de  Microscopio Confocal 

Como el método  que se  diseñó en principio funciona para cualquier stack de imágenes bi- 

dimensionales, bajo  la condición de  que los datos  se  comporten como  lo supone el modelo, 

se decidió probarlo en datos adquiridos en algun equipo diferente a RM. A continuación se 

presentan los resultados  obtenidos con una  serie de imágenes tomadas en un microscopio 

confocal. 

Los sistemas confocales permiten captar información de tejido biológico en 3 dimensiones. 
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Tabla 5.4: Comparación  de  segmentación  manual us. automática de  materia  gris. 

I I I I I 

6 

d = 11.96 d = 10.10 i = 6.12 (T = 7.71 

e = 84.0 9 = 77.5 6 = 77.0 p = 78.04 7 

i = 13.91 i = 13.35 i = 10.07 D = 11.19 

e = 82.5 9 = 83.0 6 = 81.0 p = 79.97 

o 

Operan con luz natural o luz fluorescente, produciendo imágenes de muy alta resolución 

con una profundidad de campo suficientemente pequeña  tal que el detalle del tejido  que S(? 

encuentra a cierta  distancia focal predeterminada  aparece en la imagen  y toda  la información 

fuera de foco se  descarta [55]. Actualmente existen numerosas aplicaciones en el área  de 

investigación biomédica,  particularmente en el estudio de neuronas [5] .  En investigación de 

materiales y semiconductores, esta tecnología permite  obtener imágenes de la  topografía  de 

la superficie del material en cuestión [42]. Como existe una  carencia de equipo de calidad 
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Figura 5.22: Segmentación  de la célula a partir del stack de n e u m m .  a) Imagen  central 
utilizada  para  estimar  parámetros (1  = 100). b) Etiquetación  de la imagen central. 

para visualizar  en 3D las imágenes  de microscopio confocal [lo], el método  presentado en 

esta tesis se propone como una  técnica  de apoyo a la comunidad científica que  trabaja, en 

esta  área. 

En las Figuras 5.22, 5.23, 5.24 y 5.25 se muestra la segmentación  de  una  neurona. 

El stack consta  de 150 imágenes,  de 512 x 512  pixeles y 256 tonos  de  gris  cada  una.  Dado 

que no existen diferencias de  intensidad  entre  rebanadas, fue posible segrrlentarlo hacicrldo 

la estimación a partir de una  única  terna de imágenes consecutivas: 1 = 99,100,101. La 

Figura 5.22a muestra la  imagen  central (1 = 100) de  la terna  utilizada  para hacer la estimación 

de parámetros.  En  la  Figura 5.22b se  muestra el resultado  de  etiquetar  esta  imagen en S 

clases  distintas: 4 que  corresponden a distintas  intensidades  de  gris del fondo y otras 4 que 

corresponden a distintas  intensidades  dentro  de  la célula. La Figura 5.23a muestra  otra 
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Figura 5.23: Segundo ejemplo de la segmentación de la célula a partir del stack de neurona. 
a)  Otra imagen  del stack (I = 80). b) Etiquetación  de la imagen 1 = 80. 

Figura 5.24: Vista  anterior en 3D de la neurona  segmentada. 
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Figura 5.25: Vista  posterior en 3D de la neurona  segmentada. 

rebanada del stack (1 = 80) y la Figura 5.23b es  su  etiquetación. Dos vistas en 3D de l a  

neurona  se  muestran en  las  Figuras 5.24 y 5.25, una  desde el principio del stack, otra desde 

el final del stack. 

Estos  resultados  fueron  validados por el Dr. Wessendorf, propietario  de  las  imágenes, 

quién  se  sorprendió  por  la  calidad  de ellos y  la velocidad del sistema. El personal del labora- 

torio donde  se  produjeron  estas imágenes nunca  había  podido  reconstruir  en 3D las, neuronas 

que el equipo  confocal  produce. El hecho de  que el sistema  haya identificado 4 clases  distintas 

dentro  de  la  célula les permitirá en el futuro  estudiar también  las estructuras  internas. 
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Capítulo 6 

Uso del Sistema 

6.1 Interfase  Gráfica con el Usuario 

El sistema  de  segmentación  de stacks de  imágenes  desarrollado se invoca. a trav6s  de su 

int>erfase  gráfica, escrita en Tcl/Tk [34] para Unix. Tcl  es un lenguaje para  programar 

scripts de  manera fácil y Tk  es  una  extensión  que  permite  programar  ventanas tipo Motif 

bajo el sistema X Window. Se escogió Tcl/Tk por ser un lenguaje  cuyo intérprete  es de 

dominio  público. 

Para invocar el sistema,  se  teclea SeIS (Segmentation of Image  Stacks). La primera 

ventana  que  aparece  se  muestra  en  la  Figura 6.1. Esta  ventana  contiene  los  campos  de los 

parámetros  que es necesario  predefinir para  estimar las  clases  significativas  en tres imligenes 

consecutivas 1 - 1,1, I + 1 (ver Sección 4.1).  Estos  campos  son: 

e Estimar con  centro en  imagen: xxzx. En  este  campo, el usuario  debe  teclear el pombre 

del archivo  que  contiene la lesima rebanada.  En el presente  ejemplo, la imagen 1 está en 
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Figura 6.1:  Ventana para definir parámetros de  la  estimación. 

un  archivo  de  nombre rmhea148. A partir  de  este  parámetro, el sistema asume que la  

imagen 1 - 1 está en  un  archivo  de  nombre rmheal47 y la I + 1 en rmheal49. 

o X m i n ,   X m a z ,  Ymin, Ymazc: Estos  campos  permiten definir el área de  las imiigenes 

donde se  sobrepondrán  las  ventanas  de  datos.  En  la  Figura  6.1  aparecen Xmin = O,  

X m a x  = 255, Ymin = O ,  Y m a x  = 255, lo que significa que  se  deben  analizar  las 

imágenes  completas  (el  sistema  trabaja con imágenes cuadradas de 256 x 256 pixclcs). 

Sin embargo,  si  el  usuario  desea  analizar  únicamente  una  sub-área  de  la  imagen  original, 

estos  parámetros  se pueden  cambiar,  ya  sea  presionando los botones + o -, o tecleando 

el valor  deseado. 

o Ventanas: Este  campo  se refiere al  parámetro 1 de la Sección 4.4, que define  el tamafio 

de  las  ventanas  de  datos y por  lo  tanto, de  las  ventanas  de  análisis.  Presionando los 

botones + o - se cambian los tamaños  de  las  ventanas a cualquiera  de los valores  que 
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Figura 6.2: Ventana para  analizar  resultado de la estimación. 

se  muestran  en  la  Tabla 4.3. 

o Analizar x% de  los  datos: Este  campo  se refiere al  parámetro 2 de  la Sección 4.4, 

que define qué  porcentaje  de  la  masa  original del Histograma  de  Modas  Locales se 

va analizar  para  extraer l a s  clases  significativas.  En el presente  ejemplo  se  desea 

analizar el 98% de  la masa  original.  Una vez que se haya extraído más  del 98% de 

esta  masa, el algoritmo  de  Análisis del Histograma  de  Modas  Locales terminará. El 

cambiar  este  parámetro  tiene como efecto  que  aumenten o disminuyan el número  de 

clases  significativas. 

Al presionar el botón Cancelar se  borran los cambios hechos a  las  variables  y el sistema 

asume  los  valores  de default. Con el botón Fin  se detiene  la ejecución del sistema. Al 

presionar el botón Estimar se corre el proceso  que  analiza  las tres imágenes  consecutivas, 

que  al  terminar despliega la segunda  ventana. 
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En  la  Figura 6.2 se muestra el resultado  obtenido después de estimar  las clases signifi- 

cativas de la imagen rmhea148 y  sus 2 imágenes vecinas. Al presionar el botón Leer Datos, 

los valores de los parámetros 8, y  para  cada  una de las clases i encontradas aparecen en 

la  ventana.  En el presente ejemplo, i = 4. Se permite  al  usuario editar  estos valores si  desea 

experimentar con distintos 6, y Si. De hacer esto  es necesario presionar el botón Guardar 

Datos para  que  estos  se  escriban en disco y  puedan  ser usados en  el proceso de etiquetación. 

Al presionar el botón Fin se regresa a la ventana  anterior. Al presionar el botón Con- 

tinuar se  pasa  al proceso de etiquetación de pixeles. 

En  la  Figura 6.3 se  muestra  la ventana  que  permite editar los parámetros del proceso de 

etiquetación (ver Sección 4.2). Estos  parámetros son: 

0 Primera  imagen  a etiquetar: xxxx. En este campo, el usuario debe teclear el nombre 

del archivo que contiene la primera imagen que desea  etiquetar.  En el presente ejemplo 

este  nombre  es rmheal47. 

0 Ultima imagen  a  etiquetar: xxxx. En este campo, el usuario debe teclear el nombre del 

archivo que contiene la  última imagen que  desea  etiquetar. En el presente ejemplo este 

nombre  es rmheal49. 

o Sembrar  desde u sigma. Este  campo se refiere al  parámetro 3 de  la Sección 4.4. Para 

cada clase i ,  el Algoritmo  de Segmentación considera los intervalos (6, - ai?,, 6, + a&). 

o Crecer hasta u* sigma. Este  campo  se refiere al  parámetro 4 de la Sección 4.4. En 

este  paso  es posible comparar u contra  una  cota superior u*, y si  resulta  ser  mayor, 
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terminar el proceso. Esto  permite  que aquellos pixeles que  quedaron muy lejos de todas 

las clases sean  asignados a una clase desconocida. 

o Sembrar  con N vecinos. Este  campo  se refiere al parámetro 5 de  la Sección 4.4. Define 

cuántos vecinos debe  tener  un pixel en  la  misma clase para  ser  etiquetado como semilla. 

Presionando los botones + o - se  cambian los valores de N .  

o Crecer  con M vecinos. Este  campo  se refiere al  parámetro 6 de  la Sección 4.4. Define 

cuántos vecinos etiquetados debe tener  un pixel en la misma clase para  ser  etiquetado 

como perteneciente a esa clase.  Presionando los botones + o - se  cambian los valores 

de M. 

El  botón Cancelar permite  borrar los valores de las variables y dejar los valores de 

default. El  botón Fin permite  regresar a la ventana  anterior.  El  botón Etiquetar ejecuta el 

proceso  de  etiquetación  explicado  en  la Sección 4.2. Al término, despliega cada  una  de las 

imágenes  clasificadas con XV. 

6.2 Ejemplos del Efecto de  Cambio  de Parámetros en los 

Resultados 

A continuación se  presentan  algunos  ejemplos  de los diferentes  resultados  que  es  posible 

obtener  al  modificar  los  parámetros del sistema. 

En la Figura 6.4 se  muestra  la segmentación  de la imagen rmheal78 analizando el 95% 

de la masa del original del Histograma  de Modas Locales (ver Figura  6.4a). Como resultado 
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Figura 6.3: Ventana para definir parámetros  de  la  etiquetación. 

de  este  análisis, el sistema identificó 6 clases distintas, cuyos parámetros aparecen  en la 

Figura 6.4b. La imagen  original y el resultado  de  la clasificación en  esas 6 clases  se  muestrarl 

en  las Figuras 6.4d  y  e  respectivamente.  Como  se  puede  observar, el tejido  suave  del  cerebro 

fue clasificado  en tres regiones distintas,  que  corresponden  a  la  distinta  densidad dc neuxonas 

en  cada  una  de  ellas. 

En el caso  en  que  únicamente se desee  discriminar  entre  tejido  blando y tejido duro, no c?s 

necesario  analizar la imagen con tanto detalle como en el ejemplo anterior. En  la Fignra 6.5 

se muestra  la segmentación  de  la  misma  imagen rmheal78 analizando  únicamente el 80% de 

la  masa  del  histograma.  En  este caso se  obtuvieron  únicamente 3 clases  (ver Figuras 6.4a y 

b). El resultado de la segmentación  se muestra en  la  Figura  6.5d.  Todo el tejido  blando del 

cerebro  fue  asignado a una  única  clase. 

El efecto  de  modificar el parámetro Crecer con M vecinos se  ejemplifica a continuación. 
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e d 

Figura 6.4: Ejemplo  de clasificación analizando 95% del Histograma de Modas Locales 



a b c 

d e 

Figura 6.5: Ejemplo de clasificación  analizando 80% del Histograma de WIodas Locales. 
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d  e 

Figura 6.6: Ejemplo  de clasificación creciendo regiones  con parámetro M = 1 

En la Figura 6.6 se muestra la clasificación de la imagen rrnhml20 agregando pixc:lcs a ~ l n a  

región si  tiene al menos un vecino previamente  asignado a esa  clase. Se obtienen rasgos muy 

finos, ya  que  se  permite que crezcan regiones angostas  de  ancho  de un pixel. 

En la Figura 6.7 se  repitió la misma clasificación pero con parámetro M = 3. El resultado 

que  se  obtiene  se  muestra en la  Figura 6.7d,  donde  se  puede  apreciar  que  las regiones son 

más burdas. 
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Figura 6.7: Ejemplo  de clasificación creciendo regiones con parámetro M = 3 
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Capítulo 7 

Discusión 

La discusión  acerca del presente  trabajo  se  centra en dos  aspectos: 1) 'las ventajas del método 

propuesto  sobre  las  técnicas  publicadas  recientemente y 2) el desempeño del método y sus 

limitaciones. 

7.1 Ventajas del Método 

Si  se compara el método  propuesto  contra  las  técnicas  de detección de  bordes  que  utilizan 

operadores  diferenciales,  éste resulta  ser mucho más  poderoso. Al inicio del algoritmo  de 

detección de  semillas,  cada  una  de  las regiones semilla está  acotada  por  una superficie cerrada 

en 3D. Al crecer estas regiones, la superficie crece también y se  puede  unir a la superficie de 

otra región,  pero  siempre será  una superficie cerrada.  Por la manera como está definido el 

algoritmo  de crecimiento  de regiones, no  existe la posibilidad  de  obtener  bordes discontinues. 

Además,  los  bordes  que  se  encontrarán  serán  aquéllos  que  corresponden a las  zonas de la 
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imagen que tienen  valor  de gris promedio  significativamente  distintos. Los bordes  poco 

relevantes no  será  detectados. 

Comparado  contra  las  técnicas  de  contornos  activos,  este  método  está  en  relativa des- 

ventaja  pues  aunque produce  superficies cerradas, no produce las superficies  suaves de 

aquéllos, que  se  logran  al  incorporar un  modelo  elástico  de  cierto  material. Ya que el método 

aquí  propuesto  no  modela  propiedades físicas, las superficies que  se  obtienen  pueden  ten- 

er  formas  caprichosas,  sin  embargo,  es  posible  agregarle  al  algoritmo  un  modelo físico que 

imponga  restricciones  acerca del comportamiento de la superficie al crecer, o usar los res- 

ultados  obtenidos como insumo  para un  algoritmo de contornos  activos. Los parámetros de 

los  algoritmos  de  detección  de  semillas y de  crecimiento de regiones (Sección 4.4) pueden 

ser  modificados para ejercer  cierto  control  sobre  de la  forma  de los bordes.  Sin  embargo, la 

velocidad  con la  que el método  propuesto  se  desempeña lo hace  preferible a los que usan 

contornos  activos. 

Comparado  contra los  métodos  de  crecimiento de regiones que  utilizan  técnicas  estadís- 

ticas, el presente  trabajo  es definitivamente mucho más poderoso por el  hecho dc detectar 

automáticamente el número  de  clases y sus  parámetros y por hacerlo con tknicas de cs- 

tadística  robusta. No existe  ningún  reporte en la  literatura de imágenes  médicas  que  haga 

uso de  estas  técnicas.  Además, el haber  producido  experimentos  de  validación demuestra  que 

bajo  las condiciones  asumidas  por el modelo, el método  propuesto  funciona  correctamente. 

Ninguno de los trabajos revisados  de la  literatura hace validación numérica. 
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7.2 Desempeño y Limitaciones 

El  desempeño  de  cualquier  algoritmo de segmentación  depende 1) de  la estimación  correcta 

del número  de  clases  y  de los parámetros de éstas  y 2) de la  correcta  etiquetación  de los 

pixeles. Si se resuelve  únicamente uno  de  estos  pasos,  la segmentación estará muy lejos de 

ser  exitosa.  Las  razones son las  siguientes: 

1. Cuando  se  desea resolver el  problema  de  segmentación  de  manera  general, no se conoce 

el número  de regiones que  conforman la imagen y tampoco  se conocen los valores de 

gris  promedio  y  desviación  estándar  de  cada  una de ellas. Si la imagen fue digitalizada 

en condiciones óptimas y el número de regiones es  pequeño,  es  posible  que a partir dcl 

histograma  se  pueda  estimar  de  cuántas clases  se trata, ya que  podría suceder  que  las 

modas  fueran fácilmente identificables. Desgraciadamente  esto  no  sucede en im6genes 

médicas,  pues el número de tejidos  presentes  es  grande lo que da como result,ado  que 

en el histograma  no  se  puedan  apreciar  las modas. 

2. Aún cuando  se conozcan los valores reales de los parámetros de las  distintas rc.ki ’ y 011CS 

de  la  imagen, el problema no está resuelto  totalmente. Con muy alta probabilidad, 

la  distribución  de niveles de  gris  de  la imagen se asemejará a una mezcla finita de 

distribuciones  normales.  En  otras  palabras,  las  poblaciones no estarán perfectamente 

separadas y habrá pixeles en  las colas de las  distribuciones  que  teniendo  un mismo 

valor  de  gris,  pertenecen a distintas regiones. Aún cuando  se  encuentre  aquel valor de 

gris  que mejor separa dos poblaciones, la solución seguirá  siendo  siempre  un  simple 

método  de  umbral.  Esto provocará  que  aparezcan pixeles de  una región dentro  de  otra. 
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La presente  tesis resuelve de  manera muy exitosa  estos  dos  problemas: 

1. El algoritmo  de  estimación  es muy poderoso  ya  que destaca precisamente las modas  que 

corresponden a las  clases,  lo  que hace posible  detectar  su  número y el gris promdio de 

cada  una.  Es  más,  puede  estimar también  las desviaciones alrededor del gris  pronlcdio 

ya  que hace un análisis local de  las vecindades de los pixeles. Esto st’ logra c?sclu- 

sivamente por el  hecho de  usar  métodos  robustos,  que  aún  cuando  existe  ruido ( m  la. 

imagen,  se  puede  extraer la información más relevante. 

2. El  método  de  etiquetación  que se  propone resuelve el problema  que  surge  cuando un 

pixel tiene la misma  probabilidad  de  pertenecer a dos  clases distintas. El llecllo dc 

analizar  localmente las vecindades de los pixeles permite decidir en cada caso particu1a.r 

cuál  es la clase a la  que debe  ser  asignado. 

Es claro  que  si los datos  no se comportan como lo asume el modelo, los resultados que se 

obtengan  serán  poco  acertados. Por ejemplo, si se procesan  imágenes de medicina nucl(?nr, 

no  se  logrará  una segmentación  correcta. Estas imágenes no  presentan  un  colnport,alnicnt,o 

“constante por pedazos”, tienen  ruido  que se  aprecia como lunares  en la imagen. Si se 

procesan  con el método  propuesto y los lunares son suficientemente grandes,  éstos  serdn 

resaltados. 

El  método  tampoco va a dar los  resultados  deseados  si  las regiones de  la imagen son tan 

pequeñas  que  no  pueden  ser  cubiertas  totalmente  por  las  ventanas  de  datos, como succde con 

imágenes  de vasos sanguíneos. En  este caso  lo  que  sucederá será  que  estos rasgos muy finos 

serán confundidos con otra clase. 
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Capítulo 8 

Loncluslones 

Se ha  descrito un método  original  de  extracción  automática  de volúmenes para  analizar 

información  3D a partir de stacks de  imágenes.  Este  método  es  modular y consiste  de 

dos  procesos  principales: 1) estimación robusta de los parámetros  de  las regiones 3D mis 

significativas, 2) segmentación  de los volúmenes 3D mediante  crecimiento  de  regiones. Se 

diseñó un algoritmo  llamado  “Detección  de  Moda  Realzada”  (DMR)  para  identificar la nlodit 

muestra1  de  una  distribución  bimodal.  Este  algoritmo  se adaptó  para  extraer el valor dc gris 

más  probable  en  una vecindad 3D de un pixel.  También se  diseñaron  métodos  para  extxaer 

cúmulos a partir de  un  histograma y para  etiquetar pixeles  utilizando  información  espacial. 

Con el  fin de demostrar  la veracidad del método,  éste  se  validó  numéricamente con dos 

experimentos  controlados. Con el primero  de ellos se  prueba  que  es  posible  estimar con gran 

acierto los parámetros de  las regiones que  conforman  las  imágenes.  Con el segundo  de ellos se 

demuestra  que  también  es posible  estimar  ligeras  variaciones  en  estos  pardmetros a 10 largo 

del stack. Finalmente, el método  se  probó  en  imágenes  reales  de RM y microscopio  confocal. 
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Los resultados  que  se  obtuvieron  permiten  concluir  que  es  posible  segmentar  corroctarnente 

este  tipo  de  imágenes y que  la suposición  del modelo es  correcta. 

El  método hace uso extensivo  de  técnicas  de  estadística robusta,  es automiitico y S(' 

basa exclusivamente  en el análisis  de los datos (bottom-up). La resolución del anlilisis que se 

desee  obtener  se  controla con los parámetros del  sistema cuyo efecto es  dilecto y totjal1nente 

independiente  del comportamiento de los datos. Una  de  sus  principales  características es 

que  logra  un  equilibrio  entre  la  información  global y la local: únicamente  aquellas rcgiones 

locales  homogéneas significativas se convierten  en  clases  globales  representativas.  Adelnás, 

es  capaz  de  extraer rasgos finos, siempre y cuando su gris  sea  similar al de alguna. región 

homogénea suficientemente  grande. 

El diseño  permite  caracterizar  correctamente  las clases aún  cuando existen difercmcias 

de  intensidades  de  rebanada a rebanada, así como identificar clases  que apar(?z(:i%Il ( d u s i v a -  

mente  en un  subconjunto  de  imágenes.  Representa  un avance considerable  coinparado c:ontra. 

los resultados  obtenidos  inicialmente,  donde  se identificaban las regiones sin  obtcner  sus cs- 

tadisticas [32], o se identificaba  de  manera robusta unicamente el estimador  dc 1ocalizac:ión 

[281* 

Como  cualquier  otro  paquete  de software,  este  sistema está lejos de  haberse t,ermini-tdo. 

Durante  su  desarrollo surgieron  varias  ideas  que  de  incorporarlas,  sin duda  lnejorarían su 

desempeño, los resultados y harían  posible  que fuera  usado  de  manera  cotidiana.  Algunas 

de  las mejoras que se planean hacer en el futuro son: 

e Corregir  diferencias  de  intensidad  dentro  de  una  misma  imagen  (si  existen). En muchas 

ocasiones  sucede  que una imagen  de RM tiene diferencias significativas de intensidad 
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en  algunas  zonas [53], debidas al equipo.  Cuando esto sucede,  es  necesario  corregirlo 

ya que  de lo contrario los resultados  de  segmentación  no  serán  correctos. 

e Incrementar la resolución de detalle en los objetos haciendo una estimacidlz jerárquica 

de clases. Una vez que  se ha segmentado  una  imagen o serie  de  imágenes  en  cierto 

número  de  clases,  es  posible  que  se desee profundizar el análisis  de  una  de esas r:lascs. 

Para ello,  es  conveniente  tener la posibilidad  de  repetir los procesos  de  estimación y 

clasificación,  únicamente para aquellos  pixeles que  quedaron  asignados a esa clase. 

e Incorporar  técnicas  de  inteligencia artificial para  utilizar informacióll a priori u ( : ~ ~ c Q  dc 

la forma y posición de las estructuras que se deben encontrar [25, 361. Sería  convmientc 

contar con una  base  de  conocimientos  que  permitiera  saber  de  manera a priori d61ltlc 

están los objetos de  interés  dentro  de la imagen y de  qué  forma  son, para que quellos 

objetos  que se identifican  en la imagen sean  cotejados y corregidos  de  acuerdo a la base 

de  conocimientos. 

e Incorporar  S-estimadores. Estos  estimadores  han  sido  poco  estudiados e11 la  literatura 

y nunca  han  sido  utilizados en imágenes  médicas. El estudiarlos  e  incorporarlos a1 

sistema  podría  fortalecer el proceso  de  estimación  de  clases. 

e Convertir el sistema desarrollado en  un sistema de uso público  que pueda ser ejecutado 

desde cualquier nodo de  Internet. Con el  fin de  que los beneficios de un sistema  de 

este  tipo  puedan  llegar  hasta los usuarios  reales,  se  planea  escribir  una  interfasc en 

Javascript  que le permita  al médico dar como insumo  la  imagen  de  interés,  experimen- 

tar con los diferentes  parámetros y obtener el resultado  deseado,  todo  esto  desde SU 
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computadora personal. Para llevar a cabo  esto,  será  necesario resolver los problemas 

de  seguridad  que  pueden  surgir  al  ejecutar  un  programa  residente  en  una  computadora 

remota. 

e Verificar si  efectivamente los datos  clasificados  como  pertenecientes  a  cierta cluse 

pueden ser considerados  como  provenientes  de una distribución normal. El método 

propuesto  hace uso de  la  normalidad  en la estimación. Conviene hacer una prueba. 

estadística con cada  una  de las  distribuciones  encontradas. Los datos con los que st? 

trabaja son datos  que  por el efecto de  las  muestras  tan  grandes ( N  5122) y la resolución 

limitada (256), siempre  generan muestras  en las que  casi todos los valores están re- 

petidos. Lo anterior no ha  sido  considerado  ampliamente en la literatura  relacionada 

con  pruebas  de Bondad de Ajuste.  O’Reilly  y  Rueda [33] han abordado  este  problema 

y  tienen  teoría para  calcular  la significancia de la  prueba  estadística  quc  proponen. Se 

planea  apoyar  este  trabajo de investigación con simulaciones de im;igcnes p ~ r a  cons- 

tatar  si efectivamente  las distintas clases  obtenidas  están  conformadas  por pixeles que 

cumplen  con  las  suposiciones del modelo. 

La  técnica  descrita  puede  ser  utilizada como el módulo  principal en un  sistema  cornpleto 

de  análisis  de  imágenes  de  RM,  en el cual las restricciones  debidas a la interfase hombre- 

máquina  pueden  ser  relajadas  dada  la robustez del análisis. 

Una versión preliminar de esta tesis  apareció  publicada  en  las  memorias del International 

Conference  on Pattern Recognition [12] y ha sido  enviada  para  su revisión a la  revista Medical 

Image  Analysis. 
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