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ÍNDICE GENERAL 1

Introducción

De manera general una compañ́ıa de seguros opera de la siguiente forma: un grupo de

personas (asegurados) está expuesto a determinado tipo de accidentes; choques automo-

viĺısticos, robos, incendios, inundaciones, etcétera. Contratan un seguro donde cada una

de las personas afiliadas a dicha aseguradora paga una cantidad fija de dinero por unidad

de tiempo llamada prima de la aseguradora. Esta a su vez, tiene la obligación de pagar al

asegurado el monto total del daño en caso de accidente en el momento en que éste ocurra.

Gerber(1979) define la Teoŕıa de Riesgo como aquella rama de la Ciencia Actuarial

que modela al negocio asegurador utilizando variables aleatorias para el número y monto

de los siniestros durante los periodos contractuales. Un problema en la Teoŕıa de Riesgo

es estudiar la probabilidad de incumplimiento de una empresa aseguradora. Es decir la

probabilidad de que su reserva sea negativa en algún momento, a esto se le conoce como

probabilidad de ruina. Estimar la ruina de una aseguradora no es tarea sencilla, ya que

depende de la riqueza inicial, número de reclamos y la distribución de los mismos. Para

modelar la probabilidad de incumplimiento se ha realizado lo siguiente: en 1903 el actuario

Filip Lundberg hace uso del proceso de Poisson compuesto para modelar la llegada de las

reclamaciones. Más tarde el actuario y estad́ıstico Harald Crámer propone un proceso que

le permite modelar la reserva de la empresa en cualquier tiempo cuando los reclamos son de

colas ligeras. Chistyatov (1964) introduce la clase de las distribuciones subexponenciales,

que se utilizan para modelar reclamaciones grandes. S. Asmussen y K. Binwanger (1997)

presentan la estimación v́ıa simulación de la probabilidad de ruina para reclamos con

distribución subexponencial cuando la riqueza inicial es muy grande, tema que se sigue
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estudiando hasta la actualidad.

Para montos de reclamación para los cuales existe su función generadora de momentos

hay expresiones y cotas para estimar la probabilidad de ruina, sin embargo varias de estas

propiedades se pierden para distribuciones de cola pesada al no ser posible determinar el

exponente de Lundberg R.

Objetivos

1.- Estudio de la probabilidad de ruina cuando los montos de reclamación tienen dis-

tribución subexponencial.

2.- Estimación numérica de la probabilidad de ruina mediante diversos métodos: el

Teorema de Embrechts-Veraverbeke, el algoritmo de Panjer, el método de Monte-

Carlo crudo y los métodos de Monte-Carlo con reducción de varianza.

3.- Ilustrar con datos reales, la estimación de la probabilidad de ruina para reclamos

subexponenciales.

En caṕıtulo 1, se presenta el modelo de Cramer-Lundberg y se define la probabili-

dad de ruina para distribuciones de cola ligera. En el caṕıtulo 2, se da la definición de

distribuciones de cola pesada y subexponenciales. Se estudian los Teorema de Pollaczeck-

Khinchine y Embrechts-Veraverbeke. En capitulo 3, se estudia el algoritmo de Panjer, el

método de Monte-Carlo crudo y los métodos de Monte-Carlo con reducción de varian-

za. En el capitulo 4, se estima la probabilidad de ruina para reclamos con distribuciones

Pareto y Weibull. Se estima la probabilidad de ruina para una empresa aseguradora en

Dinamarca a través del análisis de sus montos de reclamación. Finalmente se presentan

las conclusiones del trabajo realizado.



Caṕıtulo 1

Antecedentes

En este caṕıtulo se presenta la probabilidad de ruina para el caso de colas ligeras, para

mayores referencias ver [8].

1.1. Proceso de Cramer-Lundberg

Se tiene una compañ́ıa de seguros con una riqueza inicial u ≥ 0 y una prima cobrada

por unidad de tiempo c > 0, entonces la riqueza U(t) de la empresa al tiempo t, se define

de la siguiente manera

U(t) = u+ ct− S(t),

donde S(t) es la suma del monto de las reclamaciones al tiempo t, la cual tiene la forma

S(t) =

N(t)∑
i=1

Xi,

donde Xi es el monto de la i-ésima reclamación. Consideremos que al tiempo t = 0 no

3
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habrá reclamos, por lo tanto S(0) = 0. Además supongamos que la llegada de las re-

clamaciones ocurre en tiempos aleatorios T1, T2, ... de acuerdo a un proceso de Poisson

homogéneo {N(t) : t ≥ 0} de intensidad λ > 0. Esto significa que los tiempos entre recla-

mos son variables aleatorias independientes e idénticamente distribuidas con distribución

exponencial (ver Teorema A.3.1). Supongamos también que los montos de las reclamacio-

nes X1, X2, ... son variables aleatorias independientes e idénticamente distribuidas que a la

vez son independientes del número de reclamos. Por lo tanto {S(t), t ≥ 0} es un proceso de

Poisson compuesto. Al proceso que modela U(t) se le llama proceso de Cramer-Lundberg.

Al comienzo U(t) va creciendo porque recibe las primas de sus asegurados, pero al

ocurrir el primer reclamo U(t) decrece tanto como el monto de la primera reclamación.

Posteriormente U(t) comienza a crecer de nuevo hasta que sucede la segunda reclamación

y la riqueza de la empresa decrece tanto como el monto del segundo reclamo, aśı sucesiva-

mente. En la figura 1.1 se muestra la gráfica de una posible trayectoria para la reserva de

una compañ́ıa aseguradora suponiendo que los montos de reclamación tienen distribución

exponencial con parámetro β = 0.001, los tiempos entre reclamos tienen distribución ex-

ponencial con intensidad λ = 0.1, la riqueza inicial de la empresa es u = 1000 y la prima

cobrada por unidad de tiempo es c = 50.
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Figura 1.1: Posible trayectoria de la reserva de una compañ́ıa aseguradora con montos de

reclamación exponenciales.

1.2. Tiempo de ruina

Definición 1.2.1. Definimos el tiempo de ruina τ como el ı́nfimo tiempo para el cual la

reserva de una compañ́ıa aseguradora es negativa

τ = inf{t ≥ 0 : U(t) < 0},

si {t ≥ 0 : U(t) < 0} = ∅, entonces τ =∞.

Cabe mencionar que aunque el estado de ruina haya llegado no significa que la com-

pañ́ıa vaya a quebrar, es importante entender que este estado se utiliza para fijar un ĺımite

inferior de fondos para la compañ́ıa que en un momento ayudará a tomar medidas contra

pérdidas excesivas de recursos.
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1.3. Probabilidad de ruina

Definición 1.3.1. La probabilidad de ruina en tiempo infinito o con horizonte infinito

comenzando con riqueza inicial u se denota por ψ(u), donde

ψ(u) = P (U(t) < 0 para algún t > 0).

Definición 1.3.2. La probabilidad de ruina en tiempo finito o con horizonte finito co-

menzando con una riqueza inicial u se denota por

ψ(u, t) = P (U(t) < 0 para algún t ≤ T ).

Una relación que podemos considerar entre ambas probabilidades es que ψ(u, t) ≤ ψ(u),

ver[10] pag.18.

1.4. Condición de ganancia neta

La condición de ganancia neta nos ayuda a determinar una de las hipótesis que debe

satisfacer la prima que cobra la aseguradora de tal manera que el valor esperado de la

riqueza de la empresa no sea negativa para ningún tiempo t ≥ 0.

Analicemos el valor esperado de la riqueza de la compañ́ıa al tiempo t.

E[U(t)] = E[u+ ct− S(t)]

= E[u+ ct−
N(t)∑
i=1

Xi],

si u = 0

E[u+ ct−
N(t)∑
i=1

Xi] = ct− E[

N(t)∑
i=1

Xi]

= ct− λtE[X].
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Para que la probabilidad de ruina sea distinta de uno se desea que E[U(t)] > 0 para todo

t ≥ 0, por lo tanto se debe de cumplir que c > λE[X]. Sea E[X] = µ la esperanza de los

montos de reclamación, entonces

θ =
c

λµ
− 1 > 0, (1.1)

es la condición de ganancia neta y es una de las hipótesis de solvencia de la compañ́ıa, de

no cumplirse la ruina ocurre de manera segura.

1.5. Exponente de Lundberg

Para montos de reclamación para los cuales existe su función generadora de momentos

es posible calcular el exponente de Lundberg o coeficiente de ajuste R, el cual ayuda a

estimar el calculo de la ruina.

Definición 1.5.1. Definimos el exponente de Lundberg o coeficiente de ajuste R para

reclamos con montos X > 0, como la solución positiva de la ecuación

1 + (1 + θ)µr = mX(r), (1.2)

donde mX(r) es la función generadora de momentos para la variable aleatoria de los

montos de reclamación X, µ = E[X] y θ es la condición de ganancia neta.

Sustituyendo c = (1 + θ)λµ en la ecuación (1.2) obtenemos la ecuación de Lundberg

λ+ cr = λmX(r). (1.3)
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Teorema 1.5.1. Para una riqueza inicial u ≥ 0 y satisfaciendo la condición de ganancia

neta, la expresión de la probabilidad de ruina para montos de reclamación para los cuales

existe su función generadora de momentos está dada por

ψ(u) =
e−Ru

E[e−Ru(τ)|τ <∞]
(1.4)

Demostración:

Para t ≥ 0 y r > 0 consideremos

E[e−ru(t)] = E[e−ru(t)|τ ≤ t]P (τ ≤ t) + E[e−ru(t)|τ > t]P (τ > t), (1.5)

ya que u(t) = u+ ct− s(t) el primer término del lado izquierdo de la ecuación (1.5) es

E[e−ru−rct+rs(t)] = e−ru−rctE[ers(t)], (1.6)

pero

E[ers(t)] = exp{λt[mX(r)− 1]}, (1.7)

entonces la ecuación (1.6) se transforma en

e−ru−rctE[ers(t)] = exp{−ru− rct+ λt[mX(r)− 1]}. (1.8)

En el primer término del lado derecho de la ecuación (1.5) escribimos
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u(t) = u(τ) + (u(t)− u(τ))

= u(τ) + (u+ ct− s(t)− u− cτ + s(τ))

= u(τ) + c(t− τ)− (s(t)− s(τ)),

entonces reescribiendo el primer término del lado derecho de la ecuación (1.5) tenemos

E[e−ru(t)|τ ≤ t]P (τ ≤ t) = E[e−ru(τ)−rc(t−τ)+r[s(t)−s(τ)]|τ ≤ t]P (τ ≤ t). (1.9)

Notemos que s(t) − s(τ) es un proceso de Poisson compuesto con intensidad λ(t − τ),

entonces la ecuación (1.9) se puede reescribir como

E[exp(−ru(t)) exp{−rc(t− τ) + λ(t− τ)[mX(r)− 1]|τ ≤ t]}P (τ ≤ t). (1.10)

Las ecuaciones (1.8) y (1.10) pueden ser reescritas escogiendo r tal que −rc+ λ[mX(r)−

1] = 0. Gracias a la ecuación (1.3) sabemos que dicho r es el parámetro de Lundberg R,

entonces escogiendo r = R la ecuación (1.5) queda de la forma

e−Ru = E[e−Ru(τ)|τ ≤ t]P (τ ≤ t) + E[e−Ru(t)|τ > t]P (τ > t), (1.11)

si t→∞ el primer término del lado derecho de la ecuación (1.11) converge a

E[e−Ru(t)|τ <∞]ψ(u).
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Ahora queremos hacer que el segundo término de la expresión (1.11) tienda a cero cuando

t→∞.

Sea α = c− λE[X], β2 = λE[X2] entonces,

E[u(t)] = u+ ct− λtE[X]

= u+ tα.

Por otro lado

Var(u(t)) = Var(s(t))

= λtE[X2]

= tβ2.

Consideremos u+αt− βt 23 la cual es positiva para t suficientemente grande, aplicando lo

anterior al segundo término de la ecuación (1.11) y condicionando sobre si u(t) es mayor

o menor que u+ αt− βt 23 , tenemos

E[e−Ru(t)|τ > t, 0 ≤ u(t) ≤ u+ αt− βt
2
3 ]P (τ > t, 0 ≤ u(t) ≤ u+ αt− βt

2
3 )

+E[e−Ru(t)|τ > t, u(t) > u+ αt− βt
2
3 ]P (τ > t, u(t) > u+ αt− βt

2
3 )

≤ P (u(t) ≤ u+ αt− βt
2
3 ) + exp{−R(u+ αt− βt

2
3 )}

≤ t
−1
3 + exp{−R(u+ αt− βt

2
3 )}

por la desigualdad de Chebychev el segundo término de lado derecho de la ecuación (1.11)
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tiende a cero cuando t→∞, lo que da por concluida la demostración. �

En general no es posible dar una solución expĺıcita para el denominador del Teo-

rema 1.5.1. Uno de los casos en que se tiene una solución anaĺıtica es para reclamos

con distribución exponencial, donde la expresión de la probabilidad de ruina es ψ(u) =

1
1+θ

exp{ −θu
(1+θ)E[X]

}(ver demostración en [8] pag. 90), pero en la mayoŕıa de ellos no es

tan simple determinar esta probabilidad. Lo que se realiza en la práctica es dar cotas

superiores para estimar la ruina.

Corolario 1.5.1. (Desigualdad de Lundberg). Bajo las hipótesis del Teorema (1.5.1)

ψ(u) < e−Ru para todo u ≥ 0.

Demostración:

Ya que la reserva de la empresa al tiempo de ruina U(τ) es negativa. El denominador de

la expresión (1.4) es mayor que uno, por lo tanto ψ(u) < e−Ru. �
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Caṕıtulo 2

Distribuciones subexponenciales

Las variables aleatorias con distribución subexponencial son un subconjunto de las

distribuciones de cola pesada. En la vida cotidiana los montos de reclamación tipo subex-

ponencial ayudan a modelar seguros donde los reclamos son grandes: seguros contra in-

cendios, inundaciones, terremotos entre otros. Para mayores detalles consultar [1].

2.1. Distribuciones de cola pesada

Definición 2.1.1. Sea F (x) = 1 − F (x). F es llamada la cola de la distribución de F .

Para una variable aleatoria positiva X decimos que esta tiene cola ligera si

mX(s) <∞ para todo s > 0,

y X tiene cola pesada si

mX(s) =∞ para todo s > 0,

donde mX(s) = E[esX ] es la función generadora de momentos de la variable aleatoria X.

Como podemos observar la función generadora de momentos no existe para todas las

13
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distribuciones, de hecho por definición las distribuciones de cola pesada son aquellas para

las cuales no se puede calcular dicha función, por consiguiente varias de las propiedades

para la estimación de la ruina en donde se utiliza el exponente de Lundberg no pueden ser

aplicadas. A continuación se muestran algunos ejemplos de distribuciones de cola pesada.

Distribución lognormal. LN(µ, σ2), si la variable aleatoriaX tiene distribuciónN(µ′, σ′2),

entonces eX tiene distribución lognormal cuya densidad de probabilidad está dada

por

f(x) =


1√

2πσ′x
exp{− (logx−µ′)2

2σ′2
} para x > 0,

0 en otro caso.

Con media µ = eµ
′+σ′2

2 y varianza σ2 = e2µ′+σ′2(eσ
′2−1). Al igual que la distribución

normal, esta distribución no cuenta con una expresión anaĺıtica para su función de

probabilidad acumulada y por consiguiente tampoco existe una expresión anaĺıtica

para la cola.

Distribución Pareto, Par(α, β), cuya función de densidad de probabilidad es

f(x) =


α
β
( β
β+x

)α+1 para x > 0,

0 en otro caso,

con exponente o parámetro de forma α > 0 y parámetro escala β > 0. Su media

está dada por

µ =
β

α− 1
,

su función de distribución es

F (x) = 1−
(

β

β + x

)α
,
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por lo tanto la cola de la distribución esta dada por

F (x) = 1− F (x) =

(
β

β + x

)α
.

Distribución tipo Weibull, W (α, β), con parámetro de forma β > 0 y parámetro de

escala α > 0, cuya función de densidad de probabilidad está dada por

f(x) =


β
α

(
x
α

)β−1

exp

{
−
(
x
α

)β}
para x > 0,

0 en otro caso.

Su media es µ = αΓ(1 + 1
β
), tiene función de distribución

F (x) = 1− exp

{
−
(
x

α

)β}
,

por tanto su cola está dada por la expresión

F (x) = 1− F (x) = exp

{
−
(
x

α

)β}
.

Si el parámetro de forma β ≥ 1, entonces W (α, β) es de cola ligera mientras que si

β < 1, entonces W (α, β) es de cola pesada.

Teorema 2.1.1. Sea F la función de distribución de los montos de reclamación, entonces

el valor esperado para dichos montos E[X] = µ está determinado por la integral∫ ∞
0

[1− F (x)]dx = µ.

Demostración:

Integrando por partes∫ ∞
0

(1− F (x))dx = (1− F (x))x

∣∣∣∣∞
0

+

∫ ∞
0

xf(x)dx

= (1− F (x))x

∣∣∣∣∞
0

+ E[X].
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Ahora calculemos

(1− F (x))x

∣∣∣∣∞
0

= ĺım
x→∞

(1− F (x))x.

Al utilizar L’Hôpital

ĺım
x→∞

(1− F (x))x = ĺım
x→∞

x
1

1−F (x)

=
1

ĺımx→∞
f(x)

(1−F (x))2

= 0,

por lo tanto

∫ ∞
0

[1− F (x)]dx = µ. �

Definición 2.1.2. Sea M(x) = − lnF (x). A M(x) se le conoce como la función de riesgo

de la función de distribución F .

Teorema 2.1.2. Una función de distribución F sobre (0,∞) tiene cola pesada si

ĺım sup
x→∞

M(x)

x
= 0.

Demostración:

Supongase que ĺım supx→∞
M(x)
x

= 0, por lo que para cada ε > 0 existe x′ > 0 tal que

M(x) ≤ εx para toda x ≥ x′, es decir lnF (x) ≥ −εx. Por lo tanto existe c > 0 tal que

F (x) ≥ ce−εx para toda x ≥ 0, entonces

F (x)eεx ≥ c. (2.1)
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De aqúı se tiene
∫∞

0
exsF (x)dx =∞ para toda s ≥ ε. Como tomamos ε > 0 arbitraria la

desigualdad anterior se cumple para toda s > 0, de donde se puede concluir que F es de

cola pesada. �

2.2. Subconjunto subexponencial

Antes de comenzar a hablar de las distribuciones subexponenciales es importante de-

finir el concepto de convolución, ya que las variables aleatorias subexponenciales están

definidas en términos de la convolución de dos funciones de distribución.

Definición 2.2.1. La convolución F ∗G de dos funciones de distribución, es la distribu-

ción de la suma X+Y de dos variables aleatorias independientes X y Y con distribuciones

respectivas F y G, la cual se define como

F ∗G(x) =

∫ ∞
−∞

F (x− y)dG(y), x ∈ R.

La convolución n-ésima de la función de distribución F , denotada por F ∗n, está definida

inductivamente de la siguiente manera: para n = 0, F ∗0(x) = δ0(x), donde

δ0(x) =

{
1 si x ≥ 0,

0 si x < 0.

δ0(x) se conoce como la delta de Kronecker, mientras que para n ≥ 1,

F ∗n = F ∗(n−1) ∗ F.

Definición 2.2.2. Decimos que una variable aleatoria X con función de distribución F ,

concentrada en R+ es subexponencial si

ĺım
x→∞

1− F ∗2(x)

1− F (x)
= ĺım

x→∞

F ∗2(x)

F (x)
= 2,
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donde F ∗2(x) denota la segunda convolución de F con F . Desde ahora en adelante a la

clase de todas las distribuciones subexponenciales la vamos a denotar por S.

Lema 2.2.1. Sea F una función de distribución en R+, entonces se cumple que

F ∗2(x)

F (x)
= 1 +

∫ x

0

F (x− y)

F (x)
dF (y),

por lo tanto

ĺım
x→∞

F ∗2(x)

F (x)
≥ 2.

Demostracón:

Tenemos lo siguiente,∫ x

0

F (x− y)

F (x)
dF (y) =

∫ x

0

1− F (x− y)

F (x)
dF (y)

=
1

F (x)

(∫ x

0

dF (y)−
∫ x

0

F (x− y)dF (y)

)
=

1

F (x)

(
F (x)− F ∗2(x)

)
,

si sumamos 1 a la última igualdad tenemos

∫ x

0

F (x− y)

F (x)
dF (y) + 1 =

F (x)− F ∗2(x)

F (x)
+
F (x)

F (x)

=
1− F ∗2(x)

F (x)

=
F 2∗(x)

F (x)
.

Verifiquemos la segunda parte

ĺım
x→∞

F ∗2(x)

F (x)
= ĺım

x→∞

(
1 +

∫ x

0

F (x− y)

F (x)
dF (y)

)
= 1 + ĺım

x→∞

∫ x

0

F (x− y)

F (x)
dF (y).
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Debido a que F es una función monótona creciente,

F (x− y) ≤ F (x),

entonces

1− F (x− y)

1− F (x)
≥ 1,

por lo tanto

∫ x

0

F (x− y)

F (x)
dF (y) ≥

∫ x

0

dF (y),

entonces

ĺım
x→∞

∫ x

0

F (x− y)

F (x)
dF (y) ≥ ĺım

x→∞

∫ x

0

dF (y) = 1.

Por lo tanto,

ĺım
x→∞

F ∗2(x)

F (x)
≥ 2. �

Lema 2.2.2. Sea F ∈ S, entonces para toda x′ > 0

ĺım
x→∞

F (x− x′)
F (x)

= 1

y

ĺım
x→∞

∫ x

0

F (x− y)

F (x)
dF (y) = 1.

Demostración:

Para 0 ≤ x′ ≤ y ≤ x se tiene que
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F (x− y) ≤ F (x),

por lo tanto

F (x− y) ≥ F (x),

entonces

∫ x

0

F (x− y)

F (x)
dF (y) ≥

∫ x

0

dF (y) ≥
∫ x′

0

dF (y) = F (x′). (2.2)

Por otro lado tenemos

F (x− y) ≤ F (x− x′),

entonces

F (x− y) ≥ F (x− x′),

por lo tanto

∫ x

x′

F (x− y)

F (x)
dF (y) ≥

∫ x

x′

F (x− x′)
F (x)

dF (y) =
F (x− x′)
F (x)

(F (x)− F (x′)). (2.3)

Por el lema 2.2.1 tenemos

F ∗2(x)

F (x)
= 1 +

∫ x

0

F (x− y)

F (x)
dF (y)

= 1 +

∫ x′

0

F (x− y)

F (x)
dF (y) +

∫ x

x′

F (x− y)

F (x)
dF (y),

al utilizar las inecuaciones (2.3) y (2.2) obtenemos la desigualdad
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1 +

∫ x′

0

F (x− y)

F (x)
dF (y) +

∫ x

x′

F (x− y)

F (x)
dF (y) ≥ 1 + F (x′) +

F (x− x′)
F (x)

(F (x)− F (x′)),

de esto se sigue que

(
F ∗2(x)

F (x)
− 1− F (x′)

)
(F (x)− F (x′))−1 ≥ F (x− x′)

F (x)
≥ 1.

Observemos que

ĺım
x→∞

(
F ∗2(x)

F (x)
− 1− F (x′)

)
ĺım
x→∞

(F (x)− F (x′))−1 =
2− 1− F (x′)

1− F (x′)

= 1,

por lo tanto

ĺım
x→∞

F (x− x′)
F (x)

= 1.

La segunda parte se sigue de

2 = ĺım
x→∞

F ∗2(x)

F (x)
= ĺım

x→∞

(
1 +

∫ x

0

F (x− y)

F (x)
dF (y)

)
,

por lo tanto

ĺım
x→∞

∫ x

0

F (x− y)

F (x)
dF (y) = 1. �

Teorema 2.2.1. Cada F ∈ S es una distribución de cola pesada.
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Demostración:

Sea F ∈ S por el Teorema 2.1.2 basta probar que ĺım supx→∞
M(x)
x

= 0.

Al saber que F ∈ S, entonces para toda y > 0, por el lema 2.2 tenemos

ĺım
x→∞

F (x− y)

F (x)
= 1,

aplicamos logaritmo natural a la igualdad anterior e intercambiamos ĺımite con logaritmo

ĺım
x→∞

ln

(
F (x− y)

F (x)

)
= 0,

entonces de acuerdo a las propiedades de logaritmo y utilizando la definición de función

de riesgo, tenemos

ĺım
x→∞

(M(x)−M(x− y) = 0,

por lo tanto, para toda ε > 0 existe x0 tal que para toda x ≥ x0

M(x)−M(x− 1) < ε.

Si se sigue iterando llegamos a que

M(x) ≤M(x− 1) + ε ≤M(x− 2) + 2ε ≤ ... ≤M(x− n) + nε,

donde n es tal que x0 ≤ x−n ≤ x0 +1. Con lo que M(x) ≤ supx0≤x′≤x0+1M(x′)+(x−x0)ε

para x ≥ x0, entonces para toda ε > 0,

0 ≤ ĺım supx→∞M(x)

x
≤

supx0≤x′≤x0+1M(x′) + (x− x0)ε

x
= 0,

de donde podemos concluir que ĺım supx→∞
M(x)
x

= 0. �



2.2. SUBCONJUNTO SUBEXPONENCIAL 23

Lema 2.2.3. Sea F ∈ S y F ′ una función de distribución con F ′(0) = 0, tal que

ĺımx→∞
F ′(x)

F (x)
= c para alguna constante c ∈ [0,∞), entonces

ĺım
x→∞

F ∗ F ′(x)

F (x)
= 1 + c. (2.4)

Demostración:

Probar la ecuación (2.4) es equivalente a probar

ĺım
x→∞

[
F ∗ F ′(x)

F (x)
− 1

]
= c.

Al trabajar con la expresión F∗F ′(x)

F (x)
− 1 tenemos,

F ∗ F ′(x)

F (x)
− 1 =

F ∗ F ′(x)− F (x)

F (x)

=
1−

∫ x
0
F ′(x− y)dF (y)− F (x)

F (x)

=
F (x)−

∫ x
0
F ′(x− y)dF (y)

F (x)

=

∫ x
0

[1− F ′(x− y)]dF (y)

F (x)

=

∫ x
0
F ′(x− y)dF (y)

F (x)
,

entonces para probar el lema necesitamos que

ĺım

∫ x
0
F ′(x− y)dF (y)

F (x)
= c.

Puesto que por hipótesis ĺımx→∞
F ′(x)

F (x)
= c, se tiene que para toda ε > 0, existe x0 tal que

−ε ≤ F ′(x)

F (x)
− c ≤ ε para toda x ≥ x0,

de lo anterior tenemos

(c− ε)F (x) ≤ F ′(x) ≤ (c+ ε)F (x) para x ≥ x0, (2.5)
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entonces

∫ x

0

F ′(x− y)dF (y) ≤ (c+ ε)

∫ x

0

F (x− y)dF (y)

= (c+ ε)

∫ x−x0

0

F (x− y)dF (y) + (c+ ε)

∫ x

x−x0
F (x− y)dF (y)

≤ (c+ ε)

∫ x−x0

0

F (x− y)dF (y) + (c+ ε)

∫ x

x−x0
dF (y)

= (c+ ε)

∫ x−x0

0

F (x− y)dF (y) + (c+ ε)[F (x)− F (x− x0)]

= (c+ ε)

∫ x−x0

0

F (x− y)dF (y) + (c+ ε)(F (x− x0)− F (x))

≤ (c+ ε)

∫ x

0

F (x− y)dF (y) + (c+ ε)(F (x− x0)− F (x)),

por tanto

ĺım
x→∞

∫ x
0
F ′(x− y)dF (y)

F (x)
≤ ĺım

x→∞

{
(c+ ε)

∫ x
0
F (x− y)dF (y)

F (x)
+

(c+ ε)(F (x− x0)− F (x)

F (x)

}
,

usando el lema 2.2 calculamos

ĺım
x→∞

(c+ ε)
F (x− x0)− F (x)

F (x)
= (c+ ε)(1− 1) = 0.

Por lo tanto y nuevamente por el lema 2.2

ĺım
x→∞

∫ x
0
F ′(x− y)dF (y)

F (x)
≤ ĺım

x→∞
(c+ ε)

∫ x
0
F (x− y)dF (y)

F (x)
= c+ ε,

puesto que ε es arbitrario se tiene que

ĺım
x→∞

∫ x
0
F ′(x− y)dF (y)

F (x)
≤ c,
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similarmente se llega a que

ĺım
x→∞

∫ x
0
F ′(x− y)dF (y)

F (x)
≥ c,

por lo tanto

ĺım
x→∞

∫ x
0
F ′(x− y)dF (y)

F (x)
= c.

De esto se concluye que

ĺım
x→∞

F ∗ F ′(x)

F (x)
= 1 + c. �

Teorema 2.2.2. Sea F una función de distribución, entonces F es subexponencial si y

sólo si, para cada n = 2, 3, ...,

ĺım
x→∞

F ∗n(x)

F (x)
= n.

Demostración:

Supongamos que ĺımx→∞
F ∗n(x)

F (x)
= n para n ≥ 2, entonces por definición F es subexpo-

nencial.

Ahora supongamos que F es subexponencial, entonces aplicando inducción sobre n. Para

n = 2 se tiene

ĺım
x→∞

F ∗2(x)

F (x)
= 2,

supongamos valido para n− 1, es decir

ĺım
x→∞

F ∗(n−1)(x)

F (x)
= n− 1,
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sea F ′ = F ∗(n−1) y tomando c = n− 1 por el lema 2.2.3 se tiene

ĺım
x→∞

F ∗ F ′(x)

F (x)
= 1 + n− 1 = n. �

El que una empresa aseguradora presente montos de reclamación con distribución

subexponencial es un tema de interés, ya que la ruina puede ocurrir con un sólo reclamo,

debido a que la probabilidad de que la suma de los montos de reclamación rebase cierto

umbral es aproximada a la probabilidad de que el máximo de ellos lo rebase, como lo

ilustra el siguiente lema.

Lema 2.2.4. Si F es una función de distribución de una variable aleatoria subexponencial

y X1, X2, ..., Xn son variables aleatorias independientes e idénticamente distribuidas con

función de distribución F , entonces cuando x→∞

P (X1 +X2 + ...+Xn > x) ≈ P (máx{X1, X2, ..., Xn} > x)

es decir,

ĺım
x→∞

P (X1 +X2 + ...+Xn > x)

P (máx{X1, X2, ..., Xn} > x)
= 1.

Demostración:
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P (X1 +X2 + ...+Xn > x)

P (máx{X1, X2, ..., Xn} > x)
=

1− F ∗n(x)

1− P (máx{X1, X2, ..., Xn ≤ x})

=
1− F ∗n(x)

1− [F (x)]n

=
F ∗n(x)

F (x)[1 + F (x) + F 2(x) + ...+ F n−1(x)]
,

entonces de acuerdo a lo anterior y utilizando el Teorema 2.2.2, tenemos

ĺım
x→∞

P (X1 +X2 + ...+Xn > x)

P (máx{X1, X2, ..., Xn} > x)
= ĺım

x→∞

F ∗n(x)

F (x)
ĺım
x→∞

1

1 + F (x) + F 2(x) + ...+ F n−1(x)

= n
1

n
= 1. �

Teorema 2.2.3. Sea φ(u) = 1−ψ(u) la probabilidad de solvencia de la compañ́ıa, entonces

se cumple que la derivada φ′(u), tiene la expresión

φ′(u) =
λ

c
φ(u) +

λ

c

∫ u

0

φ(u− x)d(1− F (x)), u ≥ 0. (2.6)

Demostración:

Recordemos que los tiempos entre reclamos tienen distribución exponencial con intensidad

λ (ver Teorema A.3.1), entonces condicionamos sobre el primer monto de reclamación

X1 = x y el primer tiempo de reclamo T1 = t, por tanto
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φ(u) = P (No ruina en [0,∞)|u(0) = u)

=

∫ ∞
0

∫ ∞
0

P (No ruina en [0,∞)|X1 = x, T1 = t)PT1(t)dF (x)dt

=

∫ ∞
0

∫ u+ct

0

P (No ruina en [0,∞)|X1 = x, T1 = t)λ exp(−λt)dF (x)dt

=

∫ ∞
0

λ exp(−λt)
∫ u+ct

0

P (No ruina en (t,∞)|X1 = x, T1 = t)dF (x)dt

=

∫ ∞
0

λ exp(−λt)
∫ u+ct

0

φ(u+ ct− x)dF (x)dt,

las dos últimas igualdades se obtienen de que el proceso de Poisson tiene incrementos

estacionarios e independientes. Al realizar el cambio de variable z = u + ct, t = z−u
c

,

dt = dz
c

, tenemos

φ(u) =

∫ ∞
u

λ exp

{
− λ
(
z − u
c

)}∫ z

0

φ(z − x)dF (x)
dz

c
(2.7)

=
λ

c
exp

(
λu

c

)∫ ∞
u

exp

(
−λz
c

)∫ z

0

φ(z − x)dF (x)dz. (2.8)

Sea

h(u) =

∫ ∞
u

exp

(
−λz
c

)∫ z

0

φ(z − x)dF (x)dz,

cuya derivada por el Teorema Fundamental del Cálculo es

h′(u) = − exp

(
−λu
c

)∫ u

0

φ(u− x)dF (x).

Al derivar (2.8) respecto de u, tenemos



2.2. SUBCONJUNTO SUBEXPONENCIAL 29

φ′(u) =
λ

c

[
λ

c
exp

(
λu

c

)]∫ ∞
u

exp

(
−λz
c

)∫ z

0

φ(z − x)dF (x)dz

− λ

c
exp

(
λu

c

)[
exp

(
−λu
c

)∫ u

0

φ(u− x)dF (x)

]
=

λ

c

[
λ

c
exp

(
λu

c

)]∫ ∞
u

exp

(
−λz
c

)∫ z

0

φ(z − x)dF (x)dz − λ

c

∫ u

0

φ(u− x)dF (x)

=
λ

c
φ(u)− λ

c

∫ u

0

φ(u− x)dF (x)

=
λ

c
φ(u) +

λ

c

∫ u

0

φ(u− x)d(1− F (x)),

por lo tanto se cumple (2.6). �

Lema 2.2.5. La probabilidad de solvencia de una empresa aseguradora comenzando con

riqueza inicial cero tiene la expresión

φ(0) =
c− λµ
c

.

Demostración:

Integrando (2.6) de [0, t] tenemos,

∫ t

0

φ′(u) =

∫ t

0

[
λ

c
φ(u) +

λ

c

∫ u

0

φ(u− x)d(1− F (x))]

φ(t)− φ(0) =
λ

c

∫ t

0

φ(u)du+
λ

c

∫ t

0

∫ u

0

φ(u− x)d(1− F (x))du,

pero dφ(u−x)
dx

= −φ′(u− x), entonces

λ

c

∫ t

0

∫ u

0

φ(u− x)d(1− F (x))du =
λ

c

∫ t

0

[φ(u− x)(1− F (x))

∣∣∣∣u
0

−
∫ u

0

(1− F (x))φ′(u− x)dx]du,

además 0 < x < u < t entonces se tiene,
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φ(t)− φ(0) =
λ

c

∫ t

0

φ(u)du+
λ

c

∫ t

0

[
φ(0)(1− F (u))− φ(u)(1− F (0))

+

∫ u

0

(1− F (x))φ′(u− x)dx

]
du

=
λ

c

∫ t

0

φ(0)(1− F (u))du+
λ

c

∫ u

0

(1− F (x))dx

∫ t

x

φ′(u− x)du

=
λ

c

∫ t

0

φ(0)(1− F (u))du+
λ

c

∫ u

0

(1− F (x))dx[φ(u− x)|tx]

=
λ

c
φ(0)

∫ t

0

(1− F (u))du+
λ

c

∫ t

0

(1− F (x))dx[φ(t− x)− φ(0)]

=
λ

c

∫ t

0

φ(t− x)(1− F (x))dx.

Sea t = u, entonces

φ(u)− φ(0) =
λ

c

∫ u

0

φ(u− x)(1− F (x))dx. (2.9)

Ya que ĺımu→∞ φ(u) = 1 y por el Teorema 2.1.1 sabemos que
∫∞

0
(1 − F (x))dx = µ,

entonces al hacer u → ∞ y utilizando el Teorema de la convergencia monótona en la

ecuación (2.9) tenemos

φ(∞)− φ(0) =
λ

c

∫ ∞
0

φ(∞)(1− F (x))dx =
λ

c

∫ ∞
0

(1− F (x))dx =
λ

c
µ,

de donde

φ(0) = 1− λ

c
µ. �

Definición 2.2.3. Sea h(x) una función, tal que h : R→ R. La transformada de Laplace

de h(x) está definida por

Lh(r) =

∫ ∞
−∞

exp(−rx)h(x)dx.

Definición 2.2.4. La transformada de Laplace de una variable aleatoria continua X con

función de distribución F (x), se define como

LF (r) = E[e−rX ] =

∫
R
e−rxdF (x).
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Si X es una variable aleatoria no negativa X > 0, LF (r) está definida para todo r > 0.

Teorema 2.2.4. Sea Lφ(r) y Lψ(r) las transformadas de Laplace para las funciones φ y

ψ respectivamente entonces,

Lφ(r) =
c− λµ

cr − λ(1− LF (r))
y Lψ(r) =

1

r
− Lφ(r) ambas para r > 0.

Demostración:

De (2.6) tenemos

φ′(u) =
λ

c
φ(u) +

λ

c

∫ u

0

φ(u− x)d(1− F (x)), (2.10)

multiplicando por exp(−ru) e integrando de 0 a ∞

∫ ∞
0

φ′(u) exp(−ru)du =

∫ ∞
0

[
λ

c
φ(u)− λ

c

∫ u

0

φ(u− x)dF (x)

]
exp(−ru)du, (2.11)

al integrar por partes el lado izquierdo de la ecuación anteror

∫ ∞
0

φ′(u) exp(−ru)du = φ(u) exp(−ru)

∣∣∣∣∞
0

+

∫ ∞
0

r exp(−ru)φ(u)du

= −φ(0) + r

∫ ∞
0

exp(−ru)φ(u)du

= −φ(0) + rLφ(r).

Para el lado derecho de la ecuación (2.11) la primera integral tiene como resultado

∫ ∞
0

λ

c
φ(u) exp(−ru)du =

λ

c
Lφ(r), (2.12)

mientras que para calcular la segunda integral, sea
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I =

∫ ∞
0

λ

c

∫ u

0

φ(u− x)dF (x) exp(−ru)du, (2.13)

reescribiendo I

I =
λ

c

∫ ∞
0

∫ u

0

φ(u− x) exp(−ru)dF (x)du,

intercambiando el orden de integración

I =
λ

c

∫ ∞
0

∫ ∞
x

φ(u− x) exp(−ru)dudF (x),

al realizar el cambio de variable y = u− x

I =
λ

c

∫ ∞
0

∫ ∞
0

φ(y) exp(−r(y + x))dydF (x),

reescribiendo I

I =
λ

c

∫ ∞
0

exp(−rx)

∫ ∞
0

φ(y) exp(−ry)dydF (x)

=
λ

c
LF (r)Lφ(r).

Al sustituir lado izquierdo y lado derecho de la ecuación (2.11)

−φ(0) + rLφ(r) =
λ

c
Lφ(r)− λ

c
LF (r)Lφ(r)

−cφ(0) + rcLφ(r) = λLφ(r)[1− LF (r)]

rcLφ(r)− λLφ(r)[1− LF (r)] = cφ(0),

entonces
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Lφ(r) =
cφ(0)

rc− λ(1− LF (r))
, sustituyendo φ(0) = 1− λµ

c

=
c− λµ

rc− λ(1− LF (r))
.

La segunda igualdad se obtiene de la primera

Lψ(r) =

∫ ∞
0

exp(−ru)(1− φ(u))du

= −1

r
exp(−ru)

∣∣∣∣∞
0

−
∫ ∞

0

φ(u) exp(−ru)du

=
1

s
− Lφ(r). �

2.3. Probabilidad de ruina con reclamos subexponen-

ciales

2.3.1. Teorema de Pollaczeck-Khinchine

Este Teorema nos permite calcular la probabilidad de solvencia de la compañ́ıa comen-

zando con una riqueza inicial u ≥ 0. Al igual que en Teoremas anteriores este se cumple

para procesos de riesgo donde se satisface la condición de ganancia neta, permitiendo que

las reclamaciones sean de cola pesada o ligera.

Antes de comenzar introduzcamos la definición de cola integrada para una función de

distribución.

Definición 2.3.1. Sea F una función de distribución con F (0) = 0 y media para los

montos de reclamación µ ≥ 0, se define

FI(x) =


1
µ

∫ x
0
F (y)dy si x ≥ 0,

0 si x < 0.

(2.14)
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FI(x) es una función de distribución ya que satisface:

FI(0) = 0,

es monótona creciente y continua,

FI(∞) = 1 y F (−∞) = 0.

A FI se le conoce como la cola integrada de F .

Teorema 2.3.1. Teorema de Pollaczek-Khinchine. Para cada u ≥ 0, en un proceso

{U(t)}t≥0 donde se cumple la condición de ganancia neta θ = c
λµ
− 1 > 0, se tiene

φ(u) = (1− λµ

c
)
∞∑
n=0

(
λµ

c
)nF ∗nI (u). (2.15)

Demostración:

La prueba se realiza de la siguiente manera. Se calculan las transformadas de Laplace del

lado derecho e izquierdo de la ecuación (2.15), se verifica que ambas sean iguales y se

utiliza la unicidad de la transformada de Laplace para una función (ver propiedad en [11]

pag.4).

Por el Teorema (2.2.4) el lado izquierdo de la ecuación (2.15) tiene transformada de

Laplace

Lφ(r) =
c− λµ

cr − λ(1− LF (r))
.

Para calcular la transformada de Laplace del lado derecho de la ecuación (2.15) multipli-

camos por exp(−ru) e integramos de (0,∞).
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∫ ∞
0

exp(−ru)(1− λµ

c
)
∞∑
n=0

(
λµ

c
)nF ∗nI (u)du = (1− λµ

c
)
∞∑
n=0

(
λµ

c
)n
∫ ∞

0

exp(−ru)F ∗nI (u)du,

reescribiendo exp(−ru) = (−1
r
)d[exp(−ru)] el lado derecho de la ultima igualdad es

(1− λµ

c
)
∞∑
n=0

(
λµ

c

)n ∫ ∞
0

F ∗nI (u)(−1

r
)d[exp(−ru)],

integrando por partes, lo anterior es igual a

(
1− λµ

c

) ∞∑
n=0

(
λµ

c

)n[
− 1

r
F ∗nI (u) exp(−ru)

∣∣∣∣∞
0

+
1

r

∫ ∞
0

exp(−ur)dF ∗nI (u)

]
,

que a la vez es igual a

(
1− λµ

c

) ∞∑
n=0

(
λµ

c

)n
1

r

∫ ∞
0

exp(−ru)dF ∗nI (u),

ya que FI es una función de distribución, F ∗nI también lo es, por tanto

(
1− λµ

c

) ∞∑
n=0

(
λµ

c

)n
1

r

∫ ∞
0

exp(−ru)dF ∗nI (u) =

(
1− λµ

c

) ∞∑
n=0

(
λµ

c

)n
1

r
LF ∗nI ,

por propiedades de convolución y de la transformada de Laplace (ver Teorema A.8.1)

(
1− λµ

c

) ∞∑
n=0

(
λµ

c

)n
1

r
LF ∗nI =

(
1− λµ

c

)
1

r

∞∑
n=0

(
λµ

c
LFI
)n
, (2.16)

para poder utilizar la suma geométrica en (2.16) es necesario mostrar que λµ
c
LFI < 1. Por
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la condición de ganancia neta λµ
c
< 1, mientras que

LFI (r) =

∫ ∞
0

exp(−ru)dFI(u)

=

∫ ∞
0

exp(−ru)d(
1

µ

∫ u

0

F (y))dy

=

∫ ∞
0

exp(−ru)
1

µ
F (u)du

≤
∫ ∞

0

exp(−ru)
1

µ
du

=
1

rµ

< 1,

aśı que utilizando la suma geométrica en la ecuación (2.16)

(
1− λµ

c

)
1

r

∞∑
n=0

(
λµ

c
LFI
)n

=

(
1− λµ

c

)
1

r

(
1

1− λµ
c
LFI (r)

)
=

c− λµ
r(c− λµLFI (r))

.

Resta probar que rµLFI (r) = 1− LF (r), al trabajar con rµLFI (r)

rµLFI (r) = rµ

∫ ∞
0

exp(−ru)dFI(u)

= rµ

∫ ∞
0

exp(−ru)d

(
1

µ

∫ u

0

F (y)dy

)
= r

∫ ∞
0

exp(−ru)F (u)du

= r

∫ ∞
0

exp(−ru)(1− F (u))du

= r

[
− 1

r
exp(−ru)

∣∣∣∣∞
0

−
∫ ∞

0

F (u) exp(−ru)du

]
,

integrando por partes la última integral

rµLFI (r) = r

{
1

r
−
[
− 1

r
exp(−ru)F (u)

∣∣∣∣∞
0

+

∫ ∞
0

1

r
exp(−ru)dF (u)

]}
= 1− LF (r),
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entonces

Lφ(r) =
c− λµ

cr − λ(1− LF (r))
=

c− λµ
r(c− λµLFI (r))

. �

2.3.2. Teorema de Embrechts-Veraverbeke

El siguiente Teorema describe la probabilidad de ruina cuando la distribución de la

cola integrada de los montos de reclamación es de tipo subexponencial.

Teorema 2.3.2. Sea FI ∈ S, 0 < ρ = λµ
c
< 1, entonces

ĺım
u→∞

φ(u)

1− FI(u)
=

λµ

c− λµ
=

ρ

1− ρ
.

Demostración:

De la formula de Pollaczek-Khinchine tenemos

φ(u) =

(
1− λµ

c

) ∞∑
n=0

(
λµ

c

)n
F ∗nI (u). (2.17)

Ya que λµ
c
< 1 utilizamos la suma geométrica para calcular

(
1− λµ

c

) ∞∑
n=0

(
λµ

c

)n
=

(
1− λµ

c

)(
1

1− λµ
c

)
= 1,

entonces 1− φ(u) puede escribirse como

1− φ(u) =
∞∑
n=0

(
λµ

c

)n(
1− λµ

c

)(
1− F ∗nI (u)

)
,

por lo tanto
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ψ(u) =

(
1− λµ

c

) ∞∑
n=0

(
λµ

c

)n
F ∗nI (u),

entonces

ψ(u)

1− FI(u)
=

(
1− λµ

c

) ∞∑
n=0

(
λµ

c

)n
F ∗nI (u)

1− FI(u)
,

ya que FI ∈ S y por el Teorema (2.2.2) al obtener el ĺımite cuando u→∞ se tiene

ĺım
u→∞

ψ(u)

FI(u)
=

(
1− λµ

c

) ∞∑
n=0

(
λµ

c

)n
ĺım
u→∞

F ∗nI (u)

FI(u)

=

(
1− λµ

c

) ∞∑
n=0

(
λµ

c

)n
n,

sustituyendo ρ = λµ
c

tenemos

(1− ρ)
∞∑
n=0

nρn = (1− ρ)
∞∑
n=0

ρnρn−1

= (1− ρ)ρ
∞∑
n=0

d

dρ
ρn

= (1− ρ)ρ
d

dρ

∞∑
n=0

ρn

= (1− ρ)ρ
d

dρ

(
1

1− ρ

)
=

ρ

1− ρ
,

sustituyendo el valor de ρ se tiene

ρ

1− ρ
=

λµ

c− λµ
,

por tanto
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ĺım
u→∞

ψ(u)

1− FI(u)
=

λµ

c− λµ
=

ρ

1− ρ
. �

Aśı una formula aproximada que describe la probabilidad de ruina es

ψE−V (u) ∼ λµ

c− λµ
(1− FI(u)), u→∞. (2.18)

El que F ∈ S no siempre implica que FI(X) ∈ S. Sin embargo para variables alea-

torias X con distribuciones tipo Pareto, Weibull (en el caso de cola pesada), lognormal,

loggama, Burr entre otras, la cola integrada pertenece a la familia de las distribuciones

subexponenciales. Para mayores detalles ver [9].
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Caṕıtulo 3

Estimación de la probabilidad de

ruina

En este caṕıtulo se demuestran diversos Teoremas para estimar la probabilidad de

ruina. El algoritmo de Panjer, el método de Monte-Carlo crudo, muestreo por importancia

y el método de Monte-Carlo condicionado. Para mayores detalles consultar [6], [9], [15],

[16] y [17].

3.1. Records a la baja

Decimos que una compañ́ıa ha sufrido un record a la baja cuando su reserva alcanza su

mı́nimo valor en toda su historia. A través de estas pérdidas podemos determinar la ruina

de la empresa, mostrando que la probabilidad de solvencia φ corresponde a la probabi-

lidad de que cierta suma geométrica compuesta sea menor que el valor de la riqueza inicial.

Proposición 3.1.1. Sea {L(t)}t≥0 un proceso definido por L(t) = S(t)− ct para todo t ≥

41
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0. Sea L el máximo valor que toma L(t) durante todo el proceso L = máx{L(t) para todo t ≥

0}, por lo tanto

φ(u) = P (L ≤ u). (3.1)

Es decir φ es la función de distribución de la variable aleatoria L.

Demostración:

φ(u) = P (U(t) ≥ 0 para todo t ≥ 0)

= P (u+ ct− S(t) ≥ 0 para todo t ≥ 0)

= P (L(t) ≤ u para todo t ≥ 0)

= P (L ≤ u). �

Siempre que ocurre un reclamo la empresa sufre una pérdida, pero existen tiempos de

reclamación para los cuales la pérdida que ha sufrido la compañ́ıa es la máxima en toda

su historia, a esta pérdida se le conoce como record a la baja. Llamemos T ′1, T
′
2, T

′
3, ... a los

tiempos donde ocurren los records a la baja. Sean Lj, j = 1, 2, .. las variables aleatorias

que denotan las cantidades para las cuales la reserva de la empresa en el j− ésimo record

a la baja es menor que en el j − 1, es decir Lj = U(T ′j−1)− U(T ′j) con T ′0 = 0.

Proposición 3.1.2. Sea M la variable aleatoria que denota el número de records a la baja

que ocurren durante todo el proceso {U(t)}t≥0. Sea L = máx{S(t)− ct para todo t ≥ 0},

entonces

L = L1 + L2 + ...+ LM ,

y además

φ(u) = P (L1 + L2 + ...+ LM ≤ u). (3.2)
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Demostración:

Ya que L = U(T ′0)− U(T ′M) y

L1 + L2 + ...+ LM = U(T ′0)− U(T ′1) + U(T ′1)− U(T ′2) + ...− U(T ′M)

= U(T ′0)− U(T ′M),

podemos concluir que L = L1 + L2 + ...+ LM . Sustituyendo la suma anterior en (3.1) la

probabilidad de solvencia está determinada por la variable aleatoria compuesta

φ(u) = P (L1 + L2 + ...+ LM ≤ u). �

La figura 3.1 muestra un ejemplo de las variables aleatorias L′is para una posible trayec-

toria de la reserva de una aseguradora, donde T ′1 = T1, T ′2 = T3, T ′3 = T5 y M = 3.

Figura 3.1: Trayectoria de la reserva de una empresa con variables aleatorias L′is.

Ya que un proceso de Poisson tiene incrementos estacionarios e independientes la

probabilidad de que el último record a la baja sea el último, es la misma para todo

tiempo. Esto equivale a que no exista ruina iniciando con riqueza inicial cero, por lo tanto
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el número de records a la baja M tiene distribución geométrica con probabilidad de éxito

φ(0). Además el conjunto de variables aleatorias {L1, L2, ..., LM} son variables aleatorias

independientes e idénticamente distribuidas que a su vez son independientes de la variable

aleatoria M . Por lo tanto L tiene distribución geométrica compuesta.

Proposición 3.1.3. La variable aleatoria L1, tiene función de densidad de probabilidad

k(x) =
1

µ
(1− F (x)),

y función de distribución

K(x) =
1

µ

∫ x

0

F (y)dy. (3.3)

Donde F es la función de distribución de los montos de reclamación.

Demostración:

Sea K(x) = P (L1 ≤ x) y sea k su función de densidad asociada, es decir k(x) = dK(x)
dx

.

Analicemos la función de densidad de L1 a través de la transformada de Laplace de L

E[e−sL] = E[E(e−sL|M)],

donde

E[e−Ls|M = m] = E[exp {−s
M∑
i=1

Li}|M = m]

= E[exp {−s
m∑
i=1

Li}],

la última igualdad se sigue de la independencia entre las variables aleatorias L′is y M . Por

lo tanto



3.1. RECORDS A LA BAJA 45

E[e−Ls|M = m] =

(
E[exp{−sL1}]

)m
,

aśı

E[e−sL] = E

[(
E[exp{−sL1}]

)M]
.

Observemos que la expresión anterior tiene la forma de una función generadora de proba-

bilidades para una variable aleatoria geométrica evaluada en E[exp{−sL1}] (ver ecuación

A.1), por lo tanto

E[e−sL] =
φ(0)

1− ψ(0)LK(s)
, (3.4)

donde E[exp{−sL1}] = LK(s).

Por otro lado

E[e−sL] =

∫ ∞
0

e−sudφ(u)

= φ(0) +

∫ ∞
0

e−su
(
d

du
φ(u)

)
du,

de acuerdo al Teorema A.8.2

E[e−sL] = φ(0) + sLφ(s)− φ(0)

= sLφ(s).

Al sustituir la transformada de Laplace en la función de solvencia φ de acuerdo al Teorema

2.2.4 obtenemos
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E[e−sL] =
s(c− λµ)

cs− λ(1− LF (s))
. (3.5)

Al sustituir φ(0) = 1− λ
c
µ de acuerdo al Teorema 2.2.5 en la ecuación (3.5)

E[e−sL] =
scφ(0)

cs− λ(1− LF (s))
. (3.6)

Al igualar las ecuaciones (3.4) y (3.6)

csφ(0)

cs− λ(1− LF (s))
=

φ(0)

1− ψ(0)LK(s)
.

Al sustituir ψ(0) = λµ
c

y despejar LK(s), tenemos

LK(s) =
1

µs
(1− LF (s)),

usando la tranformada de Laplace inversa

k(x) =
1

µ
(1− F (x)).

Observemos que la expresión para la función de distribución de L1 es justamente la co-

la integrada de la distribución F de los reclamos, dada por la ecuación (2.14), es decir

K(x) = FI(x) = 1
µ

∫ x
0
F (y)dy. �

3.2. Estimación mediante el algoritmo de Panjer

A través del algoritmo de Panjer se obtiene la probabilidad de que ciertas caminatas

aleatorias alcancen determinado umbral.
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3.2.1. Relación de recurrencia de Panjer

Sea Y una variable aleatoria que toma valores en los enteros no negativos {0, 1, 2, ...}.

Supongamos que existen constantes a y b tales que

P (Y = k) = pk = (a+
b

k
)pk−1, k = 1, 2, ... (3.7)

donde a < 1 y b ∈ R, entonces a la expresión (3.7) se le conoce como relación de re-

currencia de Panjer. Las distribuciones binomial, Poisson y geométrica son ejemplos de

distribuciones que satisfacen la relación de recurrencia de Panjer, en la tabla 3.2.1 se en-

cuentran sus correspondientes valores a, b y p0. Observemos que si la variable aleatoria

Y tiene distribución geomética, entonces P (Y = k − 1) = (1 − p)k−1p, donde p es la

probabilidad de éxito, de esta forma P (Y = k) = pk−1(1 − p), por lo tanto a = 1 − p y

b = 0.

Distribución a b p0

Pois(λ) 0 λ e−λ

Geom(p) 1− p 0 p

Bin(p, n) − p
1−p 0 (1− p)n

Tabla 3.1: Valores a, b y p0 para la relación de recurrencia de Panjer
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3.2.2. Algoritmo de Panjer

Sea W =
∑N

i=1 Zi una caminata aleatoria donde Z1, Z2, ..., ZN son variables aleatorias

independientes e idénticamente distribuidas que a su vez son independientes de la variable

aleatoria N . Supongamos que Zi y N toman valores en el conjunto {0, 1, 2, ...}. Se denota

la densidad de probabilidad de Zi por qk, es decir P (Zi = k) = qk. La variable aleatoria

N tiene densidad de probabilidad Pk, es decir P (N = k) = Pk, la cual satisface la relación

de recurrencia de Panjer (3.7). Denotemos por PW
k la probabilidad de que la caminata

aleatoria W =
∑N

i=i Zi tome el valor k.

Lema 3.2.1. Para todo j, k ∈ {0, 1, 2, ...} y n = 1, 2, ...

E[Z1 |
n∑
i=1

Zi = j] =
j

n
(3.8)

y

P (Z1 = k|
n∑
i=1

Zi = j) =
qkq
∗(n−1)
j−k

q∗nj
, (3.9)

donde q∗nj denota la n−ésima convolución de qj.

Demostración:

Ya que las Z
′
is son idénticamente distribuidas

E[Z1 |
n∑
k=1

Zk = j] =
1

n

n∑
i=1

E[Zi |
n∑
k=1

Zk = j]

=
1

n
E[

n∑
i=1

Zi |
n∑
k=1

Zk = j]

=
1

n
(
n∑
i=1

Zi = j)P (
n∑
i=1

Zi = j |
n∑
k=1

Zk = j)

=
j

n
.

Por otro lado
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P (Z1 = k |
n∑
i=1

Zi = j) =
P (Z1 = k, Z2 + Z3 + ...+ Zn = j − k)

P (
∑n

i=1 Zi = j)

=
P (Z1 = k)P (Z2 + Z3 + ...Zn = j − k)

P (
∑n

i=1 Zi = j)

=
qkq
∗(n−1)
j−k

q∗nj
. �

Teorema 3.2.1. Si la variable aleatoria que denota la cantidad de sumandos en una

caminata aleatoria satisface la relación de recurrencia de Panjer (3.7), entonces

PW
j =


gN(q0) para j = 0,

(1− aq0)−1
∑j

k=1(a+ bkj−1)qkP
W
j−k para j = 1, 2, ...

(3.10)

donde gN es la función generadora de probabilidades de la variable aleatoria N , mientras

a y b corresponden a los valores de recurrencia de N . A la expresión (3.10) se le conoce

como algoritmo de recurrencia de Panjer.

Demostración:

Para j = 0

PW
0 = P (W = 0)

= P (Z1 + Z2 + ...+ ZN = 0)

=
∞∑
k=0

P (N = k)P (Z1 + Z2 + ...+ Zk = 0)

=
∞∑
k=0

P (N = k)[P (Zi = 0)]k

=
∞∑
k=0

Pk(q0)k

= gN(q0).
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Mietras que si j ≥ 1,

PW
j = P (W = j)

= P (Z1 + Z2 + ...+ ZN = j)

=
∞∑
n=0

P (N = n)P (Z1 + Z2 + ...+ Zn = j)

=
∞∑
n=0

Pnq
∗n
j ,

pero por definición q∗0j = 0, aśı que

∞∑
n=0

Pnq
∗n
j =

∞∑
n=1

Pnq
∗n
j ,

ya que N satisface la relación de recurrencia de Panjer, se tiene que Pn = (a + b
n
)Pn−1,

por tanto

∞∑
n=0

Pnq
∗n
j =

∞∑
n=1

(a+
b

n
)Pn−1q

∗n
j ,

reescribiendo tenemos

PW
j =

∞∑
n=1

(a+
b

j

j

n
)Pn−1q

∗n
j ,

usando (3.8)

PW
j =

∞∑
n=1

(a+
b

j
E[Z1|

n∑
i=1

Zi = j])Pn−1q
∗n
j

=
∞∑
n=1

[
a+

b

j

j∑
k=0

kP (Z1 = k|
n∑
i=1

Zi = j)

]
Pn−1q

∗n
j ,

de (3.9) obtenemos
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PW
j =

∞∑
n=1

(
a+

b

j

j∑
k=0

k
qkq
∗(n−1)
j−k

q∗nj

)
Pn−1q

∗n
j

=
∞∑
n=1

aPn−1q
∗n
j +

∞∑
n=1

j∑
k=0

bk

j
Pn−1qkq

∗n−1
j−k

=
∞∑
n=1

aPn−1P (Z1 + Z2 + ...+ Zn = j) +
∞∑
n=1

j∑
k=0

bk

j
Pn−1qkq

∗n−1
j−k

=
∞∑
n=1

aPn−1

j∑
k=0

P (Z1 = k)P (Z2 + Z3 + ...+ Zn = j − k) +
∞∑
n=1

j∑
k=0

bk

j
Pn−1qkq

∗n−1
j−k

=
∞∑
n=1

j∑
k=0

aPn−1qkq
∗(n−1)
j−k +

∞∑
n=1

j∑
k=0

bk

j
Pn−1qkq

∗n−1
j−k

=
∞∑
n=1

j∑
k=0

(a+
bk

j
)Pn−1qkq

∗(n−1)
j−k

=

j∑
k=0

(
(a+

bk

j
)qk

∞∑
n=1

Pn−1q
∗(n−1)
j−1

)

=

j∑
k=0

(
(a+

bk

j
)qk

∞∑
n=1

P (N = n− 1)P (Z1 + Z2 + ...+ Zn−1 = j − k)

)

=

j∑
k=0

(a+
bk

j
)qkP (Z1 + Z2 + ...ZN = j − k)

=

j∑
k=0

(a+
bk

j
)qkP

W
j−k

= aq0P
W
j +

j∑
k=1

(a+
bk

j
)qkP

W
j−k,

despejando PW
j resulta

PW
j (1− aq0) =

j∑
k=1

(a+
bk

j
)qkP

W
j−k

PW
j = (1− aq0)−1

j∑
k=1

(a+
bk

j
)qkP

W
j−k. �
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3.3. Probabilidad de solvencia por el algoritmo de

Panjer

Para poder aplicar el algoritmo de recurrencia de Panjer a la probabilidad de solvencia

de acuerdo a la ecuación (3.2), debemos estimar PW
u con W =

∑M
i=1Li, donde las variables

aleatorias M y Li son las definidas en la sección records a la baja.

Notemos que la función de densidad de L1, k(x) = 1
µ
(1−F (x)) es una función continua

ya que F (x) es una función de distribución de una variable aleatoria continua X, por tanto

tendremos que discretizar k(x) para poder aplicar el algoritmo de recurrencia de Panjer,

ecuación (3.10).

Definamos la variable aleatoria

Lα =
M∑
i=1

Lα,i, (3.11)

donde M ∼ Geom(φ(0)) y {Lα,i : i = 1, ..,M} es una secuencia de variables aleatorias

independientes e idénticamente distribuidas, donde cada una de ellas tiene función de

distribución FIα y función de densidad

kα(x) = FI(x+ 1)− FI(x) para x = 0, 1, 2, ..., (3.12)

donde FI corresponde a la cola integrada de F . Por lo tanto para x ≥ 0, FIα(x) ≥ FI(x).

Similarmente definimos la variable aleatoria

Lβ =
M∑
i=1

Lβ,i,
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donde las variables aleatorias Lβ,i tienen función de distribución FIβ y función de densidad

kβ(x) = FI(x)− FI(x− 1) (3.13)

para x = 1, 2, 3, ... y kβ(0) = 0 para x = 0. Por lo tanto para x ≥ 0, FIβ(x) ≤ FI(x). Por

lo que se tiene la siguiente relación

FIβ(u) ≤ FI(u) ≤ FIα(u),

ya que el orden se preserva bajo convoluciones, ver [5] pag. 103

F ∗MIβ (u) ≤ F ∗MI (u) ≤ F ∗MIα (u),

aśı

P (Lβ ≤ u) ≤ P (L ≤ u) ≤ P (Lα ≤ u). (3.14)

De esta forma, proponiendo cotas superiores e inferiores podemos utilizar el algoritmo de

recurrencia de Panjer, posteriormente tomaremos el promedio de la cota inferior y superior

para determinar una aproximación. La forma explicita de la estimación es la siguiente:

sean φα(u) = P (Lα ≤ u), φβ(u) = P (Lβ ≤ u) y φ(u) = P (L ≤ u), de acuerdo al Teorema

3.2.1

φα(0) =
φ(0)

1− ψ(0)kα(0)
,

para u = 1, 2, 3, ...

φα(u) =
1

1− ψ(0)kα(0)

(
φ(0) + ψ(0)

u∑
j=1

kα(j)φ(u− j)
)
. (3.15)

Similarmente φβ(0) = φ(0) y para u = 1, 2, 3, ..
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φβ(u) = φ(0) + ψ(0)
u∑
j=1

kβ(j)φβ(u− j). (3.16)

Cabe destacar que aunque hemos mencionado la discretización para valores naturales

también se pueden realizar discretizaciones de tamaño δ, donde δ es un número entre cero

y uno. Aśı en las sumas
∑u

j=1 kα(j)φ(u− j) y
∑u

j=1 kβ(j)φβ(u− j), j toma valores en el

conjunto {δ, 2δ, 3δ, ..., u}. Para este trabajo se tomó un tamaño de discretización δ = 1
100

.

3.3.1. Algoritmo de Panjer para la estimación de la probabilidad

de ruina de una empresa aseguradora

Algoritmo de Panjer para estimar la ruina de una empresa aseguradora. Utilizando un

tamaño de discretización 0 < δ < 1, para la función de densidad de probabilidad de los

records a la baja k(x).

1. Determinar la cota superior de la probabilidad de solvencia, a través de los siguientes

pasos:

a) Sea kα(x· δ) = FI((x+ 1)δ)− FI(x· δ) para x = 0, 1, 2, ...u
δ
.

b) Sea φα(0) = φ(0)
1−ψ(0)kα(0)

.

c) Para u = 1, 2, 3, ...

φα(u) = 1
1−ψ(0)kα(0)

(
φ(0) + ψ(0)

∑u
j=δ kα(j)φ(u− j)

)
donde j = δ, 2δ, ..., u.

2. Determinar la cota inferior de la probabilidad de solvencia, a través de los siguientes

pasos:

a) Sea kβ(x· δ) = FI(x· δ) − FI((x − 1)δ) para x = 1, 2, ..., u
δ

y kβ(0) = 0 para

x = 0.



3.4. MÉTODO DE MONTE-CARLO CRUDO 55

b) Sea φβ(0) = φ(0).

c) Para u = 1, 2, 3, ..

φβ(u) = φ(0) + ψ(0)
∑u

j=δ kβ(j) φβ(u− j), con j = δ, 2δ, ..., u.

3. Determinar las cotas superior e inferior para la probabilidad de ruina

a) ψβ(u) = 1− φβ(u).

b) ψα(u) = 1− φα(u).

4. Estimar la probabilidad de ruina ψ(u) =
ψα(u)+ψβ(u)

2
.

3.4. Método de Monte-Carlo crudo

Los métodos de Monte-Carlo, nos permiten estimar esperanzas y probabilidades que

son dif́ıciles de evaluar. Dada una variable aleatoria Y se desea estimar E[G(Y )] donde G

es una función continua cuyo argumento es la variable aleatoria Y la cual tiene función de

distribución F . Se sabe por la Ley de los Grandes Números que una manera de estimar

dicho valor esperado es generar una muestra de variables aleatorias independientes e

idénticamente distribuidas con distribución F y aproximar la esperanza de la siguiente

forma

E[G(Y )] ≈ 1

n

n∑
i=1

G(Yi),

este estimador converge con probabilidad uno cuando el tamaño de la muestra tiende a

infinito. Dicha estimación es la idea básica del método de Monte-Carlo crudo.
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Para fines particulares de esta tesis las variables aleatorias Y ′i s representan una mues-

tra del proceso de reserva U(t), mientras que la función G(Y ) cumple el papel de función

indicadora para la ruina de la empresa, es decir G(Y ) = 1{U(t)<0 para algún t > 0}. Utili-

zando este método se estima el valor esperado de la probabilidad de ruina. Se simula un

determinado número de posibles trayectorias de la reserva de una compañ́ıa aseguradora

a lo largo de un periodo de tiempo definido, en el que se especifica la distribución de los

montos de reclamación, la prima cobrada por unidad de tiempo, la riqueza inicial y la

intensidad del proceso de Poisson.

3.4.1. Estimación del error en el método de Monte-Carlo

Sea I = E[G(Y )] e În = 1
n

∑n
i=1G(Yi) un estimador para I. Se sabe por el Teorema

del Ĺımite Central que para n grande Zn = I−În
σ√
n

se comporta como una variable aleatoria

con distribución normal de media cero y varianza uno, por lo que

P

(
|I − În| <

cσ√
n

)
≈ P (|Zn| < c) = 2Φ(c),

con Φ(c) = 1√
2Π

∫ c
0
e
−x2
2 y c se selecciona de acuerdo a que tan exacta se quiere obtener la

probabilidad. Por ejemplo, para que en el 95 % de los casos el estimador În se encuentre

en el intervalo

[
Î − cσ√

n
, Î +

cσ√
n

]
se selecciona c = 1.96. Si σ es la desviación estándar de I, entonces σ√

n
es la desviación

estándar de Î, por lo tanto el error que se comete al utilizar el método de Monte-Carlo es

aproximadamente σ√
n
. El problema para usar el resultado anterior es que debemos conocer
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el valor de la desviación estándar de G(Y ). Lo que se realiza en la práctica es estimarla

mediante la estimación para la varianza

σ̂2 =
1

n− 1

n∑
i=1

(G(Yi)− În))2.

Por otro lado supongamos que deseamos utilizar el Metodo de Monte-Carlo para esti-

mar una probabilidad p = P (A), cuando A es un evento raro (i,e. p es muy pequeña). Sea

µ
def
= E(G(Y )) = P (A) = p, donde G(Y ) = 1{Y } es la función indicadora para el evento

Y . Sea σ2 def
= Var(G(Y )) = p(1 − p), por lo tanto ya que p es muy pequeña el cociente

σ
µ

=
√
p(1− p)/p ∼ 1√

p
→∞ cuando p→ 0, de lo cual se concluye que la magnitud de σ

es mucho mayor que la de µ, lo que causa conflictos para determinar intervalos de confian-

za; ya que estos intervalos serán demasiado grandes. Por lo tanto se proponen métodos

de reducción de varianza para reducir el error que se comete al emplear el método de

Monte-Carlo crudo.

3.4.2. Algoritmo de Monte-Carlo crudo para la estimación de la

ruina de una empresa aseguradora

El algoritmo de Monte-Carlo crudo para estimar la ruina de una empresa aseguradora

con un intervalo de confianza del 95 %, prima cobrada por unidad de tiempo c, intensidad

del proceso de Poisson λ, riqueza inicial u, número de trayectorias del proceso de reserva

N , tiempo de observación del proceso de reserva T y función de distribución de los montos

de reclamación F . Es el siguiente:

1. Denotemos por Vari e Îi a la varianza acumulada y la media aritmética acumulada

hasta la iteración i, respectivamente.
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2. Sea Var1 = 0 e I1 = 0.

3. Para i = 2, ..., N hacer los siguientes pasos:

a) Generar los tiempos entre reclamos T i1, T
i
2, ..., T

i
k con

∑k
j=1 T

i
j ≤ T y T ij ∼

Exp(λ) para i = 2, 3, ..., N y j = 1, 2, ..., k.

b) Generar los montos de reclamación X i
1, X

i
2, ..., X

i
k tal que X i

j tiene función de

distribución F para i = 2, 3, ..., N y j = 1, 2, ..., k.

c) Calcular el proceso de reserva U(T ) = u+ cT −
∑k

j=1X
i
j.

d) Si U(T ) < 0 hacer Ii = 1, en caso contrario Ii = 0.

e) Îi = 1
i

∑i
k=1 Ii; Vari = (1− 1

i−1
)Vari−1 + i(Îi − Îi−1)2.

7. Î ∈ [ÎN − 1.96
√

VarN√
N

, ÎN + 1.96
√

VarN√
N

].

3.5. Metodos de reducción de varianza

Como podemos observar en la sección anterior, el error que se comete al usar el método

de Monte-Carlo crudo es aproximadamente σ√
n
. Por lo tanto para disminuir el error es ne-

cesario tener una muestra demasiado grande o utilizar métodos de reducción de varianza,

debido a que incrementar el tamaño de la muestra requiere un gran costo computacio-

nal se prefieren los métodos de reducción de varianza. Los métodos de estraficación, el

método de las variables antitéticas, el método de muestreo por importancia y los méto-

dos de Monte-Carlo condicionado son ejemplos de métodos de reducción de varianza. En

esta tesis abordaremos los métodos de muestreo por importancia (para colas ligeras) y el

método de Monte-Carlo condicionado (para colas pesadas).
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3.6. Muestreo por importancia

El muestreo por importancia es un método de reducción de varianza, el cual consiste

en cambiar la medida de probabilidad original del modelo por otra equivalente con el

fin de generar un estimador Monte-Carlo de menor varianza, lo cual mejora la precisión

sin incrementar el tamaño de la muestra. Inductivamente entendemos que dos medidas de

probabilidad son equivalentes si se anulan en el mismo conjunto de eventos. En esta sección

presentaremos primero el método de muestreo por importancia en el contexto de una

variable aleatoria con función de densidad continua conocida. Posteriormente, se presentan

las medidas exponenciales y su aplicación al cálculo de valores esperados de una función

continua que se aplica a una suma de variables aleatorias independientes e idénticamente

distribuidas. Por último se aplica el método a la estimación de la probabilidad de ruina.

Consideremos el problema de estimar

I = E[G(Y )] =

∫
R
G(y)f(y)dy

donde Y es una variable aleatoria con función de densidad de probabilidad f y G es una

función de R a R. Por medio del método de Monte-Carlo crudo tenemos el estimador

Î =
1

n

n∑
i=1

G(Yi),

con Y1, ..., Yn una muestra de variables aleatorias independientes e idénticamente distri-

buidas con función de densidad de probabilidad f . Sea g otra función de densidad de

probabilidad que satisfaga

f(y) > 0⇒ g(y) > 0,

para toda y ∈ R, entonces

I =

∫
R
G(y)

f(y)

g(y)
g(y)dy.
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Esta integral puede ser interpretada como el valor esperado de G(Y )f(Y )
g(Y )

con respecto a

la densidad g, por lo tanto

I = Eg

[
G(Y )

f(Y )

g(Y )

]
,

donde Eg indica que la esperanza se estima respecto a Y distribuida de acuerdo a g. Por

lo tanto obtenemos el nuevo estimador

Îg =
1

n

n∑
i=1

G(Yi)
f(Yi)

g(Yi)
. (3.17)

A esta nueva estimación se le conoce como muestreo por importancia. Para comparar la

varianza con y sin muestreo por importancia, se tiene

Var(G(Y )) = E[(G(Y ))2]− I2.

Varg

[
G(Y )

f(Y )

g(Y )

]
= Eg

[(
G(Y )

f(Y )

g(Y )

)2]
−
(
Eg

[
G(Y )

f(Y )

g(Y )

])2

= Eg

[(
G(Y )

f(Y )

g(Y )

)2]
− I2.

Entonces para reducir la varianza debemos ser cuidadosos en elegir g(Y ). Para mayores

detalles sobre muestreo de importancia ver [7].

3.6.1. Cambio de medida exponencial

Para una función de distribución F en R, definamos

ξ(θ) = ln

∫ ∞
−∞

eθydF (y).
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Ésta es la función acumulada generalizada de F , el logaritmo natural de la función gene-

radora de momentos de F . Sea Θ = {θ : ξ(θ) < ∞}, supongamos que Θ es un conjunto

no vaćıo. Para cada θ ∈ Θ

Fθ(x) =

∫ x

−∞
eθu−ξdF (u), (3.18)

es una función de distribución, y {Fθ, θ ∈ Θ} forma una familia de distribuciones expo-

nenciales. A la transformación de F a Fθ se le conoce como cambio de medida exponencial.

Si F tiene función de densidad de probabilidad f , entonces Fθ tendrá función de densidad

de probabilidad

fθ(x) = eθx−ξ(θ)f(x). (3.19)

Supongamos que Y1, Y2, ..., Yn son variables aleatorias independientes e idénticamente dis-

tribuidas con distribución F = F0. Realicemos el cambio de medida exponencial en el cual

las variables aleatorias continúan siendo independientes e idénticamente distribuidas con

distribución Fθ. Entonces

n∏
i=1

dF0(Yi)

dFθ(Yi)
= exp

{
− θ

n∑
i=1

Yi + nξ(θ)

}
. (3.20)

Para mayores detalles acerca de la familia de las distribuciones exponenciales consultar

[7].

3.6.2. Estimación de la probabilidad de ruina con cambio de

medida exponencial

Sea U(t) = u + ct −
∑N(t)

i=1 Xi, el proceso de Cramer-Lundberg con riqueza inicial u,

prima cobrada por unidad de tiempo c, proceso de Poisson homogeneo N(t) de intensidad
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λ y las variables aleatorias X
′
is denotan los montos de reclamación. Sean T1, T2, ..., los

tiempos entre reclamos. Definamos las variables aleatorias Yn = Xn − cTn. Por lo tanto

la ruina ocurre cuando Sn = Y1 + Y2 + ...+ Yn > u. Ya que el tiempo de ruina puede ser

expresado como

τ = inf{n ≥ 0 : Sn > u}. (3.21)

La probabilidad de que exista la ruina es equivalente a P (τ <∞). Consideremos el cambio

de medida exponencial para determinar dicha probabilidad. Estimamos la probabilidad

de que la longitud de la caminata aleatoria Sn = Y1 + Y2 + ...+ Yn > u sea finita, es decir

P (τ < ∞). Ya que realizamos un cambio de medida exponencial, utilizando la ecuación

(3.20), tenemos

P (τ <∞) = Eθ

[
e−θSτ+ξY (θ)τ1{τ<∞}

]
. (3.22)

Donde Sτ determina la suma de las variables aleatorias Y
′
i s hasta el tiempo de ruina. Bajo

el cambio de medida Pθ(τ <∞) = 1, por lo tanto omitiremos la funcion indicadora dentro

de la esperanza Eθ. Debe existir θ∗ tal que ξY (θ∗) = 0. Para las variables Yn = Xn − cTn,

θ∗ es la solución positiva a la ecuación

1 + (1 + θ)µr = mX(r). (3.23)

Como se revisó en el capitulo 1 éste es el exponente de Lundberg R. Por lo tanto la

ecuación (3.22) queda de la forma

P (τ <∞) = ER[e−RSτ ].

Para determinar la varianza del estimador ER[e−RSτ ] a través de su segundo momento,

se tiene

ER[e−2RSτ ] ≤ e−2Ru.
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3.6.3. Algoritmo muestreo por importancia

El algoritmo de muestreo por importancia para estimar la ruina de una empresa ase-

guradora con un intervalo de confianza del 95 %, prima cobrada por unidad de tiempo c,

intensidad del proceso de Poisson λ, riqueza inicial u, número de trayectorias del proceso

de reserva N , tiempo de observación del proceso de reserva T y función de distribución

de los montos de reclamación F . Es el siguiente:

1. Dado λ, µ y c positivas estimar el parámetro de Lundberg R resolviendo la ecuación

(1.3)

2. Determinar el valor de los parámetros λR y µR para el cambio de medida seleccio-

nando θ∗ = R de la siguiente forma:

λR = λmX(R), mX(R) = Ef [e
RX ],

µR = Ef

[
eRX

mX(R)

]
,

siendo f(x) = dF (x)
dx

.

3. Denotemos por Vari e Îi a la varianza acumulada y la media aritmética acumulada

hasta la iteración i, respectivamente.

4. Sea Var1 = 0 e I1 = 0.

5. Para i = 2, ..., N hacer los siguientes pasos:

a) Generar los tiempos entre reclamos T i1, T
i
2, ..., T

i
k con

∑k
j=1 T

i
j ≤ T y T ij ∼

Exp(λR) para i = 2, 3, ..., N y j = 1, 2, ..., k.
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b) Generar las variables aleatorias X i
1, X

i
2, ..., X

i
k tal que X i

j tiene función de den-

sidad de probabilidad g(x) = eRxf(x), donde R es el exponente de Lundberg.

c) Definir las variables Y i
j = X i

j − cT ij .

d) Realizar la suma Sm = Y i
1 + Y i

2 + ...+ Y i
m tal que Sm < u.

e) Hacer Ii = exp(−RSm+1).

f) Îi = 1
i

∑i
k=1 Ii; Vari = (1− 1

i−1
)Vari−1 + i(Îi − Îi−1)2.

6. Î ∈ [ÎN − 1.96
√

VarN√
N

, ÎN + 1.96
√

VarN√
N

].

3.6.4. Monte-Carlo condicionado

Los métodos de Monte-Carlo condicionado consisten en reemplazar el estimadorE[G(Y )] ≈

1
n

∑n
i=1G(Yi) condicionando sobre alguna variable aleatoria W . Denotemos por σ2

MC la

varianza del método de Monte-Carlo crudo y por σ2
cond la varianza del método de Monte-

Carlo condicionado. Ya que

σ2
MC = Var(E[G(Y )]) = Var(E[G(Y )|W ]) + E(Var[E(G(Y ))|W ])

= σ2
cond + E(Var[E[G(Y )]|W ]) ≥ σ2

cond,

los métodos de Monte-Carlo condicionado son métodos de reducción de varianza. La difi-

cultad en este tipo de métodos consiste en encontrarW tal que la esperanza condicionada

sea calculable.

Sea SM =
∑M

i=1 Li donde Li y M son variables aleatorias independientes. Ya que

ψ(u) = P (SM > u) (ver sección 3.1 Records a la baja). Al particionar el espacio muestral
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Ω de acuerdo a YM
def
= L(M) = Li, donde L(1) < L(2) < ... < L(M) es el orden estad́ıstico

de las variables aleatorias L′is y utilizando el teorema de la probabilidad total

P (SM > u) =
M∑
i=1

P (SM > u, YM = Li).

Ya que las variables aleatorias L
′
is son idénticamente distribuidas, entonces

P (SM > u) = MP (SM > u, YM = LM).

Condicionando sobre Lj con j 6= M

MP (SM > u, YM = LM) = MP (SM > u, YM = LM |L1, L2, ..., LM−1)P (L1, L2, ..., LM−1)

= MP (LM > u− SM−1, LM > YM−1)

= MFI(u− SM−1 ∨ YM−1),

donde (a ∨ b) denota el máximo entre a y b y FI es la cola de la función de distribución

de las variables aleatorias L
′
is. Por lo tanto ψ(u) = E[MFI(u− S(M−1) ∨ L(M−1))].

3.6.5. Algoritmo de Monte-Carlo condicionado

Para generar una variable aleatoria X con función de distribución F , se evalua F−1(u)

donde u es una variable aleatoria con distribución uniforme en el intervalo [0, 1]. Debido

a que el obtener la función inversa de la cola integrada para las distribuciones utilizadas

es complicado (ver apéndice). Se prefiere obtener el proceso de records a la baja a través

del proceso de reserva {U(t)}t≥0. Por lo tanto el algoritmo de Monte-Carlo condicionado

para estimar la ruina de una empresa aseguradora con un intervalo de confianza del 95 %,

prima cobrada por unidad de tiempo c, intensidad del proceso de Poisson λ, riqueza inicial
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u, número de trayectorias del proceso de reserva N , tiempo de observación del proceso de

reserva T y función de distribución de los montos de reclamación F . Es el siguiente:

1. Denotemos por Vari e Îi a la varianza acumulada y la media aritmética acumulada

hasta la iteración i, respectivamente.

2. Sea Var1 = 0 e I1 = 0.

3. Para i = 2, ..., N hacer los siguientes pasos:

a) Generar los tiempos entre reclamos T i1, T
i
2, ..., T

i
k con

∑k
j=1 T

i
j ≤ T y T ij ∼

Exp(λ) para i = 2, 3, ..., N y j = 1, 2, ..., k.

b) Generar los montos de reclamación X i
1, X

i
2, ..., X

i
k tal que X i

j tiene función de

distribución F para i = 2, 3, ..., N y j = 1, 2, ..., k.

c) Obtener el proceso de récords a la baja resultante, mediante el algoritmo:

Sea a = u, L0 = 0, m = 1.

Para j = 1, 2, ..., k,

si U(T ij ) < a, hacer Lm = a− U(T ij ); a = U(T ij ), m = m+ 1

en caso contrario a = a, m = m

j = j + 1

d) Sea M la cantidad de variables aleatorias L′is. Determinar el orden estad́ıstico

de dichas variables aleatorias, es decir L(1) < L(2) < ... < L(M).

e) Si u − SM−1 > L(M−1); max = u − SM−1 en caso contrario max = L(M−1).

Donde SM−1 = L(1) + L(2) + ...+ L(M−1).

g) Ii = MF I(max), donde F I es la cola de la cola integrada de la variable aleatoria

de los montos de reclamación.
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h) Îi = 1
i

∑i
k=1 Ii; Vari = (1− 1

i−1
)Vari−1 + i(Îi − Îi−1)2 .

7. Î ∈ [ÎN − 1.96
√

VarN√
N

, ÎN + 1.96
√

VarN√
N

].
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Caṕıtulo 4

Resultados

En este caṕıtulo se obtienen estimaciones numéricas para la probabilidad de ruina a

través de los métodos de Monte-Carlo crudo, métodos de reducción de varianza, el algorit-

mo de Panjer y el Teorema de Embrechts-Veraverbeke cuando los montos de reclamación

tienen distribuciones exponencial, Weibull y Pareto. Además se estima la probabilidad de

ruina para una aseguradora contra incendios en Dinamarca. Los datos estan disponibles

en [20].

4.1. Estimación de la ruina para reclamos exponen-

ciales

En las tablas 4.1, 4.2 y 4.3 se muestra la estimación de la probabilidad de ruina para

montos de reclamación con distribución exponencial, Exp(β), donde β = 1. Para el proceso

de reserva {U(t)}t≥0, la prima cobrada por unidad de tiempo es c = 3, la intensidad del

proceso de Poisson es λ = 2 y la riqueza inicial u es variable. Observemos que para los

69
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datos establecidos se cumple la condición de ganancia neta, θ = c
λµ
−1 = 3

2
−1 = 0.5 > 0.

Para los métodos de Monte-Carlo crudo y muestreo por importancia se toma una muestra

de 10, 000 trayectorias del proceso de reserva, observadas durante un tiempo T = 5, 000,

con un intervalo que incluye al valor estimado ÎN el 95 % de las veces. Se observó que

para valores mayores a T la estimación de la ruina no vaŕıa. Para el algoritmo de Panjer

se realiza un refinamiento de tamaño δ = 1
100

para obtener la función de densidad k(x) de

la cola integrada FI(x). En la tabla 4.2 la cual hace referencia al método de Monte-Carlo

crudo, los espacios vacios indican que la varianza relativa y el error relativo tienden a

infinito, ya que la estimación de la probabilidad de ruina es cero, donde se define el error

relativo como

Error relativo =
2(1.96)

√
VarN

(ÎN)
√
N

,

y la varianza relativa

Varianza relativa =
VarN

ÎN
.

Observemos que con cualquier método la probabilidad de ruina va disminuyendo con-

forme se incrementa la riqueza inicial. Para variables aleatorias con distribución exponen-

cial se considera el algoritmo de Panjer como la mejor de las aproximaciones debido a

que es la más cercana al valor exacto. Se puede observar que el método de Monte-Carlo

crudo arroja resultados muy aproximados a la probabilidad de ruina exacta para riquezas

iniciales pequeñas, pero conforme aumenta la riqueza inicial, el método de Monte-Carlo

crudo se vuelve impreciso. En el método de muestreo por importancia, podemos observar

que aún para riquezas iniciales grandes se logran mejores estimaciones que en el método

de Monte-Carlo crudo. En la imagen 4.1 se muestra una posible trayectoria para la reserva



4.1. ESTIMACIÓN DE LA RUINA PARA RECLAMOS EXPONENCIALES 71

Probabilidad de ruina para montos con distribución exponencial

u Probabilidad exacta Panjer Monte-Carlo crudo Muestreo por importancia

1 0.4777 0.47689 0.4803 0.4765

2 0.3423 0.34171 0.341 0.3423

3 0.2453 0.24485 0.2409 0.2449

4 0.1757 0.17544 0.174 0.1744

5 0.1259 0.12571 0.1228 0.125969

10 0.0238 0.02374 0.0229 0.02372

20 8.48E-04 0.00085 0.0009 0.00084382

30 3.03E-05 3E-05 0 0.000030351

40 1.08E-06 1.08E-06 0 1.0817E-06

50 3.85E-08 3.85E-08 0 3.876E-08

Tabla 4.1: Estimación de la probabilidad de ruina para reclamos con distribución expo-

nencial.
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Prob. de ruina para montos exponenciales por el método de Monte-Carlo crudo

u Monte-Carlo crudo Error relativo Varianza relativa

1 0.4803 0.040811 0.5207

2 0.341 0.054431 0.6592

3 0.2409 0.068733 0.7556

4 0.174 0.084176 0.8230

5 0.1228 0.10441 0.8790

10 0.0229 0.25457 0.9784

20 0.0009 2.7724 1.0004

30 0

40 0

50 0

Tabla 4.2: Estimación de la probabilidad de ruina para reclamos con distribución expo-

nencial utilizando el método de Monte-Carlo crudo.
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Prob. de ruina para montos exponenciales por el método de Muestreo por importancia

u Muestreo por importancia Error relativo Varianza relativa

1 0.4765 0.0139 0.00354

2 0.3423 0.0139 0.00353

3 0.2449 0.0141 0.00356

4 0.1744 0.0138 0.00352

5 0.125969 0.0155 0.00397

10 0.02372 0.0138 0.00353

20 0.00084382 0.0135 0.00349

30 0.000030351 0.0139 0.00354

40 1.0817E-06 0.0013 0.00351

50 3.876E-08 0.0014 3.57E-03

Tabla 4.3: Estimación de la probabilidad de ruina para reclamos con distribución expo-

nencial utilizando el método de muestreo por importancia
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Figura 4.1: Posible trayectoria de la reserva de una compañ́ıa aseguradora con montos de

reclamación exponencial.

de la empresa con los datos antes mencionados considerando que la riqueza inicial toma

valor u = 1.

4.2. Estimación de la ruina para reclamos tipo Wei-

bull

En las tablas 4.4, 4.5 y 4.6 se muestra la estimación de la probabilidad de ruina para

montos de reclamación con distribución Weibull, W (α, β), donde α = 0.5 y β = 0.9.

Para el proceso de reserva {U(t)}t≥0, la prima cobrada por unidad de tiempo es c = 3, la

intensidad del proceso de Poisson es λ = 2 y la riqueza inicial u es variable. Observemos

que para los datos establecidos se cumple la condición de ganancia neta, θ = c
λµ
− 1 =
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3
2(0.52)

−1 = 1.88 > 0. Para los métodos de Monte-Carlo crudo y Monte-Carlo condicionado

se toma una muestra de 10, 000 trayectorias del proceso de reserva, observadas durante

un tiempo T = 5, 000, con un intervalo que incluye al valor estimado ÎN el 95 % de las

veces. Se observó que para valores mayores a T la estimación de la ruina no varia. Para el

algoritmo de Panjer se realiza un refinamiento de tamaño δ = 1
100

para obtener la función

de densidad k(x) de la cola integrada FI(x). En la imagen 4.2 se muestra una posible

trayectoria para la reserva de la empresa con los datos antes mencionados considerando

que la riqueza inicial toma valor u = 1. En la tabla 4.5 la cual hace referencia al método de

Monte-Carlo crudo los espacios vacios indican que la varianza relativa y el error relativo

tienden a infinito, ya que la estimación de la probabilidad de ruina es cero.

Observemos que con cualquier método empleado la probabilidad de ruina va dismi-

nuyendo conforme se incrementa la riqueza inicial. Observemos que el algoritmo de Pan-

jer es del mismo orden que el método de Monte-Carlo crudo para riquezas iniciales pe-

queñas. Mientras que para riquezas iniciales mayores es del mismo orden que el método

de Embrechts-Veraverbeke, el cual converge cuando la riqueza inicial tiende a infinito. Se

puede notar que el método de Monte-Carlo crudo arroja resultados muy aproximados a los

de Panjer para riquezas iniciales pequeñas (cuando la probabilidad de ruina es alta), pero

conforme disminuye la probabilidad de ruina el método de Monte-Carlo crudo se vuelve

impreciso. Respecto al método de Monte-Carlo condicionado podemos ver que a pesar

de que la probabilidad de ruina sea pequeña se logran buenas estimaciones. El Teorema

de Embrechts-Veraverbeke en general no da buenos resultados pero su aproximación va

mejorando conforme incrementa la riqueza inicial.
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Probabilidad de ruina para montos con distribución Weibull

u Panjer Monte-Carlo crudo Monte-Carlo condicionado Embrechts

1 0.1142 0.1109 0.0824 0.0987

2 0.0396 0.0383 0.0293 0.0207

3 0.014 0.0132 0.0100 0.0046

4 0.005 0.0042 0.0040 0.0011

5 0.0018 0.0017 0.0010 2.58E-04

10 1.06E-05 0 1.19E-06 2.85E-07

20 4.36E-09 0 2.48E-09 4.46E-09

30 3.27E-09 0 1.60E-09 2.97E-09

40 1.76E-09 0 9.77E-10 1.59E-09

50 1.57E-09 0 8.97E-10 1.27E-09

Tabla 4.4: Estimación de la probabilidad de ruina para reclamos con distribución Weibull.
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Prob. de ruina para montos con distribución Weibull utilizando Monte-Carlo crudo

u Monte-Carlo crudo Error relativo Varianza relativa

1 0.1109 0.10828 0.8850

2 0.0383 0.19231 0.9627

3 0.0132 0.34322 0.9889

4 0.0042 0.4927 0.9952

5 0.0017 1.0123 1.0004

10 0

20 0

30 0

40 0

50 0

Tabla 4.5: Estimación de la probabilidad de ruina v́ıa Monte-Carlo crudo para reclamos

con distribución Weibull.
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Prob. de ruina para montos con distribución Weibull utilizando Monte-Carlo condicionado

u Monte-Carlo crudo Error relativo Varianza relativa

1 0.0824 0.10565 0.8585

2 0.0293 0.14200 0.5562

3 0.0100 0.15265 0.4409

4 0.0040 0.17386 0.3866

5 0.0010 0.31522 0.3158

10 1.19E-06 0.38073 0.000625

20 2.48E-09 0.6083 2.05E-08

30 1.60E-09 0.7103 1.86E-08

40 9.77E-10 0.80731 1.33E-08

50 8.97E-10 0.94265 7.28E-09

Tabla 4.6: Estimación de la probabilidad de ruina para reclamos con distribución Weibull

Vı́a Monte-Carlo condicionado.
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4.3. Probabilidad de ruina para reclamos tipo Pareto

En las tablas 4.7, 4.8 y 4.9 se muestra la estimación de la probabilidad de ruina para

montos de reclamación con distribución Pareto, Par(α, β), donde α = 3 y β = 1. Para

el proceso de reserva {U(t)}t≥0, la prima cobrada por unidad de tiempo es c = 2, la

intensidad del proceso de Poisson es λ = 2 y la riqueza inicial u es variable. Observemos

que para los datos establecidos se cumple la condición de ganancia neta, θ = c
λµ
− 1 =

2
2(0.5)

− 1 = 1 > 0. Para los métodos de Monte-Carlo crudo y Monte-Carlo condicionado

se toma una muestra de 10, 000 trayectorias del proceso de reserva, observadas durante

un tiempo T = 5, 000 con un intervalo que incluye al valor estimado ÎN el 95 % de las

veces. Se observó que para valores mayores a T la estimación de la ruina no varia. Para el

algoritmo de Panjer se realiza un refinamiento de tamaño δ = 1
100

para obtener la función

de densidad k(x) de la cola integrada FI(x). En la imagen 4.3 se muestra una posible

trayectoria para la reserva de la empresa con los datos antes mencionados considerando

que la riqueza inicial toma valor u = 1. En la tabla 4.8 la cual hace referencia al método

de Monte-Carlo crudo los espacios vacios indican que la varianza relativa y error relativo

tienden a infinito, ya que la estimación de la probabilidad de ruina es cero.

De manera similar a los casos anteriores, podemos observar que en cualquier método

empleado la probabilidad de ruina va disminuyendo conforme incrementa la riqueza inicial.

Para montos de reclamación tipo Pareto al igual que para montos de reclamación tipo

Weibull y exponencial el método de Monte-Carlo crudo arroja resultados muy próximos a

los de Panjer mientras la riqueza inicial es pequeña. Al disminuir la probabilidad de ruina,

el método de Monte-Carlo condicionado nos permite obtener una mejor estimación que el

método de Monte-Carlo crudo. El Teorema de Embrechts-Veraverbeke en general no da
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Probabilidad de ruina para montos con distribución Pareto

u Panjer Monte-Carlo crudo Monte-Carlo condicionado Embrechts

1 0.2379 0.2412 0.2561 0.0132

2 0.1403 0.1415 0.1343 0.0058

3 0.0905 0.0918 0.0825 0.0033

4 0.0618 0.0566 0.0449 0.0021

5 0.0441 0.046 0.0332 0.0015

10 0.0124 0.0101 0.0107 4.35E-04

20 0.0029 0.0024 0.0018 1.19E-04

30 0.0012 0.0012 0.0008 5.48E-05

40 6.69E-04 0 0.0004 3.13E-05

50 4.22E-04 0 0.0003 2.02E-05

Tabla 4.7: Aproximación de la probabilidad de ruina para reclamos con distribución Pa-

reto.
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Prob. de ruina para montos con distribución Pareto utilizando Monte-Carlo crudo

u Monte-Carlo crudo Error relativo Varianza relativa

1 0.2412 0.070262 0.8536

2 0.1415 0.097562 0.8622

3 0.0918 0.12485 0.9130

4 0.0566 0.16141 0.9460

5 0.046 0.17947 0.9558

10 0.0101 0.33661 0.9880

20 0.0024 0.62691 0.9974

30 0.0012 1.4815 0.9998

40 0

50 0

Tabla 4.8: Aproximación de la probabilidad de ruina para reclamos con distribución Pareto

por el método de Monte-Carlo crudo.
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Prob. de ruina para montos con distribución Pareto utilizando Monte-Carlo condicionado

u Monte-Carlo condicionado Error relativo Varianza relativa

1 0.2561 0.17071 0.85172

2 0.1343 0.24925 0.8405

3 0.0825 0.28167 0.6192

4 0.0449 0.30622 0.3294

5 0.0332 0.40085 0.2877

10 0.0107 0.41575 0.2813

20 0.0018 0.47143 0.0096

30 0.0008 0.51909 0.0036

40 0.0004 0.65629 0.0021

50 0.0003 0.8939 0.0013

Tabla 4.9: Aproximación de la probabilidad de ruina para reclamos con distribución Pa-

reto.
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buenas aproximaciones, sin embargo la estemación mediante este método va mejorando

conforme incrementa el valor de la riqueza inicial.

4.4. Análisis de datos reales

Al ocurrir un incendio puede haber diversas pérdidas, clasificadas en diversos tipos:

inmobiliarias, mobiliarias, incapacidad de producción, entre otras. Se analizaron los datos

de una aseguradora contra incendios en Dinamarca considerando las pérdidas por incapa-

cidad de producción. La muestra consiste en 616 reclamaciones durante los años de 1980

a 1990.

Uno de los pasos prioritarios para realizar el análisis de datos es conocer si estos siguen

una distribución de cola pesada o ligera. Por lo tanto usamos la función generadora de

momentos emṕırica. Sea F la función de distribución de la variable aleatoria positiva Y ,

decimos que dicha variable aleatoria tiene cola pesada si

mY (r) = E[erY ] =

∫ ∞
0

eryf(y)dy =∞,

donde f(y) = dF (y)
dy

. Para estimar la función de densidad de probabilidad emṕırica f(y)

se utiliza la función de distribución emṕırica SN(y), la cual se define como

SN(y) =
1

N

N∑
i=1

1[−∞,y](Yi), (4.1)

donde 1[−∞,y](Yi) es la función indicadora igual a 1 si Yi ≤ y y 0 en cualquier otro caso,

por lo tanto la función de densidad de probabilidad emṕırica f(y) es
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f(yi) = SN(yi+1)− SN(yi).

Para obtener la función generadora de momentos emṕırica se integra numéricamente en

un intervalo [0, T ] el integrando

eryf(y),

donde y toma valores de acuerdo a la muestra analizada, de esta forma si

∫ T

0

eryf(y)dy →∞ cuando T →∞,

se considera un modelo de cola pesada. La figura 4.4 muestra la función generadora de

momentos emṕırica para la muestra analizada.

Otra forma de determinar si la muestra pertenece a la clase de las distribuciones de

cola pesada es a través de la función de vida media residual dada por la expresión

ê(M) =
1∑N

i=1 1{Yi>M}

N∑
i=1

1{Yi>M}(Yi −M), (4.2)

donde M es constante, Yi es el i-esimo reclamo y N el tamaño de la muestra. Si dicha

función tiende a infinito conforme M crece, entonces la muestra debe ser considerada de

cola pesada, mientras que si converge a alguna constante se considera de cola ligera. La

figura 4.5 muestra la función de vida media residual para los datos analizados. Observemos

que la función aumenta conforme M crece, por lo tanto utilizaremos un modelo de cola

pesada.

Se propone que los datos sigan una distribución Pareto, Par(α, β). Se estiman los

parámetros por medio del método de máxima verosimilitud, obteniendo como estimador
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para α la siguiente expresión

α̂ =

(
1

k(N)

k(N)∑
i=1

log(Y(N+1−i))− log Y(N−k(N))

)−1

,

donde N es el tamaño de la muestra, k(N) = [N2/3] y Y(1) ≤ Y(2) ≤ ... ≤ Y(N) denota el

orden estad́ıstico de la muestra. Mientras que el estimador para β es

β̂ =

(
k(N)

N

) 1
α̂

Y(N−k(N)).

Aśı obtenemos como estimadores: α̂ = 1.6246 y β̂ = 0.5315.

De forma similar se propone que los datos tengan distribución lognormal LN(µ′, σ′2). Si

Y ∼ N(µ, σ2), entonces eY tendrá distribución lognormal, por tanto en analoǵıa a la

estimación de parámetros para la normal

µ̂ =
1

N

N∑
i=1

log Yi

y

σ̂2 =
1

N − 1

N∑
i=1

(logYi − µ̂)2,

de esta forma se obtienen como estimadores: µ̂ = −1.28011 y σ̂ = 1.41646.

Para saber si la muestra proviene de una distribución Pareto o lognormal como se ha

propuesto, se aplica el método Q-Q-plot el cual es un método gráfico para el diagnóstico

de diferencias entre las distribuciones de probabilidad de una población de la que se ha

extráıdo una muestra aleatoria y una distribución usada para la comparación. Si los dos

conjuntos provienen de una población con la misma distribución, los puntos deben de caer

aproximadamente a lo largo de la linea de referencia. Las figuras 4.6 y 4.7 muestran las
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gráficas Q-Q-plot para los casos en que la muestra tiene distribución lognormal y Pareto

respectivamente. Como podemos notar, en la gráfica Q-Q-plot para la distribución lognor-

mal, los datos son más próximos a la linea de referencia que en el caso Pareto, es por ello

que abordamos la hipótesis nula: la muestra tiene distribución lognormal con parámetros

µ̂ = −1.28011 y σ̂ = 1.41646.

Para no rechazar la hipótesis nula (la muestra tiene distribución lognormal) hace falta

aplicar una prueba de bondad de ajuste, la cual a diferencia del método Q-Q-plot no es

un método gráfico, sino que de forma estad́ıstica determina si una muestra proviene de

una cierta población o no. En este caso se utilizaron las pruebas de bondad de ajuste

Anderson-Darling A2 y Shapiro-Wilki, y se determinaron los correspondientes p-valor.

La prueba Anderson-Darling A2 es usada comúnmente para determinar si una muestra

proviene de una distribución normal. Sin embargo puede ser utilizada para determinar si

los datos provienen de alguna otra distribución. Esta prueba es una modificación de la

prueba Kolmogorov-Smirnov, ya que a diferencia de esta, le da mayor peso a las colas de

la distribución.

La prueba estad́ıstica Anderson-Darling A2 para el conjunto de datos ordenados Y1 <

Y2 < ... < YN , es

A2 = −N − S,

donde

S =
N∑
i=1

2i− 1

N
[ln(F (Yi)) + ln(1− F (YN+1−i))],
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siendo F la función de distribución hipotética. De acuerdo a cierto grado de significancia

α se determina el p-valor correspondiente. El p-valor determina que tan probable es que

se tenga una muestra como la estudiada. Si p-valor > α no se rechaza la hipótesis nula, de

lo contrario se rechaza. Para un grado de significancia α = 0.05, se obtuvo un p-valor =

0.45562, para la prueba de Anderson-Darling A2, por lo tanto no se rechaza la hipótesis

nula.

Para aplicar la prueba de Shapiro-Wilk notemos que el logaritmo natural de la muestra

debe distribuirse de acuerdo a una normal con µ̂ = −1.28011 y σ̂ = 1.41646, por lo

tanto se aplica la prueba de bondad de ajuste Shapiro-Wilk utilizada para corroborar

normalidad, obteniendo un p-valor = 0.9975, por lo tanto se confirma el no rechazar la

hipótesis nula.

La figura 4.8 muestra las gráficas de la función de distribución emṕırica y la función

de distribución lognormal conjuntamente. Para profundizar más en el análisis de datos

consultar [17] y [12].

4.4.1. Estimación de la probabilidad de ruina para la asegura-

dora

De acuerdo al análisis de datos, se estima la ruina para montos de reclamación con

distribución lognormal, provenientes de una normal con µ̂ = −1.28011 y σ̂ = 1.41646.

Para el proceso de reserva {U(t)}t≥0, la prima cobrada por unidad de tiempo es c = 3, la

intensidad del proceso de Poisson es λ = 1 y la riqueza inicial u es variable. Observemos

que para los datos establecidos se cumple la condición de ganancia neta, θ = c
λµ
− 1 =

3
0.75
− 1 = 3 > 0. Para los métodos de Monte-Carlo crudo y Monte-Carlo condicionado se
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toma una muestra de 10, 000 trayectorias del proceso de reserva, observadas durante un

tiempo T = 5, 000 con un intervalo que incluye al valor estimado ÎN el 95 % de las veces. Se

observó que para valores mayores a T la estimación de la ruina no varia. Para el algoritmo

de Panjer se realiza un refinamiento de tamaño δ = 1
100

para obtener la función de densidad

k(x) de la cola integrada FI(x). En la imagen 4.9 se muestra una posible trayectoria para

la reserva de la empresa con los datos antes mencionados considerando que la riqueza

inicial toma valor u = 1. En la tabla 4.10 se muestran las diversas estimaciones para la

ruina. En las tablas 4.11 y 4.12 se muestran las estimaciones de la ruina, error relativo

y varianza relativa para los métodos de Monte-Carlo crudo y Monte-Carlo condicionado

respectivamente.

Observemos que para el caso lognormal, la cola de la distribución decae más lenta-

mente que para las distribuciones Pareto y Weibull, (ver imagen 4.10). Por esto y porque

la condición de ganacia neta es grande, para una riqueza inicial u = 50 la ruina es del

orden 10−3 en los métodos de Panjer, Monte-Carlo crudo y Embrechts-Veraverbeke. Es

una probabilidad de ruina grande comparada con la que se obtiene de las distribuciones

Weibull y Pareto para la misma riqueza inicial. Por lo tanto el método de Monte-Carlo

crudo aún logra estimar dicha probabilidad. El método de Monte-Carlo condicionado da

buenos resultados, aunque el método de Monte-Carlo crudo realiza una mejor estimación.

El Teorema de Embrechts-Veraverbeke da mejores estimaciones que en los casos Pareto

y Weibull. De manera similar a los casos anteriores, podemos observar que con cual-

quier método empleado la probabilidad de ruina va disminuyendo conforme incrementa

la riqueza inicial.
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Figura 4.2: Posible trayectoria de la reserva de una compañ́ıa aseguradora con montos de

reclamación de distribución Weibull.
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Figura 4.3: Posible trayectoria de la reserva de una compañ́ıa aseguradora con montos de

reclamación de distribución Pareto.

Figura 4.4: Gráfica de la función generadora de momentos emṕırica para la muestra ob-

tenida.
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Figura 4.5: Gráfica de la función de vida media residual para la muestra analizada.

Figura 4.6: Gráfica Q-Q-plot al aproximar la muestra a una distribución lognormal.
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Figura 4.7: Gráfica Q-Q-plot al aproximar la muestra a una distribución Pareto.

Figura 4.8: Gráficas de la función de distribución emṕırica y la función de distribución

lognormal de acuerdo a los datos obtenidos.
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Probabilidad de ruina para montos con distribución lognormal

u Panjer Monte-Carlo crudo Monte-Carlo condicionado Embrechts

1 0.1376 0.1361 0.1069 0.1537

2 0.09619 0.0972 0.0701 0.0993

3 0.07281 0.069 0.0581 0.0717

4 0.05763 0.0557 0.0293 0.0551

5 0.04699 0.0481 0.0241 0.044

10 0.0217 0.021 0.0107 0.0194

20 0.008 0.0085 0.0098 0.0071

30 0.00401 0.0051 0.0038 0.0036

40 0.00235 0.0029 0.0019 0.0021

50 0.00151 0.0021 0.0009 0.0014

Tabla 4.10: Estimación de la probabilidad de ruina para reclamos con distribución log-

normal.
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Prob. de ruina para montos lognormales por el método de Monte-Carlo crudo

u Monte-Carlo crudo Error relativo Varianza relativa

1 0.1361 0.098056 0.8628

2 0.0972 0.12023 0.9049

3 0.069 0.13859 0.9286

4 0.0557 0.15459 0.9408

5 0.0481 0.17374 0.9527

10 0.021 0.26346 0.9801

20 0.0085 0.43699 0.9941

30 0.0051 0.5771 0.9969

40 0.0029 0.76971 1.0024

50 0.0021 0.92351 1.003

Tabla 4.11: Estimación de la probabilidad de ruina para reclamos con distribución log-

normal por el método de Monte-Carlo crudo.
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Prob. de ruina para montos lognormales utilizando Monte-Carlo condicionado

u Monte-Carlo condicionado Error relativo Varianza relativa

1 0.1069 0.14554 0.8621

2 0.0701 0.19195 0.8571

3 0.0581 0.25932 0.6600

4 0.0293 0.32344 0.5414

5 0.0241 0.40084 0.4317

10 0.0107 0.40581 0.2145

20 0.0098 0.51203 0.0624

30 0.0038 0.6721 0.0320

40 0.0019 0.89498 0.0186

50 0.0009 2.688 0.0113

Tabla 4.12: Estimación de la probabilidad de ruina para reclamos con distribución log-

normal por el método de Monte-Carlo condicionado.
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Figura 4.9: Posible trayectoria de la reserva de una compañ́ıa aseguradora con montos de

reclamación de distribución lognormal.

Figura 4.10: Distribuciones Par(3, 1), W(0.5, 0.9), LN(0.7, 1.9).



Caṕıtulo 5

Conclusiones

Se realizaron estimaciones de la probabilidad de ruina cuando los montos de reclama-

ción son subexponenciales. Se modeló la reserva de la compañ́ıa aseguradora mediante el

proceso de Cramer-Lundberg, el cual considera como datos: la riqueza inicial, la prima

cobrada por unidad de tiempo y la distribución de los montos de reclamación.

Se corroboró que la probabilidad de ruina depende inversamente de la riqueza inicial

y que deben de cumplirse ciertas condiciones de solvencia para que la ruina no ocurra de

forma segura.

Se estimó la probabilidad de ruina cuando las reclamaciones tienen distribución expo-

nencial, Pareto y Weibull mediante los Teoremas de Embrechts-Veraverbeke, el algoritmo

de Panjer, el método de Monte-Carlo crudo y los métodos de reducción de varianza. Ob-

servamos que el algoritmo de Panjer es del mismo orden que el método de Monte-Carlo

crudo para riquezas iniciales pequeñas. Mientras que para riquezas iniciales mayores es

97
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del mismo orden que el método de Embrechts-Veraverbeke, el cual converge cuando la

riqueza inicial tiende a infinito. Se encontró que el método de Monte-Carlo crudo realiza

una aproximación del mismo orden que el algoritmo de Panjer para probabilidades de

ruina grandes, pero conforme disminuye la probabilidad de ruina este método se vuelve

ineficiente. Los métodos de reducción de varianza logran mejores aproximaciones para pro-

babilidades de ruina pequeñas, ya que realizan un muestreo más preciso que el método de

Monte-Carlo crudo. El Teorema de Embrechts-Veraverbeke mejora conforme incrementa

la riqueza inicial.

Se realizó el análisis de datos reales, proponiendo un tipo de distribución para ellos y

estimando los parámetros de acuerdo con el método de máxima verosimilitud. Se aplicaron

dos pruebas de bondad de ajuste para verificar si los datos analizados se distribúıan bajo el

modelo propuesto. Mediante dicho análisis se determinó que los datos tienen distribución

lognormal y se realizó la estimación de la ruina para dicho caso. A diferencia de las

distribuciones Pareto y Weibull la cola de la distribución lognormal decae más lentamente,

por eso y porque la condición de ganancia neta es grande, para riqueza iniciales mayores

la probabilidad de ruina continúa siendo alta. Cabe señalar que el tiempo de cálculo es

sensiblemente menor en el caso de los métodos Monte-Carlo crudo y de reducción de

varianza respecto al algoritmo de Panjer.



Apéndice A

Conceptos de probabilidad y

transformada de Laplace

A.1. Funcion generadora de probabilidades

Definición A.1.1. La función generadora de probabilidades de una variable aleatoria X,

denotada por gX(r) se define como

gX(r) = E[rX ],

definida para valores reales de r tal que la esperanza existe.

Para una variable aleatoria X con distribución geométrica y parámetro de éxito p su

función generadora de probabilidades es

gX(r) = E[rX ] =
∞∑
k=0

rkpqk =
p

1− qr
, (A.1)

donde q = 1− p.

99
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A.2. Proceso de conteo

Un proceso de conteo determina el número de eventos que han ocurrido hasta deter-

minado tiempo.

Definición A.2.1. Un proceso estocástico {N(t), t ≥ 0} que representa el número total

de eventos que han ocurrido hasta cierto tiempo t se llama proceso de conteo, el cual

cumple con las siguientes propiedades

i) N(t) ≥ 0 para todo t ≥ 0,

ii) N(t) toma valores en los enteros positivos,

iii) si s < t⇒ N(s) < N(t), entonces N(s)−N(t) representa el número total de eventos

que han ocurrido en el intervalo (s, t).

Un proceso de conteo se dice que tiene incrementos estacionarios si la distribución del

número de eventos en algún intervalo de tiempo depende sólo de la medida del intervalo.

En otras palabras, el proceso tiene incrementos estacionarios si el número de eventos en

el intervalo (t1 + s, t2 + s) (esto es N(t2 + s)−N(t1 + s)) tiene la misma distribución que

el número de eventos en el intervalo (t1, t2) (esto es N(t2) − N(t1)) para todo t1 < t2 y

s > 0.

A.3. Proceso de Poisson homogéneo

Definición A.3.1. Un proceso de conteo {N(t), t ≥ 0} con intensidad λ > 0 es un proceso

de Poisson homogéneo si satisface

i) N(0) = 0,
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ii) tiene incrementos independientes, es decir, si s < t las variables aleatorias N(s) y

N(t) son independientes,

iii) el número de eventos en algún intervalo de tiempo de longitud t tiene distribución

de Poisson con intensidad λt

P{N(t+ s)−N(s) = n} =
e−λt(λt)

n

n!
, n = 0, 1, ...,

notemos que de la condición iii) se deduce que el proceso de Poisson homogéneo tiene

incrementos estacionarios.

Teorema A.3.1. Los tiempos entre llegadas entre un evento de Poisson y otro, donde di-

chos eventos tienen intensidad λt, son variables aleatorias independientes e idénticamente

distribuidas con distribución exponencial y media 1
λ

.

Demostración:

Sea T1 el tiempo de ocurrencia del primer evento. Sea Tn el tiempo entre el evento n− 1

y el evento n, entonces al conjunto {Tn, n = 1, 2, ..} se le conoce como tiempos entre

llegadas. Para analizar la distribución de Tn consideremos el caso en que T1 > t, esto

sucede si y sólo si no ocurre ningún evento en el intervalo [0, t], por lo tanto

P{T1 > t} = P{N(t) = 0} = e−λt,

por tanto T1 tiene distribución exponencial con media 1
λ
.
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Ahora analicemos

P{T2 > t|T1 = s} = P{0 eventos en el intervalo(s, s+ t]|T1 = s}

= P{0 eventos en(s, s+ t]}

= e−λt,

donde las dos últimas igualdades se siguen del hecho de que un proceso de Poisson ho-

mogéneo tiene incrementos estacionarios e independientes. Por lo tanto T2 tiene distribu-

ción exponencial con media 1
λ
, más aún T2 es independiente de T1. Repitiendo los mismos

argumentos para cada uno de los Tn se puede concluir que los tiempos entre llegadas

tienen distribución exponencial con media 1
λ
. �

A.4. Proceso de Poisson compuesto

Definición A.4.1. Un proceso estocástico {s(t), t ≥ 0} se dice que es un proceso de

Poisson compuesto si puede ser representado como

s(t) =

N(t)∑
i=1

Xi; t ≥ 0,

donde {N(t), t ≥ 0} es un proceso de Poisson y {Xn, n ≥ 0} es una familia de variables

aleatorias independientes e idénticamente distribuidas que a la vez son independientes del

proceso de Poisson.

A.4.1. Varianza de un proceso de Poisson compuesto

Teorema A.4.1. Un proceso de Poisson compuesto {s(t), t ≥ 0} tiene varianza λtE[X2].
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Demostración:

Por definición

V ar[s(t)|N(t)] = E[[s(t)− E(s(t)|N(t))]2|N(t)].

Al trabajar con la expresión anterior se puede mostrar que:

V ar[s(t)] = E[V ar(s(t)|N(t))] + V ar(E[s(t)|N(t)]), (A.2)

usando la ecuación (A.2) y analizando V ar[s(t)|N(t) = n].

V ar[s(t)|N(t) = n] = V ar

[ N(t)∑
i=1

Xi|N(t) = n

]
,

por ser las variables aleatorias X ′is independientes de la variable aleatoria N(t)

V ar

[ N(t)∑
i=1

Xi|N(t) = n

]
= V ar

[ n∑
i=1

Xi

]
,

por ser las variables aleatorias X
′
is independientes e idénticamente distribuidas

V ar

[ n∑
i=1

Xi

]
= nV ar(X),

por lo tanto

V ar[s(t)|N(t)] = N(t)V ar(X).

Entonces utilizando la ecuación (A.2) y el hecho que E[s(t)|N(t)] = N(t)E[X]

V ar[s(t)] = E[N(t)V ar(X)] + V ar[N(t)E(X)]

= E[N(t)]E[V ar(X)] + (E[X])2V ar[N(t)]

= λtV ar(X) + (E[X])2λt

= λt[V ar(X) + E[X]2]

= λtE[X2].
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Teorema A.4.2. Para cada r ≥ 0 el proceso de Poisson compuesto {s(t), t ≥ 0} tiene

función generadora de momentos.

ms(t)(r) = exp{λt(mX(r)− 1)}.

donde mX(r) es la función generadora de momentos de la variable aleatoria X.

Demostración:

ms(t)(r) = E[ers(t)]

= E(E[ers(t)|N(t)]).

Al trabajar con E[ers(t)|N(t)]

E[ers(t)|N(t)] = E[er
∑n
i=0Xi |N(t) = n],

por ser las variables aleatorias X
′
is independientes de N(t)

E[er
∑n
i=0Xi ] = E[(erX)n],

entonces

E(E[ers(t)|N(t)]) = E(E[(erX)N(t)])

=
∞∑
n=0

[E(erX)]ne−λt
(λt)n

n!

= e−λt
n∑
i=1

[E(erX)]n
(λt)n

n!
.
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Al usar series de Taylor para la exponencial.

e−λt
n∑
i=1

[E(erX)]n
(λt)n

n!
= e−λt exp{E(erX)λt}

= e−λt exp{mX(r)λt}

= exp{λt(mX(r)− 1)}.

A.5. Distribución exponencial

La distribución exponencial es una distribución de probabilidad continua con un

parámetro β > 0 cuya función de densidad de probabilidad es

P (x) =


βe−βx para x ≥ 0,

0 en otro caso,

y cuyo valor esperado está dado por E[X] = 1
β
.

Demostración:

E[X] =

∫ ∞
−∞

xf(x)dx

=

∫ ∞
0

xβe−βxdx

= −xe−βx
∣∣∣∣∞
0

+

∫ ∞
0

e−βxdx =
1

β
. �

Una de las propiedades fundamentales de la distribución exponencial es su falta de me-

moria, es decir

P (Y > t+ s|Y > t) = P (Y > s).

Para demostrar esta propiedad se usa la definición de probabilidad condicional
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P (Y > t+ s|Y > t) =
P (Y > t+ s)

P (Y > t)
=
e−β(t+s)

e−βt
= e−βs = P (Y > s). �

A.6. Desigualdad de Chebyshev

Sea X una variable aleatoria cuya esperanza es E[X], sea c un número real cualquiera

y supongamos que E[(X − c)2] existe y es finito, entonces para todo ε > 0

P (|X − c| ≥ ε) ≤ 1

ε2
E[(X − c)2].

A.7. Cola integrada de las distribuciones Pareto y

Weibull

Distribución Pareto, Par(α, β), cuya función de densidad de probabilidad es

f(x) =


α
β
( β
β+x

)α+1 para x > 0,

0 en otro caso,

con exponente o parámetro de forma α > 0 y parámetro escala β > 0. Su media

está dada por

µ =
β

α− 1
,

su función de distribución es

F (x) = 1−
(

β

β + x

)α
,
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por lo tanto la cola de la distribución esta dada por

F (x) = 1− F (x) =

(
β

β + x

)α
.

Su cola integrada es

FI(x) =
1

µ

∫ x

0

F (y)dy

=
1

µ

∫ x

0

(
β

β + y

)α
dy

=
βα

µ

∫ x

0

(β + y)−αdy

=
βα

µ

[
(β + y)(−α+1)

−α + 1

]∣∣∣∣x
0

=
βα

−(α− 1)µ
[(β + x)−(α−1) − β−(α−1)]

=
βα

(α− 1)( β
α−1

)

[
1

β(α−1)
− 1

(β + x)(α−1)

]
= 1−

(
β

β + x

)(α−1)

.

Distribución tipo Weibull, W (α, β), con parámetro de forma β > 0 y parámetro de

escala α > 0, cuya función de densidad de probabilidad está dada por

f(x) =


β
α

(
x
α

)β−1

exp

{
−
(
x
α

)β}
para x > 0,

0 en otro caso.

Su media es µ = αΓ(1 + 1
β
), tiene función de distribución

F (x) = 1− exp

{
−
(
x

α

)β}
,

por tanto su cola está dada por la expresión

F (x) = 1− F (x) = exp

{
−
(
x

α

)β}
.
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Su cola integrada es

FI(x) =
1

µ

∫ x

0

F (y)dy

=
1

µ

∫ x

0

exp

{
−
(
y

α

)β}
dy.

Sea z = ( y
α

)β, entonces y = αz
1
β y dy = α

β
z

1
β
−1dz. Realizando el cambio de variable

respecto a z en la integral

FI(x) =
α

βµ

∫ ( x
α

)β

0

exp(−z)z
1
β
−1dz.

Al sustituir el valor esperado para la distribució Weibull y simplificar

FI(x) =
α

αβΓ

(
1 + 1

β

) ∫ ( x
α

)β

0

exp(−z)z
1
β
−1dz

=

∫ ( x
α

)β

0

exp(−z)z
1
β
−1

Γ( 1
β
)

dz.

Integrando por partes

FI(x) =
1

Γ( 1
β
)

[
βe−

x
α

(
x

α

) 1
β

+

∫ x
α

0

βz
1
β e−zdz

]

A.8. Transformada de Laplace

Teorema A.8.1. Sean f y g dos funciones, entonces para la transformada de Laplace de

la convolución f ∗ g se cumple Lf∗g(r) = Lf (r)Lg(r).

Demostración:

Ver [11] pag. 6
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Teorema A.8.2. Sea h(x) una función diferenciable cuya transformada de Laplace existe,

entonces la transformada de Laplace de d
dx
h(x) = h′(x) está dada por

Lh′(x)(r) =

∫ ∞
0

exp(−rx)

(
d

dx
h(x)

)
dx = rLh(r)− h(0).

Demostración:

Ver [11] pag. 5
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