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RESUMEN

La deteccion de parafrasis es una importante area de estudio, dentro del
procesamiento del lenguaje natural (PLN), con muchas aplicaciones como: la generacién
de respuestas automaéaticas, mejoras en el desempeno en traducciones automaticas,
ranking de consultas, asignacién de autoria y deteccion de plagio. El fenémeno
lingiifstico de la parafrasis ha sido estudiado, desde un enfoque computacional,
proponiendo modelos de inteligencia artificial que codifican el texto y pronostican el
grado de similitud seméantica. Todo modelo propuesto es guiado por datos y mucho
del desempeno de los modelos depende de la calidad y cantidad de los datos que se
utilizan para realizar la fase de entrenamiento. En este trabajo presentamos la creacion
de un nuevo corpus de parafrasis extrayendo segmentos discursivos de un repositorio de
tesis académicas. También proponemos una serie de modelos, basados en algoritmos de
aprendizaje maquinal, que analizan y clasifican un par de textos en las clases pardfrasis
y no pardfrasis. Ademas, utilizamos el modelo que obtuvo el mejor desempeno para
generar una representacion visual de la comparacién de pares de documentos y ver
como se distribuye la similitud seméntica entre ellos. El corpus que generamos cuenta
con un total de 1,203,964 pares de oraciones de los documentos que procesamos y el
desempeno del mejor modelo obtenido alcanza una exactitud, en promedio, de 94 %
(sobre los datos del nuevo corpus). La comparaciéon de documentos, pagina por pagina,
muestra correctamente como se distribuye la similitud seméantica y las regiones donde
se concentra la mayor similitud encontrada.

Palabras clave: Aprendizaje Maquinal; Parafrasis; Corpus; Aprendizaje profundo;
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CAPITULO 1

INTRODUCCION

1.1. Motivacion

Es natural pensar que el autor de una obra literaria merece el crédito y ser reconocido

por su trabajo. Sin embargo, en muchos escenarios se puede saber relativamente poco
del grado de originalidad de la obra que el autor nos presenta. A la humanidad, a
través del tiempo, le ha sido dificil desarrollar mecanismos que promuevan el compartir
el conocimiento sin afectar a la propiedad intelectual de una obra literaria. En la
antigiiedad clasica E], y debido principalmente a la ausencia de mecanismos de control
de transmisién textual o bibliografica, nacieron conceptos como el de propiedad colectiva
donde se mantenia una ideologia “comunitaria” de la literatura. El concepto de
propiedad colectiva se ve reflejado en el famoso dicho de Quinto Aurelio Simaco, escritor
del siglo IV d. C. “Oratio publicata, res libeta est”. “Una vez publicado, el discurso
no pertenece a nadie”. Que sin duda genera un fenémeno que desata una serie de
enfrentamientos, polémicas y “batallas textuales” entre los fil6logos, hombres de letras,
catedraticos o escritores de prestigio.
Son varios los ejemplos de aquellos enfrentamientos. Por ejemplo, Platén fue acusado de
plagiar al mismo Pitdgoras, después de haber adquirido un texto de Filolao (discipulo
de Pitagoras) mediante el pago de diez mil denarios. Aulo Gelio, en el siglo I1, reprodujo
en sus Noches Aticas los siguientes versos de Timoén:

T, Platon, puesto que ansiabas el saber, por una suma desorbitada
de denarios compraste un librito que te enseno a escribir el Timeo.

También Teopompo de Quios en su obra La escuela de Platon, afirma que:

'La Antigiiedad clasica se puede localizar temporalmente, de forma restringida, en el momento de
plenitud de las civilizaciones griega y romana (siglo V a. C. al siglo I d. C.) o, de forma amplia, en
toda su duracién (siglo VIIT a. C. al siglo V d. C.)
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16 CAPITULO 1. INTRODUCCION

“se descubrirda que la mayoria de sus didlogos son initiles y falsos:
la mayoria plagios, procedentes de las diatribas de Aristipo y algunos,
incluso, de las de Antistenes y muchos de las de Brison de Heraclea.”

Podemos pensar que tales acusaciones tenian como funciéon principal, aparte de
afectar la reputacion del autor, de enmudecer a un rival ideoldgico. Sin embargo, son
esas acusaciones las que, de fondo o de manera oculta, atienden a la demanda de
originalidad, es decir, la imitacién por si sola no es suficiente en un contexto creativo
y de erudicion si lo que se quiere y desea es el desarrollo de nuevas ideas en cualquier
ambito social y cultural. De modo que contar con mecanismos que promovieran la
generacién de fuentes literarias con un mayor grado de originalidad, se convirtié en
una necesidad que debia ser atendida en interés de la literatura.

Mas adelante con la creacién de las bibliotecas e invencién de la imprenta, se crearon
nuevos mecanismos de control de transmision de textos que ayudaron a repeler el
concepto de propiedad colectiva. La asignacion de autoria, de un texto literario, se
convirtié en una labor fundamental para la clasificacién y el almacenamiento de la
propiedad intelectual. Se comenzé a asignar el calificativo de plagio a textos y obras
literarias que carecieran de originalidad o que eran, basicamente, una copia exacta de
algin texto previamente revisado. También se comenzaron a crear autoridades literarias
capaces de “enjuiciar” la originalidad de un texto, y ademas, con la autoridad suficiente
para desprestigiar y retirar el crédito (al menos simbdlico) del plagiario descubierto,
llevdndolo a una desaprobacion social y, en el peor de los casos, al silencio textual [I].

Hoy en dia, en la era digital en la que nos encontramos, la forma en que se transmiten
textos u obras literarias ha cambiado. Ahora la mayor parte de la produccién literaria
y textual es en formato digital, lo que implica que se tengan grandes cantidades de
datos e informacién literaria disponible para cualquier tipo usuario y en cualquier
momento a través de internet, haciendo que el concepto de propiedad colectiva vuelva
a tomar gran impetu en la sociedad actual.

En el ambito académico, y gracias en mayor medida al internet, es mds sencillo
acceder a publicaciones de investigadores de todo el mundo. ResearchGate, una
plataforma enfocada a compartir, descubrir y discutir investigaciones de cientificos
e investigadores de todo el mundo, reporta que cuenta con més de 135 millones de
publicaciones, de mas de 20 millones de investigadores, disponibles en su plataforma E]
En el afio 2018 se realiz6 un estudio [2] para estimar el nimero de registros con los que
contaban 12 motores de biisqueda de textos académicos en internet. Google Scholarf'
siendo el que proporciona, por mucho, el mayor volumen de informacién académica de
entre los 12 evaluados, resulto tener alrededor de 389 millones de registros disponibles

2Traduccién por Antoni Piqué Angordans, en Los Megéricos: Presentacién y traduccién de los
textos. Barcelona: Universitat de Valencia, 1989, pag. 105.

3Madisch, D. and Hofmayer, D., 2021. ResearchGate - About. [online] ResearchGate. Available at:
https://www.researchgate.net/about [Accessed 7 April 2021].

“4https://scholar.google.com/
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(ya en ese ano). Le siguié Microsoft Academic con 170 millones. Y el menor de todos,
Semantic Scholar, con 40 millones de registros.

Podemos imaginar lo sencillo que puede ser en estos dias realizar el proceso de plagio
de un texto si tomamos en cuenta el factor de accesibilidad (que nos brindan ese tipo
de plataformas) y si lo mezclamos con el hecho de que es muy sencillo realizar un
copia de un texto entero, debido a que las funciones copy-paste son estandar en todo
artefacto tecnolégico actual. Es decir, debido a la sencillez de acceder a textos ajenos
y de copiarlos, el concepto de propiedad colectiva es, de hecho, mucho més factible y
reproducible que en la antigiiedad clésica.

El uso de frases, sentencias o segmentos discursivos completos, sin el permiso o
autorizacion del autor es sin duda un problema social de mayor dificultad hoy en dia.
Este problema, que recordemos no es nuevo, ahora adquiere otra forma y medios para
realizar su cometido. Puede ser visto tanto en el ambito académico como profesional y
tener un impacto socio-cultural relevante.

Un método muy comun para cometer plagio sobre un texto o segmento discursivo, es
realizar una parafrasis del mismo (o parafrasear el texto). Un texto es parafrasis de otro
si ambos tienen distinta forma pero aproximadamente el mismo significado semantico
[8] o ambos transmiten la misma informacién pero tienen distintas estructuras
léxico-sintécticas [4].

Cada vez es mas necesario tener herramientas, en casi cualquier &mbito social, que sean
capaces de identificar si alguna persona ha hecho o realizado algiun tipo de plagio a
nivel documental. En ese sentido la deteccién de paréfrasis puede ser muy ttil ya que
ambos, el plagio y parafrasis, son conceptos que estan directamente relacionados. Si
bien el ser humano puede identificar la parafrasis de forma casi automatica, crear un
algoritmo para que la computadora la detecte de forma automatica no es una tarea
tan trivial. Sin embargo, se puede plantear el problema de deteccién de parafrasis
como un problema de clasificaciéon con técnicas de Inteligencia Artificial (IA) y asi
intentar resolver el problema de detectar parafrasis creando herramientas tecnoldgicas
que ayuden a detectar el plagio de textos para proceder, con evidencias tangibles e
infalibles, en el proceso de denuncia ante las instituciones encargadas de asegurar que
se ejerzan los derechos del autor.

Considerando todo lo anterior, en el presente proyecto de investigacién vamos a
explorar e intentar resolver el problema de deteccion de parafrasis, desde un perspectiva
computacional y tecnoldgica, empleando técnicas de Inteligencia Artificial, Aprendizaje
Maquinal (AM) y Mineria de Datos (MD). Haciendo la aclaracién de que la deteccién
de plagio es una de las posibles aplicaciones de la deteccion de parafrasis y no es materia
de estudio en el presenta trabajo de investigacion.

Combinaremos métodos y tecnologias actuales para crear modelos de IA que nos ayuden
en la tarea de detectar parafrasis de forma automatica, y minaremos el repositorio de
fuentes documentales TESTUAMI (en donde podemos encontrar las tesis de los alumno
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18 CAPITULO 1. INTRODUCCION

egresados de la Universidad Auténoma Metropolitana UAM, Unidad Iztapalapa) para
generar una base de datos de textos que usaremos como base experimental.

1.2. Hipodtesis planteadas

Las hipétesis planteadas para este trabajo de investigacion son las siguientes:

1. Dentro de la Unidad Iztapalapa de nuestra universidad existe un gran repositorio
de textos académicos llamado TESIUAMI. Es posible crear un corpus de
parafrasis sobre los textos que se encuentran en dicho repositorio de forma
automatizada empleando técnicas de mineria de datos.

3. Para las computadoras el lenguaje humano es ambiguo y complejo de entender
e interpretar en muchos aspectos. Entonces, es posible crear modelos que logren
abstraer las estructuras semanticas y contextuales de segmentos discursivos desde
una perspectiva computacional.

4. Las técnicas de aprendizaje profundo (Deep Learning, DL) han mostrado un
desempeno muy bueno en tareas que tienen que ver con el lenguaje natural.
Es posible configurar y entrenar una red neuronal que sea capaz de detectar la
parafrasis.

1.3. Objetivos

1.3.1. Objetivo General

Desarrollar un sistema de deteccion de parafrasis fusionando algoritmos de Mineria de
Datos y Aprendizaje Maquinal.

1.3.2. Objetivos particulares

+ Revisar el estado del arte sobre las principales técnicas de AM y Mineria de Datos
utilizadas en la deteccién de parafrasis.

+ Crear un corpus de parafrasis, de contexto cientifico, usando como fuente
principal el repositorio TESTUAMI.

+ Planear la automatizacién del proceso de generacion de un corpus de parafrasis
sobre nuestra base de datos experimental.

+ Programar algoritmos de AM y DL que ayuden en la deteccion de parafrasis.

Pégina 18 de 123



CAPITULO 1. INTRODUCCION 19

+ Ensamblar el primer prototipo del Sistema de deteccién de parafrasis sobre
un corpus de contexto cientifico, utilizando algoritmos de Mineria Datos y
Aprendizaje Maquinal.

1.4. Metodologia

La metodologia a seguir en este proyecto de investigacién es la siguiente:

1. Revisién del estado del arte sobre la deteccién de parafrasis desde una perspectiva
computacional.

2. Definir las tecnologias y lenguaje de programacién a usar para desarrollar el
sistema de deteccién de parafrasis.

3. Seleccionar los textos, dentro del repositorio TESIUAMI, que se van a utilizar
para lograr tener una vista minable de los datos.

4. Explorar los métodos y formas de crear un corpus de parafrasis de forma
automaética.

5. Seleccionar los algoritmos de AM y DL apropiados y adecuados para realizar la
deteccion de parafrasis.

6. Implementar los algoritmos antes seleccionados, usando las tecnologias antes
seleccionadas.

7. Establecer un esquema de experimentacion que nos ayude a evaluar el desempeno
y nivel de generalizacién de nuestras implementaciones.

8. Implementar el primer prototipo del sistema para la deteccién de parafrasis.

1.5. Justificacion

Este proyecto de investigacién se enfoca principalmente en estudiar, implementar y
evaluar mecanismos que logren detectar parafrasis de forma automatica. El fenémeno
lingliistico denominado “parafrasis” es de gran interés en el campo del Procesamiento
del Lenguaje Natural (PLN) dado que parafrasear un texto es una herramienta
empleada frecuentemente en muchos contextos y por lo tanto de gran importancia. Es
esta razon por la que, dentro del area del PLN, se han estado construyendo sistemas
que detecten de forma automatica la parafrasis, para asi poder aplicarlos en distintas
tareas como: la generacion de respuestas y traducciones automaticas, evaluacién y
generacion de resumenes automaticos, busquedas especializadas de caracter semantico
sobre grandes cantidades de datos, asignacién de autoria y deteccion de plagio. Siendo
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20 CAPITULO 1. INTRODUCCION

la deteccion de plagio una de las principales aplicaciones de la deteccién de parafrasis
y también motivo de confusion entre el concepto de plagio y la parafrasis ya que ambos
se relacionan directamente.

El plagio se define como la reutilizacién de ideas, procesos, resultados o palabras sin
reconocer explicitamente al autor original y la fuente [37]. En muchas situaciones si
un fragmento de un texto es considerado plagio, entonces el segmento es también
considerado como paréfrasis. Pero también existen otras situaciones en las que alguien
puede parafrasear un texto sin llegar a ser considerado un plagio, por ejemplo,
parafrasear a un autor y agregar correctamente la cita o la referencia al texto
original. Asi entonces, que un texto sea considerado como parafrasis de otro es una
condicién necesaria (aunque tal vez no suficiente o determinante) para que el texto
sea considerado como plagio. Por lo tanto, la deteccion de plagio es un aplicacion de
la deteccién de parafrasis (ademds de todas las aplicaciones adicionales mencionadas
anteriormente).

En ese sentido, contar con herramientas que puedan detectar la parafrasis de forma
automadtica, ayudaria a identificar casos posibles de plagio (tanto en campo profesional
como académico) con el objetivo principal de promover la originalidad de los textos.
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CAPITULO 2

ANTECEDENTES

En esta parte del documento vamos a hacer una revisiéon de conceptos y fundamentos
que son base para entender el problema que abordaremos en este proyecto de
investigacion, la deteccién automatica de parafrasis.

2.1. Procesamiento del lenguaje natural

El estudio del lenguaje natural es sin duda una de las areas de estudio que pueden

ser vistas desde distintos enfoques académicos. El Procesamiento del Lenguaje Natural
(PLN) es una linea de investigacién de las ciencias de la computacién que estudia
el lenguaje natural desde una perspectiva computacional y que busca proveer a las
computadoras de habilidades referentes al entendimiento, procesamiento y analisis
del lenguaje natural. Es decir, el PLN es un puente entre el lenguaje natural y las
computadoras en beneficio de la comprensién del lenguaje [9]. Hablando en términos
generales, PLN busca crear modelos de TA que sean capaces de procesar y generar
lenguaje. Esencialmente se intenta modelar el lenguaje natural desde un enfoque
computacional intentando abstraer caracteristicas propias e inherentes del lenguaje.
La complejidad, variedad y ambigiiedad son ejemplos de caracteristicas del lenguaje
que cada modelo propuesto busca incluir.
Las édreas de Inteligencia Artificial y Aprendizaje Maquinal (incluido el Aprendizaje
Profundo, AP) en combinacién con la lingiiistica, hacen de PLN una rama de
investigacion multidisciplinaria con muchos éreas de oportunidad para crear tecnologias
relacionadas con el lenguaje. En la Figura presentamos un diagrama de la relaciéon
del PLN y las dreas de investigacion ya mencionadas.
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22 CAPITULO 2. ANTECEDENTES

Figura 2.1: PLN y su relacion con otras dreas de investigacion.

2.1.1. Tareas de PLN

Dentro del PLN existen sub-areas de investigacién (o como se conocen en este
contexto, tareas del lenguaje) que tratan un problema distinto del lenguaje. De
entre las méas populares podemos encontrar la generacion automatica de textos
o expresiones discursivas, el etiquetado lingiiistico automatico, los traductores
automaticos, codificadores de voz a texto y viceversa, etc [9]. Particularmente en este
trabajo nos enfocamos en una tarea basica del lenguaje dentro del PLN conocida como
clasificacion de textos ya que, como veremos mas adelante, el problema de deteccién
de parafrasis se puede plantear como un problema de clasificacion dentro de ciencias
de la computacion.

2.1.2. Deteccion de parafrasis

El problema a resolver tiene que ver con un caso particular de clasificacion de textos,
a saber: la deteccién de paréfrasis. Pero antes de todo es necesario saber qué es la
parafrasis. La parafrasis puede ser definida de muchas formas. Y eso, en si mismo, ya
es parafrasis. Aqui algunas definiciones de parafrasis segin la Real Academia de la
Lengua (RAE):

= Traduccién en verso en la cual se imita el original, sin verterlo con escrupulosa
exactitud.

= Frase que, imitando en su estructura otra conocida, se formula con palabras
diferentes.
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En términos generales se dice que un texto es parafrasis de otro texto si ambos tienen
distinta forma pero aproximadamente el mismo significado seméntico [3] o si ambos
transmiten la misma informacién pero tienen distintas estructuras léxico-sintacticas [4].
De modo que el problema de la deteccion de paréfrasis consiste en decidir si dos textos,
en principio distintos, podrian comunicar la misma informacién. En la Figura se
puede ver un diagrama de flujo del proceso de identificar si dos textos son parafrasis
uno del otro o no lo son.

Deteccidn de
parafrasis

v
Entrada: Texto 1
¥
Entrada: Texto 2

¥

Comparar ambos textos

iAmbos textos
comunican la
misma informacién?

Salida: "Paréfrasis" Salida: "No Paréfrasis”

Liﬂ ;—J
¥

FIN

Figura 2.2: Diagrama de flujo del proceso de identificar si dos textos son pardfrasis.

La Figura representa el planteamiento del problema desde una perspectiva
algoritmica donde podemos observar componentes importantes como la entrada del
algoritmo (dos textos), una métrica de comparacién (el recuadro color violeta de la
Figura) y un médulo de decisién. Componentes que atenderemos a lo largo de esta
investigacion.

2.1.3. Corpus de parafrasis

Toda técnica o modelo de AM tienen un enfoque de aprendizaje guiado por datos,
lo que genera una dependencia de calidad y cantidad de los datos para lograr buenos
resultados. Es decir, mucho del desempeno de un modelo de AM depende de la calidad
y cantidad de los datos que se utilizan para realizar el procese de entrenamiento, que
como veremos mas adelante en esta seccion es una de las etapas méas importantes en
el proceso de creacion de un modelo de AM. Un corpus en PLN es una recopilacion
o conjunto de textos, basado en distintos criterios, con el objetivo de realizar analisis
lingiiistico [4]. De modo que existen distintas formas de estructurar una base de datos y
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recolectar datos para crear un corpus, por consiguiente existen distintos tipos de corpus,
en este proyecto nos vamos a centrar en uno tipo de corpus en particular, el corpus de
parafrasis. Los corpus de parafrasis tienen la caracteristica de ser paralelos, es decir,
estan estructurados por pares y, adicionalmente, se incluye una etiqueta identificando
si efectivamente ambos textos son parafrasis o no lo son. En la Tabla se pueden ver
algunos ejemplos de textos que se podrian encontrar dentro de un corpus de parafrasis.

Texto 1 Texto 2 Etiqueta
En junio de 1997, Kristin conocio | En junio de 1997, Armstrong Parifrasis
a Richard Armstrong. conocio a Kristin Richard.
Ella comenzo con la prdactica de . .
. . Ella  comenzo a ensenar a
ensenar y agrupar a estudiantes . . . .
; los estudiantes con el mismo Parafrasis
con el mismo problema de
. problema del habla y agruparios.
lenguage.
Se espera que el mercado de chips | El mercado americano disminuird
de EE. UU. Disminuya un 2.1 % | un 2.1 % a $30.6 mil millones en No Parifrasis
este ano y luego crezea un 15.7% | 2003, y luego crecerd un 15.7% a
en 2004. $35,4 mil millones en 2004.

Tabla 2.1: Ejemplos de un corpus de parafrasis

Observamos en la Tabla que el criterio para crear un corpus de parafrasis es tener
una coleccién paralela de textos y su etiquetado correspondiente.

Las formas en que se recolectan los datos para crear un corpus de parafrasis son
variadas. Algunos corpus de paréfrasis se realizan por traduccion, es decir, se toman
traducciones de mismas expresiones lingiiisticas y se traducen a un lenguaje comun
(generalmente al lenguaje de corpus que se quiera crear) debido a que se presupone
que un segmento discursivo mantienen el mismo significado al traducirlos a una segunda
lengua [5]. Otra forma de crear un corpus de parafrasis es de forma manual, los
corpus creados de esta forma se conocen como de reescritura. El proceso que se realiza
comienza seleccionando un conjunto de textos los cuales se le dan a un grupo de
personas (comunmente conocidos como anotadores) [4]. Los anotadores deben tomar
cada segmento discursivo y reescribirlo o parafrasearlo. Podemos entender que esta
forma de crear un corpus de parafrasis podria tomar mucho tiempo y la cantidad de
textos que se pueden parafrasear es relativamente pequena (dentro de un lapso de
tiempo corto) si la comparamos con la cantidad de informacién que un modelo de AM
podria necesitar para devolver buenos resultados.

2.2. Problemas de clasificacion

En ciencias de la computacion un problema de clasificacion hace referencia a la
tarea de asignar una clase (o etiqueta) a determinadas entidades o ejemplos dentro
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del dominio del problema. Una entidad o ejemplo en este contexto es un “objeto”
(abstraido del mundo real) representado mediante una serie finita de atributos. A su
vez, la clase (o etiqueta) define una categoria a la que pertenece el ejemplo en funcién
a los atributos que lo definen y siempre depende del problema que se resuelve y el
contexto que lo envuelve. El problema de determinar si un correo electrénico se debe
considerar como Spam o No Spam es uno de los ejemplos mas representativos de un
problema de clasificacién. En la Figura se representa el problema de clasificacién
mencionado.

Clase:

: Spam
el X
Clasificador :

Ejemplo:
Un E-Mail

Clase:
No Spam

I
B

Figura 2.3: Ejemplo de problema de clasificacion: Clasificacion de correos electronicos.

Los problemas de clasificacion pueden ser categorizados en funcién del ntimero de
etiquetas que se desean predecir en un problema dado. Si el nimero de clases es
dos, entonces se dice que es un problema de clasificacion binaria. En otro caso, si el
nimero de clases es mayor a dos, entonces se dice que es un problema de clasificacion
multi-clase.

En AM un clasificador es una entidad funcional que representa a la solucién de un
problema de clasificacién. Existe una gran variedad de clasificadores distintos que
pueden ser tipificados de acuerdo con distintos criterios dependiendo de, por ejemplo,
el tipo de aprendizaje empleado (supervisado, no supervisado y por refuerzo) [9] o por
la base conceptual con la que son definidos; en los que encontramos los bio-inspirados,
basados en reglas de decisién, basados en modelos matematicos o basados en modelos
probabilisticos. Més adelante vamos a dar una breve explicacién de algunos de los mas
relevantes en el contexto de nuestro proyecto.

2.3. Modelos de AM

Los recientes avances en el poder computacional y la creacién de informacién digital,
cada vez mas extensa, han hecho posible la aplicacion de técnicas de AM en una gran
diversidad de problemas de casi cualquier area de estudio. Las técnicas de AM son cada
vez mas robustas, complejas y tomadas de una gran diversidad de conceptos tedricos.
Recordemos que estas técnicas son las que generan modelos que aprenden a desempenar
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cierta tarea. Ya vimos que, por ejemplo, un clasificador aprende a predecir clases de
ciertos ejemplos dentro de un dominio de un problema. Pero la base conceptual de cada
modelo puedo variar. Existen modelos basados en teoria de la optimizacién, otros en
teorias de probabilidad y otros inspirados en fenémenos propios de la naturaleza.

Al mismo tiempo, cada modelo de AM puede ser categorizado como Aprendizaje
supervisado y Aprendizaje no supervisado. En el Aprendizaje supervisado se desarrollan
modelos predictivos basados en datos de entrada previamente procesados y etiquetados.
Los modelos de Clasificacion y Regresion son los mas representativos de esta categoria.
En cambio, en el Aprendizaje no supervisado se crean modelos que tratan de encontrar
todo tipo de patrones, a priori desconocidos, en datos que no han sido etiquetados. El
problema de Agrupamiento o Clustering es de los més representativos de esta clase.
En la Figura se puede ver la divisién de los modelos de AM en funcion del tipo de
aprendizaje y también, en los recuadros en la parte inferior, algunos de los algoritmos
mas relevantes dentro de cada categoria.

|t Maquinas de soporte * Regresion | I : |
| estorial (SMh lineal (GLM) - I *Keans * -Medoids
| * Bayes ingenuo * Arboles de decisil')n! I * Mezclas Gaussianas I
*

| (NB) i | [ (GMM) C-Means |

i * K vecinos més cercanos | | * Modelos ocultos |

(KNN) - ! de Markow -

T — J —_— e — e — e — . _4
| Redes neuronales (MN) 1
L -~

Figura 2.4: Modelos de AM divididos en funcion del tipo de aprendizaje.

La Figura es solo representativa ya que muchos algoritmos pueden adaptarse a
muchos problemas en general, por ejemplo, una red neuronal puede emplearse tanto a
problemas de clasificacién como a problemas de agrupamiento.

A continuacién vamos a dar un breve bosquejo de las bases conceptuales de algunos
de los modelos antes mencionados. Concretamente los modelos que estan basados en
teoria de la optimizacion, otros en teorias de probabilidad y otros bio-inspirados, en
particular, los inspirados en el funcionamiento del cerebro humano, las redes neuronales.
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2.3.1. Optimizacién

Muchos de estos modelos tratan de formular el problema en términos de una funcién
de coste o aptitud que se busca (o se tiene como objetivo) minimizar o maximizar.
La forma més usual para crear este tipo de modelos de AM es definiendo espacios
vectoriales (o espacios de caracteristicas) [9] que intentan representar (de la forma mas
conveniente posible) a los ejemplos dentro del dominio del problema (més adelante
en esta secciéon vamos a revisar algunas de las técnicas méas comunes para realizar la
representacion vectorial de las palabras y textos completos). Dicha representacion sirve
de medio para que las computadoras puedan trabajar con los ejemplos del problema vy,
ademas, ayude a simplificar desde un enfoque computacional la solucién del problema.
Una vez definido el espacio de caracteristicas se define la funcion de costo o aptitud
que generalmente se asocia a una métrica de distancia dentro del espacio vectorial y
que, segun las caracteristicas propias dadas por el problema, se busca optimizar.

En este tipo de modelos el concepto de distancia toma gran importancia debido a que

muchas veces esa es la métrica que se usa para comparar a cada entidad dentro del
problema.

Figura 2.5: La distancia en un espacio vectorial como un métrica para asignacion de clase o grupo.

En la Figura [2.5] se muestra un ejemplo de como la distancia puede ser un punto de
referencia para, por ejemplo, asignar una clase a un ejemplo (marcado con un signo
de interrogacién en la Figura) si se considera la distancia més corta de entre las tres
opciones y sus respectivas distancias: D1, D2 y D3 marcadas en rojo en la Figura [2.5]
Se puede ver claramente que el ejemplo nuevo (sefialado con un signo de interrogacion
en la Figura puede tener mas “similitud” con los ejemplos marcados con circulos
amarillos, ya que al menos visualmente la distancia D1 parece ser la menor. Por lo tanto
es natural pensar que un clasificador basado en la optimizaciéon usando la métrica de
distancia podria clasificar como circulo amarillo al ejemplo nuevo.
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2.3.2. Probabilisticos

Las matematicas son la base de la Inteligencia Artificial y las sub-areas de

las matematicas, como el Algebra lineal, la probabilidad y la estadistica, pueden
considerarse partes integrales del Aprendizaje Maquinal. Los modelos de AM basados
en conceptos probabilisticos hacen un andlisis estadistico cuyo objetivo es el de
crear distribuciones de probabilidad que pueden predecir el comportamiento de cierto
fenomeno dentro del problema al que se aplican. Una de las principales ventajas de los
modelos probabilisticos es que proporcionan una idea sobre la incertidumbre asociada
con las predicciones de forma nativa. En otras palabras, podemos tener una idea de
la confianza que tiene la prediccién del modelo creado gracias a todas la herramientas
que la estadistica tiene para dar estimaciones.
Muchos modelos dentro de PLN crean distribuciones de probabilidad basadas en el
nimero de ocurrencias de una palabra dentro de un texto o analizan secuencias
dentro de un contexto para poder predecir en otro momento una palabra dada una
secuencia similar. La Figura[2.6/muestra una secuencia y como un modelo probabilistico
seleccionaria la palabra que sigue.

P( "Padre” | Wi » Wz "W 2 Wa)| 5= | P("Tio" | Wi W » Ws * Wa)

Wa Wz Wa Wa v

Luke, yo soy tu "

Contexto

Figura 2.6: Modelos probabilistico para predecir palabras dentro una secuencia.

Podemos ver que se tiene la secuencia “Luke, yo soy tu...” y el modelo probabilistico
intenta determinar cudl de las palabras: “Padre” o “Tio”, es la que deberia seguir
dada la secuencia de palabras anterior. Un modelo entrenado previamente podria
haber recibido la frase completa “Luke, yo soy tu padre” y entonces la distribucion
de probabilidad generada tendria que resolver que la P( “Padre” | “Luke, yo soy tu”)
sea mayor que, por ejemplo, la P(“Tio” | “Luke, yo soy tu”).

2.3.3. Redes neuronales

Como ya hemos mencionado las Redes Neuronales (RN) son una sub-area de estudio
de AM. Generalmente la accién de aplicar modelos basados en redes neuronales a
grandes cantidades de datos, hace referencia al aprendizaje profundo (Deep Learning,
DL). El objetivo de hacerlo es principalmente por la necesidad de que la computadora
aprenda a realizar una tarea en especifico. Dicha tarea puede ser desde un problema de
clasificacion trivial, hasta un problema de razonamiento complejo. En este apartado
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vamos a describir algunos aspectos basicos e importantes de los modelos de redes
neuronales mas conocidos dentro del area de DL.

2.3.3.1. Perceptrones multicapa

Una red neuronal basica, también conocida como perceptron multicapa, se alimenta de
datos a través de capas de perceptrones para producir una salida deseada. El perceptron
es el componente mas basico de las redes neuronales, es un modelo simplificado de las
neuronas biolégicas de nuestro cerebro. En la Figura2.7se puede ver una representacion
grafica del modelo del perceptron.

:Ii!lf Suma

Rl s 5
e ap
[el——— 2 —(_[ ]

b -

g ; b i Funcidn de
- T | activacion

Entradas

Sesgo

Figura 2.7: Modelo de Perceptron.

El perceptréon funciona de la siguielge forma. Al inicio se tieneg> valores de entrada
(vector X') y pesos de la red (vector W). Luego, los vectores ? y W se obtiene la suma
ponderada Y, w;x; y se suma también un valor conocido como sesgo (generalmente
los pesos y sesgos de toda red neuronal son inicializados de forma aleatoria). Después,
a la suma ponderada y al sesgo se le aplica una funcién de activaciéon, misma que
produce la salida del perceptron. La funcion de activacion desempena el papel integral
de garantizar que la salida que se asigne a los valores de entrada sean propios del
problema.

Una red neuronal es una red inter-conectada de perceptrones distribuidos en distintas
capas o niveles de conexién. Existen tres tipos de capas dentro de una red neuronal
estandar, capa de entrada, capa oculta y capa de salida. La capa de entrada recibe los
datos iniciales que se introducen a la red para su posterior procesamiento por capas
ocultas de la red. La capa oculta es la capa entre la capa de entrada y la de salida,
donde los perceptrones toman un conjunto de entradas y producen una salida a través
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de una funcion de activacion que a su vez es enviada a perceptrones posteriores dentro
del mismo nivel. Y por tltimo, la capa de salida es la ultima capa de neuronas que
produce salidas esperadas por la definiciéon del problema. La Figura muestra la
estructura basica de una red neuronal estandar con las capas mencionadas.

Capa oculta

Figura 2.8: Distribucion de perceptrones en capas dentro de una red neuronal.

Para la deteccién de parafrasis se han aplicado distintas variantes de una red neuronal.
Por una parte tenemos a las redes neuronales convolucionales, que son inspiradas en
la corteza visual humana y que su nombre se deriva por la aplicacién de la operaciéon
matematica convolucion [9]. Por otra parte, se han creado algunas redes neuronales
recurrentes, particularmente las de memoria a corto y largo plazo (Long-Short Term
Memory LSTM). Esta clase de redes neuronales agregan el concepto de memoria
haciendo que algunas salidas de neuronas vuelvan a algunas capas de la red neuronal de
menor nivel [6]. Dichas redes difieren principalmente en la arquitectura y operaciones
adicionales internas, pero se basan en un problema de optimizacion que se resuelve
generalmente usando la técnica del descenso del gradiente.

Descenso del gradiente

Uno de los puntos de mayor importancia cuando se habla de redes neuronales
es la técnica conocida como el descenso del gradiente. Basicamente el proceso de
optimizacién de las redes neuronales se basa en el descenso del gradiente. Se trata de un
algoritmo que intenta encontrar el minimo de una funcién f empleando la derivada de
dicha funcién como herramienta principal. El pseudocddigo del algoritmo del descenso
del gradiente se puede ver en la Figura [2.9
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Algoritmo 1: Descenso del gradiente.

ta < tasa de aprendizaje;
iter <— numero de iteraciones;
W <« un punto aleatorio en el dominio de f;
para ¢ < 0 hasta iter hacer
Gradiente < V(f) < %;
W « W — ta x Gradiente;
fin

Figura 2.9: Pseudocddigo del algoritmos del descenso del gradiente.

Al iniciar el algoritmo se establecen tres parametros; una tasa de aprendizaje, el nimero
de veces que vamos a iterar el algoritmo y un punto, dentro del dominio de la funcion,
de forma aleatoria. Suponga que W es un punto aleatorio en el dominio de la funcién,
entonces por cada iteracién se calcula el gradiente de la funciéon f en el punto W para
después multiplicarlo por la tasa de aprendizaje ta y se resta a W. Bésicamente lo
que se hace en cada iteracion es provocar una perturbacién en el punto W que hace
que se mueva hacia una regiéon donde el movimiento de la funcién es descendente y,
eventualmente, se llegara al minimo de la funcién. Veamos un ejemplo, en la Figura[2.10
se muestra una funciéon f y queremos encontrar su valor minimo.

Figura 2.10: Funcién f

Por ejemplo, sea la funcién f(z) = 2% y suponga que elegimos el valor inicial W = —1.
La derivada de la funcién f entonces seria f'(z) = 2z y por lo tanto el gradiente de
la funcién en el punto inicial W serfa f’(—1) = —2. Al aplicar la primer iteracién del

algoritmo tendriamos que actualizar W aplicando W «— W —taxV (f(W)). Supongamos
que tenemos una tasa de aprendizaje ta = 0,001, entonces tendriamos que: W =
(—1) — (0,001)(—2) = —1 + 0,02 = —0,98. Podemos verificar que f(—0,98) < f(—1)y
por lo tanto la perturbacion que se le ha hecho a W en la primera iteracién ha reducido
el valor de f. El proceso continua hasta alcanzar el niimero de iteraciones indicado.
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Si la red se necesita ajustar para resolver un problema mas complejo, se necesita un

mecanismo adicional que regule y auto-ajuste el vector W de cada perceptrén dentro
de la red. Este mecanismo se conoce como retropropagacion del error.

Retropropagacién

El algoritmo de retropropagacién del error o Backpropagation permite a una red
neuronal auto-ajustar sus parametros, en particular los pesos y sesgos mostrados en la
Figura (que recordemos, generalmente son inicializados de forma aleatoria al inicio
del entrenamiento de la red neuronal). Este algoritmo hace que las redes neuronales
puedan auto-calibrase para que las predicciones (o salidas) vayan mejorando. Para
entender mejor cémo funciona el algoritmo de retropropagacion vamos a usar un
ejemplo, considere la red neuronal mostrada en la Figura[2.11] Podemos ver que para la
capa de entrada tenemos dos neuronas, para la capa oculta también dos neuronas y para
la capa de salida una sola neurona. La red neuronal recibe una vector X como entrada
y, en la capa de salida, devuelve una prediccion P. A esa prediccién le asociamos un
error, el error de la prediccion P refleja la diferencia del valor esperado dado el vector
X y la prediccion.

—
X f :O - Pred;)ccmn » Error
I >

Figura 2.11: Red neuronal de ejemplo.

Hablando en términos generales, el objetivo del algoritmo de retropropagacion es de
ajustar los pesos y sesgos de las neuronas anteriores (en la capa oculta) hasta que el
error, en la capa de salida, sea el minimo. Es decir, hasta que la red neuronal completa
mejore las predicciénes que realiza.

Suponga que la red neuronal anterior tiene el estado mostrado en la Figura

-
0332
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1 —~ B - O
. o~ ™~
™,
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h N g ) bPredlcclun . Error
P > . 0.573 1-0573=0427
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0 " E Oz -
4

0574

-

Figura 2.12: Estado de red neuronal ejemplo.
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La red neuronal toma como entrada el vector (1,0) y quiere predecir el valor 1. Los
cuadros rojos con un valor dentro representan a los pesos en el estado actual de la red
neuronal y los valores dentro de las nubes en las neuronas de la capa oculta O; y O,
representan a las sumas ponderadas. Podemos ver que dado esos valores la prediccién
de la red neuronal en la capa de salida con la neurona S; es de 0,573 lo cual da un error
asociado a la prediccién de 0,427. El algoritmo de retropropagacion buscaria actualizar
los valores en los cuadros rojos de tal forma que el error se reduzca. Es decir, que
eventualmente la salida de la red sea proxima al valor 1 para cuando recibe como
entrada el vector(1,0) (dado nuestro ejemplo).

2.3.3.2. Redes neuronales convolucionales

Las redes neuronales convolucionales (Convolutional Neural Network) también
llamadas CNN’s o ConvNets son algoritmos basados en el aprendizaje profundo que han
mostrado gran desempeno sobre todo en el procesamiento de imdgenes [27]. En términos
generales estos modelos reciben un arreglo de dos dimensiones M donde cominmente
este arreglo representa a una imagen y cada entrada (i, j) € M corresponde al valor de
un pixel. El objetivo principal es el de asignar una categoria al contenido de la imagen.
Para entender como operan estas redes usaremos un ejemplo, suponga que queremos
usar una red CNN para determinar si una imagen contiene al operador + (“suma”) o
+ (“division”) como mostramos en la Figura

-1-1'1-1-1
1-11 -1-1
----- »111 11 —»@; "suma"”
111 -1-1
111 -1-1 CNN
-1 -1 -1
. -1 -1 -1 -1
""" 11114 —»@> "divisién”
11 -1 -1 -1
. 1 -1-1-11 CNN
Imagen M

Figura 2.13: Problema ejemplo aplicando una red convolucional.

Como podemos ver, la imagen la convertimos a una matriz Ms.5 donde un pixel de
color blanco recibe el valor de —1 y uno de color negro el valor de 1. Estas redes buscan
patrones en submatrices de la matriz original M que sean 1tiles para determinar si una
nueva matriz M’ (con un patrén distinto) es similar a la matriz con el simbolo suma
(Mgym) o division (Mg;,). En la Figura podemos ver un ejemplo de submatrices
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de M y M’ de ambos caso (suma y division) con patrones que la red podria seleccionar
y comparar.

111 1 -1 1 -1 -1,1 -1
1 1|1 a4 4 1|1 afa
Mam |1 1]1[2]2 1 1)1|1)1| Mam
-1 -1 1(-1 -1 -1 -1 1(-1 -1
-1 -1 1(-1 -1 -1 -1 -1(-1 -1
................................................ A
______________________________________________ 5
1111 1| 1 -1(-1 1 -
4111 1 1 -1]-1/1 1
Mav [-1 -1 3|-1 -1| "] <3--1d -1 -1| M'aw
1111 1 4111 1
11|11 1 111 -1 1

Figura 2.14: Ejemplo de submatrices con patrones a identificar.

Por ejemplo, podemos ver en la Figura que entre las matrices Mgy, y M}, la
submatriz marcada en azul presenta un patron similar en la diagonal. Al encontrar
este tipo de patrones, la red puede inclinarse a determinar que la matriz M}, contiene
el simbolo + y entonces asignar la clase “division”. Sin embargo, es necesario ponderar
las similitudes sobre todas las posibles combinaciones en donde podemos sobreponer
la submatriz azul sobre la matriz M’ ya que en principio, la red no sabe exactamente
donde se encontraran las coincidencias. Cada combinacién de submatriz con un patrén
dado, que sirve para comparar las matrices M y M’ recibe el nombre de filtro y la
operacién matemética que se aplica entre el filtro y el drea de la matriz M’ (donde
se sobrepone el filtro) se conoce como convolucién. En la Figura mostramos la
aplicacién de un filtro sobre 4 posibles regiones de la matriz M, .
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EEY s
1 -1 0 2.

Figura 2.15: Filtro ejemplo y la aplicacién a cuatro submatrices de M’.

Para calcular la similitud entre el filtro y la submatriz de M’ multiplicamos cada
entrada (i,j) € filtro con el correspondiente (i,7) € submatriz € M’ lo sumamos
todo y lo dividimos entre el nimero total de entradas (i,j). Observemos que para
nuestro ejemplo, si el valor de ambos pixeles en (i, ) es 1, entonces 1 x 1 = 1. En otro
caso, si el valor es —1, entonces —1 x —1 = 1. Lo que indica que cada coincidencia suma
1 al valor de similitud y, en cambio, cualquier diferencia resta 1 al valor de similitud
vaquel Xx —1=—-1x1=-—1.

El resultado de comparar un filtro a cada submatriz de M’ se almacena en otra matriz
Mp.. En la Figura mostramos el resultado que obtendriamos si comparamos el
filtro de la Figura con nuestra matriz ejemplo M), .

(0.0 0.0 00

-05-05 10 -05

05 10 05

£1.01-05 0.0

Figura 2.16: Resultado de comparar un filtro F' con la matriz M’ de ejemplo.

En la matriz resultante M}, los valores cercanos a 1 indican una coincidencia perfecta
entre el filtro F' y la matriz M’, valores cercanos a 0 indican que no hay ninguna
coincidencia y valores cercanos a -1 indican casos inversos significativos.

Hasta este punto solo hemos descrito un proceso interno de la operacion de convoluciéon
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completo. Para completar la operacién de convolucion debemos aplicar cada filtro
mostrado en la Figura [2.14] a la matriz M’. Es decir, que el resultado de aplicar la
operacién de convoluciéon con k filtros es una coleccion de k matrices con las similitudes
de los k filtros. En nuestro ejemplo k& = 3 (por fines practicos solo tomamos 3 filtros),
por lo tanto el resultado de aplicar una operaciéon de convolucién sobre la matriz M’
de nuestro ejemplo seria el siguiente (Figura :

05 0.0 0.0 DO

-05-05 1.0 05

-0.5 1.0 05 0.0

- 1.0 05 0.0 05
1-1 4-1-11 -1

1 -1 -1 1 -1 1.0 05 -05 05

A ® 111 11 @ 00 00 05 DO

_ 11 -1 -1 -1 0.0 05 0.0 05

1 -1 1 1 -1 -1 1 05 00 05 0.0

-1 -1 00 D5 -05 05

10 DO -05 10
00 05 10 D5

-0.5 1.0 05 0.0

Figura 2.17: Resultado de una convoluciéon completa con 3 filtros.

Seleccién de filtros

Hemos seleccionado algunos filtros para ejemplificar el proceso convolucional en las
redes CNN. Sin embargo, la seleccién de los filtros en cada problema en realidad se
lleva a cabo en el proceso de entrenamiento de la misma red. Es decir, la red ajusta los
valores de los filtros, usando principalmente la retropropagacion del error , de
tal forma que la red asigne de forma correcta la clase correspondiente a cada muestra en
el conjunto de entrenamiento que se le pase a la red. Esto es, cada muestra del conjunto
de entrenamiento se pasa por la red y esta genera una salida que indica la clase que
la red le ha asignado. El error asociado en dicha salida indica qué tan buenos son los
filtros que la red ha ajustado. La red en todo el entrenamiento ajusta los filtros para
que, en promedio de todas la muestras que pasan por la red, el error sea el minimo.
Asi las particularidades de una sola imagen se olvidan rapidamente, pero los patrones
que ocurren en muchas imégenes se integran en los filtros y la red los utiliza para dar
predicciones mas precisas.
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Pooling

La convolucién generalmente va acompanado de otras herramientas para tratar
los datos dentro de la red. El pooling es una de estas herramientas la cual consiste
en tomar matrices grandes y reducirlas de tal forma que se garantice conservar la
informaciéon mas importante en ellas. Esto atendiendo dos aspectos importantes, el
primero es la complejidad computacional de la red y el segundo, la reduccion de
redundancia en informacion dentro de la matriz. El pooling consisten en pasar una
pequena ventana a través de una matriz y tomar el valor maximo (Maz-Pooling) o
promedio (Average-Pooling) en el rango de los valores dentro de la regién definida por
la ventana en la matriz. Retomando nuestro ejemplo, en la Figura [2.18 mostramos la
matriz que obtendriamos si aplicamos Maz-Pooling y Average-Pooling a la salida de la
convolucién mostrada en [2.17] utilizando una ventada de tamano 2 x 2.

— ~-

i ~ ™

05 00 00 0.0 X b

05 10 10 -0.13 0.13 013
-05 05 10 -05

10 10 10 -0.13 0.25 0.00
-0.5 1.0 0.5 0.0

1.0 10 00 0.25 0.00 -0.25!
1.0 -0.5 0.0 05

10 05 -05 05

1.0 05 05 0.38 0.13 013
00 00 05 0.0

05 05 05 0.13 0.25 0.25
00 05 00 05

05 05 05 0.25 0.25 0.25
05 00 05 00
00 05 05 05

10 05 10 0.38 -0.13 013
1.0 00 -05 1.0

1.0 10 10 0.13 0.00 050
0.0 -05 10 05

10 10 10 0.00 0.50 0.50
-05 10 05 00

Max-Pooling Average-Pooling

Figura 2.18: Max-Pooling y Average-Pooling con una ventana de 2 x 2.

Observemos que el tamano de la ventana define la reduccién en dimension que se genera,
en la préctica una ventana cuadrada de 2, 3 o 4 funcionan bien [27]. Esta operacién
se puede aplicar a la matriz de entrada de la red (que corresponde a la imagen) o de
igual forma se puede aplicar a todas las matrices que se obtienen de la convolucion.
Por ejemplo, las mostradas en la Figura [2.17]

Salida

En la parte final de una red convolucional se encuentra una perceptrén simple que
toma como entrada las matrices generadas por la convolucion o el pooling pero en lugar
de tratar las entradas como una matriz bidimensional, se tratan como una sola lista y
todas se tratan de forma idéntica. El perceptron en funcién de los valores ingresados,
ajusta sus parametros para dar la prediccién final (ver Figura .
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0.13:

LRI >
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Figura 2.19: Salida de una red convolucional.

2.3.3.3. Redes neuronales recurrentes y LSTM

La redes neuronales recurrentes (RNN’s) también son algoritmos basados en el

aprendizaje profundo especialmente orientados a tratar con datos ligados por medio de
un tipo de secuencia. Se han aplicado estos algoritmos en tareas como reconocimiento
y sintesis de voz, procesamiento de texto, predicciones de indices bursatiles, etc [28];
mostrando buenos resultados sobre cada una de las tarea en las que se han aplicado. Sin
embargo, las redes recurrentes sufren de un problema conocido como memoria a corto
plazo (short-term memory) [29]. El cual se presenta cuando la secuencia de datos es
muy larga y a la red le es dificil recordar informacién importante. Por ejemplo, si la red
esta procesando texto, la secuencia de datos podria ser la concatenacion de palabras
dentro de un parrafo. Y si el parrafo es muy largo, las redes recurrentes podrian ignorar
informacion importante contenida al inicio del parrafo.
Las redes neuronales LSTM (Long Short-Term Memory) fueron creados como una
solucion al problema de memoria a corto plazo de las redes recurrentes. Para entender
cémo operan las redes LSTM es necesario comprender la estructura y operacion basica
de las redes recurrentes. Usaremos el siguiente problema como ejemplo, suponga que
queremos predecir el siguiente movimiento (7) de un objeto que se mueve en un plano
de dos dimensiones como mostramos en la Figura [2.20]
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Figura 2.20: Problema ejemplo para la comprensién de las redes recurrentes y LSTM.
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Evidentemente el movimiento del objeto en el plano genera una secuencia de datos
que las redes recurrentes pueden procesar para predecir el siguiente movimiento. En la

Figura mostramos como una red recurrente procesaria esta informacion.
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Figura 2.21: Secuencia de procesamiento de una red recurrente.

O~ Concatenacion

@ Celda recurrente

Funcion de activacion

Las redes recurrentes procesan toda la informacién en pequenas unidades conocidas
como celdas recurrentes o time-stamps que reciben como entrada dos parametros, el
primero es informacién de la celda anterior inmediata que recibe el nombre de estado
oculto (Hidden State, HS) y el segundo es la entrada de datos del problema. En nuestro
ejemplo la red define cuatro celdas recurrentes y cada una recibe como entrada las
coordenadas del objeto a un tiempo 7; dado y el estado oculto correspondiente como
mostramos en la Figura [2.21] Cada celda recurrente procesa los datos ingresados y
genera como salida el siguiente estado oculto. Para generar el estado oculto, primero el
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vector de entrada y el estado oculto anterior se combinan para formar un solo vector,
este nuevo vector se pasa por la funcion de activacion y la salida es el nuevo estado
oculto (como podemos observar en la Figura . El estado oculto actia como la
memoria de las redes neuronales ya que contiene informacion sobre datos anteriores
que la red en una celda nueva no conoce.

Generalmente dentro de una red recurrente se utiliza la funcién de activacion TanH
debido a que el flujo de datos en secuencias largas y las operaciones aritméticas internas
puede generar valores muy grandes o muy pequenos [29]. La funcién de activacién TanH
asegura que los valores permanezcan en un rango de -1 y 1, regulando asi el flujo de
informacion. Y si bien, las redes recurrentes tienen muy pocas operaciones internas,
su desempeno es bueno solo para secuencias de datos cortas ya que el concepto de
memoria solo es aplicado sobre celdas recurrentes inmediatamente conectadas.

Memoria a largo plazo

Como ya mencionamos las redes LSTM intentan solucionar el problema de memoria
corta de las redes recurrentes. Las redes LSTM procesan la informacion de forma
similar como mostramos en la Figura [2.21| pero las operaciones internas en una celda
LSTM son distintas y més complejas. En la Figura[2.22] mostramos el diagrama interno
de una celda LSTM.

CSo
O N N RS I —— >
A A Y.
! . Tanh
< T - '
. Sigmoid ) S\g'n_woid Tanh é
] J.Tr/ 3 _ Sigmeid A :
: i ' P
' A A A o '
HSo ' CE A :
Y ' .
DN sa | s
- Q) Estado oculto /-k Funcién de activacion
100 SN s
00 (2} Estado de celda O— Concatenacion

.........

-~ Flujo de datos Duplicar entrada

€ muttipiicacion @ Muttiplicacion
@ Celda LSTM

Figura 2.22: Estructura interna de una celda LSTM.

El concepto de memoria a largo plazo se define con la ayuda de una entrada de datos
adicional a cada celda conocida como estado de celda (Cel-State, CS) y con la creacién
de compuertas de datos dentro de la celda LSTM conocidas como: compuerta de olvido
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(Forget Gate), compuerta de entrada (Input Gate) y compuerta de salida (Qutput Gate)
senaladas como CO, CE y CS correspondientemente en la Figura

El estado de celda transporta informacion relevante a lo largo de la secuencia de celdas
LSTM. Se conoce como la memoria de la red ya que incluso la informacién en celdas
iniciales tiene gran relevancia en toda la secuencia de celdas, por muy larga que esta
sea. Lo anterior se logra con el uso de las compuertas debido a que las compuertas
son diferentes redes neuronales que deciden qué informacién se debe mantener y cual
rechazar en toda la secuencia de celdas LSTM. Es decir, las compuertas aprenden qué
informacion es relevante conservar u olvidar para que la red al final de la secuencia
pronostique la salida correcta.

Compuerta de olvido

Esta compuerta recibe como entrada el vector del estado de celda de la celda
inmediata anterior C'S;_; y la concatenacion entre el vector T; (entrada de la celda
actual) y el vector del estado oculto de la celda inmediata anterior HS; ;. La
informacion del estado oculto anterior y la informacion de la entrada actual se pasan
a través de la funcion de activacion Sigmoid dado que es 1til para actualizar u olvidar
datos porque la salida de esta funcién solo toma valores de entre 0 y 1. Es decir, se
interpreta el valor de 0 para “olvidar” y el valor de 1 para “recordar” informacion que
se le pasa ya que la salida de esta funcién de activacién se multiplica por el valor de la
celda del estado anterior C'S;_;. Ver recuadro CO de la Figura [2.22] De esta forma la
compuerta de olvido le ha indicado a la celda de estado los valores que debe olvidar o

recordar usando la informacion del estado oculto anterior H.S;_; y la nueva informacion
T;.

Compuerta de entrada

La compuerta de entrada aplica dos funciones de activaciéon a los vectores HS; 1 y
T;. La primer funcién de activacion Sigmoid tiene el mismo enfoque que la compuerta
anterior (olvidar informacién) y la segunda funcién de activacién TanH se emplea
para regular los datos de la red (como ya hemos mencionado). Sin embargo, la funcién
principal de esta compuerta es multiplicar la salida de estas dos funciones de activacion
y sumarla a la informacion que ya tiene la celda de estado C'S;_; después de salir de
la compuerta anterior. Lo anterior para generar nuevos valores que la compuerta de
entrada considera relevantes y asi generar la nueva celda de estado C'S; que recibira la
siguiente celda LSTM de la secuencia.

Compuerta de salida

La compuerta de salida genera el vector que debe ser el nuevo estado oculto HS;.
Primero pasamos el estado oculto anterior H.S;_; por la funcién de activacion Sigmoid
y el valor actual de la celda de estado C'S; por la funcién de activacion TanH. La salida

Pégina 41 de 123



42 CAPITULO 2. ANTECEDENTES

de ambas funciones se multiplica para decidir qué informacién debe llevar el nuevo
estado oculto que sera enviado a la siguiente celda LSTM de la secuencia.

En resumen, la compuerta de olvido decide qué informacién es necesario olvidar o
recordar de la celda LSTM anterior, la compuerta de entrada decide qué informacion
actual es relevante agregar a la memoria y por ultimo la compuerta de salida determina
la informacion del siguiente estado oculto.

Secuencia de procesamiento LSTM

En la Figura [2.23 mostramos cémo seria la secuencia de procesamiento de datos de
la red LSTM con el ejemplo propuesto.

Tei00 00F-----
T1i10 10F----
T2i20 305}
T2id0 40i

(%) Estado oculto Celda LSTM @ Compuertas

() Estado de celda --» Flujo de datos

Figura 2.23: Secuencia de procesamiento de la red LSTM.

Observemos que la secuencia es similar a la de las redes recurrentes. En esta caso cada
celda LSTM recibe la posicion del objeto a un tiempo dado T; e internamente ajusta
el estado de celda y estado oculto para enviarlo a la siguiente celda. Sin embargo,
internamente el proceso de entrenamiento es completamente distinto ya que en este
caso la compuertas deben ajustarse para aprender la informacion que debe olvidar y
recordar. Este proceso se realiza con la ayuda del error asociado a la prediccién final
(Ty en nuestro ejemplo) y la retropropagacién del error.

2.3.4. Ensambles y mezcla de expertos

Los ensambles son técnicas de AM que se refieren a la acciéon de usar multiples
modelos y combinar los resultados obtenidos de cada modelo para dar una prediccion
global. El objetivo principal de un ensamble es mejorar el desempeno y predicciones
de un solo modelo (reducir el error predictivo). Recordemos que ningtin modelo es
perfecto para todo tipo de problemas y por lo tanto la combinaciéon de conocimiento
y estrategias de multiples modelos en uno solo puede ser un medio para mejorar el
desempeno general).
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El error de un modelo de AM puede dividirse en dos partes, el error causado por
sesgo (bias-error) y el error causado por varianza (variance-error). Ambos juegan un
papel importante en el desempeno de un modelo. El error por sesgo se refiere a la
inhabilidad que presenta un modelo en aprender patrones entre los datos y las clases o
salidas deseadas; y el error por varianza hace referencia a la inhabilidad de un modelo
de generalizar conocimiento y desempenarse bien sobre datos nuevo. Un modelo con
alto error de sesgo simplifica los patrones en los datos y se dice que esta sub-ajustado
(underfitting). Por otra parte, un modelo que ha aprendido mucho sobre los datos
de entrenamiento supone un alto error de varianza y se dice que esta sobre-ajustado
(overfitting).

En la practica se desea obtener modelos con bajo error de sesgo y varianza pero este
escenario es muy dificil de lograr ya que, por ejemplo, incrementando la complejidad de
un modelo se reduce el error de sesgo pero incremente el error de varianza, y reduciendo
la complejidad de un modelo también se reduce el error de varianza pero se incrementa
el error de sesgo. Este fendmeno se conoce como el umbral sesgo-varianza (bias—variance
trade-off ) [30] y los ensambles resultan ser técnicas adecuadas para reducir ambos
errores y lograr un equilibro éptimo entre estos.

En este apartado describiremos algunas de las técnicas de ensamble mas comunes y el
impacto que tienen en la reduccion de los errores sesgo-varianza.

2.3.4.1. Bagging

Esta técnica es un tipo de ensamble paralelo y esta enfocado principalmente a reducir
el error de varianza. Consiste en entrenar k£ submodelos de forma independiente usando
datos de entrenamiento distintos como mostramos en la Figura [2.24]

Conjunto de entrenamiento | subconjunto modelo 2 P Em

. .
; — :
! =] i
Lo B G
=
subconjunto modelo k

Figura 2.24: Bagging.

Este ensamble puede combinar distintos modelos, algoritmos o incluso modelos con
hiperparametros distintos y la salida generarla con un promedio o criterio de voto
entre las k predicciones de los submodelos obtenidos.
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2.3.4.2. Boosting

Esta técnica de ensamble combina distintos modelos iterando sobre cada modelo y
sucesivamente cada modelo es entrenado reforzando el aprendizaje sobre los errores que
ha hecho el modelo anterior para al final tener un modelo con mejor desempeno que
cualquiera de los modelos anteriores dentro del ensamble. Es por lo anterior que esta
técnica de ensamble de utiliza més para reducir el error por sesgo que por varianza. En
la Figura [2.25) mostramos el proceso iterativo de boosting con 3 submodelos.

Conjunto de entrenamiento Desempeno de submodelos
| Modelo 1
e 7 5 o * E
o * E 5 o = E
1% =« o ¥ | w2 e ™
i Errores __________________________________ i
Modelo2 ¥
»> . 2 i
@ & Q :
E xi? % ok
Ermores :
Modelo3 ¥
BB
"""" > | :
RIS, -
: : o
Prediccidn del ensamhble e O g
i B

Figura 2.25: Boosting.

Podemos ver en la Figura que el primer modelo dentro del ensamble tiene un
desempeno malo, pero el siguiente mejora debido a que este se enfoca en los errores
del anterior. Y en todo el proceso iterativo, las predicciones mejoran en la medida
que los errores de un modelo tienden a cero. Por lo tanto, el ensamble resultante se
convierte sucesivamente en un modelo mas complejo, lo que explica que boosting es
particularmente bueno reduciendo el error por sesgo.

2.3.4.3. Stacking o mezcla de expertos

Esta ultima técnica de ensamble puede pensarse como una extension de
bagging ya que en lugar de promediar o aplicar un criterio de voto a la salida
de los k modelos en bagging, stacking propone un esquema de pesos a cada modelo,
ajustados por un modelo extra, para aprender a combinar las salidas de cada modelo
dentro del ensamble y asi mejorar el desempeno. Es decir, stacking usa las salidas
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de los modelos en bagging como caracteristicas para entrenar un meta-modelo. En la
Figura agregamos el modelo extra.

Conjunto de entrenamiento

_—_—
! -
» =] S —
=
subconjunio modelo k

Figura 2.26: Stacking.

El agregar un modelo extra a la salida del ensamble proporciona todos los beneficios
de reducir el error de varianza que vimos en bagging, pero adicionalmente aporta un
mecanismo de manejo del error por sesgo entre todos los k£ modelos entrenados.

2.4. Representacion de textos

Muchos de los modelos de AM no reciben como entrada el texto directamente. Hemos
visto, muchos requieren de un vector de dimensién fija que represente de alguna forma
una palabra, una oracién o un segmento discursivo completo. En toda tarea de PLN
el proceso de extraccion de caracteristicas para definir una espacio vectorial en el que
sean representadas todas las entidades lingiiisticas, es un proceso principal y muy
importante. Hablando en términos generales, el proceso de representacién (o también
conocido como de codificacién) de textos consiste en generar un correlacién entre una
expresion lingiifstica y un vector de dimensién fija. En la Figura se puede ver un
ejemplo de lo que se esperaria obtener si se representan, por ejemplo, textos de distintos
contextos en un espacio vectorial de dimension igual a tres.
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Figura 2.27: Representacion vectorial de textos en distintos contextos.

El objetivo de la representacién vectorial que vemos en la Figura [2.27 y que tomamos
como ejemplo, es asignar un vector de dimension tres a expresiones lingiiisticas que
estan dentro de un mismo contexto. En concreto, definir vectores “similares” a palabras,
oraciones o textos que hablen de un mismo tema: Politica, Ciencia, Deportes, Arte,
Cine o Tecnologia.

Existen distintas técnicas para realizar el proceso de representacion vectorial y algunas
presentan unas ventajas sobre otras. Algunas son mas sofisticadas que otras, pero el
objetivo es el mismo. A continuacion vamos a describir algunos procesos de codificacion
mas importantes y relevantes dentro de PLN.

2.4.1. Vectores One-Hot

Esta técnica de codificacién es la mas sencilla pero no por eso pierde trascendencia.
En esta codificacion se crean vectores de dimension igual a la del tamano del
vocabulario. Es decir, se crea una columna para cada palabra distinta dentro del
vocabulario dentro del conjunto de textos que estamos codificando y, para cada registro
o palabra, se marca con un 1 la columna a la que pertenezca dicha palabra y se dejan las
demads columnas con el valor de 0. A continuacién un ejemplo: suponga que se quieren
codificar las siguientes frases de Juan Rulfo de su obra “El llano en llamas”.

“El tiempo es mas pesado que la mas pesada
carga que puede soportar el hombre.”

“Y es que la alegria cansa. Por eso no me
extrano que aquello terminara.”
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Si contamos el nimero de palabras distintas en los textos observamos que son 24.
Entonces tendremos vectores de dimensién 24. En la Figura [2.28| se puede ver la
codificacion resultante de cada palabra dentro de los textos.
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Figura 2.28: Vectores One-Hot.

Esta forma de codificar palabras tiene dos desventajas principales, la primer desventaja
es que la dimensién del vector que representa a cada palabra resulta ser muy alta si
el tamano del vocabulario es grande (aspecto deseable en toda coleccién de textos).
Segundo, no hay una métrica significativa entre diferentes palabras sobre el espacio
de caracteristicas ya que toda palabra es igualmente distante una de la otra. Por
ejemplo, palabras altamente relacionadas (y que por lo tanto esperariamos estuvieran
més cercanas) como “pesado” y “cansa” no estdn mas cerca el uno del otro (en el
espacio de representacién anterior) lo que implica una pérdida de seméntica entre las
palabras.

Bolsa de palabras

Bolsa de palabras (Bag of Words, BoW) es una técnica de codificacién de oraciones
muy similar a la anterior pero en este enfoque se cuenta el nimero de veces que cada
palabra aparece en el texto. Por lo tanto nos permite codificar oraciones completas.
Cada texto se representa con un vector en el que cada entrada indica la ocurrencia
de cada palabra y en el caso de no contener la palabra se pone el valor de 0. Es mas
sencillo verlo con un ejemplo: suponga que se quieren codificar los siguientes textos.

] ’ “El gato se sento.” ‘

] ’ “El gato se sento en el sombrero.”

] ’ “El gato con el sombrero.” ‘
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Observemos que el vocabulario, el conjunto de todas las palabras en cada texto, es: {el,
gato, se, con, sentd, en, sombrero}. El vector de cada oracién lo generamos contando el
nimero de veces que aparece cada palabra en la oracién. En la Figura [2.29] mostramos
el vector generado de cada oracién que usamos como ejemplo.

e sombrero

=]

HH.HZI L oo aenbo e

El gato se sento 1 1 1 ] 1 ] 1]
El gato se sento en el sombrero P 1 1 ] 1 1 1
El gato con el sombrero P 1 1] 1 1] ] 1

Figura 2.29: Vectores BoW.

2.4.2. Representaciones distribuidas

Existen otro tipo de técnicas mas sofisticadas que usan estrategias de aprendizaje
profundo para estimar la mejor forma de definir un vector que represente desde
una palabra, una oracién y hasta un documento completo. Estas técnicas aprenden
relaciones contextuales entre palabras secuencialmente relacionadas de tal forma que el
espacio vectorial definido las representa. A diferencia de las técnicas antes mencionadas
como BoW o vectores One-Hot, en el que diferentes palabras tienen representaciones
completamente diferentes independientemente del orden del texto, el aprendizaje de
una representacion distribuida aprovecha el uso de palabras en un mismo contexto para
proporcionar representaciones similares a palabras que estan intimamente relacionadas
de forma sintactica.

Para el caso de codificacion a nivel palabra se tienen dos esfuerzos principales en
la literatura [I0] y [II] cominmente conocidos como modelos Word2Vec (palabra
a vector). Estos modelos fijan la dimensién del espacio vectorial (que puede ser
considerablemente m&as pequeno que las técnicas anteriores) y entrenan una red
neuronal que recibe como entrada vectores One-Hot (en primera instancia) y obtienen
una representacion vectorial eficiente usando el conjunto de datos que se usa como
entrenamiento. Tipicamente se entrenan a partir de enormes conjuntos de textos con
millones de palabras y con miles de palabras en el vocabulario [T1].

Para el caso de codificaciones a un nivel mayor que palabras se tiene el proyecto [12]
Doc2Vec (documento a vector) en el que se aprende a generar representaciones
vectoriales distribuidas continuas para fragmentos de textos o textos completos. Es
decir, los textos pueden ser de longitud variable, desde oraciones hasta documentos. El
entrenamiento se realiza de forma similar a la del modelo anterior ( Word2Vec) pero en
Doc2Vec la entrada de la red neuronal es un vector formado por la concatenacion de
los vectores One-Hot de todas las palabras dentro del documento. La ventaja principal
que se tiene con esta técnica es que el modelo es capaz de construir representaciones
de secuencias textuales de longitud variable en vectores de dimensién fija. En otras
palabras, a diferencia de algunos de los enfoques anteriores, esta técnica es general y
aplicable a textos de cualquier extensién: oraciones, parrafos y documentos.
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M4és adelante, en la seccién vamos a dar un esbozo mas detallado de como
funcionan los modelos Word2Vec y Doc2Vec para realizar representaciones distribuidas
de palabras o textos.

2.5. Mineria de datos

La Mineria de Datos (MD) es, en ciencias de la computacion, un conjunto de técnicas,
métodos y estandares que se aplican sobre grandes y complejas bases de datos con
el objetivo principal de descubrir patrones en los datos que aporten conocimiento
sobre un fenémeno en especifico. Muchos de los esfuerzo de MD se hacen con el
objetivo de automatizar el proceso de bisqueda de informacion predictiva basada en
experiencias previas registradas en grandes cantidades de datos. Podemos suponer que
la MD es una respuesta natural a la amplia disponibilidad de grandes cantidades de
datos y la inminente necesidad de convertir dichos datos en informacion y, después, en
conocimiento 1til sobre un area en especifico.

La accién de minar datos es un paso dentro de un proceso conocido como
Descubrimiento de Conocimiento en Bases de Datos (Knowledge Discovery in
Databases, KDD) que consta de una serie de pasos iterativos que describen una guia
para poder obtener el conocimiento. En la Figura [2.30| se muestra un esquema del

proceso que define KDD.
;./
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Figura 2.30: Esquema del proceso KDD.

Cada paso del proceso definido por KDD consiste en lo siguiente:
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Limpieza: Es el primer paso de KDD, recibe como entrada la base de datos y
devuelve como salida un conjunto de datos limpio, sin ruido.

Seleccién: En este paso se seleccionan todos los posibles datos que podrian
aportar mayor relevancia para el fenémeno que se esta analizando. La salida de
este paso es un conjunto de datos relevantes para el andlisis en siguientes pasos
dentro del proceso.

Transformacion: Este paso es uno previo al de Mineria de datos y su posicion
dentro del proceso justifica su tarea. Muchas de las técnicas de MD para reconocer
patrones (como algoritmos de ML o AP) requieren que los datos tengan cierto
formato. Algunos otros ciertas estructuras o, como vimos en la seccién anterior,
requieren de una codificacion especifica. La tarea de este paso del proceso es
justo transformar los datos que recibe del paso anterior y adaptarlos a los
requerimientos que dicte el siguiente paso.

Mineria de Datos: Es este paso del proceso el mas importante y central
dentro de KDD ya que es aqui donde se obtiene patrones que pueden ayudar a
vislumbrar aspectos importantes del fenémeno que se analiza. De forma general
el reconocimiento de patrones hace referencia al proceso cognitivo que ocurre
en nuestro cerebro cuando hacemos coincidir cierta informacién que encontramos
con datos almacenados en nuestra memoria. De forma andloga, KDD en este paso
busca encontrar patrones sobre los datos que recibe mediante técnicas de IA, mas
especificamente, modelos de AM y AP. La salida es un conjunto de instancias de
un objeto que describen el comportamiento o forma de actuar del fenémeno que
se analiza, patrones.

Interpretacion: Es el paso final del proceso. Particularmente en este paso, el
conocimiento se descubre por medio de un andlisis e interpretacién minuciosa
de los patrones obtenidos, generalmente se presentan al usuario por medio de
técnicas de visualizacion. Eso ayuda a los usuarios a comprender e interpretar los
resultados de la mineria de datos.

En este proyecto de investigacién vamos a seguir los pasos que dicta KDD para resolver
el problema objetivo.
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CAPITULO 3

ESTADO DEL ARTE

En esta parte del documento vamos a hacer una revision del estado del arte sobre
los retos que se tienen, de momento, para intentar resolver el problema de la deteccion
automatica de parafrasis.

Un desafio importante en la investigacién de la parafrasis es la falta de corpus de
parafrasis en Espafiol ya que existen diversos esfuerzos por recolectar caso reales de
parafrasis, sin embargo, la mayoria de estos son en idioma Inglés. Nosotros haremos
mencion de algunos corpus de parafrasis importantes, tanto en idioma Inglés como en
Espanol.

Como ya hemos visto, todo modelo de AM recibe como entrada valores numéricos que
representan a un objeto del mundo. En particular para nuestro proyecto trabajamos
con objetos que se construyen de secuencias de palabras que forman un segmento
discursivo con cierto relacion semantica bajo un contexto dado, por lo que es necesario
transformar nuestros objetos en estructuras numéricas que puedan ser tomadas por los
modelos de AM y usadas para la deteccion automaética de parafrasis.

Por otra parte, vamos a revisar los modelos de AM que se han aplicado para la detecciéon
de parafrasis, las implementaciones y esfuerzos anteriores.

3.1. Corpus de parafrasis

Por parte de la creacion de un corpus de parafrasis en idioma Ingles se tienen
las siguientes referencias mas representativas. En el ano 2003 se creé un corpus de
parafrasis que contiene, por una parte, traducciones paralelas al Inglés de articulos
periodisticos sobre el mismo evento realizadas por personas especialistas en traduccion;
y por otra parte, una coleccién de textos extraidos por medio de un método automatico
para extraer parafrasis que incluye definiciones de un mismo concepto de diferentes
enciclopedias, biografias de la misma persona compuestas por diferentes escritores
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y diferentes descripciones de una enfermedad en libros de medicina [38]. El corpus
obtenido contiene un total de 25,962 pares de traducciones y 1,496,284 pares de
oraciones extraidos con el método propuesto. En el ano 2004 se presenté el corpus
MSP Paraphrase Corpus [1T] que fue creado a partir de articulos de noticias en Ingles
agrupadas usando un modelo de Maquinas de Soporte Vectorial. El corpus obtenido
tiene un total de 4,891 de pares de oraciones. Mas adelante en el ano 2013 se liberd
el corpus Webis-CPC-11 [39], un corpus creado de forma manual por anotadores
(con fluidez en el idioma Inglés) contratados por medio de la plataforma Amazon’s
Mechanical Turkﬂ (AMT). El corpus contienen un total de 4,067 de pares de textos que
fueron seleccionados de forma aleatoria dentro de libros obtenidos de una plataforma
en linea de libros electrénicos gratuitosE]. Después, en el ano 2017 el equipo de ciencia
de datos de la plataforma Quomﬂ liberé la primer versién del corpus Quora [40]
que fue creado recopilando preguntas en idioma Inglés realizadas en el mismo sitio
web y utilizando el método de aprendizaje maquinal Random Forest para identificar
preguntas duplicadas. El corpus obtenido tiene un total de 404,348 pares de oraciones
identificadas con el método propuesto. En el mismo ano (2017) se propuso un nuevo
método para recolectar casos de parafrasis en oraciones contenidas en tweets dentro de
la plataforma T witterﬂ mediante el seguimiento de URL’s[41]. Con la primer prueba del
método propuesto lograron extraer un total de 51,524 pares de sentencias etiquetadas
como parafrasis y no parafrasis. Sin embargo, el método fue pensado para recolectar
al menos 30,000 pares de sentencias nuevas, cada mes, con una precision de etiquetado
de al menos 70 %. Aunque el proyecto tomé en cuenta solo tweets en idioma Inglés, el
método es facilmente escalable a tweets de otros idiomas.

Para el caso de esfuerzos por crear un corpus de parafrasis totalmente en idioma
Espafiol tenemos las siguientes referencias. En el ano 2011 se desarrolld6 un nuevo
corpus de parafrasis que contiene 12 textos en Espanol de topicos relacionados con
el sushi, sevualidad y astronomia y extraidos de WikipediaP} revistas cientificas y
periddicos [I5]. La creacién de este corpus fue totalmente manual, de modo que le
solicitaron a distintos voluntarios que intencionalmente reformularan o parafrasearan
dichos textos. Mas adelante, en el ano 2016 se creé un nuevo corpus de parafrasis
en idioma Espanol que contiene 36 textos de tépicos relacionados con matematicas,
psicologia y sexualidad (12 textos de cada tépico) [4]. Todos lo textos fueron extraidos
del corpus RST Spanish Treebank [42]. En este caso de le solicité a tres anotadoras que
parafrasearan 4 textos distintos de cada tépico, con la opcién de utilizar recursos como
diccionarios de anténimos y sinénimos, de la lengua espanola y terminolégicos.

Thttps://www.mturk.com/
https://www.gutenberg.org/
3https://www.quora.com/
‘https:/ /twitter.com/
Shttps://www.wikipedia.org/
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3.2. Representaciéon de textos distribuida

Como ya hemos mencionado, en la seccién [2.4.2] existen dos modelos que intentan
estimar la mejor forma de representar palabras en vectores [11] (Word2Vec) o textos
completos en vectores [12] (Doc2Vec), usando un enfoque distribuido de palabras o
textos en un espacio vectorial. Dichos modelos, inspirados en técnicas de AM y AP
(particularmente usando modelos de redes neuronales).

Vamos a ver que el modelo Doc2Vec es una extension del primero modelo propuesto
Word2Vec. Es decir, después de comprender cémo funciona el modelo Word2Vec, sera
mas sencillo comprender como funciona el modelo Doc2Vec.

Ademsds, revisaremos una variante importante del modelo Word2Vec conocida como
FastText [18]. Esta variante toma el hecho de que modelos como Word2Vec ignoran
aspectos morfolégicos de las palabras ya que asignan un vector distinto a cada palabra.
En cambio, FastText representa a cada palabra como una bolsa de caracteres n-gramas
y a cada n-grama le asocia una representacién vectorial. Y luego, las palabras se
representan como la suma de estas representaciones.

3.2.1. Palabra a vector

La representacién de una palabra en un vector de dimensién fija, usando el modelo
Word2Vec, se obtiene entrenando una red neuronal simple de tipo FeedForward con
una sola capa de entrada, una oculta y una de salida; y usando las técnicas descenso
del gradiente y retropropagacion del error para actualizar los pesos de cada capa y asi
estimar el vector que representa a una palabra. Veremos mas adelante que estos pesos
son en realidad los vectores de cada palabra que estamos tratando de representar.
Los autores en [II] propusieron dos arquitecturas distintas para realizar el
entrenamiento de la representacién vectorial, concretamente Bolsa de Palabras
Continua ( Continuous Bag of Words, CBoW) y Continuous Skip-gram. A continuacion
describimos cada una.

CBoW realiza el entrenamiento con el objetivo de que la red neuronal pueda predecir el
vector de la palabra i-ésima (dentro de la secuencia) usando como entrada un vector que
se crea sumando los vectores de palabras vecinas dentro de una ventana previamente

definida.
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Figura 3.1: Bolsa de Palabras Continua (Continuous Bag of Words, CBoW).

En la Figura [3.1] se muestra un esquema general de la forma en que la red neuronal se
entrena usando la arquitectura CBoW. Como podemos ver, dada una lista de palabras
indexadas, por cada palabra p; se genera un vector sumando los vectores de cada
palabra vecina al indice . En el ejemplo mostrado en la Figura se toma una rango
de 2 que resulta en considerar dos palabras pasadas y dos palabras futuras dentro de
la secuencia de palabras. Es decir, dada la palabra p; se toman los vectores de las
palabras p; o, pi_1, Pit1, Pire para formar, mediante la suma, al vector I; que forma
un ejemplo para entrenar la red neuronal. El vector I; como la entrada y el vector p;
como la prediccion deseada.

Continuous Skip-gram funciona de forma un tanto similar a CBoW pero en esta
arquitectura en lugar de predecir el vector de la palabra p; usando como entrada el
vector I; formado por los vectores de palabras vecinas, esta intenta predecir una o varias
palabras cercanas (dentro de un rango antes definido) dado el vector de la palabra p;.
En la Figura se muestra un esquema general de la forma en que la red neuronal se
entrena usando la arquitectura Continuous Skip-gram.

B '
\Probabilidad de que la palabra Pi-z E

5
Al - 1 |
E L { sl en Lna posicion cercana a P' i
T |
D
i A s Pi-z
D | Sl
A - Pi-l
P, el
< > - >
“ T Pin.
A . Pi+2

Figura 3.2: Continuous Skip-gram.
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Cuando decimos palabras cercanas nos referimos al rango de palabras que se van a
tomar en cuenta. En el ejemplo de la Figura[3.2|el rango es de 2 que resulta en considerar
dos palabras pasadas y dos palabras futuras dentro de la secuencia de palabras.

La red neuronal se entrena de la siguiente forma, dada una palabra p; en una secuencia
de palabras dentro del texto, se seleccionan las palabras mas cercanas p;_o, pi_1, Pit1,
pire para que la red neuronal incremente la probabilidad de que dichas palabras se
asocien a la palabra p;.

En la Figura se puede ver cémo seria el muestreo por cada palabra (seleccionada en
azul) del texto ejemplo “El tiempo es mds pesado que la mds pesada carga que puede
soportar el hombre.” y sus correspondientes vecinos tomando un rango de 2 palabras
pasadas y futuras.

el tiempo es mads pesado que la mds pesada carga que puede soportar el hombre

el tiempo i es i mas | pesado i que !la mas: pesada  carga | que : puede | soportar : el | hombre
el ‘tiempo : es: mas : pesado : que : la: mas : pesada ; carga : que : puede : soportar : el : hombre
el : tiempo ; es: mas  pesado ; que i la: mas  pesada ; carga : que | puede : soportar : el : hombre
el i tiempo ;i es i mas : pesado i que i lai mas | pesada i carga  que | puede : soportar | el : hombre

el i tiempo i es i mas | pesado i que i lai mas ! pesada i carga i que | puede ; soportar : el : hombre
el { tiempo ; es: mas : pesado : que : la: mas : pesada ; carga : que : puede : soportar | el : hombre
el i tiempo  es: mas : pesado | que  la ' mas : pesada | carga | gue : puede | soportar | el | hombre

Figura 3.3: Muestreo de palabras vecinas.

De ese modo si se usa la arquitectura CBoW entonces, por ejemplo, se usarian los
vectores de las palabras “que”, “puede”, “el” y “hombre” sumados para predecir el
vector de la palabra “soportar”. O en el caso de la arquitectura Continuous Skip-gram,
por ejemplo, se usaria el vector de la palabra “soportar” para maximizar la probabilidad
de que las palabras “que”, “puede”, “el” y “hombre” sean las mas cercanas.

En ambas arquitecturas, CBoW y Continuous Skip-gram, los vectores iniciales de cada
palabra dentro del vocabulario en el corpus de entrenamiento son de tipo One-Hot.
Una vez entrenada de red neuronal, los vectores de cada palabra se generan por los
pesos en la capa oculta de la red neuronal. Para ver lo anterior vamos a ejemplificar el
proceso usando la arquitectura Continuous Skip-gram.

En primer lugar, recordemos que no podemos ingresar palabras (de forma directa como
una cadena de caracteres) a una red neuronal, de modo que para entrenar la red es
necesario usar una representacion, al menos inicial, de las palabras. Para hacer eso,
primero se construye el vocabulario de palabras que se encuentran dentro del conjunto
de textos que se van a usar para entrenar el modelo. Retomemos el conjunto de textos
usado en la seccién [2.4.1] para obtener los vectores One-Hot. En dicho ejemplo se
encontraron un total de 24 palabras distintas dentro de los textos. Los vectores One-Hot
asociados a cada palabra se encuentran en la Figura[2.28] Podemos ver que cada vector
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One-Hot tiene dimensién 24 y que ponemos un 1 en la posiciéon correspondiente a cada
palabra y 0 en las demés posiciones.

Adicionalmente, pensemos que queremos construir un espacio de dimensiéon 4 para
representar cada palabra en el vocabulario y que el rango de palabras cercanas sea
de 3. Con esta configuracion la salida de la red neuronal tiene 6 neuronas en la capa
de salida, donde cada neurona predice la probabilidad de las palabras vecinas. En la
Figura|3.4]se puede ver la arquitectura de la red neuronal generada con la configuracion
anterior.

Capa
oculta

» P("tiempo”)

»P(es")

» P'més”)

"pesado”

o Pque’)

»P(R")

-- - »P("pesada’)

24 neuronas

Figura 3.4: Arquitectura de la red neuronal del ejemplo usando Continuous Skip-gram.

De modo que, con el ejemplo anterior, estamos aprendiendo a representar palabras en
vectores de dimensién 4. Por lo tanto, la capa oculta va a ser representada por una
matriz de pesos que va a tener 24 filas (una por cada palabra) y 4 columnas (una
por cada caracteristica). Van a ser los pesos en la capa oculta los que van a darnos
la representaciéon de cada palabra que estamos buscando. De modo que el objetivo
principal es solamente entrenar esta matriz de pesos en la capa oculta, la capa de
salida al final del entrenamiento se desecha. En la Figura se muestra la conversién
de matriz de pesos en la capa oculta a vectores de caracteristicas aprendidas.
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4 NEURONAS 4 CARACTERISICAS

24 PALABRAS
24 PALABRAS

Matriz de pesos Vectores
en la capa caracteristica de
oculta cada palabra

Figura 3.5: Definicién de los vectores caracteristica con los peso en la capa oculta.

Los vectores One-Hot iniciales son solo una forma de seleccionar la fila de la matriz
de pesos (o caracteristicas) correspondiente a la posicién donde se encuentra el valor 1
mediante el producto de matrices. En la Figura|3.6/se muestra un ejemplo para obtener
el vector asociado a la palabra “pesado” usando el vector One-Hot asociado y la matriz
de pesos en la capa oculta que la red neuronal con el ejemplo anterior podria generar.

0.9 0.8 0.3 0.8
0.6 0.9 0.8 0.6
0.0 0.1 0.7 0.2
0.7 0.4 1.0 0.7
0.50.3 0.1 0.1
0.4 0.0 0.9 0.1
0.3 0.0 0.2 0.5
0.9 0.2 0.7 0.0
0.9 0.6 0.6 0.6
0.4 0.5 0.0 06
0.1 020203
pesado 1.0 0.8 0.4 06| Vector("pesado”
[C00010000000000000000000] X |09 0604 07 =
0.4 0.8 0.5 0.6
0.7 0.2 0.0 0.1
0.5 0.5 0.1 0.7
0.9 0.0 0.5 1.0
0.9 0.9 0.1 0.7
0.3 0.5 0.7 0.3
0.0 0.9 0.1 0.8
0.6 0.1 0.6 0.8
0.9 0.6 0.3 1.0
0.2 1.0 0.5 0.4
0404 0109

Figura 3.6: Vector de caracteristicas usando el vector One-Hot.

Por otro lado, en la capa de salida lo que se tiene es un clasificador de regresién SofMax,
es decir, que por cada neurona en la capa de salida (una por cada palabra cercana dentro
del rango) se produce un valor entre 0 y 1 tal que la suma de todos esos valores es 1.
Recordemos que cada neurona en la capa de salida tiene asociada una palabra cercana
que queremos clasificar correctamente, entonces el valor de la regresién se asocia a la
probabilidad de que la palabra en cada neurona sea la mas cercana. De forma mas
especifica, cada neurona en la capa de salida tiene un vector asociado a la palabra que
se quiere clasificar correctamente, ese vector se multiplica con el vector que viene de
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la capa oculta asociado a la palabra de entrada. Al valor resultante = se le aplica la
funciéon exponencial e” y finalmente se divide por la suma de todos los resultados en
la capa de salida. En la Figura |3.7] se muestra cémo se calcularia la probabilidad de
que al seleccionar de forma aleatoria una palabra cercana a “pesado” esta sea “que”
tomando los valores del ejemplo anterior.

Vector(“que”)
05 softmax
Vector(“pesado™) 0.3
|05 0.3 0.1 0.1] 01| = X com—

Figura 3.7: Calculando la salida de la neurona de la palabra “que” en el ejemplo.

Recordemos que el entrenamiento se hace con el objetivo de maximizar la probabilidad
de que las palabras seleccionadas sean las mas cercanas. Los pesos en la capa oculta se
actualizan con la retropropagacion del error.

Los autores de esta técnica reportan que de manera sorpresiva se encontré que la
similitud entre los vectores de palabras, usando esta técnica de codificacion, se puede
evaluar usando simples operaciones algebraicas entre vectores. Por ejemplo, se mostrd
que (con el conjunto de datos que entrenaron y probaron el modelo) el vector V., —

hombre + V mujer Tesultaba en un vector que estaba en una vecindad al Vreina [11].

3.2.2. Documento a vector

El objetivo de los modelos Doc2Vec es crear una representaciéon numérica de un
documento, independientemente de su longitud. Pero a diferencia de las palabras, los
documentos no vienen en estructuras 1dgicas (o secuencias) como palabras en oraciones,
por lo que era necesario encontrar otro método. En [I2] propusieron un cambio sencillo
al modelo anterior Word2Vec [11] para poder representar textos de longitud variable
en vectores. Propusieron agregar otro vector en el proceso aprendizaje. Para el caso de
la arquitectura CBoW ademas de usar a las palabras para entrenar la red neuronal,
también agregan un vector que representa al documento completo. En la Figura[3.8|se
puede ver la estructura de entrenamiento propuesta en [12], se puede ver que es muy
similar a la mostrada en la Figura 3.1}
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Figura 3.8: Arquitectura CBoW para representar documentos.

El vector que se agrega se ve marcado con rojo en la Figura |3.8| y corresponde al
documento k-ésimo dentro del corpus de entrenamiento. Es decir, por cada documento
Dy, se extraen las palabras P, que contiene todo el documento y se crea un vector
adicional al de los vectores de las palabra. De ese modo, al entrenar cada palabra P,
(usando los vectores de las palabras vecinas para predecir el vector de la palabra P;)
también el vector del documento Dy se ajusta y, al final del entrenamiento, en la matriz
de pesos dentro de la capa oculta se tiene (en un columna adicional) la representacion
vectorial del documento completo, que recordemos, es de una dimensién fija.

Es importante mencionar que el vector de cada palabra P; es tnico dentro de el
conjunto de documentos. Es decir, si por ejemplo la palabra “guerra” se encuentra
en dos documentos distintos Dy, y Dj, el vector de la palabra “guerra” va a ser tnico
y por lo tanto compartido entre los dos documentos al momento del entrenamiento.

Para el caso del entrenamiento del modelo usando la arquitectura Continuous
Skip-gram proponen predecir un conjunto de palabras aleatoriamente elegidas dentro
de un documento. En la Figura se muestra la arquitectura resultante, que como se
puede ver, es similar a la anterior Figura (3.2
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Figura 3.9: Arquitectura Continuous Skip-gram para representar documentos.

Por cada documento Dy dentro del corpus de entrenamiento, se toma una conjunto
de palabras y la red neuronal se entrena para maximizar la probabilidad de que los
vectores de salida de la red neuronal sean los de las palabras que se seleccionaron. Este
método es menos costoso, hablando en términos de recursos computacionales, debido a
que no es necesario almacenar los vectores de todas las palabras dentro del documento
en el proceso de entrenamiento.

Ambas arquitecturas también son entrenadas, de la misma forma que el modelo de
palabras a vectores Word2Vec, usando la retropropagacion del error y en la capa de
salida lo que se tiene es un clasificador de regresion SofMaz.

3.2.3. FastText

En [I8] se present6 una técnica de representaciéon continua conocida como FastText
que difiere principalmente en la forma en que se definen los vectores de cada palabra.
Vimos que los modelos Word2Vec y Doc2Vec definen el vector de cada palabra usando
la matriz de pesos obtenida durante el entrenamiento del modelo. Esta forma de
representacion ignora de alguna forma la estructura interna de las palabras ya que
generalmente la formacion de palabras siguen ciertas reglas morfolégicas [18]. De modo
que FastTexrt agrega una capa de aprendizaje previa para aprender representaciones de
n-gramas de caracteres y asi crear la representacién vectorial de cada palabra con la
suma de los vectores de n-gramas.

Del mismo modo que Word2Vec y Doc2Vec, FastText utiliza las mismas arquitecturas
de entrenamiento CBoW y Skip-gram. En la Figura |3.10| mostramos un diagrama de
la arquitectura CBoW con la capa extra de los vectores de n-gramas.
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Figura 3.10: Arquitectura CBoW para representar documentos usando FastText.

Observemos que la palabra (P;yq, en la Figura es “algoritmo”. Y descomponemos
en pequenos segmentos de 3-gramas que FastText aprenderd y asignard un vector a cada
uno de los segmentos. La suma de cada uno de los vectores es la que define el vector
de la palabra P,y;.
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3.3. Deteccion de parafrasis

Generalmente el problema asociado a la deteccién de parafrasis automatica se plantea

como un problema de clasificacién en ciencias de la computacién [6] en donde un par
de textos, en principio distintos, se evalian y etiquetan (o clasifican) como parafrasis
o no parafrasis en funcién de distintos parametros a considerar para determinar si son
parecidos.
En el ano 2006 se creé el sistema ParaFval [5], en el que desarrollaron un modelo
probabilistico combinado con técnicas de biisqueda local en el que miden las semejanzas
léxico-sintacticas por pares de textos y realizan una busqueda local con relaciones entre
los pares, a nivel sintdctico, para determinar si ambos textos tiene palabras similares
(incluyendo la revisién de sinénimos) para de esa forma determinar si un texto es
parafrasis de otro o no lo es. El algoritmo que proponen usa una tabla de referencia
entre palabras u oraciones que tienen relacion seméantica y que sirve para calcular
un score de similitud tomando como referencia la frecuencia de coincidencias en los
registros de la tabla. En la Figura mostramos un ejemplo mostrado en [5] con el
tipo de relaciones semanticas entre palabras u oraciones que fueron consideradas.

Reference I Peer

T S
—_—
_—

-

in 1998 two Linyans| _indicted in 1991

& Pan Am jumbo jet over » Sootend '“‘293- for the [[GGKkarb#e | Bombing) were st in Libya
. of - -

X -

-

-~ -
[ In 1992 [ the U. N.x"voted sanctions against Libya
=

(The United N;uong,)qf-posad sanctions on‘Labyzaj)

in 1992 [Decause of their refusalXfo surrender the suspects) .
— - - ~ 2 | Clor its refusalxfo turn ?verthe suspect .

-

Figura 3.11: Comparacién entre pares de textos del sistema ParaEval [5].

El desempeno del modelo mostré resultados prometedores. Sin embargo, la
escalabilidad y desempeno del modelo dependen directamente de la cantidad y calidad
de informacién que tiene la tabla de referencia que se utliza.

Maés adelante en el ano 2014 se publicaron los resultados de un algoritmo llamado
SimTez 3] que reporté resultados prometedores debido a que agregaron un analizador
de estructuras discursivas (Rhetorical Structure Theory, RST) que ayuddé en una
primera etapa del proceso a identificar secciones o segmentos del texto semejantes
en términos discursivos y luego, de los pares de segmentos con relevantes similitudes
discursivas el algoritmo analiza similitudes seméanticas entre palabras usando relaciones
conocidas como synsets o conjuntos de términos sinonimos incluidas en la base de
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datos FuroWordNetf| Al final el algoritmo pondera lo puntajes de similitud discursiva
y semantica entre el par de textos y calcula un resultado de similitud semantica
normalizado. Otra de las contribuciones importantes de [3] fue la implementacién de
un nuevo corpus de parafrasis en Espanol creado de forma manual para realizar sus
experimentos.

Después, pasando a métodos que modelan ambos textos como una bolsa de palabras y
son representados por medio de vectores, en 2015 se present6 el proyecto ASOBEK [T]
en donde plantearon una representacién vectorial de los textos aplicando técnicas
de tokenizacion y superposicion de caracteristicas para poder aplicar el modelo de
clasificacién Maquina de Soporte vectorial (MSV).

Demostraron empiricamente que para este tipo de problema, los kernel basados en
funciones radiales (RBF') presentan mejores resultados. Ademds, mostraron que la
concatenacién de caracteristicas en el espacio vectorial a nivel palabra y caracter,
puede dar un rendimiento comparable a modelos y método del PLN mas sofisticados.
Mais adelante, en el afio 2017 se propuso un modelo de red neuronal [8] que combinaba
dos tipos de redes, por una parte una red convolucional (convolutional neural
network, CNN) que se utiliza para procesar y extraer caracteristicas de similitud
entre representaciones vectoriales pre-entrenadas de cada texto. Y por otra parte,
una red recurrente (Long short-term memory, LSTM) que recibe como entrada las
caracteristicas codificadas de la red CNN para crear dependencias semanticas de
la representacion del par de textos. El modelo propuesto busca obtener un buen
desempeno detectando parafrasis entre pares de textos cortos e informales como
Tweets de la plataforma Twitter{z] ya que pueden representar un reto adicional dado
que puede haber problemas adicionales como faltas de ortografia, acréonimos de la web
y estilos de escritura distintos.

En el ano 2020 se publicaron los resultados de un proyecto similar al anterior excepto
que configuraron una cascada de redes neuronales que estima la mejor forma de
representar a los vectores de caracteristicas asociados a los textos que se comparaban
[6]. Se usaron tres tipos de redes neuronales en cascada: CNN, LSTM y LSTM
con atencién propia. Al final de la configuracién que propusieron colocaron una red
neuronal clasica con dos capas ocultas que realizaba la clasificacion final.

En general observamos que todo esfuerzo anterior por desarrollar sistemas para la
deteccion de paréfrasis han dado aportes en el proceso de mejora continua para lograr
sistemas cada vez mas robustos y eficientes para la tarea. La Tabla resume los
enfoques y esfuerzos discutidos en esta seccion.

Shttp://www.illc.uva.nl/EuroWordNet
Thttps://twitter.com/
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Trabajo | Nombre Tipo Concepto/Modelo
Paracval: Using Probabilistico y de ,
[5] paraphrases to evaluate D, Busqueda local
. . Optimizacion
summaries automatically
[3] & and & | léxico-sintdctico Morfologia del texto
textual similarity based on s
. : y Probabilistico
discourse and semantics
ASOBEK: Twitter
Paraphrase Identification e,
[ with  Simple  Overlap Optimizacién MSV
Features and SVMs
A deep network model
18] for paraphrase detection in | Red neuronal CNN, LSTM.
short text messages
A multi-cascaded model
® with data augmentation Red neuronal CNN, LSTM y LSTM

for enhanced paraphrase
detection in short texts

con atencion propia.

Tabla 3.1: Trabajos previos sobre deteccion de paréfrasis automaética
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CAPITULO 4

METODOLOGIA

En esta seccién presentamos la forma en que abordamos el problema de detectar
parafrasis de forma automatica empleando técnicas de aprendizaje maquinal. En
términos generales nuestro método consta de 3 etapas:

* Seleccion y extraccion de textos, desde una base de datos minable, para crear un
nuevo corpus de parafrasis en Espanol.

* Codificacion de textos empleando técnicas de aprendizaje profundo.

* Aplicacién de técnicas de aprendizaje supervisado para la clasificacion de un par
de textos.

4.1. Corpus de parafrasis

Para la adquisicion de parafrasis, ha sido esencial encontrar y desarrollar técnicas
simples y efectivas para crear pares de oraciones candidatos a paréafrasis y no parafrasis.
Como vimos en la seccién se han realizado distintos esfuerzos para recolectar
muestras representativas del fenomeno de la parafrasis. Muchos de estos en idioma
Inglés y otros especialmente en idioma Espanol. Algunos creados de forma manual
con anotadores parafraseando oraciones y textos, otros empleando traducciones y
otros generados artificialmente. Pero todos atendiendo al hecho de que la eficacia y
desempeno de modelos inspirado en AM y Al depende, en gran medida, de la calidad
y cantidad de los datos que se utilizan. Por lo tanto, la creacion de nuevos conjuntos
de datos es de gran importancia.

En este apartado mostraremos la forma en que extrajimos segmentos discursivos de
textos académicos y como creamos parafrasis por medio de traduccion que automatiza
la generacién de un nuevo corpus de parafrasis y recopila grandes cantidades de
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muestras. Y, como complemento de nuestro trabajo, usaremos tres corpus de parafrasis
importantes en la literatura para evaluar nuestro método tomando en cuenta como
punto de referencia los esfuerzos previos en cada uno de los corpus.

4.1.1. Corpus CBI-M-00-21

Para la creacién de nuestro corpus de parafrasis usamos como fuente de datos
minable el repositorio TESI UAM]El, una coleccion de tesis electrénicas que administra
la Coordinacion de Servicios Escolares Documentales de la Universidad Auténoma
Metropolitana unidad Iztapalapa. En ella se encuentran las tesis de alumnos egresados.
Las tesis las podemos encontrar organizadas por: divisiéon (CBI, CBS y CSH), nivel
(Licenciatura, Maestria y Doctorado), drea de estudio y ano de realizaciéon. Para
nuestros experimentos hemos decidido enfocarnos unicamente en las tesis de la divisién
de CBI, de nivel Maestria, de los anos 2000 a 2021 y de las areas Matemdticas, Quimica,
Ciencias y Tecnologias de la Informacion, Fisica, Biomédica y Energia. E1 nimero total
de tesis que obtuvimos bajo dichos criterios es de 817. En la Figura [4.1| se puede ver
la distribucién, por area, de todas las tesis obtenidas.

Energia: 47 - 5.8%

Fisica: 102 - 12.5% Matematicas: 184 - 22.5%

Biomédica: 150 - 18.4%

AN

Ciencias y

H ‘o Quimica: 262 - 32.1%
Tecnologias de la Informacion

Figura 4.1: Distribucién de niimero de tesis por area.

4.1.1.1. Extraccion

Extrajimos el texto que contenia cada una de las tesis seleccionadas, definiendo
como unidad minima a un segmento discursivo y aplicando expresiones regulares para
identificarlos. Consideramos a los segmento discusivos como todas las oracién del texto
delimitadas por un punto y seguido o punto y aparte. En la Figura se muestra un
ejemplo de lo que tipificamos como un segmento discursivo.

thttp://tesiuami.izt.uam.mx/uam/default.php En un futuro: http://bindani.izt.uam.mx/
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Las especies, géneros y
familias no tienen una distribucion aleatoria, ya que en su mayoria estdn confinados en un

arreglo determinado a un drea particular.

Figura 4.2: Ejemplo de seleccién de un segmento discursivo.

El orden jerdrquico de la informacién obtenida se puede ver en la Figura [£.3] Cada
documento (identificado por su clave tnica UAMI*) tiene un nimero N de péginas y
a su vez cada péagina tiene un niimero M de segmentos.

- UAMI22628 _-"'Segme'ml
p -+ Péginal
Corpus N 4 Segmento M
L s UAMILGIZ3 .
-
4 PaginaN
-
L ]
-
¥ UAMI19133

Figura 4.3: Jerarquia de informacién del corpus CBI-M-00-21.

4.1.1.2. Generacién de parafrasis

A cada segmento extraido de los documentos descargados le asociamos otro texto
que representa a la parafrasis que hemos generado por medio de traduccion [4],
asegurandonos que la traduccion sea similar en términos semadanticos, pero con
estructuras lexico-sintacticas distintas. Para nuestros experimentos nos inclinamos por
usar MariaM TP, un modelo de traduccién de textos pre-entrenado con datos de OPUSP|
desarrollado por el equipo de traduccién de Microsoft (Microsoft Translator Team).
Cada segmento que hemos extraido de cada pagina dentro de cada tesis lo hemos
traducido a varios idiomas, en secuencia, hasta llegar de vuelta al idioma original. En

Zhttps://huggingface.co/transformers/model_doc/marian.html
3https://opus.nlpl.eu/
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la Figura [4.4] se puede ver un esquema de la secuencia de traducciones por las que cada
segmento ha pasado y un ejemplo de la secuencia.

Ejemplo
[Segmento]
Muestreo temporal de
! video

Modelo 1

ES --EN M
Temporary video

1 sampling
¥

lodelo 2 v

EN - FR
1 Echantillonnage vidéo
| temporaire
¥

Modelo 3 v
- ES

FR - ES Toma de muestras de video
l temporal

Figura 4.4: Secuencia de traduccién de cada segmento.

4.1.1.3. Evaluacion de parafrasis generada

Para evaluar las traducciones obtenidas usamos BLEU score (Bilingual Evaluation
Understudy)[13] una puntuacién para comparar una traduccién de texto candidata con
una o mas traducciones de referencia. Una coincidencia perfecta da como resultado
una puntuacion de 1.0 lo cual indica que los textos comparados son exactamente
identicos, mientras que una discrepancia perfecta da como resultado una puntuacion
de 0.0 indicando que los textos comparados no tienen ninguna coincidencia a nivel de
{1,2,3,4}-gramas, donde un n-grama es una secuencia de n palabras dentro de una
oracion. En la Figura 4.5 se muestra un ejemplo de una coincidencia de 3-gramas entre
un par de oraciones.

@ dia| hoy

es E buen | dia

Figura 4.5: Ejemplo de una coincidencia en 3-gramas.

4.1.1.4. Generacién de no parafrasis

Hasta ahora hemos asignado a cada segmento otro texto paréfrasis por medio de
traduccion. Para cubrir el caso contrario, es decir, asociar a cada segmento otro texto
que represente un forma de no parafrasis, decidimos extraer segmentos adicionales
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de tesis dentro del repositorio TESIUAMI, del mismo rango de anos (2000-2021) y
la misma divisién y drea pero ahora de distinto grado (Licenciatura). Y sobre este
conjunto de segmentos nuevo buscar, por cada segmento del corpus CBI-M-00-21,
un segmento cuya interseccion de palabras sea méaxima. De esa forma asociaremos a
cada segmento un texto que sea de forma léxico-sintactico similar por la interseccion
de palabras pero, por la aleatoriedad con que se elige y la fuente de datos distinta,
semanticamente diferente. En la Figura se muestra un ejemplo de la seleccion de
candidatos a no parafrasis de cada segmento. Es importante mencionar que para contar
las palabras de interseccion entre un par de segmentos solo hemos considerado aquellas
palabras que no son StopWords. Las palabras Stop Words o palabras vacias son las
palabras mas comunes en cualquier lenguaje natural que pueden no agregar mucho
valor al significado de una oracién. En la Figura[4.7 mostramos las palabras que hemos
considerado como Stop Words.

sle

¢Como puedo obtenerla .
certificacién Scrum .-
Master? .

Segmento del T
corpus atrvistas difundeng ) vista

) wnon

| @ Palabras en comun |

40 Paiabras similares

] @ palabias adicionales ]

Segmento en textos adicionales

iabida Esa

el . Sle'a-\iuestra . ey 1 Ella .

'cu: Tu vo Estada

MHChoAnte“EstaDéQtra

Estaba

Nuestro

Figura 4.7: StopWords, palabras vacias.

El objetivo principal de esta creacién de pares de textos (segmento - no paréfrasis)
es crear un tipo de ruido para los modelos de AM. En especifico lograr similitudes en
palabras principales, pero una variacién importante en las formas sintacticas de la no
parafrasis con respecto al segmento original que, ademas, aporte palabras ajenas al
contexto.
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4.1.2.

Corpus Sushi, Mrpc y Quora

Como complemento de nuestro estudio usamos tres conjuntos de datos del mundo
real en nuestras evaluaciones experimentales. Cada unos de estos conjuntos de datos
contiene pares de oraciones previamente clasificadas en las clases pardfrasis y no
pardfrasis.

1) Sushi [T4][I5]: un corpus en Espanol basado en un articulo de un blog relacionado
con el sushi en donde se solicité a varios voluntarios que reformularan o
parafrasearan intencionalmente el mismo articulo.

2) Quora [16]: este corpus en idioma Inglés fue recopilado a partir de preguntas
realizadas en el sitio web de preguntas y respuestas Quomﬂ

3) Microsoft Research Paraphrase Corpus (MRPC) [I7]: un corpus en
idioma Inglés que contiene pares de oraciones extraidas de frases en articulos

de noticias en la web.

Observemos que los corpus Quora y Mrpc estdn en idioma Inglés, de modo que fue
necesario traducirlos al idioma Espanol para mantener persistencia con los corpus
Sushi y CBI-M-00-21. La traduccién la realizamos aplicando un modelo MariaMT
especializado en traducciones Inglés-Espanol. En la Tabla 4.1]|se muestran dos ejemplos
de pares de oraciones traducidas por cada corpus.

S, =
(Inglés) (Espanol)
Corpus Clase
Texto uno Texto dos Texto uno Texto dos
The songs are on offer The company will offer Las canciones estdn en La compaifia ofrecerd Paréfrasis
for 99 cents each, or songs for 99 cents and oferta por 99 centavos canciones por 99
$9.99 for an album. albums for $9.95. cada una, o $9.99 para centavos y dlbumes por
un 4lbum. $9.95.
Mrpc
Police official S.K. State interior ministry El oficial de policia Vasant Pitke, portavoz No
Tonapi told Reuters spokesman Vasant Pitke S.K. Tonapi dijo a del Ministerio del paréfrasis
at least 40 people had told Reuters that at Reuters que al menos Interior del Estado, dijo
been killed and more least 42 people had been 40  personas habian a Reuters que al menos
than 100 wounded. killed and 112 injured. muerto y mds de 42  personas habian
100 habfan resultado muerto y 112 habian
heridas. resultado heridas.
Can I learn martial arts How can I learn martial iPuedo aprender artes ;,Cémo puedo aprender Parafrasis
on my own 7 arts at home through marciales por mi artes marciales en casa
internet ? cuenta? a través de Internet?
Quora
Which are the How many episodes ;,Cuéles son los ;,Cuédntos episodios No
manga related does Naruto have ? episodios relacionados tiene Naruto? paréfrasis
episodes in ”Naruto con el manga en
Shippuden.2nime 7 el anime Naruto
Shippuden?

Tabla 4.1: Ejemplos de pares de oraciones traducidas al Espanol de los corpus Mrpc y Quora.

4https:/ /www.quora.com
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4.1.3. Conjuntos de datos

Para entrenar y evaluar cada modelo de AM utilizado debemos tener nuestros
conjuntos de datos o corpus dividido en tres distintos conjuntos de datos;
entrenamiento, validacion y prueba. El conjunto de entrenamiento lo usamos para
ajustar el modelo (pesos y sesgos en el caso de una red neuronal) es decir, el modelo
aprende de estos datos. El conjunto de validacién lo usamos para evaluar un modelo
de manera frecuente (generalmente durante el proceso de entrenamiento). El modelo
ocasionalmente ve estos datos, pero nunca “aprende” de ellos. Y por tltimo el conjunto
de prueba es un conjunto de datos separado que utilizamos para evaluar el desempeno
del modelo después de completar el entrenamiento. En la Figura mostramos la
proporcién de division que fijamos en cada corpus.

15.0%

\

15.0% ——

I Entrenamiento
M validacion
M Prueba

- 70.0%

Figura 4.8: Proporcion de divisién de los conjuntos de datos entrenamiento, validacién y prueba.

Las proporciones que tomamos son las mas comunes en esta area de estudio, y ademas
han mostrado ser las 6ptimas en trabajos previos [35][36].

4.2. Codificacion de textos

Para codificar cada par de oraciones dentro de cada corpus decidimos usar y entrenar
dos tipos de embeddings. Usamos Doc2Vec por la capacidad que tiene para crear
vectores de longitud fija sobre textos de longitud variable[12]. Y también usamos
FastText porque cada palabra se representa como una bolsa de n-gramas de caracteres
de tal forma que una representacion vectorial de cada palabra estd asociada a cada
n-grama de caracteres donde las palabras se representan como la suma de estas
representaciones[I§]. El objetivo principal de seleccionar dos técnicas distintas es
determinar qué embedding se ajusta mejor a nuestras necesidades. Creemos que un
enfoque de documento a vector (Doc2Vec) podria representar una ventaja al proyecto
ya que tratamos con segmentos de longitud variable; pero una aproximacion distinta
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utilizando el enfoque de n-gramas de caracteres de FustText podria agregar informacion
relevante en los casos en donde se encuentren palabras fuera del vocabulario ya que
estas palabras obtienen un vector en una vecindad, a nivel caracter, de una palabra
similar[I§].

4.2.1. Seleccién de modelo embedding

Para determinar qué modelo embedding presenta mejor desempeno en definir
vecindades en el espacio vectorial con relaciones de similitud seméantica, planteamos el
siguiente experimento. Tomamos el conjunto de palabras de cada segmento de nuestro
corpus (CBI-M-00-21) y lo unimos con el conjunto de palabras del texto parafrasis (que
creamos con la traduccién). Al unir el par de oraciones logramos tener un conjunto mas
grande de palabras que estan contextualmente relacionadas entre si. En la Figura|4.9se
muestra un ejemplo de la unién de oraciones para crear una muestra de entrenamiento.
La idea detras de esta configuracién se debe al hecho de que ambos embeddings (tanto
Doc2Vec como FasText) crean vecindades de palabras que estdn contextualmente
relacionadas. De modo que agrupando palabras contextualmente similares, creamos
relaciones numéricas mas fuertes entre las palabras por todo el espacio vectorial definido
por el embedding.

toma
toma

de muestreo
muestreo muestras i
—
| video
tempora de temporal
de video muestras
video temporal

Figura 4.9: Unién los conjuntos de palabras del par de oraciones para crear una muestra de
entrenamiento del embedding.

Usamos cada conjunto de palabras unido como una muestra de entrenamiento del
embedding. La configuraciéon nos permite proponer la siguiente comparacion.

Evaluacién y comparacién

Consideramos crear por cada oracién dentro de cada corpus, tres vectores generados
por el propio embedding creado. El primer vector X7, es creado tomando el conjunto de
palabras de una oracién. El segundo vector X, es creado tomando la segunda oracién.
Y por ultimo, el tercer vector X 5, es creado tomando el conjunto de palabras de la
uniéon de las dos oraciones del par; como mostramos en la Figura .

Para evaluar cada embedding planteamos comparar el vector X o con los vectores X;
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%
y X5 generados (ver Fi_g>ura 4.10(b)|), ya que en principio se trata de vectores distintos

porque ambos, tanto X; como X, no contienen palabras que X o si contiene. Como
métrica de comparacién usamos la similitud coseno definida como:

AeB
imZEz .
Sl B) 14| < | B| 4

esperando obtener, en promedio, un valor préximo a 1.0 ya que eso indicaria que,
incluso sin las palabras que X o contiene, el embedding esta definiendo una similitud

=
con los vectores X; y Xo.

toma >

e
muestren muestras

|
o

—— . .X'I 5
b S 4
de video E
video temporal X
mugestrac .:: '
temporal i —) ‘ .
video
- %
toma 1
- X 1
muestras _—
= X,
video
temporal
Embedding
(a) Definiciéon de vectores para (b) Representacién de la evaluacion.

evaluacién del embedding.

Figura 4.10: Definicién y representacion de vectores para evaluacién de embedding.

4.2.2. Ajuste de hiperparametros

Un ntumero de hiperpardmetros son requeridos para entrenar todos los embeddings.
Calibramos y seleccionamos estos hiperparametros en cada embedding tabulando
cada combinacion y reportando el promedio de la funcién de pérdida durante el
entrenamiento. Para el tipo de entrenamiento usamos las técnicas skipgram y cbow|[11].
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Las funciones de pérdida usadas fueron NS (Negative Sampling), HS (Hierarchical
softmax) y Softmax. Las dimensiones de los vectores creados fueron de 200, 300 y 400.
Y por ltimo, una tasa de aprendizaje fija de 0.05.

4.3. Pre-procesamiento

4.3.1. Contexto

El contexto, la variacion de significado de una palabra en funcién del entorno
lingiifstico, es sin duda una caracteristica de lenguaje que todo modelo de AM debe
modelar para lograr buenos resultados. En nuestro método decidimos entrenar un
modelo embedding distinto por cada corpus (CBI-M-00-21, Sushi, Quora y Mrpc)
usando solo las oraciones dentro del conjunto de entrenamiento como mostramos en la

Figura

CBI-M-00-21

»

Embedding CBI-M00-21

Sushi

[T

Embedding Sushi

Quora

(Tl

>

CHXm=EZ00

Embedding Quora
Mrpc

»

(I

Embedding Mpe

Figura 4.11: Esquema de entrenamiento de 4 embeddings.

Cada corpus (de los cuatro que utilizamos) contiene distintos textos con un contexto
distinto. Lo que implica que las palabras en cada oraciéon tienen un entorno distinto
por cada corpus. Nosotros aprovechamos esta caracteristica para modelar variantes
contextuales simuladas por variaciones numéricas (por palabra) contenidas en cada
modelo embedding definido.

4.3.2. Transformacién

Ya con los modelos embedding entrenados podemos definir el esquema de
transformacion de los datos para tratarlos con técnicas de AM. Este esquema de
transformacién quedara estatico en todo proceso de entrenamiento y prediccién de
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los modelos AM que utilizaremos. En la Figura se muestra el esquema de
transformacién de los datos propuesto.

I{‘[u.uossng.m, -0.01621434, ... , 0.02100142, 0.02213368]

*f [c.04554944, 001521434, .. , 0.02160142, 0.06161363]

I

[0.00654944, -0.01621434, ... , 0.02100142, 0.02218365]

- [o.msiaga-t, -0.01521434, ... , 0.02160142, 0.06 13_1359] +Parafrasis
Sushil
+ [n.00654044, -0 01621434, ... , 002100142, 0.02215354]
; "% [0.0¢554244, -0.01521434, ... , 0.02160142, 0.06181365] No parafrasis
| Quom
“‘“\d [0.00654044, 001621434, ... , 0.02100142, 0.02218353 ]
: T | [0.04554544, -0.01521434, ... , 0.02160142, 0.06LEL359]
| CELM-00-21
Limpieza Embedding

Figura 4.12: Esquema de transformacién de datos

Cada par de textos (T X T, TXTy) pasa por una capa de limpieza en donde eliminamos
caracteres especiales, pasamos todo a minusculas y removemos Stop Words. La salida
de la capa de limpieza pasa a la capa de embedding donde por cada modelo embedding
entrenado se estima un vector correspondiente a cada texto T'XT},TXT5 limpio. La
salida de la capa embedding es una matriz M que corresponde a una muestra para
entrenamiento validacién y prueba etiquetada con la clase pardfrasis o no pardfrasis
correspondiente al par (T XT,, TXTs).

4.3.3. Balanceo de clases

Los modelos de AM en muchas ocasiones aprenden mejor cuando los datos que se
emplean para entrenarse estan completamente balanceados, es decir, cuando el conjunto
de entrenamiento tiene el mismo niimero de muestras por cada clase o etiqueta. Una
de las caracteristica favorables de nuestro corpus CBI-M-00-21 es que el nimero
de muestras estd totalmente balanceado con respecto a cada clase (Pardfrasis y No
Pardfrasis) por la forma en que fue construido. Sin embargo, los corpus Sushi, Quora
y Mrpc presentan un desbalance en el nimero de muestras por clase. Para tratar
este problema usamos una técnica conocida como up-sampling (sobre-muestreo) en la
que se replican y generan muestras sintéticas adicionales de la clase minoritaria para
lograr un balance entre clases. Particularmente usamos SMOTE (Synthetic Minority
Over-Sampling Technique) [19] un algoritmo que construye ejemplos sintéticos de
las clases minoritarias analizando el espacio vectorial definido por el embedding y
utilizando un enfoque de vecinos més cercanos.
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4.4. Modelado del problema y seleccién de técnicas
de AM

Como ya hemos mencionado, el problema de la deteccién de pardfrasis automatica ha
sido abordado usando una gran variedad de técnicas y modelos que, de forma empirica,
han mostrado obtener buenos resultados sobre una conjunto de textos que cada
proyecto elige como base experimental para la construccién y evaluacién del modelo.
Como primera fase de desarrollo planteamos modelar el problema de la deteccion de
pardfrasis como un problema de clasificacién binaria, y usar cada uno de los corpus
descritos como base experimental.

4.4.1. Técnicas de AM

Los problemas de clasificacion binaria pueden ser resueltos por una gran variedad
de técnicas de AM. En nuestros experimentos decidimos intentar con los siguientes
algoritmos:

» Bayes Ingenuo (Naive Bayes)

» Regresién Logistica (Logistic Regression)

» Maquina de Soporte Vectorial (Support Vector Machine)

» Perceptron multicapa (Feedforward Neural Networks)

» Redes neuronales convolucionales (Convolutional Neural Networks, CNN)

» Redes neuronales recurrentes, particularmente LSTM (Long short-term memory,

LSTM)

= Ensamble de tipo mezcla de expertos utilizando como sub modelos redes LSTM.

En la implementacion los algoritmos Bayes Ingenuo, Regresion logistica y Maquina
de soporte vectorial decidimos utilizar una serie de hiperparametros para la fase de
entrenamiento. En el caso de Regresion logistica utilizamos los optimizadores sag
(Stochastic Average Gradient descent) [20] y saga [2I]. Para Maquina de Soporte
Vectorial experimentamos con los kernels: lineal, polinomial, rbf y sigmoide. La
busqueda de los mejores hiperparametros la realizamos usando la técnica GridSearch
con validacién cruzada de 10 folds.

En el caso de las redes neuronales utilizamos las siguientes arquitecturas.

4.4.1.1. Perceptréon multicapa

En la Figura se muestra la arquitectura del perceptréon multi-capa que
proponemos.
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Capa Capa
oculta oculta

Entrada

(83000

neuronas

7
neuronas

Figura 4.13: Arquitectura de perceptrén multi-capa.

Consideramos un perceptron multi-capa estandar con 2,400 neuronas en la capa
de entrada (igual a la dimensién de un vector cuando aplanamos la matriz de
caracteristicas). Dos capas ocultas, cada una con un numero variable de neuronas
con funciéon de activacién ReLU. Y al final, en la capa de salida 1 neurona a la
que le aplicamos una funciéon de activacion Sigmode que usamos para predecir las
clase pardfrasis y no pardfrasis. El proceso de entrenamiento fue realizado aplicando
la funciéon de pérdida Bz’naryCrossentropyﬂ y optimizandola usando el algoritmo de
retropropagacion del error y descenso del gradiente.

4.4.1.2. Red neuronal convolucional

En la Figura [4.14] presentamos la arquitectura de la red neuronal convolucional que
proponemos para la tarea de deteccion de Pardfrasis dado un par de segmentos.

Entrada
' Salida

CNN (1)
(8,300)

e Convolucion, pooling Flujo de 1 ] r
Caracteristica @ o e RRhhL - © X | Dropout X
= y activacion informacion ] P

(76800,1) (1

Figura 4.14: Arquitectura de red neuronal convolucional propuesta.

A la matriz generada, descrita en el apartado anterior, le aplicamos dos operaciones de
convolucién, la primera aplicando 32 filtros y la segunda 64 filtros. Sobre la convolucién
de 64 filtros aplicamos un aplanamiento que posteriormente se pasa por una capa de

Shttps:/ /www.tensorflow.org/api_docs/python/tf/keras /losses /BinaryCrossentropy
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Dropoutll] para generar un vector de caracteristicas nuevo que va a alimentar a una
capa de activacién (Dense) final.

Ajuste de hiperparametros

Seleccionamos una serie de hiperparametros que consideramos examinar para el
entrenamiento de nuestro modelo. La busqueda de los mejores hiperpardametros la
realizamos usando GridSearch [22] con validacién cruzada de 10 folds. Para seleccionar
un optimizador intentamos con nAdam, Adam, Adadelta y SGD. Para la capa de
Dropout consideramos tasas de 0.1, 0.2, 0.3, 0.4 y 0.5. Para la operacién de Pooling
consideramos Max y Average Pooling. Y examinamos las funciones de activacién relu,
sigmoid, tanh, selu, elu y exponential tanto para la capa de convolucién como para la
de discriminacion final.

4.4.1.3. Red neuronal recurrente LSTM

En la Figura [4.15] se muestra la arquitectura de la red neuronal LSTM que
proponemos para tratar el problema.

Salida

- @%@_@%@ g

|| ., . LSTMT1 A LSTM T2 A
”m " H LSTMTS LSTMT4 Caracteristica
v_]ﬁ‘ Celda LSTM

. Flujor :Ig_
informacién

» Flujocelda
oculta

» Flujo celda
de estado

Figura 4.15: Arquitectura de red neuronal recurrente LSTM.

La matriz generada por cada embedding la descomponemos en cuatro partes de tal
forma que a cada time-stamp o celda LSTM de lared (11,15, T3 y Ty en la Figura
le asignamos una secuencia de la matriz de entrada. El primer time-stamp (1) recibe la
primer secuencia de caracteristicas y conforme al proceso descrito en la seccion [2.3.3.3]
genera dos salidas (C'S; y HS1), que después se combinan con la entrada del segundo
time-stamp (T) para generar la salidas (C'Sy y HS3) que se definen en el proceso de
recurrencia de una red neuronal LSTM. El proceso continua hasta generar las salidas
(CSy y HS;) que usamos como entrada de una red neuronal simple que predice si la
entrada corresponde a un caso de pardfrasis o no pardfrasis.

Shttps:/ /www.tensorflow.org/api_docs/python/tf/keras/layers/Dropout
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Ajuste de hiperparametros

Para el caso de las redes neuronales recurrentes LSTM decidimos mantener la
configuracion estandar de cada celda. Es decir, mantuvimos la funcién de activacion
sigmoid para la compuerta de olvido (forget gate) y la funcién de activacién tahn para
las compuertas de actualizacién y salida. Sin embargo, experimentamos con distinto
nimero de neuronas dentro de cada celda LSTM (32, 64, 128, 256 y 512) valores

estandar en la literatura.

4.4.1.4. Ensamble de tipo mezcla de expertos

Aplicamos un tipo de ensable paralelo con el objetivo de minimizar el error debido
a la varianza en los modelos de AM. Es decir, reducir la incapacidad para generalizar
sobre datos nuevos. En el ensamble que proponemos cada submodelo usa un conjunto
de entranamiento y validacién distinto. Mas especificamente, si usamo k& submodelos,
entonces definimos £ conjuntos de datos separados que usamos para entrenar cada
submodelo del ensamble. En la Figura mostramos un diagrama con la definicion
de cada conjunto de datos para cada submodelo del ensamble.

sMz2

AN » SM3
\,

N - f SubModelo

— Asignacion de conjunto
- - de datos a cada ensamble
Validacion

SMk ; K[y Conjunto dedatos
: completamente balanceado

Figura 4.16: Asignacién de cada conjunto de datos (F;, V;) a cada submodelo SM; dentro del ensable.

Cada conjunto de datos E; y V; (de la Figura lo construimos aplicando una técnica
de muestreo aletorio (con remplazo) conocida como Stratified ShuffleSplit |Z| en la que
cada subconjunto de datos (E; , V;) se construye conservando el porcentaje de muestras
de cada clase, es decir, mantenemos un balance de clases igual al conjunto de datos
completo, y ademaés existe una alta probabilidad de que a alguno de los conjuntos de
datos (E; , V;) le falten algunas muestras del conjunto de datos original, pero también
cualquier conjunto de datos (E; , V;) probablemente tendrd muestras repetidas con
respecto a otro subconjunto de datos.

Thttps://scikitlearn.org/stable/modules/generated /sklearn.model selection.Stratified ShuffleSplit.html
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Submodelos y salida del ensamble

Existen distintas formas de formar un ensamble con submodelos de distintas clases,
a veces usando diferentes modelos, distintos algoritmos o incluso funciones objetivo
diferentes. El esquema de ensamble que proponemos lo construimos definiendo cada
submodelo como una red neuronal recurrente LSTM con la misma arquitectura
propuesta en [4.15]
La salida de cada submodelo dentro del ensamble la utilizamos para dar la predicciéon
final. Esta prediccion generalmente se realiza calculando un promedio entre la salida
de cada submodelo o un esquema de tipo mayoria de votos. En particular para nuestro
ensamble la salida de los k£ submodelos del ensamble la ingresamos a un perceptrén
multicapa simple con dos capas ocultas. En la Figura mostramos la arquitectura
del ensamble completo.

i Ensamble

g - Capa

éi oculta Capa
N - oculta

SM1

Entrada s
.......... . Bm
@ -
SM 2 " d '
e )
"N - - S o) e .
(8,300) . [T S B R AN " SEEIRE o SO
ER :
SM3 neuronas
. .
:
:
10
neuronas
4 25
neuronas Mol X
. odelo previamente
é}! . Caracteristica = entrenada

Submedelo Prediccidn de
del ensamble submadelo

» Flujo de datos @ Neurana

Figura 4.17: Arquitectura del ensamble propuesto.

La forma en que el ensamble predice la clase es la siguiente: la muestra a clasificar se
ingresa a los k& submodelos del ensamble (SM;, SMy, SMs, ..., SMj, en . Cada uno
de los submodelos predice un valos entre 0 y 1 indicando el grado de similitud. Un valor
cercano a 0 se interpreta como un caso de no pardfrasis y proximo a 1 se interpreta
como un caso de pardfrasis. Las k salidas del ensamble las ingresamos al perceptrén
multicapa para que aprenda patrones en las k salidas y, con los patrones aprendidos,
generar la clasificacion final.

Entrenamiento del ensamble

El entrenamiento de todo el ensamble lo dividimos en dos fases. En la primer
fase entrenamos cada submodelo del ensamble tomando el correspondiente conjunto
de entrenamiento F; y conjunto de validacién V;. También consideramos calibrar
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hiperparametros distintos por cada submodelo de forma similar a la que describimos
en . El resultado de la primer fase de entrenamiento son los £ submodelos
entrenados con la informacién que se les ha asignado.

En la segunda fase de entrenamiento del ensamble ajustamos los pesos y sesgos del
perceptréon multicapa que da la prediccion final. En esta segunda fase de entrenamiento
usamos los conjuntos de entrenamiento y validacion completos pasandolos por los &
submodelos y después por el perceptrén en la parte final. Es importante mencionar
que los submodelos ya no son entrenados en esta segunda fase, sino solo son usados
como generacién de las entradas del perceptron final que se ajusta en esta fase.

4.5. Experimentos

El esquema de experimentacion que aplicamos entre cada corpus y todos los modelos
de AM seleccionados lo mostramos en la Figura [4.18|

ENTRENAMIENTO EVALUACION

CBI-M-00-21

— [
=] o .
=
= 2R 2R
>
Sushi .
— [
=] = o .
=
— =R 2R
L >
Mrpc ]
— (
= | = .
=
= . _é’k é%
>
Quora -
— 1 (
=] ’
=
S =R 20}
P e S S, . i
CONJUNTOS
(_ ) Entrenamiento Validacién Prueba

Figura 4.18: Esquema de experimentos con los modelos de AM seleccionados.

Por cada uno de los corpus tomamos el conjunto de entrenamieto para entrenar cada
uno de los modelos de AM. En el caso de los modelos inspirados en el aprendizaje
profundo usamos el conjunto de validacién para monitorear el correcto entrenamiento
del modelo, evitando llegar a un sobre ajuste con respecto a los datos de entrenamiento.
Una vez el entrenamiento concluye, usamos el conjunto de prueba para validar el modelo
obtenido y resportar las métricas de evaluacién correspondientes.
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4.6. FEvaluacion

Al ser un problema de clasificacion binaria el que hemos modelado, podemos usar
métricas de evaluacién estandar de clasificacién para evaluar nuestro modelo [23].
En nuestros experimentos evaluamos el desempeno de nuestros modelos utilizando
las medidas de evaluacién exactitud (accuracy, [4.2)), precision (precision, ,
exhaustividad (recall, y valor-F (Fiscore, .

TP+TN
titud = 4.2
A= P p TN + FP+ FN (42)
... TP (43)

precision = o5 .

TP
exhaustividad = TP+ FN (4.4)
Fl=2x precision X exhaustividad (4.5)

precision + exhaustividad

Donde TP, FP, FN y TN se obtienen de la matriz de confusién [4.2]y tienen la siguiente
interpretacion:

En un problema de clasificacién binaria en general, un clasificador clasifica las muestras
en las clases positivo y negativo.

» TP (True Positives): Muestras correctamente clasificadas como positivas.

» FP (Fulse Positives): Muestras negativas clasificadas incorrectamente como
positivas.

» FIN (Fulse Negatives): Muestras positivas incorrectamente clasificadas como
negativas.

» TN (True Negatives): Muestras correctamente clasificadas como negativas.

Valor real
Positivo | Negativo
Prediceion Positivo TP FP
Negativo FN TN

Tabla 4.2: Matriz de confusion.

Adicionalmente, para visualizar el desempeno de nuestro modelo, realizamos un analisis
ROC (Receiver Operating Characteristics Curve) [24], una métrica que se utiliza para
medir el rendimiento de un modelo de clasificacién. La curva ROC representa la tasa de
verdaderos positivos (TVP, , sensibilidad) con respecto a la tasa de falsos positivos
(TFP, , especificidad), lo que resalta la sensibilidad del modelo de clasificacién.
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TP

TVP = ———— 4.

v TP+ FN ( 6)
TN

TEP =N TTP (4.7)

De forma visual, el modelo con mejor desempeno predictivo es aquel cuya curva ROC
se acerca mas a la esquina superior izquierda. En la Figura[4.19|se muestra un ejemplo
con dos curvas ROC representando el desempeno de dos modelos de demostracion.

Modelo 1

Modelo 2
L I

@ 0.2 0.4 0.6 0.8 1
TFP

Figura 4.19: Curvas ROC de dos modelos de demostracion.

Por otro lado, un posible uso practico y otra forma de evaluacién de nuestro modelo que
consideramos en nuestros experimentos, es la realizacién de mapas de calor (HeatMaps)
entre pares de documentos completos dentro del corpus CBI-M-00-21 comparando cada
combinacion de pagina y reportando la similitud contextual que obtiene el modelo para
obtener una forma visual de la distribucion de similitud entre los documentos y la forma
en que el modelo asigna la similitud.

4.7. Hardware y software utilizado

Usamos Pythonﬂ como lenguaje principal en toda implementacion en todos nuestros
experimentos. Para implementar la red neuronal utilizamos K emsﬂ que a su vez utiliza
TensorF louﬂ como core funcional principal. Para evaluar nuestro modelo usamos la
librerfa Scikit-learf]

Toda ejecucion se realizé en un PC con dos procesadores Intel(R) Xeon(R) E5645 @
2.40GHz y 64 Gb de memoria ram.

8https://www.python.org/
9https://keras.io/
Ohttps: //www.tensorflow.org/
Uhttps:/ /scikit-learn.org/
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CAPITULO b

RESULTADOS

5.1. Recoleccion de datos

5.1.1. Corpus CBI-M-00-21

En la Tabla mostramos el nimero total de documentos y paginas (por cada drea)
que hemos procesado y el niimero total de segmentos u oraciones extraidos.

Area Segmentos Paginas Documentos

Matematicas 152,841 15,193 184
Quimica 179,829 21,386 262
Ciencias y Tecnologias de la Informacién 55,525 5,438 72
Biomédica 101,807 10,606 150
Fisica 62,483 6,911 102
Energia 49,497 5,122 47

Total: 601,982 64,656 817

Tabla 5.1: Segmentos, paginas y documentos procesados, extraidos y traducidos.

Descargamos un total de 817 tesis, en las que procesamos un total del 64,656 paginas
que incluifan texto y logramos extraer un total de 601,982 segmentos discursivos. Cada
segmento extraido le asociamos otro texto parafrasis y no parafrasis. De modo que el
tamano total del corpus (nimero de pares de textos) es de 1,203,964,
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5.1.1.1. Evaluacién de parafrasis

En la Figura [5.1] se puede ver un diagrama de cajas con el BLEU score de cada
segmento extraido de TESIUAMI comparado con el tipo de parafrasis que le hemos
asociado por medio de traduccion aplicando la cascada de modelos de traduccion
MariaMT.

e
o

BLEU score

o
~

I
)

0.0

Segmento - Traduccién

Figura 5.1: BLEU score obtenido al comparar cada segmento con su traduccién.

Como podemos ver obtenemos, en promedio, un BLEU score de 0.2 al comparar
el segmento con la traducciéon generada. Como punto de referencia sobre este valor
obtenido, en [I3] se experimenté sobre un corpus con 500 oraciones con buenas
traducciones hechas por humanos profesionales se obtuvo un BLEU score de 0.2571,
cuanto mas se aproxime una traduccién automatica a una traduccién humana
profesional, mejor.

5.1.1.2. Evaluacién de no parafrasis

Los resultados de generar un tipo de no pardfrasis a cada segmento los mostramos
en la Figura En se puede ver un diagrama de cajas con el nimero de
palabras que tienen en comun cada segmento de nuestro corpus y su texto asociado
como no pardfrasis (recordemos que solo consideramos las palabras de cada texto que
no son stopwords . Podemos ver que en general obtenemos pares de segmentos cuyo
nimero de palabras en comun es 3; lo que representa un porcentaje de interseccion del
35.7% si consideramos que el nimero promedio de palabras de cada segmento es 8,
como podemos ver en la Figura Y por otra parte, si calculamos el BLEU score
de cada par (segmento - no pardfrasis) obtenemos valores por debajo de 0.20, ver

Figura [5.2(c)|
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Figura 5.2: Evaluacién de la No Parafrasis generada.

Recordemos que el objetivo principal de esta creacion de pares de textos es crear un
tipo de ruido para los modelos de AM. En especifico, lograr similitudes en palabras
principales pero una variacion importante en las formas sintacticas de la no pardfrasis
con respecto al segmento original que ademés aporte palabras ajenas al contexto.

Conjuntos de datos

En la Tabla [5.2) mostramos la divisién de todo el conjunto de datos en subconjuntos
disjuntos de entrenamiento, walidacion y prueba que utilizaremos para entrenar
nuestros modelo de AM, ademas el total de pares para el caso de muestras etiquetadas
como Pardfrasis y No Pardfrasis.

CBI-M-00-21 Nimero total Pf}res ‘ Par/es ‘
de pares Parafrasis | No parafrasis
Entrenamiento 869,866 434,933 434,933
Validacién 153,504 76,752 76,752
Prueba 180,594 90,297 90,297

Tabla 5.2: Division en conjuntos del corpus CBI-M-00-21.
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5.1.2. Corpus Sushi

Este corpus cuenta con un total de 6,896 pares de oraciones de las que 314 tienen
asignada la clase pardfrasis y 6,582 tienen asignada la clase no pardfrasis.

Conjuntos de datos

La Tabla muestra la divisién de todo el conjunto de datos en subconjuntos
disjuntos de entrenamiento, validacion y prueba que utilizaremos para entrenar nuestro
modelo de AM, ademas el total de pares para el caso de muestras etiquetadas como
Pardfrasis vy No Pardfrasis resultante.

Sushi Numero total Pares Pares
de pares Parafrasis | No parafrasis
Entrenamiento 4,692 215 4,477
Validacion 826 37 789
Prueba 1,378 62 1,316

Tabla 5.3: Division en conjuntos del corpus Sushi.

5.1.3. Corpus Mrpc

El corpus Mrpc tiene un total de 4,891 pares de oraciones de los que 3,900 son de la
clase pardfrasis y 1,901 de la clase no pardfrasis.

Conjuntos de datos

El nimero de pares de oraciones por conjunto de datos se puede ver en la Tabla [5.4]

Mrpe Numero total Pares . Pares _
de pares Parafrasis | No parafrasis
Entrenamiento 3,261 2,202 1,059
Validacién 815 551 264
Prueba 1,725 1,147 578

Tabla 5.4: Division en conjuntos del corpus Mrpc.

5.1.3.1. Evaluacion traducciéon

Para evaluar la traduccion al idioma Espanol que hemos generado a cada par de
oraciones dentro del corpus, calculamos el BLEU score de cada par en Inglés y de cada
par en Espaniol. En La Figura[5.3]se pueden ver unos diagramas de cajas con los valores
obtenidos por cada conjunto de datos.
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Figura 5.3: BLEU score obtenido por cada par de oracién en Inglés y Espanol del corpus Mrpc por
conjunto de datos.

Se puede ver que en promedio se obtiene un BLEU score menor en los pares de texto en
Espanol que los de Inglés en todo conjunto de datos (5.3(a)}, |5.3(b)|y [5.3(c)|) lo que nos
confirma que el idioma Espanol presenta variaciones léxico-sintdcticas mas relevantes;
una caracteristica importante del idioma Espanol que los modelos de AM pueden tomar
para presentar un mejor desempeno (en comparacion con el idioma Inglés). También
aplicamos una prueba de Wilcozon [25] en la que se obtuvo un p-value de 0.0, por lo
que se concluye que ambos poblaciones provienen de medias distintas o que tienen una
distribucién diferente.

5.1.4. Corpus Quora

El corpus Quora tiene un total de 404,348 pares de oraciones de los que 149,306 son
de la clase pardfrasis y 255,042 de la clase no pardfrasis.
Conjuntos de datos

El nimero de pares de oraciones por conjunto de datos se puede ver en la Tabla 5.5

Ntumero total Pares Pares
Lo de pares Parafrasis | No parafrasis
Entrenamiento 384,348 139,306 245,042
Validacién 10,000 5,000 5,000
Prueba 10,000 5,000 5,000

Tabla 5.5: Divisién en conjuntos del corpus Quora.

5.1.4.1. Evaluacion traduccién

El resultado de calcular el BLEU score de cada par en Inglés y en Espanol se muestra
en Figura
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Figura 5.4: BLEU score obtenido por cada par de oracién en Inglés y Espanol del corpus Quora por
conjunto de datos.

De forma similar al corpus anterior, se puede ver que en promedio se obtiene un BLEU
score menor en los pares de texto en Espanol que los de Inglés en todo conjunto de
datos (b.4(a)}, [5.4(b)|y[5.4(c)). Al hacer la prueba de Wilcozon [25] se obtuvo un p-value
de 0.0, por lo tanto se concluye igualmente que ambas poblaciones provienen de medias
distintas o que tienen una distribucion diferente.

5.2. Embeddings

5.2.1. Evaluacion

Los resultados del experimento propuesto en se pueden ver en la Figura [5.5]
un diagrama de cajas con los resultados obtenidos de calcular la similitud coseno entre
los vectores generados por los embeddings Doc2Vec y FastText entrenados.
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previamente entrenado. previamente entrenado.

Figura 5.5: Evaluacién de los embeddings generados.
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Podemos ver que FastText muestra un mejor desempeno sobre Doc2Vec |5.5(a)|
ya que obtiene, en promedio, una similitud arriba de 0.9 mientras que Doc2Vec en
promedio obtiene una similitud por detﬂ'o ig 0.6. Lo que significa que el embedding
FastText estd asignando a cada vector X;, X5 en una vecindad mas cercana al vector
X2 (aun sin las palabras eliminadas en X; y Xb).

Otra forma de ver y evaluar como ambos Embeddigs definen el espacio vectorial
es aplicando una técnica de reduccién de dimensionalidad t-SNE [26] y etiquetar
cada oracién del corpus CBI-M-00-21 con su correspondiente area (Matemdticas,
Matemdticas, Ciencias y Tecnologias de la Informacion, Biomédica, Fisica y Energia).
En la Figura[5.6]se muestra un ejemplo aplicando t-SNE a los vectores definidos por los
embeddings Doc2Vecy FastText con las oraciones de las dreas Matemdticas y Quimica.

100 4 ® Quimica

Matematicas
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. . ® Quimica
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. Matematicas
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-50

-75 4
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(a) Representacién con Doc2Vec.

—25 4

—50

—75 4

T T T
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(b) Representacién con FastText.

Figura 5.6: Visualizacién con T-distributed Stochastic Neighbor Embedding (t-SNE) de las oraciones
del corpus CBI-M-00-21 de las area de Matemdticas y Quimica.

Se puede ver que al reducir la dimensién de cada vector, el embedding FastText
define vectores por drea mas agrupados, mientras que Doc2Vec define vectores
por area mas dispersos y dificiles de agrupar; lo que nos indica que el embedding
FastText aprendié caracteristicas contextuales por area de estudio que el embedding
Doc2Vec no logré aprender.

5.2.2. Revision de contexto

Usamos los cuatro embeddings (que generamos por cada corpus) para verificar qué
tan diferentes eran los vectores que cada embedding define de una palabra cualquiera.
Por ejemplo, en la Figura [5.7] se muestra la representacion del vector generado usando
la palabra “algoritmo” en cada uno de los embedding entrenado por cada uno de los
corpus obtenido y aplicando t-SNE para representarlo.
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Figura 5.7: Representacién vectorial con t-SNE de la palabra “algoritmo” usando cada embedding
entrenado.

Podemos ver que cada embedding obtenido crea una representacion vectorial distinta de
la palabra “algoritmo” debido a que cada corpus contiene textos de distintos contextos
y que, por lo tanto, la palabra de nuestro ejemplo (“algoritmo”) se representa en otra
region del espacio vectorial definido por cada embedding.

En la Figura [5.8] podemos ver diagramas de caja con la similitud coseno y distancia
euclidiana entre los vectores que genera cada par de embeddings (la combinacién de
cada par) de cada palabra del vocabulario de los cuatro corpus.
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Figura 5.8: Comparacién vectores de cada palabra entre cada par de embeddings.

Observamos que el promedio de la similitud coseno |5.8(a)| entre los vectores que genera
cada par de embedding (de cada palabra) es 0.0, 1o que implica que cada par de vectores
son linealmente independientes (o vectores ortogonales) por definicién. Incluso vemos
que existen valores de similitud negativa, es decir, vectores completamente opuestos.
También podemos ver que la distancia euclidiana nos da informacion extra.
Vemos, por ejemplo, que los embeddings creados con los corpus CBI-M-00-21 y Quora
son lo que definen vectores de palabras més dispersos.
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Las distintas representaciones vectoriales de una palabra en funcién del contexto,
pueden implicar una ventaja para los modelos de AM en términos del desempeno
predictivo y capacidad de generalizaciéon. Més atin, las relaciones contextuales en
vecindades del espacio vectorial (por palabra) pueden brindar informacién adicional
y cambiar radicalmente la representacién vectorial de una oracion completa. Para
evaluar las distintas relaciones contextuales entre todos los embeddings, examinamos
(por cada palabra) las palabras méas cercanas. Por ejemplo, en la Figura mostramos
los vectores de las palabras més cercanas al vector de la palabra “algoritmo”, y el valor
de similitud coseno obtenido entre los vectores que representan a cada palabra.
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i 0620.0
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L
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®
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.
(¢) Corpus Mrpc. (d) Corpus Quora.

Figura 5.9: Vectores en la vecindad del vector “algoritmo”.

Podemos comprobar que cada embedding asocia distintas palabras a la palabra
“algoritmo”. Por ejemplo, para el caso del embedding entrenado con los textos del
corpus Sushi, las palabras mas cercanas a la palabra“algoritmo” son ritmo, cambiando,
pasar y vapor que tienen mas relaciéon en un contexto de cocina o de recetas. En
cambio, en el caso del embedding entrenado con el corpus CBI-M-00-21, las palabras
mas cercanas a la palabra “algoritmo” son algoritmos, ejecutar, resolver y datos que
tienen mas relacion en un contexto cientifico.

Si ahora contamos (por cada palabra en el vocabulario de los cuatro corpus) el nimero
de palabras en comun dentro de las 10 més cercanas en la vecindad por cada par
combinacién de embedding, obtenemos lo siguiente (ver Figura :
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Figura 5.10: Ntumero de palabras en comiin en vecindades de cada par de embedding.

Podemos observar por los datos en la Figura que en la mayoria de los casos
cada embedding le asocia a cada palabra distintas palabras en la vecindad. Vemos
que el numero de palabras en comun en promedio es 0. Lo que demuestra que cada
embedding ha aprendido de forma distinta la representacion vectorial de cada palabra
y las relaciones contextuales entre ellas, en funcién del contexto que contienen todos
los textos de cada corpus con los que los hemos entrenado.

Codificacién o transformacion

En la Figura|5.11| mostramos el resultado de codificar dos oraciones del corpus Mrpc
que mostramos en la Tabla [5.6) usando el esquema propuesto en la Figura [1.12]

corpus | TXT 1 TXT 2 Clase
Las canciones estan en | La  compania  ofrecera | Parafrasis
oferta por 99 centavos cada | canciones por 99 centavos y
una, 0 $9.99 para un dlbum. | albumes por $9.95.

Mrpc

El oficial de policia S.K.
Tonapi dijo a Reuters que

Vasant  Pitke, portavoz | No parafrasis

del Ministerio del Interior

al menos 40 personas habian
muerto y méas de 100 habian
resultado heridas.

del Estado, dijo a Reuters
que al menos 42 personas
habian muerto y 112 habian
resultado heridas.

Tabla 5.6: Ejemplos de pares de oraciones en Espanol del corpus Mrpc para visualizacion de contexto.
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(b) Matriz de caracteristicas de la muestra etiquetada
como no parafrasis.

Figura 5.11: Ejemplos de matrices de caracteristicas de pares de oraciones.

Recordemos que cada par de renglones de la matriz de caracteristicas que generamos
corresponden a dos vectores de dimensién 300 que generamos por cada oracién (T X T}
y TXT, en la Tabla usando los 4 embeddings. Podemos ver que la gama de colores
difiere por cada par de renglones en ambos casos (5.11(a)[y5.11(b)|) lo que nos muestra
cémo cada embedding define un vector distinto de la misma oracion.

Las Figuras en representan un ejemplo de la codificacién (o forma de
transformacion) del par de textos en una estructura numérica que tenga informacién
relevante del problema que tratamos y que los modelos de AM puedan procesar para
extraer patrones y, después. conocimiento.
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5.3. Balanceo de clases

En la Tabla B.7 mostramos el resultado de crear muestras sintéticas de las clases
minoritarias sobre el conjunto de entrenamiento de los corpus Sushi, Mrpc y Quora.

Original Sobre-muestreo
Corpus Conjunto Parafrasis | No parafrasis | Parafrasis | No paréfrasis
Sushi 215 4,215 4,215 4,215
Mrpc Entrenamiento 2,202 1,059 2,202 2,202
Quora 139,306 245,042 245,042 245,042

Tabla 5.7: Conjuntos de entrenamiento balanceados de los corpus Sushi, Mrpc y Quora.

Como podemos ver ajustamos el niimero de muestras por cada clase de tal forma que
logramos un balance, creando muestras sintéticas de la clase que tenia menor niimero
de muestras. Por ejemplo, para el corpus Sushi el nimero de muestras de la clase
minoritaria (parafrasis) era 215 y, después de crear muestras sintéticas, se ajusté el
numero de muestras de esa misma clase a 4,215.

Por otro lado, podemos visualizar la distribucion de muestras de los conjuntos de
entrenamiento de cada corpus que hemos balanceado, aplicando la reduccién de
dimensionalidad con ¢-SNE [26]. En la Figura mostramos los resultados que
obtuvimos.

m

"
# %
U

’%’ '.,-*'@
w%%fﬁ :

A

-80

tl

—50

(a) Muestras del conjunto de (b) Muestras del conjunto de
entrenamiento original del corpus entrenamiento con sobre muestreo
Sushi. del corpus Sushi.

Figura 5.12: Distribucién de muestras del conjunto de entrenamiento original y con sobre muestreo
de los corpus Sushi, Mrpc y Quora.
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Figura 5.12: Distribucién de muestras del conjunto de entrenamiento original y con sobre muestreo
de los corpus Sushi, Mrpc y Quora.

En general podemos ver que la presencia de muestras de la clase minoritaria en
cada corpus se representa de forma equilibrada con respecto a la clase mayoritaria.
Retomando el ejemplo del corpus Sushi, podemos ver que la clase minoritaria es
pardfrasis y se representa con puntos de color rojo en las Figura[5.12(a)| y [5.12(b)| Sin
embargo, en la Figura la presencia de puntos rojos es mas significativa ya que
ésta corresponde al resultados de crear muestras sintéticas. De la misma forma ocurre
con las Figuras|5.13(a)|y [5.13(b)|en el caso del corpus Mrpc y [5.13(c)|y [5.13(d)| para el
caso del corpus Quora. También podemos ver que las muestras sintéticas se mantienen
en una vecindad a las originales y que mantienen cierto patrén en la distribucion con
respecto al conjunto original.
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5.4. Modelos de AM seleccionados

5.4.1. Desempeno

En esta apartado presentamos el desempeno de los modelos y técnicas de AM en

términos de rendimiento predictivo de deteccién de paréfrasis, sobre cada unos de los
corpus que hemos seleccionado como fuentes de datos principal. Todos los resultados
que mostramos se obtuvieron usando el conjunto de prueba de cada corpus mostrado
en las Tablas [5.2] 5.3 y que corresponden a los corpus CBI-M-00-21, Sushi,
Mrpc y Quora, respectivamente.
Primero presentamos los resultados de cada conjunto de datos reportando las métricas
de evaluacion especificadas en usando los modelos entrenados con los conjuntos de
entrenamiento y validacion correspondientes a cada corpus. Después mostraremos un
panorama general del desempeno de todos los modelos seleccionados.

5.4.1.1. Corpus Sushi

En la Tabla podemos ver el desempeno de todos los modelos entrenados y
evaluados sobre el corpus Sushi usando el esquema de experimentos 4.5|

Modelo Accuracy | Precision | Recall E

Bayes Ingenuo 0.681 0.513 0.564 | 0.457
Regresiéon Logistica 0.712 0.514 0.565 | 0.470
MSV 0.986 0.934 0.901 | 0.917
Perceptron 0.884 0.558 0.624 | 0.573
CNN 0.969 0.783 0.936 | 0.841
LSTM 0.931 0.659 0.756 | 0.694
Ensamble 0.973 0.855 0.817 | 0.835

Tabla 5.8: Desempeno de los modelos de AM sobre el corpus Sushi.

Observamos que el modelo que obtuvo el mejor desempeno fue la Maquina de Soporte
Vectorial (MSV) con un score F; = 0.917. En este modelo usamos un parametro de
regularizacion C' = 0.90, el kernel rbf (Radial Basis Function) con un valor gamma =
0.05 y una Tolerancia para el criterio de paro de 0.001.

Para validar que el modelo de MSV mostré un mejor desempeno en la Figura [5.13
mostramos la curva ROC con el desempeno de todos los modelos.
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Figura 5.13: Curva ROC con el desempeno de los modelos de AM sobre el corpus Sushi.

Podemos ver que el modelo que se acerca méas a la esquina superior izquierda es el
modelo de MSV, lo que confirma que es el modelo que mejor desempeno tiene en
rendimiento predictivo de detecciéon de parafrasis. La matriz de confusién asociada a
las predicciones del mejor modelo se puede ver en la Tabla [5.9,

Valor real
Parafrasis | No parafrasis
Prediceion Parafrasis 50 12
No parafrasis 7 1309

Tabla 5.9: Matriz de confusiéon obtenida para el conjunto de prueba del corpus Sushi usando el
modelo MSV.

Podemos notar por la informacién en la Tabla[5.9 que el modelo de MSV se desempernia
mejor clasificando las muestras de la clase no pardfrasis, que en perspectiva es la clase
con mas muestras, lo que incrementé el valor de exactitud Accuracy de la Tabla [5.8]
Sin embargo, el valor F; de 0.917 (por definicién) nos indica de forma mas precisa el
desempeno del modelo clasificando las clases pardfrasis y no pardfrasis.

Algunas de las muestras correctamente e incorrectamente clasificadas de las matriz de
confusién las podemos ver en la Tabla [5.10}
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Clase L
Texto 1 Texto 2 . Prediccion
original
Los cultivadores de arroz a lo | El método para conservar | No parafrasis | Paréafrasis
largo del rio Mekong descubrieron | sazonado el pescado solia ser

la forma de conservar durante
largos periodos de tiempo el
pescado en arroz cocido, donde
la fermentacién proporciona
diversos compuestos  quimicos
que aromatizan y proporcionan
sabor: 4cido lactico y dcido acético
(vinagre).

factible de realizarse en los
pueblos que existian en el rio
Mekong, actualmente se le conoce
como shiokara en Japén, es una
tipo de salsa de pescado.

A pesar de todo el sabor del

Después de la fermentacién el

pescado es agradable para el | pescado se sacaba del arroz, se
consumo humano (con toques | limpiaba muy bien, se cortaba en
4cidos). pedazos y estaba listo para servirse

teniendo un gusto ligeramente
acido y bastante apetitoso.

Parafrasis

No parafrasis

En Japén este plato proliferé bajo
el concepto de una nueva forma de
conservar el pescado.

El método para  conservar
sazonado el pescado solia ser
factible de realizarse en los
pueblos que existian en el rio
Mekong, actualmente se le conoce
como shiokara en Japén, es una

tipo de salsa de pescado.

No parafrasis

No parafrasis

En Japén se emplea una variedad
de arroz denominada koshihikari
su capacidad para compactarse se
encuentra en la tipologia de los

En Japén usan un tipo de arroz que
se llama koshihikari, cuya mayor
caracteristica es que se compacta;
es decir que es arroz glutinoso.

Parafrasis

Parafrasis

arroces glutinosos.

Tabla 5.10: Muestras del corpus Sushi que fueron correctamente e incorrectamente clasificadas.

5.4.1.2. Corpus Mrpc

En la Tabla podemos ver el desempeno de todos los modelos entrenados y
evaluados sobre el corpus Mrpc usando el esquema de experimentos [4.5]

Modelo Accuracy | Precision | Recall | F1

Bayes Ingenuo 0.514 0.489 0.488 | 0.484
Regresion Logistica 0.621 0.576 0.576 | 0.576
MSV 0.655 0.589 0.566 | 0.565
Perceptron 0.634 0.569 0.573 | 0.571
CNN 0.626 0.559 0.550 | 0.550
LSTM 0.644 0.585 0.580 | 0.582
Ensamble 0.866 0.847 | 0.858 | 0.852

Tabla 5.11: Desempeiio de los modelos de AM sobre el corpus Mrpc.

En este caso podemos ver que el modelo que obtuvo el mejor desempeno fue el Ensamble
propuesto obteniendo un score F; = 0.852. El nimero de sub modelos del ensamble
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fue de k£ = 5. El desempeno del entrenamiento de cada sub modelo en términos de
la exactitud (accuracy) y con respecto al conjunto de entrenamiento y validacién se
puede ver en la Figura [5.14}

Accuracy

Entrenamiento

Entrenamiento

A Validacion
Validacion

1 3 5 7 9 11 13 15 17 19 21 23 25 271 29 2 8 at 20 . 26 # 3 4

Epocas

(a) Desempeno del entrenamiento de cada sub (b) Desempetio del entrenamiento de la red
modelo. final del ensamble

Figura 5.14: Desempeno del entrenamiento del ensamble sobre el corpus Mrpc.

Podemos ver en la Figura que cada sub modelo del ensamble tiene un
desempeno de entrenamiento distinto dado que cada uno trata con muestras distintas
del conjunto de entrenamiento. Con respecto al conjunto de validacion notamos
que existen variaciones mas notables por cada sub modelo. En el desempeno de
entrenamiento de la red neuronal final que usa como caracteristicas las predicciones
de cada sub modelo (Figura [5.14(b)|), observamos que el desempeno es complicado al
inicio pero la red se logra ajustar a las predicciones de todos los modelos con respecto a
todos los datos del conjunto de entrenamiento, lo que nos indica que se ha aumentado
la capacidad de generalizar sobre todos los datos.

Pégina 101 de 123



102 CAPITULO 5. RESULTADOS

Para validar que el modelo Ensamble propuesto mostré un mejor desempeno,
mostramos en la Figura la curva ROC' con el desempeno de todos los modelos.
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Figura 5.15: Curva ROC con el desempeno de los modelos de AM sobre el corpus Mrpc.

Observemos que el modelo que se acerca mas a la esquina superior izquierda es el
modelo de Ensamble que hemos propuesto, lo que confirma que es el modelo que mejor
desempeno tiene en rendimiento predictivo de deteccion de parafrasis. La matriz de
confusién asociada a las predicciones del mejor modelo se puede ver en la Tabla [5.12]

Valor real
Parafrasis | No parafrasis
Prediccion Parafrasis 1111 36
No parafrasis 140 438

Tabla 5.12: Matriz de confusién obtenida para el conjunto de prueba del corpus Mrpc usando el
modelo Ensamble.

En este caso podemos notar por la informacién en la matriz de confusion que el
modelo de Ensamble se desempena mejor clasificando las muestras de la clase pardfrasis.
En el caso de las muestras de la clase no pardfrasis observamos que son en la mayoria
clasificadas correctamente, pero también una buena proporcién del total de muestras
estan siendo clasificadas incorrectamente. Lo que también explica el valor F; de 0.852
de la Tabla [5.11]

Algunas de las muestras correctamente e incorrectamente clasificadas de las matriz de
confusién las podemos ver en la Tabla[5.13] Agregamos también el texto en Inglés
para comprobar la traduccion que realizamos.
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Texto 1

Texto 2

Clase

original

Prediccién

Garner dijo que el autoproclamado
alcalde de Bagdad, Mohammed
Mohsen al-Zubaidi, fue liberado
después de dos dias bajo custodia
de la coalicién.

~-INGLES-

Garner said the self-proclaimed
mayor of Baghdad, Mohammed
Mohsen al-Zubaidi, was released
after two days in coalition custody.

Garner dijo que el autoproclamado
alcalde de Bagdad, Mohammed
Mohsen Zubaidi, fue liberado 48
horas después de su detencién a
finales de abril.

-INGLES-
Garner said self-proclaimed
Baghdad mayor Mohammed

Mohsen Zubaidi was released 48
hours after his detention in late
April.

No parafrasis

Parafrasis

La entrevista llegd un dia después

de un informe en la prensa
britdnica de que habia sido
detenido.
~INGLES-

The interview came a day after a
report in the British press that he
had been taken into custody.

La entrevista del jueves llegé un
dia después de que el Daily Mirror
de Gran Bretana informara que
Sahhaf habia sido detenido.
~INGLES-

The interview Thursday came a
day after Britain’s Daily Mirror
reported Sahhaf had been taken
into custody.

Parafrasis

No parafrasis

Durante un partido de gritos en
1999, Carolyn le dijo a John
que todavia estaba durmiendo con
Bergin.

~INGLES-

During a screaming match in
1999, Carolyn told John she was
still sleeping with Bergin.

Ella, a su vez, ocasionalmente le
dijo a John que todavia estaba
durmiendo con un ex-novio,
Baywatch Hunk Michael Bergin.
~INGLES-

She, in turn, occasionally told
John that she was still sleeping
with an ex-boyfriend, Baywatch
hunk Michael Bergin.

No parafrasis

No parafrasis

La mujer habia aceptado testificar
después de recibir inmunidad
protegiéndola de castigo por
mentir y otras violaciones del
c6digo de honor de la academia.
~INGLES-

The woman had agreed to
testify after receiving tmmunity
protecting her from punishment
for lying and other wviolations of
the academy’s honor code.

La defensa dijo que la mujer

testific6 bajo un acuerdo de
inmunidad protegiéndola de
castigo por mentir y otras

violaciones del cédigo de honor de
la academia.

-INGLES-

The defense said the woman
testified under an tmmunity deal
protecting her from punishment
for lying and other wviolations of
the academy’s honor code.

Parafrasis

Parafrasis

Tabla 5.13: Muestras del corpus Mrpc que fueron correctamente e incorrectamente clasificadas.
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5.4.1.3. Corpus Quora

En la Tabla [5.14] podemos ver el desempeno de todos los modelos entrenados y
evaluados sobre el corpus Quora usando el esquema de experimentos |4.5]

Modelo Accuracy | Precision | Recall | F1
Bayes Ingenuo 0.639 0.640 0.639 | 0.638
Regresiéon Logistica 0.706 0.706 0.706 | 0.706
MSV 0.744 0.748 0.744 | 0.743
Perceptron 0.642 0.638 0.640 | 0.641
CNN 0.766 0.767 0.766 | 0.766
LSTM 0.785 0.785 0.785 | 0.785
Ensamble 0.946 0.945 | 0.946 | 0.946

Tabla 5.14: Desempeinio de los modelos de AM sobre el corpus Quora.

Observamos que en el caso del corpus Quora, el modelo que obtuvo el mejor desempeno
fue el Ensamble que hemos propuesto. El niimero de sub modelos del ensamble fue de
k = 5. El desempeno del entrenamiento de cada sub modelo en términos de la exactitud
(accuracy) y con respecto al conjunto de entrenamiento y validacién se puede ver en

la Figura [5.16]

0.85

Accuracy

1 6 1 16 21 26 1 3 5 7 9 1 13 15 17 19
Epocas Epocas

(b) Desempefio del entrenamiento de la red
final del ensamble

(a) Desempeno del entrenamiento de cada sub
modelo.

Figura 5.16: Desempeiio del entrenamiento del ensamble sobre el corpus Quora.

Podemos ver por la Figura que la red neuronal a la salida del ensamble se
ajusta bien a las predicciones de los sub modelos dentro del ensamble.

Para validar que el modelo de Ensamble es el que se desempena de mejor forma podemos
ver en la Figura la curva ROC' con el desempeno de todos los modelos.
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Figura 5.17: Curva ROC con el desempeno de los modelos de AM sobre el corpus Quora.
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Confirmamos que el modelo ensamble propuesto se desempena mejor ya que es el
que méas se aproxima a la esquina superior izquierda en la Figura [5.17] La matriz de
confusién asociada a las predicciones del mejor modelo se puede ver en la Tabla [5.15]

Predicciéon

Valor real
Parafrasis | No parafrasis
Parafrasis 4,748 252
No paréfrasis 312 4,688

Tabla 5.15: Matriz de confusién obtenida para el conjunto de prueba del corpus Quora usando el

modelo Ensamble.

Para el caso del corpus Quora podemos advertir por la informacién en la matriz de
confusién que el modelo se desempena proporcionalmente de forma correcta sobre

cada clase (pardfrasis y no pardfrasis).

Algunas de las muestras correctamente e incorrectamente clasificadas de las matriz de
confusién las podemos ver en la Tabla[5.13] Agregamos también el texto en Inglés
para comprobar la traduccién que realizamos.
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Clase .
Texto 1 Texto 2 .. Prediccion
original
. Cudles son las mejores estrategias | ;Cudles son las mejores estrategias | No parafrasis | Parafrasis

de marketing offline para la
promocién de aplicaciones?
~INGLES-

What are the  best

marketing  strategies  for
promotion ?

offline
app

de marketing de aplicaciones?
~INGLES-

What are the best app marketing
strategies ¢

{ Cual es su nueva resolucién de afio
2017 para mejorar su rutina de la

;Cudl puede ser mi resolucién de
ano nuevo para 20177

vida diaria? ~INGLES-
—-INGLES—- What can be my new year
What ’s your new year 2017 | resolution for 2017%

resolution to improve your daily
life routine ?

Parafrasis

No parafrasis

;Cémo puedo escribir una carta
al banco para cerrar una cuenta
bancaria?
~INGLES-
How do I write a letter to the bank

;Cémo puedo escribir una carta
para cambiar el candidato de una
cuenta bancaria conjunta?
~-INGLES-

How do I write a letter to change

No paréafrasis

No paréafrasis

to close bank account? the mnominee of a joint bank
account ?
,Quora gana dinero, si si, entonces | ;Cémo  hace  Quora  para | Parafrasis Parafrasis
cé6mo? ganar dinero como negocio sin
~INGLES- publicidad?
Does Quora make money , if yes ~INGLES-
then how ¢ How does Quora make any

money as a business without any
advertising ?

Tabla 5.16: Muestras del corpus Quora que fueron correctamente e incorrectamente clasificadas.

5.4.1.4. Corpus CBI-M-00-21

En la Tabla podemos ver el desempeno de todos los modelos entrenados y
evaluados sobre el corpus CBI-M-00-21 usando el esquema de experimentos [4.5]

Modelo Accuracy | Precision | Recall | F1
Bayes Ingenuo 0.553 0.558 0.553 | 0.542
Regresion Logistica 0.748 0.750 0.748 | 0.748
MSV 0.822 0.830 0.822 | 0.820
Perceptron 0.672 0.674 0.673 | 0.672
CNN 0.961 0.962 0.962 | 0.962
LSTM 0.970 0.966 0.975 | 0.970
Ensamble 0.970 0.970 0.970 | 0.970

Tabla 5.17: Desempeno de los modelos de AM sobre el corpus CBI-M-00-21.

Observamos que en el caso del corpus CBI-M-00-21, el modelo que obtuvo el mejor
desempeno fue el Ensamble que hemos propuesto. Sin embargo, la red neuronal

Pégina 106 de 123



CAPITULO 5. RESULTADOS 107

recurrente LSTM muestra un desempeno similar en métricas como la exactitud

(accuracy) y valor Fiy. En la Figura podemos ver la curva ROC con el desempeno
de todos los modelos.

08
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CNN

Perceptron
Regresion Logistica

Tasa de Verdaderos Positivos (TVP)

0.2

0 0.2 0.4 0.6 0.8 1

Tasa de Falsos Positivos (TFP)

Figura 5.18: Curva ROC con el desempeno de los modelos de AM sobre el corpus CBI-M-00-21.

Observamos que el modelo de red neuronal LSTM ciertamente presenta un desempeno
similar al del ensamble que hemos propuesto ya que ambos son los que mas se
aproximan a la esquina superior izquierda de la grafica. Sin embargo, si consideramos
la complejidad de ambos modelos, el modelo de red neuronal LSTM puede ser el mejor
por complejidad.

La matriz de confusién asociada a las predicciones del modelo de red neuronal LSTM

se puede ver en la Tabla

Valor real
Parafrasis | No parafrasis
Prodiccién Parafrasis 87,617 2,680
No paréfrasis 2,751 87,546

Tabla 5.18: Matriz de confusién obtenida para el conjunto de prueba del corpus CBI-M-00-21 usando
el modelo de red neuronal LSTM.

Algunas de las muestras correctamente e incorrectamente clasificadas de las matriz de

confusién las podemos ver en la Tabla [5.19]
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Clase .
Texto 1 Texto 2 . Prediccién
original
Estos presentan menor actividad | La actividad se incrementa y la | No parafrasis | Paréfrasis

que los catalizadores del primer
grupo, sin embargo la presencia
incrementa la estabilidad del
catalizador

reducciéon de la temperatura de
los catalizadores observandose se
estabiliza a un méximo dentro del
catalizador

Se muestra la magnetizacién en
funcién campo magnético aplicado

El imén se muestra en el campo
magnético aplicado

Paréfrasis

No paréfrasis

Los catalizadores de germanio
sobre alimina no presentaron
actividad de hidrogenacién

Los cuales presentaron una menor
actividad que los materiales de la
serie preparada

No paréafrasis

No paréafrasis

Se describié la metodologia para la | La metodologia para la | Paréfrasis Parafrasis

determinacién de la frontera entre | identificaciéon de la  frontera

las regiones de solucién analitica y | entre las regiones de solucién

numérica analitica y cuantitativa se ha
descrito

Tabla 5.19: Muestras del corpus CBI-M-00-21 que fueron
clasificadas.

correctamente e incorrectamente

Mapas de calor

Como mencionamos anteriormente, hemos usado el modelo que present el mejor
desempeno en términos de rendimiento predictivo de deteccién de parafrasis para
generar mapas de calor entre pares de documentos y asi ver céomo el modelo
se desempena comparando y asignando un valor de similitud contextual a cada
combinacion de paginas entre los documentos. En la Figura|s.19|se pueden ver distintas
comparaciones entre pares de documentos. En la Figura comparamos dos
documentos iguales, podemos ver que en la diagonal el modelo obtiene los valores
méximos (de color negro) debido a que en la diagonal se comparan la misma pagina.
Sin embargo, podemos encontrar otras regiones fuera de la diagonal con valores de
similitud contextual altas, indicando que el autor ha escrito ideas similares a lo largo
de todo el documento.
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Figura 5.19: Mapas de calor entre pares de documentos del repositorio TESIUAMI generados con
el modelo de red neuronal LSTM.

En la Figura comparamos dos documentos distintos pero ambos tienen la
caracteristica de ser de la misma area de estudio y que tratan temas similares, se puede
ver que el modelo muestra regiones en la que hay una similitud contextual relevante.
Y por tultimo en la Figura comparamos dos documentos de distinta area de
estudios y que tratan temas completamente distintos. Podemos ver que en este tltimo

caso el modelo no ha detectado ningtiin caso de similitud contextual importante.
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CAPITULO 6

DISCUSION

Planteamos el problema de deteccion de parafrasis como un problema de clasificacion
binaria y aplicamos técnicas de Aprendizaje Maquinal (AM) para atacar el problema
desde una perspectiva computacional. En esta seccién discutiremos el significado, la
importancia y relevancia de todos los resultados descritos en la seccién anterior.

6.1. Creacion de un nuevo corpus de parafrasis

De acuerdo con las hipdtesis de lograr crear un corpus de parafrasis sobre los
textos que se encuentran en el repositorio TESIUAMI y automatizar la generacion de
parafrasis en el lenguaje Espartiol, presentamos al corpus CBI-M-00-21. Un corpus de
parafrasis creado de forma automatica por medio de traduccién de segmentos extraidos
de documentos en formato PDF dentro del repositorio TESIUAMI. Resaltando que
solo para las tesis de nivel maestria, de los anos 2000 a 2021 y de las areas de estudio
Matemdticas, Quimica, Ciencias y Tecnologias de la Informacion, Fisica, Biomédica y
FEnergia, obtuvimos un total de 601,982 (Tabla [5.1) segmentos a los que, a cada uno,
le asignamos otro texto que representa la parafrasis y no parafrasis.

Los resultados de evaluar la parafrasis generada por medio BLEU score (Figura
sugieren que la parafrasis que generamos contiene cambios léxico-sintacticos relevantes
en cada par (segmento-paréfrasis) debido al valor promedio de 0.2 del BLEU score,
similar al BLEU score de 0.25 obtenido en [I3] con pares de traducciones realizadas
por personas profesionales.

El experimento proporciona una nueva perspectiva de la relacién entre la creaciéon
de parafrasis de forma automatica y la de personas expertas en el tema, ya que,
la primera, agrega la capacidad de parafrasear grandes cantidades de textos en
un periodo relativamente corto y con una calidad similar. Sin embargo, existen
algunas implicaciones practicas en la forma de crear parafrasis de forma automatica.
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Principalmente que esta generacién de parafrasis es costosa en términos de complejidad
computacional debido a que un solo modelo MariaMT requiere de un hardware
especifico que incluya GPU’s para acelerar el tiempo de generacién de parafrasis. El
hardware que usamos en nuestros experimentos (Seccién resulto ser funcional pero
limitado, de modo que en estudios futuros se deberia considerar usar un hardware mas
potente para el uso de estos modelos.

6.2. Representacion vectorial de textos

La seleccion de dos modelos embedding y su respectivo entrenamiento, confirmaron la
hipotesis en relacion a lograr abstraer estructuras semanticas de segmentos discursivos
desde una perspectiva vectorial. Particularmente usando el corpus CBI-M-00-21, los
resultados muestran que el esquema de entrenamiento de los modelos embedding
propuesto en [4.2.1] aportan relaciones, en el espacio vectorial definido, de palabras
que estan contextualmente relacionadas. Este andlisis apoya la teoria de que entrenar
modelos embedding usando secuencias ordenadas de palabras, aprendiendo patrones en
funcion de relaciones entre vecindades es efectiva y practica para algunos modelos de
AM. Sin embargo, los resultados no encajan para todo modelo embedding. Encontramos
que el modelo embedding FastText define relaciones de distancia (en el espacio vectorial
definido) mds cercanas entre palabras contextualmente relacionadas (Figura [5.5)).
También encontramos que, en un nivel de contexto, FastText logra definir regiones
separables entre oraciones dentro de una misma drea de estudio (Figura [5.6). Este
experimento muestra que el enfoque de n-gramas de caracteres de palabras, y el analisis
morfolégico de las palabras, representa una mejora para un embedding en términos del
desempeno en crear relaciones semanticas de los textos en un espacio vectorial. Por otro
lado, la generalizacion de los resultados esta limitada por los corpus que hemos usado
como base de datos experimental. Los estudios futuros en este rubro deben incluir
el entrenamiento de embeddings sobre conjuntos de datos mas grandes (en idioma
Espanol) y de contexto general.

6.2.1. Corpus adicionales y funcion del contexto

Por el repositorio TESIUAMI en que hemos extraido texto y la naturaleza misma
de los textos obtenidos, consideramos al corpus CBI-M-00-21 como un corpus de
contexto cientifico/académico. En cambio, los corpus que hemos estudiado de forma
complementaria en nuestra investigacion tienen un contexto distinto. Los atributos de
cada corpus, en términos contextuales, nos dieron la oportunidad de crear estructuras
de caracteristicas numéricas con variaciones de contexto. Los resultados de analizar
la definicién vectorial creada por cada embedding y comparar las palabras en comtn
de cada palabra en el vocabulario sugieren que dichas variaciones de contexto son
importantes y se ven reflejadas en el espacio vectorial definido (ver Figura .
Especialmente, el experimento proporciona una nueva perspectiva de la relacién entre
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la importancia del contexto en los corpus y la definicion de vecindades de palabras
en un espacio vectorial creado por un modelo embedding. Sin embargo, los estudios
futuros deben considerar el impacto en la viabilidad de un sistema informatico con una
capa embedding de 4 o mas modelos distintos.

6.3. Desempeno de técnicas de AM

En el marco de la hip6tesis sobre configurar y entrenar modelos inspirados en técnicas

de AM que sean capaces de detectar la parafrasis, los resultados indican que las técnicas
de AM que hemos propuesto obtienen un desempeno destacado sobre cada uno de los
corpus empleados como base experimental. Encontramos que el enfoque de aprendizaje
profundo con los modelos de redes neuronales convolucionales (CNN) y recurrentes
(LSTM) obtienen un buen desemperio, en general, sobre otras técnicas estdndar del
aprendizaje maquinal. Sin embargo, como vimos en el caso del corpus Sushi en el que
el modelo con mejor desempeno fue el de Maquina de Soporte Vectorial, un modelo
no puede ser la mejor opcion en todo problema. Los datos obtenidos sobre el buen
desempeno del modelo de MSV sobre el corpus Sushi contribuyen a una comprension
mas clara de la relacion que existe entre la eleccion de un algoritmo inspirado en
técnicas de AM y la distribucion espacio-vectorial de las muestras a procesar, debido
al claro patrén mostrado en las Figuras [5.12(a)| y |5.12(b)| de las muestras por clase del
corpus Sushi.
Sin embargo, los resultados también muestran que el desempeno de técnicas inspiradas
en el aprendizaje profundo (redes neuronales) superan, en general, a las técnicas bésicas
de AM (ver Tablas [5.8] [p.11] [5.14] y [5.17). Especialmente el ensamble propuesto en
4.4.1.4] mostré un desempeno sobresaliente sobre los corpus Mrpc y Quora sugiriendo
que el enfoque de mezcla de expertos para reducir la inhabilidad del modelo de
generalizar sobre nuevos datos es relevante y futuros estudios en esta linea de
investigacion deberian incluir el andlisis de otros tipos de ensamble, mezclando técnicas
de distinta naturaleza y distintas arquitecturas de ensamblaje.
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CAPITULO [

CONCLUSIONES

Esta investigacion tuvo como objetivo obtener un sistema capaz de detectar casos
relevantes de similitud semantica entre pares de textos o documentos completos de
forma eficiente, empleando un enfoque computacional y aplicando técnicas inspiradas
en inteligencia artificial y un corpus de parafrasis de contexto cientifico creado de forma
automatizada usando el repositorio TESIUAMI como base de datos minable. En lo
general, los resultados obtenidos indican que el enfoque computacional, la aplicacién
de técnicas de inteligencia artificial y la metodologia empleada en este proyecto de
investigacion son capaces de generar sistemas para detectar parafrasis de forma eficaz
y eficiente sobre textos académicos y de contexto cientifico. En lo particular y bajo
el marco de las hipdtesis planteadas en esta investigacion hacemos las siguientes
anotaciones:

Creacién de un corpus de parafrasis de forma automatica

Dada la problematica de no contar con un corpus de parafrasis en idioma Espanol lo
suficientemente extenso para aplicar técnicas de mineria de datos, nosotros detallamos
el proceso que disenamos para crear un corpus de parafrasis de forma automatizada
usando una cascada de modelos de traduccién. Con base en un anélisis cuantitativo
de las diferencias léxico-sintdcticas entre los pares texto-traduccion que generamos,
se puede concluir que la calidad de paréfrasis asociada a cada segmento discursivo
extraido del repositorio TESIUAMI es buena, y por lo tanto el corpus creado contiene
muestras que pueden representar una forma del fenémeno lingiiistico de parafrasis.
Por otra parte, el repositorio TESIUAMI contiene mas documentos que podemos
procesar y agregar al corpus que creamos para extenderlo. El alcance del corpus en
esta investigacion alcanzo a cubrir las areas principales dentro de la divisién de CBI
(Cliencias Bdsica e Ingenieria) logrando un total de 1,203,964 de pares de textos
en idioma Espanol clasificados con la clase pardfrasis y no pardfrasis. Sin embargo,
podemos extenderlo usando nuestra técnica a areas bioldgicas y de la salud o a areas
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sociales y de humanidades. Creemos que las diversas variantes por area de estudio y
grado académico de los textos pueden crear un corpus mas robusto y general que sirva
para futuras investigaciones relacionadas con el procesamiento del lenguaje natural.

Representaciones vectoriales de textos y variantes contextuales

Evaluamos dos modelos distintos para representar palabras, oraciones y textos

completos y después de analizar los resultados concluimos que el modelo que agrega un
analisis morfologico a la palabras generando el vector de una palabra como la suma de
vectores de n-gramas de caracteres, es el que mejor desempeno tiene al agrupar palabras
con contexto similar. Los resultados obtenidos indican que el espacio vectorial definido
asignan una similitud coseno de al menos 90% entre pares de vectores generados
usando palabras distintas pero semanticamente relacionadas. Ademas los resultados,
que obtuvimos al agrupar por area de estudio los vectores generados del corpus que
hemos creado y aplicando una técnica de reduccion de dimensionalidad, indican que la
distribucién de las muestras en el espacio vectorial definido crean conjuntos o grupos
de datos linealmente separables. Lo que sugiere que el modelo que entrenamos para
codificar textos de nuestro corpus, representé también relaciones semanticas entre
textos de la misma area de estudio.
Los modelos que entrenamos usando nuestro corpus y otros seleccionados, nos dieron
la oportunidad de crear estructuras numéricas con variantes contextuales por palabra
que usamos para atender la problematica de representar los textos en algo que la
computadora y los algoritmos de AM sean capaces de procesar. Esta investigacion
demuestra que las distintas representaciones vectoriales de un mismo texto pero con
variantes de contexto crean patrones en las estructuras numéricas que las técnicas de
AM pueden aprender para lograr un mejor desempeno.

Modelos de AM

Los resultados que obtuvimos al aplicar distintos algoritmos de AM indican que

las técnicas inspiradas en aprendizaje profundo son las que mejor desempeno tienen
en términos de rendimiento predictivo de deteccion de parafrasis. Pero también
demuestran la importancia de distribuir correctamente la informaciéon en un espacio
vectorial ya que incluso Maquina de Soporte Vectorial puede obtener un mejor
desempeno que técnicas mas complejas.
Adicionalmente propusimos un modelo ensamble construido con modelos de aprendizaje
profundo para incrementar la habilidad de generalizar sobre nuevos datos de un solo
modelo y los resultados obtenidos confirman que los ensambles stacking son un medio
util para reducir la inhabilidad de un modelo en generalizar conocimiento y a su vez
aumentar la capacidad de aprender patrones valiosos en los datos que se usan para
entrenar.
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7.1.

Trabajo futuro

El trabajo realizado en esta investigacion abre distintas lineas de estudio en aras de
perfeccionar la técnica de deteccion de parafrasis desde un enfoque computacional e
integrar informacion y nuevas técnicas de AM al proceso. En lo particular senalamos
las siguientes:

1.

Aumentar el nimero de segmentos del corpus de parafrasis. El esquema de
extraccién propuesto puede ser usando para procesar y extraer segmentos del
resto de documentos disponibles en el repositorio TESIUAMI para enriquecerlo
en términos de vocabulario y variantes [éxico-sintdcticas y semdnticas integradas
en todos los documentos y areas de estudio asociadas.

. Codificadores de texto especializados por area de estudio. El esquema de

transformacion texto-vector presentado, contiene variantes contextuales extraidas
de los corpus seleccionados en esta investigacién. Sin embargo, la cantidad
de cambios [€xico-sintdcticos y semdnticos representados en vectores puede
enriquecerse si se crean modelos embedding especializados por area de estudio
para crear estructuras numéricas con abundantes patrones en los datos que le
sirvan a los algoritmos de AM.

Embeddings de proposito general. En nuestro método usamos dos modelos
embedding distintos pero dado que la transformacién de texto a vector es
un modulo independiente de todo algoritmo de AM, se pueden experimentar
con algoritmos embedding distintos y evaluar el impacto que tienen sobre el
rendimiento predictivo de deteccién de paréfrasis con respecto a los embeddings
usados en esta investigacion.

Arquitectura de entrenamiento paralelo. Se ha demostrado que incrementando
el nimero de muestras de entrenamiento en modelos inspirados en aprendizaje
profundo incrementa drasticamente el desempeno pero también incrementan los
recursos de memoria y capacidad de procesamiento de las computadoras haciendo
que el tiempo de entrenamiento aumente proporcionalmente. Una manera de
acelerar el proceso de entrenamiento es aplicando estrategias de distribucion
de datos y entrenamiento sincrono y asincrono [31] sobre multiples recursos de
hardware y distribuir asi el esfuerzo computacional con la intencién de reducir el
tiempo de entrenamiento.

Esquema de evaluacion continua. Podemos pensar que el ciclo de vida de un
modelo de AM termina cuando ya ha sido entrenado. Pero existen muchos factores
dindmicos inherentes del lenguaje natural que pueden hacer que las predicciones
de un modelo se degraden a un punto tal que sean inservibles. Lo que provoca
que el modelo no sea confiable en términos predictivos. La forma mas directa
de detectar que nuestro modelo pierde credibilidad es constantemente evaluar

Pégina 117 de 123



118

CAPITULO 7. CONCLUSIONES

el desempenio sobre nuevos datos (que en nuestro contexto hacemos referencia
a la continua creacién de textos en el repositorio TESIUAMI) y crear métricas
para determinar si es necesario que el modelo vuelva a entrenar para aumentar
la confiabilidad y, consecuentemente, su uso.

Explicaciéon de predicciones. Los modelos para detectar parafrasis de forma
automatica que obtuvimos en esta investigacién lograron un buen desempeno
en términos de métricas como exactitud o precision, pero en muchos escenarios
sensibles y practicos de nuestro estudio, los usuarios pueden dudar en aceptar
la prediccién de un modelo que no da mucha informacion de cémo genera las
predicciones que devuelve. Sobre todo las técnicas inspiradas en el aprendizaje
profundo que por su naturaleza y definicién son complejas de explicar [32] [33]
[34]. De modo que aumentar la confianza de los usuarios en los sistemas al
proporcionarles una perspectiva de los factores de los datos que influyeron en las
predicciones realizadas puede facilitar la aceptacion de los usuario en escenarios
practicos como deteccion de plagio o asignacion de autoria de nuestro estudio.
Incluso la explicacion de predicciones puede ayudar a detectar sesgos o patrones
en los datos que sirvan para aumentar el desempeno de los modelos. Futuros
esfuerzos bajo este rubro implican muchas ventajas en nuestro estudio.

Adicionalmente, los modelos obtenidos en esta investigacién y los datos que hemos
logrado recolectar nos dan la oportunidad de plantear posibles aplicaciones como:

1. Similitud contextual entre pares de documentos

La informacion contenida en los mapas de calor, obtenidos al comparar dos
documentos completos, sin duda se trata de informacion relevante que podemos
emplear para analizar pares de documentos completos y determinar el grado de
similitud general entre cada par. Ademas de encontrar secciones de un documento
que se incluyen en otro y determinar su grado de similitud.

Biasquedas especializadas

El espacio vectorial definido con los modelos embedding obtenidos nos dan la
posibilidad de plantear un esquema de busqueda por grado se similitud seméantica
(en el espacio vectorial) de un texto o documento completo contra todo el banco
de tesis que hemos recolectado hasta el momento.
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