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Resumen

En este trabajo se revisa la naturaleza de las variables composicionales,
es decir, variables multivariadas donde la suma de sus componentes debe
cumplir con la restricciéon de ser una constante, ademas se puntualizan los
retos para especificar modelos que describan adecuadamente sus comporta-
mientos. Se propone un analisis Bayesiano basado en el estudio de variables
composicionales a través de modelos de mezclas de distribuciones Gamma
multivariadas, y se describe la manera de como usar este modelo en la infe-
rencia de variables composicionales.

La inferencia sobre los parametros del modelo se basa en muestras de la
densidad posterior, las cuales se obtienen mediante un Slice Sampler después
de la introduccion de variables latentes adecuadas. La metodologia propuesta
se ilustra utilizando conjuntos de datos simulados. Adicionalmente, se discu-
te la aplicacion de este modelo al analisis de datos como los obtenidos en
la realizacion de los Conteos Réapidos organizados por el Instituto Nacional
Electoral, en 2018.
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Introduccion

En la modelacion estadistica de fendmenos reales existen diversas ramas
del conocimiento en las cuales un investigador puede encontrarse con wva-
riables composicionales; es decir, datos que representan composiciones. Por
ejemplo, en Petrologia el estudio de la composicion de los diferentes éxidos
principales o los minerales basicos que conforman geoquimicamente una roca.
En Agricultura, el andlisis de la composicién de la tierra en términos de sus
diferentes minerales es relevante. En Economia, la composicién de un porta-
folio de inversion o la composicion del gasto de los hogares es de importancia.
En los procesos electorales, el estudio de la proporciéon de votos a favor de
cada fuerza politica, en alguna elecciéon federal o estatal, es de relevancia en
el estudio de las preferencias electorales. Cada uno de los ejemplos anteriores
esta asociado a variables de naturaleza composicional cuya adecuada mode-
lacién requiere de cierto cuidado en términos estadisticos. Algunos problemas
de interés estan dados por las siguientes preguntas: ;Existe una variabilidad
que pueda ser descrita por los datos?, jexiste alguna composicién central al-
rededor de la cual pueda explicarse esa variabilidad?

En la etapa inicial del planteamiento y la modelacién de cualquier feno-
meno real, como un problema estadistico, es crucial el reconocimiento y la
definicién de un espacio muestral adecuado para el anélisis de los datos con los
que se esta trabajando. En este caso, los datos composicionales son vectores
con la restriccion de que sus componentes estan sujetos a sumar una constante
¢ y cuyos elementos son no negativos. Asi, los datos composicionales tienen al
simplex D-dimensional como el espacio muestral cominmente asociado. His-
toricamente, la estructura algebraica de R¥ resulté familiar y muy intuitiva
para la modelacién estadistica de datos, propiciando el desarrollo de una ga-
ma extensa de métodos e interpretaciones naturales. Por otro lado, hasta que
se reconoci6 la topologia del simplex (ver, por ejemplo Aitchison (1982) [2])

11



12 INDICE GENERAL

se tuvo un gran impulso en el analisis estadistico de los datos composicionales.

La propuesta de Aitchison(1982) [2] para el tratamiento de datos composi-
cionales es relativamente reciente y ha ofrecido un panorama general para el
analisis de variables aleatorias definidas en el simplex. Sin embargo, ain que-
dan aspectos por resolver desde el punto de vista metodoldgico y hoy en dia
son tema de discusion (ver por ejemplo, Pawlosky-Glahn y Egozcue (2015)
[24] y las referencias ahi incluidas).

Las restricciones de no negatividad y de suma constante introducen un reto
importante en la modelacion de variables aleatorias en el simplex. El enfoque
de Aitchison basado en log-cocientes para el analisis de datos composicionales
ha sido una fuente de discusion en las ultimas décadas. Esta aproximacion
de Aitchison ha permitido realizar analisis estadisticos frecuentistas una vez
que se ha aplicado una transformacion a los datos originales. Con la idea
de llevar las variables composicionales a espacios mas manejables como R*
y posteriormente regresar al Simplex a través de algunas isometrias. Esto
da una ventaja en el analisis, debido a la gran cantidad de procedimientos
estadisticos disponibles en R¥.

Aun con las transformaciones propuestas por Aitchison, el estudio de este
tipo de datos es complejo, y debido a ello, el desarrollo de una metodologia
para su analisis tuvo un crecimiento relativamente lento. Sin embargo, en
los ultimos anos el desarrollo computacional y la creacién de diversas herra-
mientas, han permitido la generacién y el desarrollo de nuevos métodos que
permiten analizar este tipo de datos de forma mas adecuada. Las aportaciones
realizadas van desde el desarrollo de métodos de visualizaciéon y graficacion,
hasta propuestas de modelos que permiten realizar inferencias sobre observa-
ciones composicionales.

Asi, el analisis de datos en el simplex involucra variables que por su natu-
raleza solo son definidos en ciertos subconjuntos de R¥. Es por ello que, desde
un punto de vista metodoldgico, resulta importante tener distribuciones de
probabilidad definidas en esos subconjuntos de R*. Especificamente, es nece-
sario contar con modelos de probabilidad que describan variables restringidas
al primer ortante de RF.
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Con el fin de contribuir a extender las propuestas metodolégicas para el
analisis de datos composicionales, en este trabajo de tesis se propone un mo-
delo de mezclas para describir este tipo de datos, el cual como se vera ofrece
una gran flexibilidad en la modelacién. Los modelos de mezclas se encuentran
entre las herramientas mas utilizadas en muchas aplicaciones en las que se
requieren modelar datos con caracteristicas como multimodalidad, heteroge-
neidad o conglomerados, asimetria, etc. Dichas mezclas se puede visualizar de
forma practica como la suma poderada de componentes que son, en si mis-
mas, distribuciones de probabilidad (generalmente, todas las componentes
pertenecen a una misma familia de distribucién, aunque esto no es necesario)
y pueden tener componentes finitos o infinitos. La densidad de una mezcla
puede verse de la forma

Fylw, 6) = i Wi K (y]65)

donde la coleccién infinita de w’s son no negativos y K es el kernel, en este
caso el mismo para todos. El gran desafio aqui es realizar inferencias estadis-
ticas en este tipo de modelos. Estos retos incluyen, por ejemplo, estimar los
correspondientes vectores de pesos, estimar el nimero de componentes en la
mezcla significativamente diferentes de cero, la estimacién de la correspon-
diente distribucién predictiva, etc.

En contraste, el estudio de datos direccionales (variables que represen-
tan direcciones) ha tenido un mayor desarrollo en los ltimos anos. Ver por
ejemplo, Wang y Gerfand (2007) [34], Scely y Welsh (2011)[29], asi como
Ntnez-Antonio, et al. (2015)[21] y las referencias alli incluidas. Los datos
direccionales aparecen cominmente en ciencias como la Biologia, Geofisica,
Metereologia y Ecologia. Algunas de sus prinicipales aplicaciones son las di-
recciones de viento, los datos de orientacion y migraciéon de aves o algunas
otras especies, las direcciones de propagacion de fisuras en el concreto u otros
materiales, etc. Para una revision y analisis, desde un punto de vista frecuen-
tista, el lector puede referirse a Mardia (1976)[18] y Mardia y Jupp (2000)[19].
Por su parte, Nunez-Antonio, et. al (2015)[21], presentan un modelo Baye-
siano no-paramétrico para datos direccionales definidos en el circulo unitario
(datos circulares) el cual se tomara como modelo base en el desarrollo de esta
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tesis.

La metodologia propuesta en este trabajo se basa en el siguiente modelo
de mezclas con un kernel definido en la esfera unitaria y analizado en Nufez-

Antonio y Geneyro (2019) [22].

1(6) = [ GP(Bla, B) P(db), (1)

donde GP(0]-) es una densidad Gamma proyectada y P define un Proceso
Dirichlet (Ferguson (1973) [10]).

Asi, el modelo propuesto para analizar datos composicionales es un mo-
delo para datos direccionales generado por (1) y posteriormente mapeado
al simplex D-dimensional. Aunque la idea de modelar datos composicionales
a través de modelos para datos direccionales no es nueva (ver por ejemplo,
Aitchison (1982) [2]), hasta ahora no se contaba con una metodologia més
o menos general para hacer inferencia en modelos para variables direccionales.

Para llevar a cabo inferencias en el modelo propuesto, dada su complejidad,
se propone realizar inferencias desde un enfoque Bayesiano de la estadistica.
Lo anterior, nos lleva al uso de procedimientos y algoritmos de simulacion di-
recta como el muestreo de rechazo adaptativo (ARS, por sus siglas en inglés)
y a algoritmos pertenecientes a la familia de los métodos de Monte Carlo via
Cadenas de Markov (MCMC, por sus siglas en inglés) como el Gibbs sampler
y el Slice sampler.

El modelo se probara con datos simulados para evaluar su eficacia y se
aplicard a datos del conteo rapido de las elecciones estatales, en este caso,
para la eleccion de Morelos en 2018.

La estructura de esta tesis es la siguiente. En el Capitulo 1 se ofrece una
introduccién al andlisis de datos composicionales, haciendo énfasis en los
principales problemas que se presentan en su modelacién. Se describe la na-
turaleza de variables direccionales, asi como algunas herramientas para su
analisis. Adicionalmente se da una breve introduccién a los conceptos basicos
de la Estadistica Bayesiana y finalmente se expone una introducciéon a algu-
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nos métodos de simulacion estocastica.

En el Capitulo 2 se presenta el modelo Gamma univariado, el modelo Gam-
ma multivariado y después se define un modelo de mezclas de distribuciones
Gamma multivariadas. Posteriormente, se revisa el modelo proyectado sobre
la esfera unitaria, que sera el kernel para el modelo de mezclas. Finalmente, se
presenta la propuesta de un modelo Bayesiano que describe datos composicio-
nales basado en un modelo de mezclas de distribuciones Gamma proyectadas.

En el Capitulo 3 se desarrolla la propuesta de llevar a cabo inferencias
bayesianas sobre el modelo propuesto. Para lo anterior, se derivan todas las
distribuciones condicionales completas asociadas al modelo y se muestra la
manera de simular de la distribucion predictiva final del modelo de mezclas
con kernel definido por distribuciones Gamma proyectadas.

En el Capitulo 4 se realizan diversas aplicaciones de la metodologia pro-
puesta. En los primeros ejemplos se analiza nuestra metodologia usando datos
simulados, con el objetivo de determinar el desempeno del modelo propuesto.
En los ejemplos finales se aplica la metodologia propuesta a datos reales deri-
vados de los ejercicios de conteos rapidos realizados por el Instituto Nacional
Electoral en las elecciones estatales de 2018.

Finalmente, en el ultimo capitulo se presentan las conclusiones derivadas
de este trabajo, se senalan algunas lineas de investigacion futuras y se discuten
las tareas pendientes.
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Capitulo 1

Preliminares

En este capitulo se presentan los conceptos con los que se trabaja a lo largo
de esta tesis. En primer lugar se describen algunas definiciones basicas para el
analisis de datos composicionales, los cuales son el principal objetivo de estu-
dio de este trabajo. Ademas, a través de una transformacion se propondra ir
del simplex (datos composicionales) a la esfera unitaria (datos direccionales)
y entonces utilizar algunos modelos que ya han sido propuestos para llevar
a cabo inferencias en la esfera unitaria de dimensién p. Por esta razoém, es
necesario proporcionar algunas de las definiciones mas relevantes sobre es-
te tipo de datos y en este capitulo se podran encontrar. Adicionalmente, el
desarrollo de este trabajo se realiza desde un enfoque Bayesiano, por lo que
se presentan algunas de las ideas mas importantes de esta perspectiva de la
Estadistica, asi como las herramientas que se utilizaran para llevar a cabo
las inferencias en los modelos propuestos. Por lo anterior, se revisan algunos
métodos de simulaciéon como los métodos de Monte Carlo via Cadenas de
Markov (MCMC, por sus siglas en inglés).

1.1. Datos Composicionales

Los datos composicionales describen las partes de un todo y suelen repre-
sentar vectores de proporciones, porcentajes, concentraciones o frecuencias,
también pueden describirse como realizaciones de vectores aleatorios de su-
ma constante. Con frecuencia aparecen ejemplos en diversas disciplinas que
estudian con gran interés herramientas adecuadas para analizar este tipo de
datos. Segin Aitchison (1982) [2], los datos composicionales tienen caracte-
risticas y operaciones propias las cuales se presentan a continuacion.

17



18 CAPITULO 1. PRELIMINARES
Formalmente los datos composicionales se definen de la siguiente manera.

Definicién 1.1 Un dato composicional es un vector x = (x1, Ta, ..., Tp) CONS-
tituido por D partes o componentes no negativas cuyo espacio muestral es el
Simplex D-dimensional, S, definido por:

1=1

D
SP = {a: = (z1,%9, ..., xp)|lx1 > 0,...,2p > 0; Y x; = /4:} :

Los datos composicionales cuentan con operaciones que permiten trabajar
con ellos, como el operador clausura C, el cual se define a continuacion.

Definicion 1.2 FEl operador clausura C, es una transformacion que hace co-
rresponder a cada vector = (1, %2, ...,Tp) € Rf con su dato composicional
asocitado. Es decir,

Cla) = (ﬂfl y fD)

RPN v
donde C(x) € SP.

Pero entonces, jen donde se pueden encontrar ejemplos de Datos Com-
posicionales? Es decir, ejemplos donde sea importante la relaciéon entre las
partes de un todo. A continuacién se presentan algunos de ellos.

Patrones de presupuesto familiar

Un aspecto significativo en el estudio de la demanda del consumidor es el
analisis de encuestas sobre el presupuesto familiar, donde la atencion suele
centrarse en los gastos de una muestra de hogares en una serie de grupos de
productos mutuamente excluyentes y exhaustivos, y su relaciéon con el gasto
total, el ingreso y el tipo de vivienda, la composicion del hogar, etc. En una
encuesta de una muestra de personas solteras que viven solas en alojamientos
alquilados, veinte hombres y veinte mujeres fueron seleccionados al azar y se
les pidi6 que registraran, en un periodo de un mes, sus gastos en los siguientes
cuatro grupos de productos excluyentes y exhaustivos:

1. vivienda incluyendo luz y combustible
2. productos alimenticios

3. otros bienes, incluyendo ropa, calzado y bienes duraderos
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4. servicios, incluidos transporte y vehiculos

Algunas preguntas interesantes al observar los datos registrados podrian ser:
JEn qué medida el patron de la distribucion del presupuesto de los gastos
para los hombres depende de la cantidad total gastada? ;Hay diferencias en-
tre hombres y mujeres en sus patrones de gasto? ;Hay algunos grupos de
productos que tienen prioridad en la asignacion del gasto?

Estudio de la composicion de la leche

En un intento por mejorar la leche, se evalué la leche de treinta vacas
mediante la composicion de la dieta antes y después de un régimen dietético
y hormonal estrictamente controlado durante un periodo de ocho semanas.
Se decidi6é tener un grupo de control de treinta vacas adicionales mantenidas
en las mismas condiciones. Las sesenta vacas fueron asignadas para control
y tratamiento de grupos al azar. Se registro la proporcion de proteina, grasa
lactea, carbohidratos, calcio, sodio y potasio del contenido total de la dieta.
La pregunta esencial para ese problema es jel nuevo régimen dietético ha
producido algin cambio en la composiciéon de la leche?

Composicion geoquimica de las rocas

En petrologia, el analisis de las composiciones geoquimicas de las rocas
es un aspecto fundamental, tales composiciones se expresan como porcenta-
jes en peso de diez o méas 6xidos principales o como porcentajes de algunos
minerales basicos. Por ejemplo, si se tiene la composicién de 5 minerales de
una muestra de 25 especimenes de rocas de tipo hongite, algunas preguntas
de interés pueden ser: ;De qué manera podria describirse la variabilidad en
la composicion de estas rocas?, jExiste alguna composicién central alrededor
de la cual pueda describirse esta variabilidad?.

1.1.1. Operaciones con Datos Composicionales

Aitchison (1982) [2] define operaciones adecuadas que al aplicarlas a los
datos composicionales los mantienen en el Simplex. Algunas de estas opera-
ciones son la perturbacion y la potenciacion, las cuales resultan equivalentes
a la suma y producto en R, respectivamente.

Definicién 1.3 La operacién perturbacion entre * = (1, x9,...,xp) € SP y



20 CAPITULO 1. PRELIMINARES

y = (y1,%2, ..., yp) € ST esta definida por

T D Yy = C(xlylv sy SCDyD)
donde C es el operador clausura.

El conjunto de perturbaciones forma un grupo el cual tiene como elemento
neutro la composicion E = (%, s %) donde D es la dimension del Simplex
correspondiente. Este elemento neutral juega el papel del vector cero en los
datos composicionales. La composicion inversa de x, denotada por dx, esta
dada por ®&x = C (1 ,x1D>, donde C es la clausura mencionada en la

I )
Definicion 1.2.

Definicién 1.4 La operacién potenciacion de x = (x1,..xp) € SP por un
nimero o € RY se define de la siguiente manera:

a®x=C(z],...,2h)
donde C es el operador clausura.

Otros elementos de gran ayuda para definir lineas, angulos, ortogonalidad,
etc., en el simplex son la norma, el producto interior y la distancia, los cuales
se definen a continuacion.

Definicién 1.5 Sean = (x1,z2,...,2p) ¥y Yy = (y1,Y2, ---,yp) dos elementos
de SP. El producto interior de Aitchison estd definido como

1 D D

Yi
L,Y)A = In— - In=— .
(z,y) QDZZUZ 5y

Definicién 1.6 Sea x = (11,29, ...,2p) € SP. La norma de Aitchison de x

se define como
1 D D €T; ?
L llA= |51 In
Iz | JQD;%%( %‘),

Definicién 1.7 La distancia de Aitchison entre * = (x1,22,...,Zp) Yy Y =
(y1,Y2, .-, Yp) Se define como

L j

1 D D i 2
da(z,y) = \I2DZ g (ln — lnyj)
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Se puede notar que, dadas las definiciones anteriores, el simplex, (S, @, ®)
es un Espacio Vectorial (Billheimer et al. (2001) [6]) y al estar dotado de un
producto interior, el conjunto (8P, ®, ®, {-)), conforma un Espacio Euclideo.

1.1.2. Algunas particularidades de los Datos Composicionales

En ocasiones el estudio de algin fendmeno requiere tomar un subconjunto
de las componentes de un dato composicional en el Simplex D-dimensional
y en consecuencia tener que trabajar con un nuevo espacio S-dimensional en
el Simplex con S < D. Lo anterior lleva al concepto de subcomposicién.

Definicién 1.8 (Subcomposicion) Si S es un subconjunnto de las partes (1,2, ...

de una composicion x, entonces C(xs) es una subcomposicion de S-partes, con
C el operador clausura.

Por ejemplo, sea & = (x1, 9, T3, x4, T5) la composicién de una roca hongite,
se puede estar interesado solo en la subcomposicién quimica de 3 elementos
(xh rs3, .%'5) .

Si bien la formacién de una subcomposicion es en esencia una transfor-
macién de SP a un Simplex de dimensién inferior, obsérvese que se tiene la
propiedad de conservar la magnitud relativa entre las partes. Con la definicién
anterior y la propuesta de Aitchison para datos composicionales, se obtiene
el siguiente resultado.

Propiedad 1.1 El cociente de 2 componentes de una subcomposicion es
igual al cociente de los correspondientes 2 componentes en la composicion
completa. Es decir, si S = C(xs) = C(x1, 22, ..., x,) entonces

Si X

Sj

conl <i,7<pyp<D.

Como puede observarse de la Propiedad 1.1, una subcomposicion conserva
la relacién de proporcién existente en la relacion de los datos en la composi-
cion total. Sin embargo bajo la propuesta de Aitchison, se dificulta entender
la geometria del simplex SP, razén por la cual propone tomar logaritmos de
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los cocientes entre las partes, asi los datos son mapeados a R* y bajo esta
transformacion es posible utilizar métodos de estadistica para variables defi-
nidas en R¥.

Transformaciones de los Datos Composicionales

Para el andlisis de Datos Composicionales, histéricamente se han propues-
to diversas transformaciones. A continuacién se presenta cada una de ellas.

Definicion 1.9 La tranformacion log-cociente centrada (clr) se define como

i) = (in 05 i i )

con g(x) = Yz - 23 Tp.

La inversa de la transformacion clr es sencilla: si * = clr(x), entonces

@ = C(exp[(x™)])

El conjunto de composiciones junto con las operaciones de perturbaciéon @,
potencia ® y el producto escalar de Aitchison ! (), construyen una estruc-
tura de espacio Euclidiano (D — 1) dimensional en el simplex. Esto significa
que podemos trasladar practicamente cualquier cosa definida para vectores
reales a los composicionales, ya que un espacio euclidiano es siempre equiva-
lente al espacio real. Esta equivalencia se logra a través de una isometria, es
decir, una transformacion del simplex al espacio real que preserva los angulos
y las distancias.

El hecho de que el simplex sea un espacio euclideano tiene algunas impli-
caciones en la forma en que se aplican, interpretan y representan la mayoria
de las estadisticas obtenidas en R¥. La idea basica de llevar a cabo esta trans-
formacioén ilr, se resume en que es posible:

= Hacer el cdlculo de las coordenadas de los datos con respecto a una base
ortonormal.

'Definicién 1.5



1.1. DATOS COMPOSICIONALES 23

» Analizar esas coordenadas en una forma sencilla con el método deseado
en R

= Aplicar los resultados que describen los objetos geométricos a la base
ortonormal utilizada y regresarlos al Simplex, S”. Los resultados finales
no dependeran de la base elegida.

La transformaciéon log-cociente isométrica se construye por la representa-
cién que resulte de una base dimensional de (D — 1) partes del espacio imagen
H de la transformacion clr. Esta se construye tomando una base ortonormal
de vectores de R? incluyendo el vector vp = [1, ..., 1], es decir, algunos (D —1)
vectores {v7, ..., v},_, } € H linealmente independientes. Entonces el conjunto
de vectores definidos como v; = clr ' (v}) forman una base de SP. En térmi-
nos computacionales se pueden organizar los vectores {v;} por columnas en
una matriz de D x (D — 1) elementos, denotado por V.

Un ejemplo de estas transformaciones es el siguiente. Sea a = (1,2,4),
aplicando la operacién clausura se obtiene el dato composicional

a = (0.1428571,0.2857143,0. 5714286),

aplicando la transformacién ilr a a se obtiene el siguiente vector en R?
ilr(a) = (0.4901291, 0. 8489285).

Otra forma de obtener ese vector es aplicar primero la transformaciéon clr
a a y posteriormente aplicar la funcién ilr, es decir, multiplicar por una base
ortonormal, haciendo esto se obtiene como resultado el vector ilr(clr(a)) =
(0.4901291, 0. 8489285).

La base que transforma el vector a a R? es

—0.7071068 —0.4082483
Voxp-1) = 0.0701068 —0.4082483
0.0000000  0.8164966

Asi, multiplicando a - Vpy(p-1) se obtiene (0.4901291, 0. 8489285).

La transformacion alr es el enfoque en el que se baso Aitchison inicialmente
para realizar el andlisis de datos composicionales y se define de la siguiente
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forma

alr(z) = (In(z1/xp), ..., In(xp_1/xp)).

Existen diversas opiniones respecto a cuél de ellas es mejor. Sin embargo,
algunas de las razones por las que existen diversas transformaciones log-
cocientes son:

Porque ninguna es perfecta. Las tres respetan la perturbacion y la poten-
cia, sin embargo la transformacién alr no preserva el producto escalar.

La transformacién clr produce matrices de covarianza singulares y esto
podria ser una fuente de problemas si el método estadistico utilizado
necesita invertirla.

La ventaja de clr es que representa un enlace uno a uno entre las partes
originales y las transformadas, lo que parece ser 1til para su interpreta-
cion.

La transformacién ilr con cualquier base ortonormal produce vectores en

RP~! 1o que ocasiona que en este espacio sea practicamente imposible
una interpretacion correcta de la informacién original.

La transformacion ilr es isométrica y sus valores transformados producen
matrices de covarianza de rango completo por lo que datos bajo esta
transformacion se pueden analizar de forma adecuada.

A continuacién se listan algunas propiedades de las tres transformaciones
mencionadas en esta seccion.

Transformacion Log-cociente Aditiva

alr(x @ y) = alr(x) + alr(y)
alr( A ©x) = A @ alr(x)
(@, y)a # alr(z) - alr'(y)

Transformacion Log-cociente Centrada

clr(x @ y) = clr(x) + clr(y)
clrf(A®x) =X clr(x)
(@, y)a = {dr(z), cr(y))
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= Transformaciéon Log-cociente Isométrica

ilr(z ®y) =ilr(z) +ilr(y)
ir(A©x)=A@ilr(x)
(@, y)a = ilr(z) - iIr' (y)
(T, y)a = (ilr(z),ilr(y))

donde (w’) representa la transpuesta del vector w.

1.1.3. Problemas en el analisis estadistico de los Datos Composicionales

Como se senala en Mateu et al. (2003) [20], para los datos composicio-
nales, “la restricciéon de la suma constante ha sido considerada la fuente de
todos los problema pues impide la aplicacién de los procedimientos estadisti-
cos habituales que se utilizan para datos que no presentan esta restriccion”.
Es importante hacer notar, por ejemplo, que el cambio en una de las partes
induce un cambio en como minimo una de las otras componentes. Ademas de
esta problematica, se presentan algunas otras dificultades que deben tomarse
en cuenta a la hora de estudiar los datos composicionales. A continuacién se
describen algunas de ellas.

Invarianza de Escala

Considérese un vector como una composicion siempre que sus componen-
tes representen el peso relativo o la importancia de un conjunto de partes que
forman un todo. En este caso, el tamano o el peso total de ese conjunto es
irrelevante. Entonces se puede eliminar esa influencia aparentemente forzan-
do a los vectores de datos a compartir la misma suma total k con la operacion
clausura. Este supuesto tiene consecuencias de largo alcance.

Para ilustrar este argumento se describe el siguiente ejemplo. Sean dos
vectores de muestra

w=(1.6,2.4,4.0) 'y W =(3.0,4.57.5)
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en RZ’F los cuales representan los pesos de tres componentes (a, b, c) de dos
especimenes de peso total 8g y 15g, respectivamente. Si se esta interesado
en resolver un problema composicional, se puede notar que ambos vectores
representan la misma composicién, teniendo como diferencia la relacion de
escala W = (15/8)w.

Por otro lado, si se tuviera solo el dato composicional resulta imposible
decidir de cual vector, W o w, proviene esa composicion, es decir, en ausencia
de informacion no composicional no hay manera de distinguir entre w y W.

Incoherencia subcomposicional

Como se menciona en seccion anterior, las subcomposiciones representan
subespacios de dimensiones mas bajas donde los datos pueden ser proyec-
tados para su analisis. Esto tiene implicaciones como la llamada Coherencia
Subcomposicional, la cual se describe a partir de las siguientes caracteristicas:

= Si se mide la distancia entre dos composiciones de D-partes, ésta debe
ser mayor cuando se mide con todas las D componentes que cuando se
mide en la subcomposicion.

= La dispersion total de un conjunto de datos composicionales de D-partes
debe ser mayor que la dispersion de cualquier subcomposicion.

= Si se ajusta un modelo a un conjunto de datos composicionales de D-
partes el resultado no debe cambiar si se incluye una nueva componente
(aleatoria) y se trabaja con la composicién de (D+1) partes.

Entonces el principio de coherencia subcomposicional establece que cuan-
do se examina un subconjunto de las partes de una composicioén, se requiere
que los resultados del andlisis no sean contradictorios con los obtenidos por
la composicién original.

Aitchison (2003) [2] muestra en su publicacién, este problema mediante un
sencillo ejemplo. Se consideran dos cientificos A y B que analizan muestras
de tierra. Para cada una de las muestras, el cientifico A calcula un dato
composicional de 4 partes (animal, vegetal, mineral, agua). El cientifico B
elimina el agua de las muestras y calcula datos composicionales de tres partes
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(animal, vegetal, mineral). Se puede notar que los datos del cientifico B son
subcomposiciones de los datos del cientifico A. Los datos obtenidos son:

(w13 x2; 235 T4) (51;52;53)
(0.1;0.2;0.1,0.6) | (0.25;0.50;0.25)
(0.2:0.1;0.1,0.6) | (0.50;0.25;0.25)
(0.3:0.3;0.2:0.2) | (0.375;0.375;0.25)

Tabla 1.1: Composicién de muestras de tierra para dos cientificos.

Al calcular la correlacion de los datos composicionales entre las partes ani-
mal y vegetal se obtiene que para el cientifico A corr(x1,z2) = 0.5 mientras
que para el cientifico B es de corr(sy,ss) = —1. Asi se puede observar que
existe un problema de coherencia subcomposicional. Sin embargo, este proble-
ma podria resolverse notando que la relaciéon de dos componentes permanece
inalterada cuando se pasa de la composiciéon completa a la subcomposicion
xI; . S;

Ly Sj

de modo que mientras se trabaje con las composiciones en términos de pro-
porciones, se tendra coherencia subcomposicional.

Se debe mencionar que la definicion clasica de los coeficientes de covarianza
y correlacion no son coherentes subcomposicionalmente. Esto se conecta con
dos problemas:

= Correlacion espuria: La correlacion entre cocientes con denominador co-
mun son arbitrarios en un grado incierto. Para mas detalles sobre la
correlacién espuria el lector puede referise a Aldrich (1995) [3].

» El sesgo negativo: Aparece porque cada renglén o columna en la matriz
de covarianza de una composicion cerrada suman cero, dado que las
varianzas son positivas, esto implica que algunas covarianzas son forzadas
a tomar valores negativos.

Por lo anterior, hay que tener cuidado en el analisis estadistico de datos

composicionales.

Invarianza de la permutaciéon

Los resultados de cualquier analisis no deben depender de la secuencia en
la que se proporcionan los componentes de un conjunto de datos. Para el



28 CAPITULO 1. PRELIMINARES

log-cociente este principio es muy importante, por ejemplo cuando se usa la
distancia euclideana a los datos composicionales con la transformacion alr
no se cumple la invarianza de la permutacion y no deberia utilizarse, por
ejemplo, para el analisis de conglomerados. De lo contrario se corre el riesgo
de tener diferentes agrupaciones dependiendo de la ultima variable en el con-
junto de datos.

1.1.4. Estadistica Descriptiva

Un conjunto de datos composicionales puede representarse graficamente
de diversas formas, dependiendo del nimero de componentes. Por ejemplo,
para dos componentes pueden ser los ya conocidos Diagramas de Dispersion,
o su forma particular para log-cocientes. Para tres componentes, los mas uti-
lizados son los Diagramas Ternarios. Para ilustrar los ejemplos de cada tipo
de grafico se tomaran los datos de Geoquimica de Sedimentos Glaciares de
Tolsana-Delgado y von Eynatten (2010) [31].

Diagrama de Dispersién.  El Diagrama de Dispersion convencional de dos com-
ponentes sin ninguna transformacion, también llamado Diagrama de Harker
por su uso en Geoquimica, resalta cualquier relacion aditiva entre las varia-
bles trazadas. Por ejemplo, en la Figura 1.1 se visualizan dos componentes
quimicos que evolucionan en varias etapas y se observa la representacion del
balance de masas por etapa.

Desafortunadamente los diagramas de dispersion no son invariantes ante
escala, ni perturbaciéon y no tienen coherencia subcomposicional. Ademas de
que no hay una garantia de que la grafica de una subcomposicién exhiba
patrones similares o incluso compatibles con la composicién original, incluso
si las variables no incluidas eran irrelevantes para el proceso de estudio (co-
rrelacién espuria), lo que ocasiona que una recta de regresién no sea confiable.

Diagrama de Dispersién Log-Cociente. Los diagramas de dispersion de log-cociente
son graficas de logaritmos de dos componentes versus el logaritmo de otras
dos componentes (aunque a veces se pueden tener denominadores iguales).
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Diagrama de Dispersion
0.06- .

0.0005 00010 00015 00020
MnO

Figura 1.1: Diagrama de Dispersién de MnO (Oxido de Manganeso) vs. MgO (Oxido de Magnesio)
de datos de Geoquimica de Sedimentos Glaciares.

Su representacion es coherente con la descripcion hecha anteriormente sobre
los datos composicionales, pero no captura ninguna relacién entre las partes
representadas.

Algunas de las desventajas de esta forma de visualizacion es que no se ga-
rantiza que alguna componente de la composicion este decayendo o creciendo
con respecto a otra. Sin embargo este tipo de diagrama puede describir rela-
ciones entre los cocientes.

Diagrama de Dispersion Log-Cociente
30-  Cetet Lt _.:' b e

. ..
LA

P
-
'

-

log({CaCiP20)

]
L
|
-
-
H
-

b =

2

“log(TIO2/K20)
Figura 1.2: Diagrama de Dispersién Log-Cociente para componentes de datos Geoquimicos de
Sedimentos Glaciares.

Diagrama Ternario. Para el caso D = 3, el simplex S? suele representarse
por un diagrama ternario, el cual tiene la propiedad de contar con segmentos
ortogonales que unen un punto con los tres lados del triangulo equilatero. La
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longitud de cada segmento es tomada como la proporcion de una componen-
te dada. Tienen la propiedad de representar los datos en sus caracteristicas:
composicionales y relativos.

Diagrama Ternario

oY

Mgo & o o o o ISR & o o < Na20

Mazl
Figura 1.3: Diagrama de Ternario de tres componentes de datos Geoquimicos de Sedimentos Gla-
ciares.

Existe una correspondencia biunivoca entre los datos composicionales de
tres partes y los puntos del diagrama ternario. Un dato composicional & =
(21, 2, x3) =(MgO, CaO, Na20) se corresponde con el punto que dista 1, T
y x3, respectivamente, de los lados opuestos a los vértices MgO, CaO y Na20,
como puede observarse en la Figura 1.3. Por ejemplo, si « = (0.6,0.3,0.1)
entonces el dato composicional se encuentra a una distancia 0.6 del lado
opuesto a MgO, a 0.3 del lado opuesto a CaO y a 0.1 del lado opuesto a
Na20, este punto se distingue en color rojo en la Figura 1.3.

Medidas Descriptivas

En su formulacion estadistica, los datos composicionales son realizaciones
de una composicién, es decir, son vectores aleatorios cuyo soporte estd en SP.
En estos casos se plantea la necesidad de aplicar técnicas estadisticas adecua-
das para el estudio e interpretacion de este tipo de datos, que contemplen la
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topologia de SP.

A continuacién se presentan algunas de las medidas estadisticas numéricas
que son utiles para la descripcién de los datos composicionales.

En R una medida estadistica empleada con mayor frecuencia es una medida
de ubicacién. En el caso de datos composicionales, una medida de ubicacion
se define a través de la media geométrica.

Definicién 1.10 Sea x; = (x;1, %i2, ..., Tip) € SP . la media geométrica com-
posicional de x;, 1 = 1,2,...,n se define como

g(wl, vy Ly ,.”.Bn> = C(gl,gg, ...,gD>,

donde

9j = (Hl l’z’j)

j=1,2,....D yC es el operador clausura.

Por otro lado, como una medida global de dispersién se puede usar la va-
rianza total definida como

1 b-1 D
Vartotjx] = D > Varllog(x;/x;)]
i=1 j=i+1

1 j=i

= 21 Varlilr(x)]

La estimacion del centro, de la varianza total y sus componentes, puede
hacerse en coordenadas #lr y las propiedades de estos estimadores correspon-
deran a las de los estimadores de medias y varianzas reales (Pawlowsky-Glahn
y Egozcue (2001), Pawlowsky-Glahn et al. (2015) [24]). El analisis de la varia-
bilidad de una muestra se realiza utilizando la matriz de variacién composi-
cional de todos los log-cocientes simples, llamada en Aitchison (1982) matriz
de variacion composicional, como se define a continuacién.

Definicién 1.11 Para una composicion X de D—partes y n observaciones
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(x1, 29, ..., x,) la matriz de variacion composicional esta dado por

1 2 3 e D=1 D
1 : T12 T3t Tip-1)  TID
2 12 : To3  tct TaD-1)  T2D
3 §13 §23 ' “rr T3(D-1) 73D
D—1 fl(DA) 52(04) 53(D71) T : T(D-1)D
D $1p §2p &p - §p-1)D

donde &;; = Ef{log(xi/xj)} y 1i; = var{log(x;/x;)}.

Esta matriz de variacién se puede estimar mediante &;; y 7;; que son los
estimadores de la media de los log-cocientes §;; y la varianza de los log-

cocientes 7;; respectivamente, dados por: né&; = X log(xyi/xy) v (n —
D7 = X' {log(zi/xrj) }* — n(&;;)?. La matriz de variacién composicional

se puede interpretar, segtin Aitchison (1982) [2] como sigue. Si &; es positivo
indica que el porcentaje de z; en la composicién tiende a tener mayor peso,
que el de z;. Sin embargo, si &J < \/7'7] , entonces para un nimero sustancial
de replicas log(xj) es negativo con un porcentaje de z; excediendo al de la
componente z;. Por otro lado, un valor de 7;; pequenio, muestra que hay poca
variabilidad relativa entre las componentes z; y z;. Ademas, si se tiene que
él-j > /T;j, esto indica que la proporcion de la componente x; es apreciable-
mente mas grande que la proporcién de la componente x;.

Aunque esta matriz de variacion es tedrica, se enfatiza en que es posible
la estimacién de &;; y 7;; y como Aitchison (1982) [2] lo menciona, es posible
interpretarla.

Una medida que explica la relacion existente entre dos variables es la co-
varianza. A continuacion se presentan algunos resultados importantes en el
contexto de datos composicionales.

Un concepto importante en el analisis estadistico de datos es la asocia-
cion, para los datos composicionales su andlisis es relevante para el manejo
correcto de este tipo de datos. Como se ha mencionado anteriormente, una
composicion x puede ser completamente determinada por D cocientes tales
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como 2t (t=1,..,D).

De acuerdo a la propuesta de Aitchison, los datos composicionales se traba-
jan en términos de magnitudes relativas. Por esta razon la covarianza queda
definida como la covarianza de las magnitudes relativas del dato composicio-
nal, es decir,

Cov <ajZ xj)

Lk T

con i, j, k, [ valores en {1, ..., D}.

Aun asi se tiene la dificultad de trabajar en el espacio de los cocientes
(ortante positivo Rffl) . Para trabajar en todo el espacio R”~! Aitchison
propone tomar logaritmos de los cocientes entre las partes. Asi,

oijm = Cov (log <56k> log (Z)) )

Formalizando las ideas anteriores, se tienen las siguientes definiciones.

Definicion 1.12 La estructura de covarianza de una composicion x de D—partes

es el conjunto
oijm = Cov (log ( ) log <x3>> )
Tl I

Cuando 1, 7, k, [ toman solo dos valores, se obtiene la definicién de varianza,
es decir,

Definicion 1.13 Para dos elementosi y j de una composicion x de D—partes,
la varianza log-cociente se define como

wlof3))

Existen diferentes formas tutiles y equivalentes para describir los patrones
de variabilidad, cada una de estas covarianzas posee diferentes propiedades
como se menciona a continuacion.

Especificacion de la estructura de covarianza
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En esta seccion se presentan algunas de las estructuras de covarianza co-
mo la matriz de covarianza log-cociente y la matriz de covarianza log-cociente
centrada, asi como algunas de sus caracteristicas.

Definicion 1.14 (Matriz de covarianza log-cociente). Para una composicion
x de D—partes la matriz de D x D

X X,
> =Cov (log <Z> ,log (‘7>> ,
Tk Ty
es denominada la matriz de covarianza log-cociente.

Esta matriz de covarianza, generalmente es una matriz no singular y es
asimétrica en el tratamiento de las partes.

Una manera de conservar la forma especificada anteriormente de la matriz
de covarianza y al mismo tiempo obtener un comportamiento simétrico de
todas las D—partes es reemplazando el denominador por la media geométrica

g(x).

Definicién 1.15 (Matriz de Covarianza log-cociente Centrada). Para una
composcion x de D—partes la matriz d X d

I:= Cov (log (QZB)) log (g&)) ,

con 1,7 =1,...D es llamada la matriz de covarianza log-cociente centrada.

La matriz de covarianza log-cociente centrada tiene una estructura de ma-
triz de covarianza, generalmente es una matriz no singular y es simétrica en
el tratamiento de las partes.

Como ya se ha mencionado, los datos composicionales aparecen frecuen-
temente en diversas disciplinas, por lo que resulta necesario disponer de he-
rramientas adecuadas para su analisis estadistico. Asi, ademas de contar con
medidas descriptivas numéricas y métodos graficos adecuados, se dispone de
modelos de probabilidad en S” para describir patrones de variabilidad en el
Simplex. A continuaciéon se revisan algunos de estos modelos.
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1.1.5. Distribuciones de Probabilidad en el Simplex

La Distribucion de Dirichlet

La Distribucion de Dirichlet, Dir(«), es una familia de distribuciones de
probabilidad multivariable, continua y parametrizada por un vector a@ =
(au, ..., ) real de términos positivos. Esta distribucion es la generalizacion
multivariable de la distribucion beta. La distribucién de Dirichlet de orden
K > 2 con parametros aq, ..., axg > 0 tiene una funcién de densidad de pro-
babilidad en el espacio euclidiano R*~! dada por:

Flor, )= - T
Ty, ..., TR|Oq,...,0) = —— |] ;"
B(a) iz
La distribucion beta es una distribucion de probabilidad continua, cu-
ya funcién de densidad tiene soporte en x € (0,1), de esta forma la dis-
tribucion Dirichlet es una distribuciéon definida en el Simplex abierto de

(K — 1)—dimensional definido por:

L1y, L1 > 0
T+ F+arg1 <1
xK:]‘_:Ul_.'._:UK—l

y cero en otro caso.

La constante de normalizaciéon es la funcién Beta multinomial B(«), la
cual se puede expresar en términos de la funcién Gamma. Es decir,

_ Hilil F(ai)

BlO) = Pk, o)

con o = (a, ..., ax).

Desafortunadamente, esta familia paramétrica no es adecuada para la des-
cripcién de la variabilidad de datos composicionales, principalmente cuando
los datos composicionales tienen patrones céncavos, debido a que los contor-
nos de probabilidad de D(«) son convexos. Ademaés, la clase de Dirichlet no
soporta un grado suficiente de dependencia composicional.
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La Distribucion Normal Logistica Aditiva

Una composicién aleatoria X tiene una distribucion normal en el Simplex
(o Normal Logistica Aditiva) con un vector de medias p y matriz de varianza
¥, denotada como NP (1, 2, si al proyectar en cualquier direccién arbitraria u
con el producto escalar de Aitchison se obtiene una variable aleatoria con una
distribucién normal univariada, con vector de medias < p,u >4 y varianza
clr(u)-3-clr'(u). En particular, si se toma una base ortonormal en el Simplex,
V', entonces las coordenadas ilr(X') de la composicién aleatoria tienen una
distribucién normal multivariada, es decir, la densidad conjunta es

—(D-1) -1 1. . .
Fllu, Sv) = )5 Sy] 7 exp |~ (i@ — pv) - 59 - (ilr(@) — o)

con uy y Xy, respectivamente, sus vectores de medias y matriz de varianza.

1.2. Datos Direccionales

Los datos direccionales tienen que ver con observaciones de vectores uni-
tarios en la esfera g—dimensional. Cuando ¢ = 2 los datos direccionales se
denominan datos circulares. Cuando ¢ = 3 se denominan datos esféricos, y
cuando ¢ > 3, en general se denominan datos direccionales.

Los datos direccionales aparecen en varias areas de la ciencia, tal como en
Meteorologia (andlisis de direccién del viento), Biologia (direccion de navega-
ci6n de animales), Psicologia (estudio de mapas mentales), Geologia (estima-
cién de rotaciones relativas de las placas tecténicas), Astronomia (distancia
entre cuerpos celestes), entre otras. Los datos direccionales se pueden repre-
sentar de diversas maneras, una de ellas es a través de puntos sobre la esfera
unitaria C? := {u € R? : v'u = 1}. Se debe notar que como u € CY es
un vector unitario g—dimensional, éste también puede ser definido utilizando
q— 1 angulos. Asi, en el caso general, un dato direccional se puede especificar
utilizando coordenadas hiper-esféricas definidas por
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cos(bh)
sin(6y) cos(62)
sin(61) sin(62) cos(f3)

sin(6y) - - - sin(éq_g) cos(604-1)
sin(@l) s Sil’l(eq_1>

donde 6; € [0, 7] parai=1,...,¢ —2y 0,1 € [0,27]. En particular, cuando
q = 2, las coordenadas hiper-esféricas se denominan coordenadas polares de-
finidas por u = (cos(f),sin(#))’, con 6 € [0,27]. Se debe notar que para el
caso de coordenadas esféricas 6 = 01 y ¢ = 65 en la ecuacion (1.1).

Dado u = (uy, ..., uy) € C? se pueden obtener los angulos 8 = (04, ...,0,-1)
que lo definen bajo la siguiente transformacion

tan ™! (S u?/u1) |
tan ™! (yX{g uf /us)

-1/ /x4 2
0 = tan ( ;i=4ui/u3) (12)

tan (S, 02y 2)

tan ™ (ug/ug-1)

donde tan™'(-) toma valores en (-3, 7).

1.2.1. Problemas en el andlisis de Datos Direccionales

De la seccion anterior, se definen formalmente los datos direccionales como:

Definicién 1.16 Un dato direccional es un vector w = (uy, ug, ..., u,) de com-
ponentes no negativas cuyo espacio muestral es la esfera unitaria C? definido
como:

q
C? .= {u = (U, ug, oy ug) g >0, uy > 0,3 uf = 1}
i=1

Debido a que los datos direccionales presentan caracteristicas especiales y
diferentes a los datos definidos en la recta real, es necesario establecer distri-
buciones en la esfera unitaria que consideren estas propiedades. En particular,
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una manera de especificar modelos de probabilidad es por medio de funcio-
nes de distribucion. De esta manera si 6 es un angulo aleatorio, su funcion de
distribucién F' se define como una funcién que cumple

F(z)=P(0<6<x),
donde 0 < z < 27 y ademas
F(z+2m) — F(z) =1,
si —o0 < x < 00. Nétese que esta tltima condicion indica que cualquier arco
de longitud 27 en el circulo unitario tiene probabilidad 1.
Ahora bien, por definicién se tiene que
F0O)=P0<0<0)=0 y F(2m) =1,
ysia < < a+ 27, entonces
Pla <0 <p)=F(B) - Fla)
Por otro lado, a diferencia de las funciones de distribucién sobre la recta
real, las funciones sobre el circulo unitario cumplen que:
lim F'(x) = oo, IEIPOOF(:U) = —00.

En términos generales los modelos de probabilidad para describir datos
direccionales se pueden clasificar en tres grandes categorias:

1. Modelos wrapped o envueltos:

» Normal envuelta

= Poisson envuelta
2. Modelos von Mises-Fisher:

= von Mises
s Fisher

3. Modelos generados por Proyeccion Radial:

= Normal Proyectada

= Gamma Proyectada
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Los modelos wrapped destacan por ser modelos construidos a partir de en-
volver distribuciones escalares al rededor de la esfera unitaria. Los modelos
tipo von Mises tienen como distribucién principal a la distribucién von Mises-
Fisher, es una de las mas utilizadas en el analisis inferencial de este tipo de
datos. Por 1ltimo, se tienen distribuciones generadas por proyecciones, dentro
de las cuales la mas importante es la Normal proyectada. Estas distribuciones
se generan a partir de la proyeccion radial de un vector aleatorio multivaria-
do. Una caracteristica importante de estos modelos es su versatilidad ya que
con éstos es posible modelar comportamientos simétricos, asimétricos, uni-
modales y multimodales. En este trabajo de tesis el enfoque serd un modelo
generado por la proyeccion radial de una distribucion Gamma multivariada.

A pesar de tener diversos modelos, el interés por el estudio de datos di-
reccionales ha sido poco explorado y es necesario contar con estructuras mas
completas, ya que una de las caracteristicas principales de este tipo de datos
es la periodicidad.

Para una revision mas detallada sobre las propiedades de las funciones de
distribucién y modelos de probabilidad sobre la esfera unitaria, se sugiere al
lector consultar Mardia y Jupp (2000) [19].

1.2.2. Medidas Descriptivas

Sean uq, ..., u, puntos sobre la esfera unitaria C?. Entonces estos puntos
pueden ser resumidos a través de su media muestral w € R, dada por

La direccion media de un conjunto de datos direccionales se define en tér-
minos de sus angulos de la siguiente manera.

Definicién 1.17 La direccion media 6 de 6+,--- ,0, se define como la di-
reccion de la resultante wy + - - - + w,, de los vectores wy,--- ,u,. La cual es
también la direccion del centro de masa, w, de uy, ..., u,.
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Por ejemplo, en el caso de datos circulares, las coordanadas cartesianas de
u; son (cos(6;),sin(6;)) para i = 1, ..., n. Entonces las coordenadas cartesianas
del centro de masa de w resultan ser (uy, u9) donde

=23 cos(0) iy = - 3" sin(6)) (1.3)
=1 i=1

Asi, 0 es la solucién a las ecuaciones

iy = Rcos(0) iy = Rsin() (1.4)
donde )
R = (u}+ud)'?
es la longitud media resultante. Cabe mencionar que 0 S_R < 1. Si las
direcciones 01, ..., 0, estan fuertemente agrupadas entonces R puede ser casi

L. Por otra parte, si 0y,...,0, estan dispersas R es casi 0. 51 R = 0 entonces
0 no esta definida. Cuando R > 0, # esta dada explicitamente por

= [ tan"'(ug/w) si 1w >0
~ \tanY(ug/uy) + 7 st uy < 0.

Para el caso de datos esféricos (ver Mardia et al.(2000) [19]), las coor-
denadas de wu; resultan (cos(f),sin(f) cos(¢),sin(6) sin(¢)) para i = 1,...,n,
entonces las coordenadas cartesianas del centro de masa de w son {uy, s, u3},
donde

1z L
uy = — > cos(6;) Uy = — > sin(;) cos(¢y), uz = — > sin(6;) sin(¢;)
=1 N =1 =1
o (1.5)
Por lo tanto, 8 y ¢ son las soluciones a las ecuaciones

iy = Rcos(f) iy = Rsin(f) cos(¢) i3 = Rsen(0) sen(¢) (1.6)
Anélogamente, )
R = (u} +ud+u3)"?
Cuando R > 0, 0 y ¢ estéan dadas explicitamente por

g_ | tan (a2 + 1) "2 /1) si iy >0
a tan_l((ﬂg + ﬂ3)1/2/a1) + st up < 0.
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QB B tan_l(ﬂg/ﬂg) st uy >0
~ \tan~(ug/ug) + 7 si Uy < 0.
Para propositos descriptivos e inferenciales, la longitud media resultante
es mas importante que cualquier medida de dispersion. Sin embargo, a veces
es util contar con medidas de dispersion para datos direccionales. La maés

simple de éstas es la varianza muestral direccional.

Definicion 1.18 La varianza muestral direccional se define como

V=1—-R
con 0 <V <1.
Otra medida de gran ayuda es la desviacion estandar.

Definicion 1.19 La desviacion esandar direccional se encuentra dada por

v ={—2log(1 — V)}/?

1.2.3. Meétodos Graficos

Graficamente los datos circulares se representan como puntos en la circun-
ferencia de un circulo unitario, a este tipo de graficos se les llama histogramas
circulares. En la Figura 1.4 Se muestran los datos de 75 tortugas después de
depositar sus huevos. Los datos fueron tomados de la Tabla 1.5 de Mardia et
al. (2000) [19].

Este tipo de grafica presenta los datos de forma desagrupada; sin embargo,
es posible representar los datos circulares agrupandolos de manera similar a
los histogramas que se utilizan para los datos en R.

El histograma de rosas es una version muy util del histograma para datos
reales, en el cual se reemplazan las barras por sectores que parecen pétalos
de rosas. El radio de cada sector debe ser proporcional a la frecuencia del
grupo correspondiente. Para lograr esta relacion entre el area y la frecuencia
de los grupos se utilizan diferentes radios; una convencion es que el radio sea
la raiz cuadrada de la frecuencia del grupo. Como se puede observar el corres-
pondiente diagrama de rosas, en la Figura 1.5, para los datos de 75 tortugas
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Figura 1.4: Diagrama Circular de 75 datos de tortugas.

donde el Radio (r) es la variable que contiene el radio de este conjunto de
datos.

75-105 45-75

105-135 15- 45

. 135-165 345-15
Radio (r)
W
0
05-3
0-05

count

165-195 315-345

195-225 285-315

225-255 255-285

Figura 1.5: Diagrama de Rosa de 75 datos de tortugas.

Estas representaciones graficas de los datos circulares capturan con mayor
detalle la naturaleza direccional de las observaciones. Tanto el diagrama cir-
cular como el diagrama de rosas proporcionan una referencia visual intuitiva
sobre las direcciones medidas individualmente, asi como en grupo.
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1.3. Estadistica Bayesiana

En este trabajo de tesis el enfoque estadistico para llevar a cabo inferen-
cias en los modelos propuestos sera el enfoque Bayesiano de la estadistica.
Por este motivo, a continuacién se presentan algunos de los conceptos mas
relevantes acerca de este tema. Existe una gran variedad de referencias sobre
la apariciéon y desarrollo de la estadistica Bayesiana, la profundidad de los
aspectos que se relacionan a ella pueden consultarse en Box y Tiao (1973)[7],
Bernardo (1981)[4], Bernardo y Smith (2000)[5], Gelman et al. (2004) [12],
Hoff (2009) [15], entre otros.

El trabajo de Thomas Bayes, publicado de forma pdéstuma en 1763, im-
pacté de manera importante el modo en que se hace inferencia estadistica:
ofrece las bases para combinar el conocimiento inicial (a priori) de un fené-
meno, con el nuevo conocimiento adquirido de los datos y nuevas mediciones,
obteniendo informacién final (a posteriori). Es decir, el conocimiento inicial
se renueva con la informacion obtenida de una muestra aleatoria en el cono-
cimiento final y dicho proceso de actualizacion es de naturaleza secuencial.

Desde la perspectiva de la Estadistica Bayesiana, se considera la infor-
macion extra como informacion subjetiva, la cual se refiere a toda aquella
informacion inicial que se tiene en relacion al fenémeno aleatorio de inte-
rés, anterior a la recoleccién o la informacion hasta ese momento sobre él,
y esto incluye: datos historicos, teorias, opiniones y conjeturas de expertos,
conclusiones basadas en estudios previos, etc. Como primer paso la inferencia
bayesiana traduce todo lo anterior en una distribucién inicial (a priori) pa-
ra tener como segundo paso la recoleccion de mediciones que actualizan esa
distribucién inicial y obtiene, mediante la Regla de Bayes, una distribucién
de probabilidad final (a posteriori).

El enfoque frecuentista por su parte limita en su analisis, informacién ex-
tra disponible y se apoya tUnicamente en los datos muestrales observados. Si
hay pocos datos, la estadistica frecuentista presenta problemas puesto que
muchos de sus métodos se apoyan en resultados asintoticos, como la Ley de
los Grandes Numeros y el Teorema Central del Limite.
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Asi, la estadistica Bayesiana toma como elemento central el conocido Teo-
rema de Bayes, el cual se presenta a continuacion para el caso de eventos.

Teorema 1.1 Sea (2, A, P) un espacio de probabilidad. Sea {A;, As, ..., Ay}
una particion de Q, tales que P(Aj) > 0Vj =1,..n. Sea B un evento en A.
Entonces,

P(B|A;)P(A;))
i—1 P(B|Ar)P(Ax)
P(B|A;)P(4;)
P(B)

P(A;|B)

, Vi=1,...,n.

En el caso de inferencias para un parametro ¢ asociado a un modelo proba-
bilistico se tiene lo siguiente. Sea p(z|¢) un modelo probabilistico paramétrico
donde la funcién p(-|¢) puede ser una funcién de masa de probabilidad de una
variable (o vector) aleatoria (v.a) discreta o bien una funcién de densidad de
una v.a. continua. Para hacer referencia a una muestra aleatoria se utilizara
la notaciéon X := (Xj,...X,) y para referirnos a una observacién muestral
utilizaremos « := (x1,...,2,). Asi, el espacio paramétrico sera el conjunto
® de todos los valores que puede tomar ¢, es decir la familia paramétrica

asociada se define como P = {p(z|¢) : ¢ € O}.

La estadistica Bayesiana modela la incertidumbre sobre ¢ probabilistica-
mente, esto es, se considera una distribucién de probabilidad para describir la
incertidumbre sobre ¢. En este proceso, se define un elemento p(¢) denomina-
do distribucién inicial o a priori. En términos generales, esta distribucion
inicial describe la experiencia previa (experiencia de especialistas, datos his-
téricos, andlisis previos, etc.) antes de obtener datos muestrales nuevos. A
continuacion se procede a observar los nuevos datos (obtencién de la mues-
tra) & y se combina esta informacién con la distribuciéon a priori mediante
la Regla de Bayes, lo que resulta en una distribucion de probabilidad a
posteriori (o final):

p(6l) = plx,¢) _ p(x|[o)p(9)
p(x)  Jop(x|¢)p(d)dd
Se tiene que p(¢|x) es una distribucién de probabilidad de ¢ y a diferencia
de la distribucién a priori, p(¢), toma en cuenta tanto la informaciéon con-
templada en p(¢) asi como la contenida en los datos observados . Desde el

(1.7)
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punto de vista Bayesiano de la estadistica, la distribuciéon a posteriori es la
base para hacer inferencias sobre ¢.

Es importante notar que p(x) es constante respecto a ¢, por lo que el
Teorema de Bayes se suele escribir como

p(¢le) o p(x|d)p(¢) (1.8)

De la ecuacion anterior se tiene que p(x|p) = p(x1, ..., x,|@) se trata de la
probabilidad conjunta de la muestra condicional en ¢ llamada también ve-
rosimilitud.

Por otro lado, frecuentemente se esta interesado en el comportamiento de
observaciones futuras del fenémeno aleatorio en cuestion, esto es, hacer una
prediccion. Dado un valor de ¢, la distribucion que describe el comportamien-
to de la observacion futura X es p(z|¢). El problema es que por lo general
el valor de ¢ es desconocido. En la estadistica frecuentista se aborda este
problema estimando puntualmente a ¢ con base en la muestra observada y
dicho estimador & es sustituido en p(z|¢), es decir, utilizan p(x\gg) Desde la
perspectiva bayesiana el modelo p(z|¢) junto con la distribucién a priori p(¢)
inducen una distribucién conjunta para el vector aleatorio (X, ¢) mediante el
concepto de probabilidad condicional:

p(z, @) = p(z|d)p(9). (1.9)

Asi, marginalizando esta distribucion de probabilidad conjunta se obtiene:

p@) = [ ple,8)do = | p(x|o)p(¢)de. (1.10)

la cual se le denomina distribucion predictiva a priori (o inicial), y des-
cribe el conocimiento acerca de una observacién futura X basado inicamente
en la informacién contenida en p(¢). Notese que p(z) no depende ya de ¢.

Una vez obtenida la muestra, el modelo p(x|¢) y la distribuciéon a poste-
riori p(¢|x) inducen una distribucién conjunta para (X, ¢) condicional en los
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valores observados x:

p(z, ¢, x)
p(z, o) (@)
p(z|o, z)p(d, x)
p(x)
= p(z|¢, z)p(¢|x)

= plz[o)p(¢|x)

La ultima igualdad se da puesto que p(z|¢p, ) = p(x|¢) por la independien-
cia condicional de X y X dado ¢. Marginalizando la distribucion conjunta:

pala) = [ p,ola)ds
= [, plz|0)p(¢la)dg.

la cual se denomina distribucién predictiva a posteriori (o final), y
describe el conocimiento acerca de una observacién futura X basado tanto

en la informacion contenida en p(¢) como en la informacién muestral . Hay
que notar nuevamente que p(z|x) no depende de ¢.

1.4. Métodos de Simulacién

Como se menciona en la seccién anterior, la estadistica Bayesiana requiere
del calculo de integrales complejas de funciones multidimensionales. La re-
solucién de estas integrales es necesaria, entre otras cosas, para obtener (la
constante de proporcionalidad de la distribucion final de los parametros de
interés) las distribuciones marginales, la distribucién predictiva, asi como la
esperanza y varianza a posteriori, segin se requiera.

En muchos casos no es posible evaluar explicitamente estas integrales, por
lo que es necesario formular integraciones numéricas o emplear métodos de
aproximacion analitica. Aplicar ésta serie de métodos puede llegar a ser com-
plicado por la dimensién del espacio paramétrico o incluso por la complejidad
de las expresiones a las que se puede llegar. Por lo anterior, se han desarro-
llado una serie de técnicas llamadas Métodos de Monte Carlo via Cadenas
de Markov (MCMC), los cuales son otra forma de simulacion estocéstica que
proporcionan algoritmos para muestrear de una distribucién final de manera
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aleatoria e indirecta y con ello obtener estimaciones de las cantidades de in-
terés deseadas.

Los métodos de simulaciéon se basan en la generacion directa o indirecta
de variables aleatorias distribuidas de acuerdo a una distribucién f, que no
necesariamente es explicitamente conocida. Algunos de estos métodos son el
método de la transformacion inversa, el algoritmo Box-Miiller, el muestreo
por aceptacion y rechazo, el muestreo de rechazo adaptativo, entre otros.
(Ver Robert, et al. (2004) [28] y Gamerman & Freitas (2006) [11] para mas
informacion).

1.4.1. Muestreo por aceptacion y rechazo

En algunos casos, no se dispone de una forma accesible de simulaciéon para
la distribucion de la cual se quieren generar variables aleatorias. Es por esto
que en ocasiones se hace uso de otros métodos que solo requieren del conoci-
miento de la forma funcional de la densidad de interés f multiplicada por una
constante. En el muestreo por aceptacion y rechazo se generan realizaciones
de una densidad g de la cual la simulacion es factible realizar.

Sea X ~ f y sea g(x) una funciéon de densidad que satisface que f(x) <
Mg(z) para alguna constante M > 1. Entonces, para simular X ~ f es sufi-
ciente generar Y ~ gy U|Y =y ~U(0, Mg(y)) hasta que 0 < u < f(y).(Ver
Gamerman et. al (2006) [11]). Esta forma de simular trae consigo dos con-
secuencias importantes. La primera es que provee de un método genérico
para simular de cualquier densidad f que es conocida excepto tal vez, por
una constante, ya que el método solo requiere del cociente f/M, el cual no
depende de esa constante. Esta propiedad es particularmente importante en
los calculos de la Estadistica Bayesiana, donde una cantidad de interés es la
distribucién posterior p(¢|x),

p(¢lz) o< p(¢) f(x[¢).

ya que es especificada salvo una constante de normalizacion, y al usar el
método de aceptacion y rechazo se observa que no se necesita conocer esa
constante. Por supuesto, queda la tarea de encontrar una densidad g que sa-
tisfaga f < Mg, una cota que no necesita ser justa, en el sentido de que el
método de aceptacion y rechazo es valido cuando M es cualquier constante
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grande.

Una segunda consecuencia es que la probabilidad de aceptacion es exac-
tamente 1/M cuando se evalia la densidad correctamente normalizada y el
nimero esperado de intentos hasta aceptar una realizacién es M.

Asi, el algoritmo para el método de Aceptacion y Rechazo queda dado por
los siguientes pasos:

1. Generar X ~ g, U ~U|0, 1].
2. Hacer Y = X si U < f(X)/Mg(X).

3. Regresar a 1 en otro caso.

1.4.2. Muestreo por rechazo adaptativo

El muestreo por rechazo adaptativo es una técnica que permite generar
muestras de cualquier funciéon de densidad de probabilidad log-céncava f(x)
y se basa en el muestreo por rechazo, el cual no requiere determinar f(x)
explicitamente. El término adaptable refiere que la funcién envolvente y la
de compresién (las cuales forman los limites superior e inferior en este méto-
do, respectivamente) convergen a la densidad f(x) a medida que el muestreo
avanza. Una de las ventajas de esta técnica de muestreo es que se pueden
extraer muestras con pocas evaluaciones de f(z), lo que resulta ttil cuando
su evaluacion es costosa.

El muestreo de rechazo adaptativo (ARS, por sus siglas en inglés) redu-
ce el nimero de evaluaciones de g(z) en dos formas. Primero, al suponer la
log-concavidad de f(x) se evita la necesidad de ubicar el supremo de g(z) en
D (donde D denota el soporte de f(z), es decir el conjunto de x tales que
f(x) > 0). En segundo lugar, después de cada rechazo, la probabilidad de
necesitar evaluar cada rechazo en g(x) se reduce al actualizar las funciones
envolvente y de compresion para incorporar la informacion mas reciente sobre

g(z).

Por lo tanto el método consiste en lo siguiente. Se supone que D es conexo,
que g(x) es continua y diferenciable en todas partes y que h(x) = In(g(x))
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es concavo en todas partes en D. Esta definicion de log-concavidad admite
tanto segmentos de recta en h(x) como discontinuidades en hA'(z). La curva
continua en la Figura 1.6 ejemplifica una h(z) en un dominio D y sus envol-
ventes superior e inferior en lineas punteadas.

o : N
Figura 1.6: Una log-densidad h(x) (linea continua), delimitada a la izquierda,junto con sus envol-
ventes superior (linea punteada) e inferior (linea punteada) basados en 3 abscisas.

Supéngase que h(x) y h'(x) han sido evaluadas en k abscisas sobre D, x1 <
ro < --- < ap. Sea Ty = {x; : ¢ = 1,...,k}. Definase el rechazo envolvente
sobre T}, como exp(ug(z)) donde uy(x) es un casco superior lineal por tramos
formado desde las tangentes de h(x) en las abscisas en T} como se puede
observar en la linea punteada superior de la Figura 1.6. Para j =1,....k — 1
las tangentes en x; y x4 intersectan en

L M) = h(z)) = zjah(@jn) + zih(z))
! W(x;) = h(xj4) '

Asi para = € [zj_1, 2] con j =1, ..., k, se define

ug(x) = h(z) + (x — z;)h' (x)

donde zj es la cota inferior de D (6 —oo si D no estd limitado por debajo) y
21, es la cota superior de D (6 400 si D no esta acotado por arriba). También

se define
exp(ug(z))

~ Jp eap(ug(a’))da’”
Finalmente, se define la funcion de compresion sobre Ty como exp(ly(x)),
donde [ (x) es un cascarén inferior de lineas a trozos de las abscisas adyacentes
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en T} como puede observarse en la Figura 1.6 por la linea punteada inferior.
Por lo tanto para = € [z}, z,41]

(zj41 — 2)h(z)) + (x — ) h(2)11)

lk(x) =

para j = 1,...,k — 1. Para x < x; definimos [, = —o0. Asi, la envolvente de
rechazo y la funcién de compresion son funciones exponenciales por partes.
La concavidad de h(x) asegura que lx(z) < h(z) < ug(x) para toda x € D.
(Ver Gilks y Wild (1992) [13]). Para muestrear n puntos independientes de
f(x) por muestreo de rechazo adaptativo deben realizarse los siguientes pasos
y repetirlos hasta que se hayan aceptado los n puntos:

1. Paso de inicializacion: Inicializar las abscisas en 7. Si D no es acotado
por la izquierda elegir 7 tal que A/(z) > 0. Si D no es acotado por la
derecha elegir x;, tal que h'(z) < 0. Teniendo definido k de inicio, calcular
la funcion ug(x), sp(z) v k().

2. Paso de muestreo: Muestrear un valor z* de si(z) y muestrear un valor
independiente w de la distribucion uniforme (0,1). Si

w < exp{lp(z*) — ug(z*)}

entonces aceptar z*. De otra manera evaluar h(zx) y h'(z*) y realizar el
siguiente test de rechazo: Si

w < exp{h(xx) — up(xx)}
entonces aceptar x*; De otra forma rechazar xx.

3. Paso de actualizacion: Si h(xx) y h'(x*) fueron evaluados en el paso de
muestreo, incluir x* en T} para formar Tj.1; reetiquetar los elementos
de Ty11 en orden ascendente, construir las funciones wuyy1(z), spr1(z) v
l+1(z) sobre la base de Ty 1; incrementar k. Regresar al paso de muestreo
si los n puntos aun no han sido aceptados.

1.4.3. Un acercamiento a las Cadenas de Markov

Una cadena de Markov es un tipo particular de un proceso estocastico, el
cual trata de la caracterizacion de series de variables aleatorias. El estudio se
basa principalmente en el comportamiento dindmico de la cadena. Un proceso
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estocdstico se define como una sucesién de variables aleatorias {X; : t € T'}
para algin conjunto T. Al conjunto de todos los posibles valores se le deno-
mina espacio de estados y T es el conjunto de indices.

Definicién 1.20 Una cadena de Markov es un proceso estocdstico { Xy}
tal que para t € N y para cualquier sucesion de estados xg, Ty, X2, ..., T, T S€
tiene que:

P(Xt+1 = ZU|Xt = T4, X1 = Tp1, ..., Xo = 330) - P(Xt+1 = x\Xt = l“t)-

A la probabilidad condicional P(X;41 = z;|X; = x;) se le denomina pro-
babilidad de transicién al tiempo ¢ del estado x; al ;. Como simplificacion
de notacion se denotara a los estados z; y x; simplemente como estados ¢ y

Ve

Para comprender mejor el funcionamiento de la cadenas de Markov en
los métodos de Monte Carlo se consideraran cadenas homogéneas, es decir,
aquellas cuya probabilidad de transiciéon de un estado a otro no depende del
tiempo en el que se encuentre. Es decir

P(Xip1 = j|X; =1) = P(X1 = j|Xo = 1) = Dij

y por lo tanto, para una cadena homogénea se tiene que la probabilidad
de transicién de n pasos entre dos estados ¢ y j esta dada por:

Pl = P(Xpp = j1Xp = 4) = P(X, = ]| Xo = i)

Algunas propiedades relevantes de las Cadenas de Markov son las siguien-
tes.

Definicion 1.21 Una cadena de Markov X; es irreducible si para cuales-
quiera dos estados i y j ewiste un n;; > 0 tal que

pij () >0

En otras palabras esta propiedad describe la posibilidad de pasar de cual-
quier estado actual a otro que pertenezca al espacio de estados. A esto tam-
bién se le conoce como comunicacién entre estados y es deseable que exista
comunicacion entre todos los posibles estados de la cadena.
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Por otro lado se tiene la propiedad de recurrencia, la cual indica que la
cadena regresara al estado actual después de un cierto tiempo t.

Definicion 1.22 La cadena irreducible X; serd recurrente si para todo es-
tado 1,
Pmin{t >0: X; =i|Xg=i} <o0) =1

La siguiente propiedad es una condicién necesaria que garantiza que una
cadena irreducible tenga una distribucion estacionaria.

Definicién 1.23 Dada X; irreducible y recurrente, se denominard positiva
recurrente si para todo estado © se cumple que

Elmin{t >0: X; = i|X, =i} < o0

La cadena X; es estacionaria si la distribuciéon de X; es la misma para todo
t.

Definicion 1.24 Se dice que una distribucion m es una distribucion estacio-
naria de una cadena de Markov con probabilidad de transicion p;; si

oo

> (i)pij = 7(j)

1=0

donde (i) y w(j) es la distribucion en el estado i y j, respectivamente.

Si bien para una cadena irreducible y positiva recurrente existe una dis-
tribucién estacionaria, es importante garantizar que no sea posible regresar
al estado actual, a través de la transicion a estados distintos, inicamente en
multiplos de un entero mayor que 1. De existir esta posibilidad de regresar
al estado actual de esa forma, la cadena podria entrar en un ciclo que no le
permitiria alcanzar una convergencia lo que haria imposible obtener resulta-
dos relacionados con la distribucién objetivo. Dicha caracteristica se define
como aperiodica.

Definicién 1.25 Una cadena de Markov X; es aperiodica si para todo estado
1 e indice t se cumple que

m.c.d{n >0:p; >0} =1,

donde m.c.d. es el maximo comun divisor.
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Retomando el contexto de la inferencia bayesiana, las distribuciones esta-
cionarias resultan de gran utilidad ya que seran las distribuciones finales de
los parametros de interés. De esta forma, con las propiedades establecidas pa-
ra una cadena de Markov, podemos enunciar el siguiente teorema importante
y de gran utilidad en el desarrollo practico de la estadistica bayesiana.

Proposicion 1.1 57 X es una cadena irreducible, aperiodica y positiva recu-
rrente, entonces posee una unica distribucion estacionaria 7(-). En ese caso
se dira que X es irreducible y ergddica, y cumple con:

1. pii — 7(j), cuando n — oo para toda i y j.

2. Dada g una funcion real y E-{|g(X)|} < oo, entonces

p (2?21 9(Xt)

. — EW[Q(X)D =1

donde E.[g(X)] = ¥ 9(X;)m(X;), la esperanza de g(X) con respecto a
().

Definicion 1.26 Un M¢étodo de Monte Carlo via una Cadena de Markov
para la simulacion de una distribucion f es cualquier método que produce
una cadena de Markov ergodica (X(t)) cuya distribucion estacionaria es f.

Dada esta definiciéon, uno puede proponer una infinidad de implementacio-
nes practicas. Algunos métodos MCMC son el Metropolis Hastings, el Slice
Sampler, el Gibbs Sampler, entre otros; De hecho, se cuenta con versiones de
Slice dentro de Gibbs dentro de Metréplis Hastings, es decir, se cuenta con
diferentes versiones de acuerdo a las necesidades de cada estudio o analisis.
A continuacién se describen dos de ellos, los cuales seran importantes en el
desarrollo de esta tesis.

El algoritmo de Gibbs sampler fue propuesto en 1984 por Geman y Geman
dentro del contexto del procesamiento de imagenes. El nombre se debe a que
Geman y Geman tenian como objetivo el interés de estudiar la distribucién
de Gibbs. Este trabajo pas6 practicamente inadvertido para la comunidad
estadistica hasta que Gelfand y Smith (1990) senalaron que el Gibbs sampler
podria servir para estudiar otras distribuciones como las distribuciones fina-
les en estadistica bayesiana.
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El algoritmo del Gibbs sampler se puede entender de la siguiente ma-
nera: Supdngase que se tiene un vector de parametros d-dimensional 8 =
(01,65, ...,04)", las distribuciones condicionales completas p;(0;|0_;,y), i =
1,...,d, son totalmente conocidas y es posible simular de ellas. Entonces, el
Gibbs sampler permite obtener una muestra de la distribucion final (conjunta)
de los parametros dados los datos, p(@|y), a partir de las p;(0;|0—i,y). Esto
se logra creando una cadena de Markov multivariada ) = (95“, 05“, s Qét))’
mediante la simulacion secuencial de las condicionales completas para cada

componente.

Asi, el método de muestreo de Gibbs genera la cadena de Markov o) =
(9@, 95’”, - 96(;))’ y con ello se obtiene una muestra de la densidad conjunta
p(0|y), lo anterior puede describirse de la siguiente manera:

Dado 0(0) — (0§0)7 950)7 A 0&0))/’

1. Inicializar el contador ¢t = 0

2. Generar 8UFY) = (0?“), Qétﬂ) s 05;5“))’ de la siguiente manera:

Y

a) Generar ") de 7r(01]9g), . 96(;))
b) Generar 05 de m(6o]01, 65, ..., 01
¢) Generar 05 de (650", 65 0. ..., 0t

d) Generar foﬂ) de 7r(0d|(9§t+1), ol Gfﬁrll))

3. Actualizar el contador a t =t + 1 y regresar al paso 2.

El Gibbs sampler utiliza densidades de una dimension para poder simular
de la densidad multivariada, las cuales son relativamente faciles de simular y
justamente es por esa razon que este muestreo es una técnica ampliamente
utilizada para obtener muestras de distribuciones finales multivariadas. La
caracteristica principal es que la simulacién de un parametro utiliza los valores
obtenidos en los pasos anteriores al ciclo, para los parametros que han sido
simulados dentro del ciclo y mantiene los valores actuales para aquellos que
aun no han sido generados.



1.4. METODOS DE SIMULACION 55

1.4.4. Evaluacién de Convergencia

Un elemento ¢ generado de una cadena de Markov es considerado una ob-
servacion de la distribucion estacionaria teéricamente, cuando el ntimero de
iteraciones tiende a infinito. En la practica no es posible cumplir con esa con-
diciéon. En su lugar se toma el valor de la cadena después de una cantidad
suficientemente grande de iteraciones, de tal forma que dicho valor se apro-
xima a una observacion de la distribucién objetivo. A partir de ese valor, los
siguientes estados de la cadena continuaran siendo considerados provenien-
tes de la distribucién estacionaria. Otra complicaciéon practica es que, para
obtener una muestra de la distribucién estacionaria, las observaciones deben
ser independientes entre si y, los estados de una cadena de Markov son por
su naturaleza dependientes entre si. Estos dos aspectos forman parte funda-
mental del estudio de la convergencia de cualquier cadena simulada.

Existen dos formas para analizar la convergencia, uno es el enfoque teéri-
co, con el cual se busca medir distancias y poder establecer cotas sobre las
funciones de distribuciéon generadas por una cadena. En particular, se puede
estudiar la variacion total de la distancia entre la distribucién de la cadena
en la iteracion t y la distribucién limite. También es posible analizar aspectos
particulares derivados de la estructura probabilistica de las cadenas. Si bien
el enfoque tedrico es importante para el estudio de la convergencia, en la
practica estos resultados pueden ser complicados de aplicar.

Un segundo enfoque es a través de métodos graficos. Este enfoque analiza
las propiedades de las observaciones obtenidas de una cadena para establecer
la aproximacion de ésta a la distribucion limite. Uno de los principales incon-
venientes de esta perspectiva es que no es posible garantizar la convergencia.
A pesar de esta complicacion el analisis de la convergencia desde la perspec-
tiva grafica es de gran utilidad en la practica. Una referencia para el lector
es el libro de Gamerman et al. (2006) [11] en donde se detallan los distintos

métodos y enfoques para el anélisis de convergencia.

Un aspecto importante de los métodos MCMC es el hecho de establecer la
cantidad de ciclos o iteraciones que se deben realizar para que la cadena gene-
rada se aproxime a la distribuciéon estacionaria. A esta cantidad de iteraciones
del algoritmo se le conoce como peridodo de calentamiento. La obtencién del
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periodo de calentamiento y por lo tanto la convergencia de la cadena, puede
obtenerse a través de algunas verificaciones de convergencia basadas en téc-
nicas graficas propuestas por Gelfand y Smith (1990). Uno de estos métodos
consiste en realizar n simulaciones paralelas de la cadena que se desea estu-
diar y graficarlas durante un mismo nimero de iteraciones, posteriormente
graficar los histogramas de los n valores obtenidos en la k-ésima iteracién. A
continuacion se grafican los histogramas de las m iteraciones posteriores a k.
Generalmente, es necesario utilizar valores para m entre 10 y 50. Después de
esto, se acepta la convergencia de la cadena si no existen diferencias notables
entre los histogramas obtenidos. De esta forma el valor de k sera considerado
como el periodo de calentamiento.

Otra técnica grafica requiere la simulacién de una tunica cadena. En este
caso si dicha cadena a partir de una iteracién k presenta, cualitativamente, el
mismo comportamiento; entonces, esto es un indicador de convergencia y por
lo tanto k representa el periodo de calentamiento. Otro enfoque utiliza los
promedios ergddicos para los cuales el periodo de calentamiento se establece
como aquella iteracion a partir de la cual los promedios ergdédicos presentan
un comportamiento aproximadamente asintotico.

Las conclusiones sobre la convergencia de la cadena, realizadas utilizan-
do estos métodos graficos, pueden ser reafirmadas si se realiza dicho analisis
utilizando distintos valores iniciales para la cadena y seleccionando el mayor
valor de iteraciones requeridas para poder afirmar que la cadena ha conver-
gido. Sin embargo, debe resaltarse que las técnicas graficas de analisis deben
usarse con precaucion puesto que la convergencia puede no ser notada o pue-
de determinarse de forma equivocada dependiendo de la escala que se utilice
para realizar las graficas. Ademas existen diversas cadenas que pueden exhi-
bir todos los indicadores de convergencia sin haberla alcanzado realmente.



Capitulo 2

Un modelo Bayesiano para Datos
Composicionales

En este capitulo se describe el modelo de mezclas, el cual es la propuesta
de esta tesis, para la modelacion de datos en el Simplex D-dimensional. Co-
mienza con la descripcién del modelo Gamma como una breve introduccién
a este tipo de distribuciones. En una siguiente secciéon se retoma el mode-
lo Gamma proyectado estudiado por Nufiez-Antonio y Geneyro (2019) [22]
como un modelo para datos direccionales. Por tltimo, se explica el modelo
de mezclas que se utilizard como propuesta y céomo a partir de un proceso
Dirichlet, siendo discreto, es posible llegar a una representacion del modelo
de mezclas infinitas.

2.1. El Modelo Gamma

Una variable aleatoria Y se dice que se distribuye Gamma con parametros
de forma y escala o > 0y 8 > 0, respectivamente, si su funciéon de densidad
de probabilidad esta dada por

—ya_le_ﬂy oy >0, (2.1)

p
[(a)

donde I'(«) es la funcién Gamma definida como

f(y|047 5) -

o a1 —y
['a) = /0 Yy e Vdy.
Bajo esta parametrizacion, los momentos de Y pueden expresarse como

57
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o
EY)=- y V(Y) = 7

Asi, si se tiene una muestra aleatoria {Y3,...,Y,,} independiente e idénti-
camente distribuida del modelo Gamma(a, ), entonces la funcién de verosi-

militud esta dada por

L(a, BY) = H f (il B)

n «

_ a—1 *ﬁyi
= —Y: e
AT ()
_ g - o —BY v
T e \nY) ’

donde TT%; y; y 1, 9; son estadisticos suficientes® para a y 3.

En este trabajo el interés es describir variables que se encuentran restrin-
gidas al primer ortante con un modelo Gamma multivariado. Este modelo
es lo suficientemente flexible y trata las observaciones como provenientes de
una distribuciéon multivariada la cual es generada como un producto de k
distribuciones Gamma univaridadas independientes.

El objetivo principal es entonces, hacer inferencia para los parametros «a
y 3, a partir de la distribucién posterior
Lo, BlY) - m(a, 5
r{a. A7) gl e 5
I L(a, BY) - w(a, B)dadfs
x L(a, BlY) - (e, B).

En secciones posteriores se mostrara la forma de hacer dicha inferencia
para esta distribuion posterior del modelo Gamma(a, 3).

2.2. El Modelo de la Gamma Proyectado

Una de las formas mas simples para generar distribuciones en la esfera
unitaria, S*, es proyectar radialmente distribuciones de probabilidad origi-

'Sea Y1, ..., Y, una muestra aleatoria de una distribucién de probabilidad con pardmetro desconocido ¢. Entonces
se dice que el estadistico U = ¢g(Y1,...,Yn) es suficiente para ¢ si la distribucién condicional de Y1, ..., Y,, dada U,
no depende de ¢. Es decir, los estadisticos suficientes en cierto sentido resumen toda la informacién de una muestra
acerca de un pardmetro objetivo. Wackerly, et al. (2008) [32]
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nalmente definidas en R*. Como se menciona en Ntfiez-Antonio y Geneyro
(2019) [22], en su articulo sobre el anélisis de la distribucion Gamma Pro-
yectada para datos direccionales, el estudio de modelos generados por pro-
yecciones, en general, se ha pasado por alto. Pero dado los vastos ejemplos
en donde pueden encontrarse este tipo de datos, es conveniente tener meto-
dologias definidas tinicamente en espacios muestrales restringidos de S*. En
consecuencia el modelo propuesto para este fin es el modelo Gamma proyec-
tado multivariado el cual se define a continuacion.

Dado un vector aleatorio Y tal que P(Y = 0) = 0, es posible hacer una
proyeccion radial sobre la esfera unitaria. La proyeccion de Y sobre la esfera
unitaria esta dada por el vector direccional U = ||Y||~'Y . Esto se sigue de
la definicion de distribuciones direccionales definidas por proyeccién radial de
distribuciones multivariadas definidas en R*. Esta técnica puede usarse para
generar distribuciones direccionales definidas solamente en subconjuntos de
CF. Siguiendo la idea anterior, un modelo direccional definido solamente en
el octante positivo de C* es el siguiente.

Sea Y = (y1,¥2,...,yx)" un vector multivariado Gamma de dimensién k

con la densidad conjunta definida por

k
le,...,Yk(y|a7,3> = EGa(yi|ai75i)a (2-2)

donde Ga(y;|a;, 5;) es la densidad dada por una Gamma como en la ecuacién
(2.1). Aplicando la transformacién a coordenadas esféricas k- dimensional
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Y — (R, 0), definida como

YT = R cos©Oq,
Yo = R sin®; cos O,
Yk,g = R sin @1 sin @2 -+ -8in @k,3 COS @k,Q
k=3
= R cosOy_2 [](sin®,),
j=1
Y, 1 = R sin®; sin®y---8in©;_3s8inO;_s cosOp_;
k—2
= R cosOj_; [](sin®;),
j=1
Y, = R sin®; sin©®y---sin0j_3 sin©;_s sin©;_,
k=1
= R [[(sin©,),
j=1
donde R = ||Y'||, se puede obtener la correspondiente densidad conjunta de

Ry ® = (04,...0;_1), denotada por fre(r,08|a, ), es decir,

fR,@(T70‘a7/B) = fY1 ,,,,, Yk(r?0|a7/8> X ‘J(?“, 0)|

donde |J(r,0)] = r*1sin®=260; sin* 30y -sinf;_o. Asi,
k-1 i-1

fro(r,0la,B) = Ga(rcosbi|ag, f1) x [] (Ga(r cos; ] (sin 9]-)|04i,ﬁi))
i=2 j=1

«Ga(r T[ (sin )|, ) x | J(r.0)|
j=1

= ]Cka % (kﬁl /Bjaj (COS ej)afl(Sin ej)(ZijJrl)_l)
[ow) — \j= Tley)

k-1 i-1 k-1

X exp {—r (ﬁl cosf; + > (@ cosf; ] sin Hj) + Bk [] sin 9j> } .
i=2 j=1 j=1

Entonces, resulta que © tiene una distribucion definida solamente sobre el

ortante positivo de C* y se le llamard distribucion Gamma Multivariada Pro-

yectada, con densidad dada por

D(A)5¢" ( 5

PGa(0lew B) = T3yar () =i D())

k
(0039]-)0‘3’_1(senﬁj)(zh—jﬂ)—l) ](0,71-/2)1@71(0),
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donde
k k—1 i—1 k—1
A=) o y B = Bicosth + > (@cos@i 11 senej) + Br [[ senb;.
1=1 i=2 j=1 j=1

Los parametros a, 8 deben estimarse, pero no son identificables, ya que pa-
ra cualquier a > 0, tomando 8 = af no se altera la distribucién de las
direcciones observadas. Una manera de resolver esta dificultad (propuesta
en Nunez-Antonio y Geneyro (2019) [22]) es tomar 8 = (1, 52, 53, ..., Bk)".
Modelos con estructuras mas generales para 8 podrian ser mas tutiles. Sin
embargo, este modelo es lo sufientemente flexible, puesto que puede describir
comportamientos simétricos, asimétricos, y/o bimodales.

2.3. EIl Modelo Propuesto

Los modelos de mezclas ofrecen una gran versatilidad en la descripciéon de
datos, lo que los convierte en herramientas ampliamente utilizadas en Esta-
distica. Desde un punto de vista pragmatico, una mezcla puede visualizarse
como la combinacién convexa de componentes que son, en si mismas, distri-
buciones de probabilidad; el nimero de estos componentes pueden ser finito
o infinito numerable.

Bajo un enfoque Bayesiano, el primero en contextualizar de manera gene-
ral los modelos de mezclas infinitas fue Lo(1984) [17] con expresiones para
los pesos utilizando el proceso Dirichlet. Sin embargo, hasta que Escobar y
West (1995) [9] propusieron una implementacién computacional, se generd un
aumento en el interés por este tipo de modelos. Algunas de las aplicaciones de
estos modelos son la estimacion de la densidad y el andlisis de conglomerados.

Las funciones de probabilidad (aleatorias) generadas por un proceso Diri-
chlet son discretas casi seguramente (c.s.), esto es, se pueden escribir como

Po=§%%m, (2.3)

donde d4 denota la medida con una masa 1 en ¢ y los pesos w; son aleatorios
que suman uno c.s. y ¢; son localizaciones aleatorias (independientes de los
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pesos) distribuidas de acuerdo a una medida de probabilidad Py no atémica.

De esta manera, para un kernel K, el modelo de Lo(1984) [17] se obtiene
mezclando los parametros del kernel con la distribucién P, esto es,

fr(y) = [ K(ylo)dP(9),

y donde P se distribuye de acuerdo a un proceso Dirichlet. De acuerdo a la
ecuacion (2.3), el modelo se puede representar como

f@w@zi%KMW- (2.4)

Una de las principales ventajas de un modelo de mezclas como éste es que
se obtienen funciones de distribucion absulutamente continuas y permiten
modelar cualquier conjunto de datos que tomen valores en el mismo espa-
cio que el soporte del kernel K. Noétese ademas que, aunque los parametros
asociados al modelo son la coleccion infinita de w’s y de ¢’s, en el fondo, el
pardametro de interés es el modelo subyacente a los datos, es decir, el modelo
de mezclas fp.

Con la relacién a los pesos aleatorios, existen diferentes metodologias tanto
para construir sucesiones infinitas de éstos como para realizar inferencias. El
procedimiento stick-breaking (ver Sethuraman y Tiwari (1982)[30]) ha sido
ampliamente utilizado ya que permite realizar ambas tareas. Bajo este pro-
cedimiento, los pesos se construyen de la siguiente manera.

w1 =
wj = vj[[(1—vy) Vj>1

I<j

donde v; son variables aleatorias independientes que toman valores en el
intervalo (0,1). En particular, para un proceso Dirichlet con parametro de
escala M > 0y medida de probabiliad base P, denotado por DP(M, F,), la
distribucién de las v; es una Beta con parametros (1, M).
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El algoritmo de muestreo

Para llevar a cabo inferencias sobre el modelo (2.4), Walker (2007) [33]
utiliza un muestreo de Gibbs, para lo cual se necesitan especificar todas las
condicionales finales completas de los parametros involucrados. En principio
se deberian muestrear, en cada paso del muestreo de Gibbs, toda la coleccion
infinita de las variables {v;} y {¢;}. Sin embargo, como se vera a continua-
cién, solo es necesario muestrear un conjunto finito de ellas.

Para estimar el modelo via un muestreador de Gibbs, se introduce una
variable latente u tal que la densidad conjunta de (y,u) dado (w,v) estd
dada por

Fly ko) = Y- Ia(u < ) K(316,), (25)

7=1
donde I4(+) es la funcién indicadora sobre el conjunto A. La introduccion de
la variable latente u es crucial en el proceso de inferencia puesto que permite
lidiar con el problema de la “infinitud” en cada paso del algoritmo.

Algunas observaciones que se pueden hacer en este momento son:

1. Claramente, integrando sobre u se recupera la densidad f(y|w, ¢) dada
por (2.4)

2. Se puede ver que
f(y7 u‘w> ¢) = Zl ij(ul()? wj)K(y|¢j)
j=
3. Asi, con probabilidad w;, u y y son independientes. Ademas,

fM%@=§%WWMw=§HWwW

Por otro lado, si A(u|w) es el conjunto definido por A(u|w) = {j : w; > u},
entonces la ecuacion (2.5) se puede escribir como
fly,ulw, ) = > K(ylg;).
j€A(ulw)

Por lo tanto,

ol w.d) = 10 0) _ Ticaw K16:) _ Bjeati K(y15)

flulw,¢) Z}?ill(u<wj) f(u|w, @)
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Asi, dada la variable u se tiene un modelo de mezcla infinita con pesos
todos iguales a 1/ f(u|w, ¢).

Ahora, como es comun en el contexto de mezclas, se pueden introducir
Vi = 1,...,n, variables indicadoras z;. Asi, dada z; la variable y; sigue una
distribucion K (y|¢.,). Es decir, z; indica a cudl componente de la mezcla per-
tenece la observacion ;.

Por lo tanto, consideremos la siguiente densidad conjunta:

fy,z = k,ulw,u) = K(ylop) I (k € A(ulw)). (2.6)

Entonces, la verosimilitud para los datos completos, basada sobre una
muestra de tamano n esta dada por:

FQRuis i, 20 = kiYisglw, ) = T K (yil )T (us < wr,). (2.7)
i=1
Densidades condicionales finales completas:
1. Para 1 =1, ...,n se tiene:

wilw, @,z = k; ~ U(0,wy,)

2. Para 7 =1, ... se tiene:

@j ~ m(j]-) ox Po(qﬁj)kH.K(ysz)-
i=J
Sino existiera un k; igual a j entonces ¢; se debe simular de su respectiva
distribucién inicial Py(¢;).

3. De la verosimilitud (2.7) se tiene
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Recuérdese que
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Por lo que de la coleccién infinita de {v} solo las vy < dmaz, donde
dmax = maz{ky,...,kn} seran afectadas, y solo para esos indices se
muestrean de la distribucion condicional final completa, las cuales estan
dadas por:

m(v;j) < Beta(aj, b;)

donde

=1

b = a+> I(z>])
i=1

Sin embargo, para los v; con j > dmax, v; ~ Beta(1,c).
4. De la densidad (2.7) se tiene
Pz =k|---) oc K(yilow)I(k € A(ui|w))

Los valores que toma cada z; es sobre un conjunto finito, el cual es de la
forma {k : w > u;}. Por lo que sélo se necesitan muestrear tantos wy’s hasta,
asegurar que se tienen todos los wy para toda i =1, ..., n. Para encontrar todos
los wy en cada paso del algoritmo, Walker (2007) [33] propone muestrear s*
pesos w, hasta que se cumpla que

*

S
we >1—u"
s=1
donde w* = min{uy, ..., u, }. Ya que con lo anterior se garantiza que todos los
wg con k=1,...,s* cumplan con w; > u; para todat=1,...,n.

Aunque en este trabajo de tesis se implementa el algoritmo de Kalli (2010)
[16], se pospone su descripcién en la seccién de Inferencia para el modelo
propuesto del siguiente capitulo, puesto que su algoritmo retoma el trabajo

realizado por Walker en 2007.
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Capitulo 3

Inferencia Bayesiana

A continuacién se discute la manera de realizar inferencia en los modelos
que se propusieron en el Capitulo 2, es decir, para el Modelo Gamma, el
Modelo Gamma Proyectado y para el Modelo de Mezclas infinitas. Particu-
larmente, revisando la estructura algebraica de las expresiones que tienen las
distribuciones condicionales completas utilizadas en los algoritmos que seran
empleados.

3.1. Inferencia para el modelo Gamma

Como se menciona en la Seccion 2.1, el objetivo principal es hacer inferencia
para los parametros a y 5 en el modelo Gamma. Para esto, se quiere encontrar
la distribucion posterior

m, Gamma(xy, ..., x,) - (e, 5)
J T, Gamma(xy, ..., z,) - 7(a, f)dadf

x ﬁ Gamma(zxy, ..., z,) - 7(a, 5)
i=1

(e, Blxy, .y zp) =

donde T, Gamma(xy, ..., x,;) es la verosimillitud.

Ahora bien, para definir la inicial 7(«, 8) se propone tomar 7(3) = m(3) ~
Gamma(a, b) y una densidad 7(«|8) que sea log-concava e independiente a
m (), es decir, m(a|f) = m(a) = mo(a). Asi, si x,, = (21, ..., 2,), la distribu-
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cion posterior a encontrar queda como

(o, Blz,) ﬁGamma(ml,...,xn)ﬂ(a,ﬁ)
i=1

= H Gamma(xy, ..., z,)m (5)m (),

=1
donde a
m(8) = F(a)ﬁa_le_bﬁ . B >0.
Asi,
m(a, Blx,) o< -l (ﬁ xi)a_le_ﬁZ?‘lxi] [baﬁa_le_w] ()
B (T())™ iz ['(a)
ﬁa—i—na—l n

e—b’(b+2?:1) T, a—1 o ().
(T(a))" ™l

De lo anterior, la distribucién final completa para ( esta dada por

(3, alz,)

m(alz,)

0.8

(B, z,) =

donde 7(«|x,) esta dada por
ralz) & T(zala)(a)
= 7(a) [ 7(zy, 8,]a)dB
= 7(a) [ m(z|B, 0)7(Bla)ds

= m(a) [ L(B, alz,)m(8)ds
Ena d a—1_— i—1n Lj i
= mla) [ [(F(a))n(gxi) BT } Ta)

(anl xi)ail F(a + not) [b + En:l xi]a+na ( + )_1 _B(b+z7'l ) .
v { a+no i=1)%i 3.
S e T T B e Gl s Ve ’

ﬁaflefﬁ P dﬁ

La expresion dentro de la integral es una Gamma(a+na,b+X7 ), ya que
la integral corre dentro del soporte de 3 en (0, 00), dicha integral vale uno y
se tiene que

['(a+na) (T8, z)% !
[T(a)]" (b4 Siming, )otne

(). (3.1)

m(alz,) o
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Por otro lado,

(o, Blz,)
W(6|ln7a) W
at+na—1 _ n . n o
_ ﬁ[r(W e M) (T, ) my(e)
o I'(a+na) (T, w)o?
T Gy e (@)

Ba—l—na—l

_ b n ; a+na ,ﬂ(b+22=1 -%) 32
I'(a + no) ( +Z:le) ¢ (32)

lo cual es una distribucion Gamma(a + no, b+ 3| ;).

Una vez que se tienen las densidades condicionales completas w(5|c, z,,) vy
m(alz,), éstas se pueden emplear con un Gibbs Sampler para obtener mues-
tras de la distibucion final conjunta de v y [ y asi, estar en condiciones de
llevar a cabo inferencia para los parametros a y f3.

Se debe mencionar que para simular de la densidad condicional de a (3.1)
se empled un ARS (revisado en la Seccién 1.4.2), puesto que m(a) se tomé
como la densidad Gamma (2.1), lo que hace que la densidad condicional de
a sea log-céncava (ver Pradhan y Kundu (2011) [25]). Para mayores deta-
lles sobre implementacion del ARS, el lector se puede referir a Gilks y Wild
(1992) [13].

3.2. Inferencia para el modelo Gamma Proyectado

Dada una muestra aleatoria {6, ...,0,} de una distribucion Gamma Pro-
yvectada GPy_1(0|a, B), donde ; = (0;1, 02, ..., 0i—1) parai = 1,2, ..., n, el ob-
jetivo es hacer inferencia sobre los vectores de pardmetros a = (aq, o, ..., Qi)
y B = (1, P, ..., Bx). Dada la estructura del modelo, un enfoque se basa en la
introduccién de variables latentes R;, « = 1, ...,n, tal que el vector aleatorio
Y, — (R;,0;) tiene una distribucién Gamma multivariada de dimension k,
como se definié en la ecuacién (2.2). De hecho este enfoque es usado por
Presnell et al.(1998) [26] y Nufiez-Antonio y Gutierrez Pena (2005) [23] en el
caso normal multivariado.
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Entonces, para los datos completos y;, ys, ..., y,, la verosimilitud esta dada
por

n k
fRyitisile, B) =11 ( 1Ga(yz‘j\04j5j)) , donde f; = 1.

i=1 \j=
Usando la especificaciéon inicial dada por

k A
fla, B) = 'H1 Ga(oyle;, d;) sz Ga(Bi|ai, br)
e -

Entonces la distribucion posterior esta dada, salvo una constante de propor-
cionalidad, por

J

k k
Ga(aylcj, d;) [1 Ga(Bi|ar, br)
=1 =1

(3.3)
dada la estructura de la transformacién esférica, si D,, = {(6;,7;)}I",, el resul-

(v, B0 ri}y) o H F({y¥ e B)

tado son distribuciones condicionales compuestas por partes para los vectores
a, B que estan dadas a continuacion.
De (3.3) la distribucién final de « esta dada por

" (ricosf;)1
I (aq)

(1| Dy,) X Ga(aq|cy, dy).

Asi, parap=2,...,k — 1,

X Ga(al |Cl, dl) y

T(8p|Dn), @ = Ga(Cy, Dy),

donde
C, = C(p) =nay,y
D, = zn:l(ricos@ip 71:[11 senbi;) + by,
Finalmente, _ _
r(nlDy) o DD ) T TT (senflip))™

' () i
7(Bk|Dp, @) = Ga(Cy, Dy),

1 j=1
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donde
Cr = C(k)=na; + a, y

k
Dy = > (r; [I senbq) + by
i=1 =1
Para llevar a cabo inferencias para el modelo Gamma proyectado mediante
un muestreo de Gibbs, esencialmente se requiere simular de las densidades
condicionales de las variables latentes R;, lo cual se define a continuacion.
De m(e, B{0;, i} ), la densidad condicional posterior para R;, Vi = 1,...,n
esta dada por

k k—1 i—1 k—1
f(ril0;, o, B) = Ga (Z aj,cosfy + Y (ﬁicosﬁi II senﬁj) + G 11 senﬁj) .
j=1 i=2 j=1 j=1
(3.4)
Es importante senalar que el muestreo de las densidades condicionales para
las B’s y r;’s no son dificiles ya que son distribuciones estandar, mientras que
el muestreo de las densidades condicionales 7(«;|-) no es sencillo. Existen
varias opciones para el muestreo de esas densidades condicionales. Como se
menciond anteriormente, en este trabajo el muestreo de esas densidades con-
dicionales se realiza a través de un muestreo ARS (muestreo de Aceptacion-
Rechazo). Particularmente, se utiliza la funcion ars del paquete ARS de R (R

Core Team (2019) [27]) el cual se basa en el algoritmo propuesto por Gilks y
Wild (1992) [13].

Usando todas las condicionales completas que se presentaron anteriormen-
te en un muestreo de Gibbs se obtienen realizaciones de la densidad conjunta
posterior 7(ex, B|{0;,r:},). Asi, el algoritmo de Gibbs queda especificado de
la siguiente manera:

1. Dar un conjunto inicial de valores de ¢ y 8.
Para i = 1,...,n obtener r; de f(r;|0;, @, 8) como en la Ec. (3.4).

Obtener oy de la densidad (a1 |{0m, rm}r_1)-

= W N

Para j = 2, ..., k, obtener una muestra de «; y 8; de la densidad conjunta
correspondiente a través del siguiente muestreo en bloques:

» Obtener «; de la densidad 7(a;|{0, 7} _1)
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» Usando el valor de «; obtenida en el paso anterior, obtener 3; de la

densidad condicional 7w(5;[{0m, m}m_1, ).

m:17

3.2.1. Dos casos especiales importantes

En esta seccién se discute sobre el caso de datos circulares (Distribucion
de la Gamma Proyectada) asi como el caso de datos esféricos (Distribucién
de la Gama Proyectada Bivariada).

El caso circular

Los vectores en un espacio 2-dimensional son vectores en el circulo unitario
y por lo tanto cada observacion puede ser representado por un angulo. De esta
forma, se dice que un angulo O tiene una distribucién Gamma Proyectada si
su funcién de probabilidad esta dada por

52 (cos0)™ 1 (senf)*2 ! , "
B(a].; @2)(0039 + 628677,0)(@14-042) (0,7/2)

con @ = (a1,a9) y B = (1,5s), donde B(-,-) representa la funciéon beta
definida por B(ay,as) = % En este caso la transformaciéon Y —
(R, ©) esta definida por Y = (Rcos®, Rsen®)! y la densidad conjunta de R

y O esta dada por

GP(0lo, B) =

o7 (cos@)al_l(senQ)O‘?—lr(aﬁaz)—l

fr,0le, Ba) = ['(a1)I(az)

exp{—r(cost + Pasend)}.

Entonces, si @ = {61, ..., 0, } es una muestra de GP(0|a, 32) la verosimilitud
para los datos completos esta dada por

nos

i, 0V e, — 2 1 r?”‘rgaﬁw“)_l cos0;) 1 (send;) 2
f({ }2—1| ,B) Fn(Ql)Fn(Q’Q) 21;[1 7 ( ) ( )

X exp {—r (zn: cost; + P Xn: Senﬁi) } .

=1 =1

Usando la inicial dada por

m(aq, ag, fo) = Ga(ai|cr, di)Galas|ce, d2)Ga(fsa, b),
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las correspondientes densidades condicionales completas estan dadas por

ricosd;) 1
7T(041‘9,T') X = 1(Fn( )) Ga(Q1|Cladl)
['(nas + a) [T (r;send;) 2!
0 ’ d
(2|0, 1) o T(ag) (b Zizl(Tisen@i))”o‘ﬁ“Ga(%k% 2)

(8210, r,a) = Ga(nag+ a,b+ > risenb;)
i=1
(

(0,7, B2) = Ga(ar + az,cost; + Basent);), i=1,..,n.

Caso esférico

Otro caso importante es el relacionado a los datos esféricos. Los datos es-
féricos son vectores en un espacio 3-dimensional y pueden ser representados
por vectores 2-dimensionales angulares. Esto quiere decir que un vector an-
gular ©® = (01, 0,) tiene una distribucién Gama Proyectada Bivariada si su
funcion de probabilidad esta dada por

D(Siz1)85° 85" (costh) ™~ (senby) 29! (senfp) s~ L0722
['(ap)T ()T (a3)(coshy + Pacosbisenby + Bzsenb senby)(@rtoztas) (0,7/2)2

GP2(9|04, /8) =

donde o = (a1, 9, a3) y B = (1, B2, B3).

Sea 6 = {01,0,, ...,0,} una muestra de tamano n de GP(0|a, 8) y una
inicial dada por

3

3
(o, B) = EGG(@i‘Ci;di) [1 Ga(Bjla;, b)),

Jj=2

entonces, la distribucién posterior esta definida por

n 3 3
m(o, B{0:, ritiny) o< 11 f(0i milaB) T Galaylei, di) TI Ga(B;lay, b))

1=1 =1 j=2
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De lo anterior, las densidades condicionales completas estan dadas por

n o (ricosf;)® 1

m(on|{ri, 0i}iy) o T (ay) Ga(ancr, dy)

['(nas + as) T (r;cos0insenb;; )22 1
1) 0’& T'L— = G ) d
W(QQ‘{T }z—l) X Fn(ag)(bg + Zl 1(7}0080 286”9 ))na2+a2 CL(OZ2|CQ 2)
['(naz + as) M (r;senb; senbs) 1

i)ei T'L:

m(as|{ri Oi}isa) o [ (as3)(bs + X 1(rzsen91136n612))"0‘3+“

(Bol{ri, 0;}1-1, ) = Ga((nag + az),bs + Z(msen@zlcos@ﬂ))
zfl

GCL(Q’3|03, d3)

7(Bs|{r:,0: -, @) = Ga((nas+ as),bs+ Z(riseneﬂsenﬁig))

i=1
w(ri|{0:} ey, o, B) = Ga((a1,+as + agz), cosbi + Bacosbiisenbis + Pysenb;isentd;s).

3.3. Inferencia para el Modelo Propuesto

Retomando el modelo de mezclas del capitulo anterior, Kalli et al. (2010)
[16] senala que si se considera la densidad conjunta, dada por la ecuacion:

fy, 2 = k,ulw,¢) = K(y|ow)I(k € A(ulw))

se presentan varios problemas con el muestreo debidos en parte a la correla-
cién entre las variables u y w. Adicionalmente senala que la actualizacion de
u puede llevar a simular mas pesos w de los necesarios. Por lo anterior propo-
nen considerar un Slice Sampler mas general definiendo la siguiente densidad
conjunta:

fly.z =k, ulw,¢) = & (u < &)w. K (y]¢:)

donde &1, &, £3,. . . es una sucesion determinista de valores positivos decrecien-
te. Algunas opciones que producen muestreos eficientes son &; = (1 — k)x’ -1
conk=1/2y¢& =€,

Para propoésitos de esta tesis se toma K (y|¢r) = GP(0|a, B), es decir, una
Gamma Proyectada Bivariada. Asi, la verosimilitud para los datos completos
basada sobre una muestra de tamano n esta dada por:

1=1
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Si £ y v son condicionalmente independientes entonces las condicionales
completas para la implementaciéon de un Gibbs Sampler, puedan ser especi-
ficadas de la siguiente manera.

Low(¢]---) x Ga(ow)Ga(By) ai=j GPa(bi]ey, By).
2. m(v) < Be(vjlaj,b;), donde

3. m(ug|edots) oc I(0 < u; < Egi)
4. P(d; = k)| - -+ oc I(k : & > wi)wr /G Pa(05| e, B)

Es obvio que no se pueden muestrear todos los (e, B, v;). Pero no se
requiere para proceder con la cadena. Solo se necesita muestrear hasta el
entero N para el que se han encontrado todos los k£ apropiados para realizar el
paso 4 exactamente. De hecho es facil encontar el conjunto de k’s requeridos,
ya que sera del tipo {1,..., N} donde N = maz;{N;} y N; es el entero mas
grande [ para el cual & > wu;. Para mayores detalles del algoritmo el lector
puede consultar Kalli et al. (2010) [16].
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Capitulo 4

Aplicaciones

Para ilustrar el potencial que puede tener el Modelo de Mezclas de Gam-
mas Proyectadas en la descripcién de datos composicionales, en esta seccion
se presentan algunos ejemplos. Primero se analizan datos simulados, con la
finalidad de evaluar la eficiencia del modelo, es decir, lo que se pretende es
observar si se recupera el comportamiento de los datos con caracteristicas que
en un principio son conocidas, para asi poder determinar si son correctos o no
los resultados obtenidos con la metodologia propuesta. Después de realizar
esto para varios escenarios, se ejemplifica la aplicaciéon del modelo empleando
un conjunto de datos reales. Para este 1ltimo caso, se eligieron los datos aso-
ciados al Conteo Rapido para la Gobernatura del Estado de Morelos en 2018.
En este ejemplo real, ademas de ofrecer la distribucion predictiva como una
descripcion del comportamiento de los datos, se ofrece un estimador puntual
y un intervalo de probabilidad para la proporcién de tres componentes elec-
torales asociadas al proceso electoral de 2018 en México.

4.1. Datos Simulados

A continuacion se presentan dos de las simulaciones que se realizaron para
analizar el desempeno de la metodologia propuesta en este trabajo. En cada
uno de los ejemplos se analizan datos con diferentes comportamientos y se
espera que la metodologia propuesta obtenga inferencias adecuadas sobre el
modelo que gener6 cada conjunto de datos.

Como primer ejemplo se simulé una muestra de 300 observaciones de un
modelo de mezclas de Gammas proyectadas de dimensiéon 3 con 3 componen-
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tes. Para especificar el modelo, se tomaron 3 densidades Gamma proyectadas
con vector de pesos (0.33,0.33,0.33), los valores de los parametros que se
utilizaron en cada densidad fueron:

Componente
11213
a1 | 10{90 | 45
ao | 1595 | 42
as | 1890 | 40
Gl 1]1]1
Bl 3] 11]5
B3l 1]3]5

Se aplicé la metodologia descrita en capitulos anteriores para generar una
muestra de la densidad predictiva final de tamano 1000. Para esto, se corri6
el algoritmo con un nimero de iteraciones de calentamiento de 20, 000. Pos-
teriormente, se tomo6 una observacion cada 40 iteraciones. Es decir, se corri6
el algoritmo 60, 000 iteraciones en total. La decision de tomar este niimero de
iteraciones es porque como se puede observar en la Fig. 4.1 (a), a las 15,000
iteraciones y un espacio de 20 entre cada observacion, se nota que para el
monitoreo de la variable de nimero de grupos, la convergencia tiene atin un
ligero descenso, es por ello que se decide tomar un mayor ntimero de ellos.
En la Fig. 4.1 (b) el nimero de iteraciones es de 20,000 con una separacién
de 40 lo que mejora la convergencia y como se puede observar la correlacion
es todavia menor.

Analisis de la Convergencia Analisis de la Correlacién Analisis de la Convergencia Analisis de la Correlacién
0- 1 3

k

ACFk
k

ACFk

500 750 0 0 10 20 3 0 250 500 750 1
Ind Lag Ind Lag
Analisis de la Convergencia Analisis de la Correlacién Analisis de la Convergencia Andlisis de la Correlacion
800~ 1.00- 90- 100~

ko

ACF k0
o

ACF k0

i i i . i I Ii
T T 0 T T

1000 0 10 20 20 0 250 500 750 1000 0 10 20 20

250 500 750
Ind Lag Ind Lag

(a) Analisis a las 15,000 iteraciones (b) Andlisis a las 20,000 iteraciones

Figura 4.1: Analisis de correlaciéon y convergencia para el primer ejemplo de datos simulados.

Por otro lado, los valores de los hiperparametros de la distribucion ini-
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cial para cada parametro oy ~ Gamma(oon, Bon), con h = (1,2,3) y B; ~
Gamma(a;, Bo;), con i = (2,3) se tomaron como:

a]_ az a3 182 /33
19 = 10 Aoy = 10 a3 = 10 Aoy = 10 a3y = 10

Bro=0.1]Pog=0.1|830=0.1| 82 = 10| B30 = 10

Se puede ver en la Figura 4.2 (a) la muestra simulada en donde se visualizan
tres conglomerados. En la Figura 4.2 (b) se presenta la regién de credibilidad
de la predictiva en color rojo junto con la correspondiente muestra simulada
original. En este caso se puede ver que esta region de credibilidad recupera
el comportamiento de los 3 grupos que se simularon. En las Tablas 4.1, 4.2 y
4.3 se muestran los intervalos correspondientes asociados a la poblacién de la
cual se obtuvo la muestra, asi como a la muestra obtenida de la distribucién
predictiva final. Los valores se encuentran dados marginalmente para cada
componente. Como puede observarse, para cada componente los intervalos
contienen los valores verdaderos dado que el método funciona, es decir, los
resultados anteriores reflejan que el modelo propuesto ofrece inferencias ade-
cuadas para describir conglomerados de datos composicionales.

Datos Simulados

(a) Datos Simulados Originales (b) Predictiva del Modelo

Figura 4.2: Primer ejemplo de Datos Simulados

Componente 1 Intervalos de Probabilidad
X1 Inferior Superior
Poblacional 0.1045390 0.8386196
Distribucién Predictiva | 0.09338012 0.86045253

Tabla 4.1: Componente 1
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Componente 2 Intervalos de Probabilidad
X Inferior Superior
Poblacional 0.0721203 0.5077929
Distribucién Predictiva | 0. 06500767 0.57722913

Tabla 4.2: Componente 2

Componente 3 Intervalos de Probabilidad
X3 Inferior Superior
Poblacional 0.07765358 0.69957535
Distribucién Predictiva | 0.02142546 0.70180667

Tabla 4.3: Componente 3

Como segundo ejemplo se analiza el desempeno de la metodologia propues-
ta en un escenario extremo, es decir, donde se tienen datos composicionales
con valores muy pequenos. Para este ejemplo, se simula una muestra de 300
observaciones de un modelo de mezcla de Gammas Proyectadas de dimen-
sion 3 con 2 componentes. Se tomaron 2 densidades Gamma Proyectada con
vector de pesos (0.45,0.55) y los parametros que se encuentran en la Tabla
4.4.

Componente
1 2
aq 5 5
as | 2 3
az | 0.2 ] 0.1
pr| 1 1
G| 1 ]0.05
B3| 1 |0.01

Tabla 4.4: Parametros para el segundo ejemplo

En este ejemplo se evalta el alcance que tiene el modelo a través del ana-
lisis de la media de los datos poblacionales como parametro de interés. Para
este fin se llevé a cabo una simulaciéon de tamano 1000, es decir, una simu-
lacion de una “poblacién” de 1000 valores, vy a éstos se les calculdé su media
geométrica, la cual se considera como el valor “real” de la media poblacional,
la cual resulta ser (0.9214,0.0784,0.0002).
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En la Figura 4.4 (a) se presenta la muestra simulada. Para generar una
muestra de tamano 1,000 de la distribucion predictiva final, se corrié el algo-
ritmo con 20, 000 iteraciones como periodo de calentamiento, posteriormente
se tomd la muestra de 1,000, una cada 20 iteraciones. Asi, el algoritmo com-
pleto se corrié 40,000 iteraciones. Al igual que para el primer ejemplo se
realiz6 un analisis grafico de correlacion y convergencia, el cual se puede ver
en la Figura 4.3.

Analisis de la Convergencia Analisis de la Correlacién Analisis de la Convergencia Analisis de la Correlacién

500 750 0 10 20 3 ] 250 500 750 10
Ind Lag Ind Lag
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(a) Analisis a las 10,000 iteraciones con espacio(b) Andlisis a las 20,000 iteraciones con espacio
de 20. de 20.

Figura 4.3: AnAalisis de correlacion y convergencia para el segundo ejemplo de datos simulados.

Por otro lado, los valores de la distribucion inicial para cada parametro
fueron los mismos que para el primer ejemplo. Es importante notar que para
todos los ejemplos simulados se tom6 como valor de arranque numeérico para
el proceso Dirichlet ¢ = 10 y como niimero de grupos kot = 10.

Para este caso no solo se evalia el desempeno del modelo para la predicti-
va, que resulta muy buena pues se recupera el comportamiento de los datos al
igual que en el primer caso, sino que también se procede a calcular la media
y mediana de esa predictiva como primeras aproximaciones a un estimador
puntual ver Figura 4.4 (b).

Los valores de la media y mediana que se obtuvieron fueron

Valores reales | (0.9214, 0. 0784, 0. 0002)
Media | (0.9234,0.0763, 0.0003)
Mediana (0.8981,0.0998, 0.0021)

Como puede observarse, el valor de la media es muy cercana a la media

real, es decir, con la metodologia propuesta, aiin en escenarios complicados,
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(a) Datos Simulados y Predictiva (b) Muestra, media y mediana de la
predictiva

Figura 4.4: Segundo ejemplo de Datos Simulados

se pueden obtener inferencias adecuadas.

4.2. Datos Reales

En México se llevan a cabo procesos electorales de manera regular (guber-
namentales, presidenciales, etc.). Sin embargo para algunos de ellos, ademés
del proceso normal de la emision y conteo de votos, se realiza un procedimien-
to estadistico que pretende estimar las tendencias de los resultados finales de
la eleccion. Este proceso es llamado Conteo Rapido y se lleva a cabo la noche
de la eleccién, comienza eligiendo, previamente, una muestra aleatoria del
universo de casillas aprobadas para la Jornada electoral, para después, por
un proceso matematico y estadistico que suele realizarse con diferentes mé-
todos de estimaciéon y aprobado con anterioridad por la autoridad electoral,
estimar las tendencias de los resultados.

Las estimaciones que resultan del Conteo Rapido se comunican a la po-
blacion la misma noche de la jornada electoral por medio de intervalos de
confianza, ademas se incluye la estimacién del porcentaje de participaciéon
ciudadana en la eleccién. El Reglamento de Elecciones (Art. 373) establece
que la muestra debe ser al 95% de confianza.

El primer Conteo Rapido se llevé a cabo en 1994 por el entonces Instituto
Federal electoral (IFE) para la eleccién presidencial de ese afio. En ese ejer-
cicio, los resultados fueron altamente coincidentes con los del computo final
(Computo Distrital).
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En el afio 2003, el reto fue maytsculo ya que se pretendia que el Conteo
Répido determinara la composicién de los 500 diputados que conformarian
la Camara. El reto era complejo puesto que la forma en que se tomaria la
muestra deberia tener en cuenta los 300 distritos electorales. Ademas, de
que para la asignacion de los lugares se debian seguir reglas propias de no-
sobrerepresentacion. En este caso, el IFE decidié emplear sus propios recursos
sin convocar a ninguna empresa y fueron los Capacitadores y Asistentes Elec-
torales quienes se encargaron de transmitir la informaciéon de las diferentes
casillas de la muestra. De nuevo los resultados coincidieron con los previstos
por el Conteo Rapido lo que ayudd a que este ejercicio fuera considerado
como un proceso recurrente y confiable.

Por su parte la eleccion presidencial de 2006 fue una de las mas compe-
tidas en la historia de México, con un margen de diferencia muy pequeio
entre la primera y segunda posicién. En este caso se utilizaron tres méto-
dos estadisticos: clasico, bayesiano y robusto. Al corte se habia recibido el
95.12 % de la muestra total, observando una diferencia menor al 0.5 % en los
intervalos de confianza para las estimaciones de los dos candidatos punteros.
El entonces Consejero Presidente del IFE (Luis Carlos Ugalde), anuncié que
los resultados del procedimiento del Conteo Rapido no permitian anunciar a
un ganador y por esta razén no se darian a conocer las estimaciones de los
dos candidatos punteros. Esto, generé un ambiente de incertidumbre y duda
sobre la certeza de la eleccién. A continuacion se decidié que el PREP seria
el procedimiento que se utilizaria para mostrar los resultados conforme se
computaran las casillas. Para el ano 2009 se llevaron a cabo elecciones inter-
medias, aunque en esta ocasion no se realizé un Conteo Rapido. Sin embargo,
para la eleccion presidencial de 2012 fue posible realizarlo, el Consejero Ge-
neral especificd que se darian a conocer los rangos de votacién por candidato
cualesquiera que fueran las diferencias entre ellos.

En el ano 2014 se promulga la nueva Ley General de Instituciones y Pro-
cedimientos Electorales (LEGIPE), en donde se definen y describen con rigor
los programas de resultados preliminares. En el Reglamento de Elecciones
(Art. 357) se establece la obligacion de realizar conteos rapidos para gober-
nadores y jefe de gobierno de la Ciudad de México, bajo este nuevo régimen,
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se llevaron a cabo elecciones en 2015 y 2017 donde los problemas de las di-
ferencias horarias, el porcentaje de no respuesta de parte de los CAEs que
apoyan al levantamiento de los resultados para la muestra se puntualizaron
como problemas a resolver.

Teniendo en cuenta los porcentajes de no respuesta en 2017, el COTECO-
RA, ahora conformado por cientificos y estadisticos de diversas universidades,
puso una restricciéon para el tamano de muestra para las elecciones de 2018.
La estrategia fue utilizar tamanos de muestra no tan grandes, principalmente
en las elecciones locales. Se busco que los CAEs no tuvieran sobrecarga y que
el margen de error no fuera mayor al 1%. Con esta estrategia el porcentaje
de no respuesta se estimé entre el 20% y el 42%. Nuevamente, el Conteo
Rapido logré tener una alta coincidencia entre sus resultados y los Computos
Distritales para el primer lugar. Para el segundo lugar, esta coincidencia fue
casi total excepto en Tabasco. Ademas hubo un traslape entre los intervalos
reportados en el Estado de Puebla. A pesar de estos detalles, en general las es-
timaciones del Conteo Rapido de 2018 reflejaron correctamente las tendencias
en todas las votaciones (Gubernamentales, en la CDMX y Presidenciales).

A continuacion se muestran las Estimaciones ofrecidas por el COTECORA-
2018, del Conteo Rapido para el Estado de Morelos en 2018.



€ INE

Instituto Nacional Electoral

Conteos

= Rapidos
b

Estimacion de los resultados de la votacion para la eleccion de la
Gubernatura del Estado de Morelos 2018

Con datos recibidos a las 22:40 hora del centro, del 01 de julio de 2018, el Comité Técnico Asesor

informa lo siguiente:

1. De las 200 casillas que integran la muestra, se recibié informacién de 160 casillas, las cuales

representan el 80.0 % de la muestra total.

2. De los 12 estratos considerados para definir el disefio muestral, se conté con informacion de 12

estratos.

Con la informaci6n recibida y con un nivel de confianza de al menos 95 % se estima lo siguiente:

3. La participacién ciudadana se encuentra entre 63.7 % y 67.6 %.

4. El porcentaje de votos para cada candidatura a la Gubernatura del estado de Morelos se presenta

a continuacion:

PARTIDO / COALICION / INTERVALO %
NOMBRE INDEPENDIENTE LIMITE INFERIOR | LIMITE SUPERIOR
Victor Manuel Cabello Solano PAN_MC 13.4 16.1
Jorge Armando Meade Ocaranza PRI 5.6 7.0
Rodrigo Gayosso Cepeda PRD_PSD de Morelos 10.2 121
Nadia Luz Maria Lara Chavez PVEM 3.3 4.0
Cuauhtémoc Blanco Bravo PES_PT_MORENA 51.0 53.8
Alejandro Vera Jiménez NA 2.2 2.7
Mario Rojas Alba PH de Morelos 1.2 2.0
Fidel Demédicis Hidalgo INDEPENDIENTE 3.8 4.9
Atentamente
Comité Técnico Asesor del Conteo Répido
. 7]
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Para efectos de esta tesis, en esta seccion se aplica la metodologia desarro-
llada en los capitulos anteriores para el analisis del Conteo Rapido del Estado
de Morelos en 2018, siendo de las elecciones mas recientes.

Estado de Morelos

Se tomd el Conteo Rapido para el Estado de Morelos 2018, el cual, como
puede leerse en la pagina anterior, se realizd con una muestra de 160 casillas,
tomada por el Comité Técnico Asesor del Conteo Rapido.

Después de un tratamiento a la base original de los datos, se colapsaron las
variables de interés en datos composicionales de dimensién 3. Aglomerando
los partidos/coaliciones/candidatos independientes en 3 grupos, se llevé a
cabo el analisis con la metodologia propuesta. De esta manera se cuenta con
las variables:

» Coalicién Morena: Incluye Morena, Partido Encuentro Social, Partido
del Trabajo, y sus coaliciones.

= Coalicion PAN: Incluye Partido Acciéon Nacional, Movimiento Ciuda-
dano, y sus coaliciones.

» Otros: Partido Revolucionario Institucional, Partido de la Revolucién
Democratica, Partido Social Demécrata de Morelos, Partido Verde Eco-
logista de México, Partido Nueva Alianza, Partido Humanista, Candi-
datos Independientes, Votos Nulos, Candidatos No Registrados y sus
combinaciones en los casos en las que los haya.

Con esto se realiz6 la transformacion de los datos a variables direccionales,
en especifico a datos esféricos, obteniendo vectores bivariados de angulos, los
cuales son el insumo muestral en el algoritmo que realiza la inferencia del
modelo.

Se debe senalar que la especificacién de la distribucién inicial es la misma

que en el caso de los escenarios simulados, es decir, ap, ~ Gamma(aon, Bon),
con h = (1,2,3) , B; ~ Gamma(ap;, Bo;), con i = (2,3), donde
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ya que se obtiene una distribucién inicial no informativa, lo que quiere decir
que el ejercicio se realiza como si no se tuviera la posibilidad de tener mas
informacion que la que se puede dar en general para cualquier conjunto de
datos. Adicionalmente se utilizé un parametro para el proceso Dirichlet de
¢ = 3. Al terminar las iteraciones del algoritmo, lo que se hace es volver a
transformar las realizaciones de la distribucion predictiva final obtenida y
llevarlas al Simplex para poder analizarlas e interpretarlas adecuadamente.

En la Figura 4.5 (a) se exhibe en color azul la muestra recolectada de las
casillas por los CAEs y en la Figura 4.5 (b) en rojo, se observa la muestra
de la correspondiente distribucion predictiva de tamano 2000, que se obtuvo
después de 120, 000 iteraciones del modelo con un periodo de calentamiento
de 80,000 y un espacio de 20 entre cada toma de la muestra.

Muestra Morelos Predictiva

s L & 5 3
Morena < o o o o Morena < o

(a) Muestra de votos-casilla (b) Predictiva de votos-casilla

Figura 4.5: Conteo Rapido de Morelos

Es importante resaltar que al igual que en el caso de los datos simulados,
en este ejercicio, el modelo propuesto reproduce razonablemente el compor-
tamiento de los datos (ver Fig. 4.5), ademas con la metodologia propuesta se
puede ofrecer un estimador puntual que cumple con la restriccion de que la
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suma de sus componentes sea 1 como se puede observar en la Tabla 4.5.

Coémputo Distrital | Media | Mediana
Coal. MORENA 0.5259 0.5345 0.5350
Coal.PAN 0.1405 0.1331 0.1312
OTROS 0.3336 0.3324 0.3338

Tabla 4.5: Cémputo Distrital reportado por el INE y estimadores puntuales calculados. La media
en este caso es la media geométrica composicional.

Notese que en la Tabla 4.5, el valor de la media geométrica resulta un
mejor estimador puntual que la mediana marginal. La media geométrica se
calcula a partir de la muestra de la predictiva final como se describe en la
Definicién 1.10. Por otro lado, al no tener una definicion de mediana en el
Simplex, se optd por calcularla marginalmente para cada componente de la
muestra de la predictiva final, lo que puede causar que éste no sea un buen
estimador.

Para tener una idea de la variabilidad del estimador puntual propuesto, y
en consecuencia estar en condiciones de calcular regiones/intervalos de proba-
bilidad, se procedi6 de la siguiente manera. En cada iteracién (en equilibrio)
del algoritmo, se gener6 una muestra aleatoria de 500 realizaciones del modelo
(vectores composicionales de dimensién tres) y para esta muestra se calculd
la media geométrica. Asi, se contaba con 2000 realizaciones del estimador
puntual (la media geométrica vectorial). En la Figura 4.6 se muestra este
conjunto de medias geométricas. Se puede apreciar, que el valor correspon-
diente al Cémputo Distrital (punto en color amarillo) se encuentra dentro de
la “nube de medias”. Adicionalmente, también se puede construir una region
de credibilidad del 95 %, ver Figura 4.7, la cual como se esperaba contiene
al valor del Computo Distrital asociado a la elecciéon a la Gubernatura del
Estado de Morelos en 2018.

En la Tabla 4.6 se muestran los intervalos de credibilidad para la propor-
cion de votos de cada una de las 3 variables. Se puede observar que comparan-
do estos intervalos con el computo distrital que es (0.5259,0. 1405, 0. 3336),
estos lo contiene. Los resultados obtenidos nos permiten concluir que la me-
todologia propuesta en este trabajo de tesis es capaz de obtener inferencias
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Muestra de Medias para el Conteo Rapido de Morelos
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Figura 4.7: Conteo Rapido de Morelos 2018
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Intervalo al 95 %
C. MORENA (0.5199, 0.5457)
C. PAN (0.1225,0. 1446)
Otros (0.3188,0.3491)

Tabla 4.6: Intervalos de Probabilidad al 95 % para cada Coalicién

adecuadas en problemas reales como los Conteos Rapidos organizados por el
Instituto Nacional Electoral.

Dado que este modelo se probé con algunos otros estados de la Republica
Mexicana, para ampliar el ejercicio a continuacion presentamos solo los resul-
tados encontrados para dos estados mas. El procedimiento fue muy similar al
de Morelos cambiando la muestra, para el estado de Yucatan el COTECORA
contd con 188 casillas y para la Ciudad de México con 647. Es importante
senalar que los valores para las iniciales son los mismos que para Morelos.
Mientras que los valores de arranque también fueron iguales a excepcion del
periodo de calentamiento que fue de 30,000 para la Ciudad de México y de
80,000 para Yucatan.

Cémputo Distrital | Media | Mediana
Coal. PAN 0.3955 0.3999 0.3981
Coal. PRI 0.3616 0. 3608 0.3526
Otros 0.2429 0.2393 0.2493

Tabla 4.7: Cémputo distrital reportado por el INE y estimadores puntuales calculados para el estado
de Yucatédn. La media es la media geométrica composicional.

Intervalo al 95 %

Coal. PAN (0.3762,0.4120)

Coal. PRI (0.3445,0. 3816)
Otros (0.2228,0.2642)

Tabla 4.8: Intervalo de credibilidad al 95 % para el estado de Yucatén.

Como se puede observar en las Tablas 4.7 y 4.9, tanto la media geométrica
composicional como la mediana para los dos estados son similares al computo
distrital. Por otro lado en las tablas 4.8 y 4.10, los intervalos de credibilidad
contienen al computo distrital para ambos estados al igual que con el ejemplo
descrito de Morelos.
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Coémputo Distrital | Media | Mediana
Coal. MORENA 0.4705 0.4707 0.4797
Coal. PAN 0.3102 0.3043 0.2994
Otros 0.2193 0.2250 0.2209

Tabla 4.9: Computo distrital reportado por el INE y estimadores puntuales calculados para la
Ciudad de México. La media es la media geométrica composicional.

Intervalo al 95 %
Coal. MORENA (0.4551,0.4782)
Coal. PAN (0.2980, 0. 3230)
Otros (0.2127,0.2340)

Tabla 4.10: Intervalo de credibilidad al 95 % para la Ciudad de México.

Como una forma de complementar este trabajo de tesis, presentamos algu-
nos ejercicios adicionales realizados con diferentes tamanos de muestra para
el estado de Morelos para observar los efectos que se tienen al aplicar este
modelo.

Se tomaron las muestra recibidas la noche de la eleccién de Morelos a las
22:10 y a las 22:30 horas, con 129 y 153 casillas, respectivamente. Ambas
muestras cuentan con la informacion de los 12 distritos locales al igual que la
muestra final de 160. Llevando a cabo la misma metodologia ya aplicada para
la muestra que tomé el COTECORA, se procedié a introducir cada muestra
en el modelo, lo que nos arrojé6 como resultado los siguientes intervalos de

credibilidad al 95 %.

Intervalo al 95 %
Coal. MORENA (0.5199, 0. 5507)
Coal. PAN (0. 1254, 0. 1486)
Otros (0.3133,0.3410)

Tabla 4.11: Intervalo de credibilidad al 95 % para la muestra de 129 casillas del estado de Morelos.

Intervalo al 95 %

Coal. MORENA

(0.5183, 0. 5430)

Coal. PAN

(0.1231,0.1457)

Otros

(0.3195, 0. 3485)

Tabla 4.12: Intervalo de credibilidad al 95 % para la muestra de 153 casillas del estado de Morelos.
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Como puede observarse en las Tablas 4.11 y 4.12, los intervalos de credibi-
lidad para las componentes en general tienen mayor distancia para la muestra
de 129 y de 153 que para la final de 160 como era de esperarse, sin embargo,
las diferencias no sobrepasan los 3,1 puntos porcentuales.

Se debe senalar que el modelo propuesto tiene varias aplicaciones, parti-
cularmente, se puede emplear para datos como los de los Conteos Rapidos
por su naturaleza estadistica, sin embargo como ya se menciond, los datos
composicionales pueden encontrarse en diversos fendmenos reales.



Conclusiones y Perspectivas

En este trabajo de tesis se propone una metodologia Bayesiana para datos
composicionales que toma en cuenta la naturaleza topolégica de los datos, es
decir, nunca se pierde de vista que los datos viven en el simplex. Esto es muy
importante por la correlaciéon negativa entre las variables, lo cual cobra rele-
vancia para el estudio de este tipo de datos, ya que cualquier perturbacion en
alguna de las componentes genera cambios directamente en las demas. Asi, es
de suma importancia notar que este aspecto fundamental se respeta en todo
momento en la metodologia que se propone. Ademas se esta en condiciones de
ofrecer, no s6lo una muestra de la distribucion predictiva final, sino también
un estimador puntual que cumple con la restriccion de que sus partes suman
uno. Esto no ocurre si se aplican otros métodos estadisticos como los que se
utilizan actualmente en, por ejemplo, los ejercicios estadisticos de Conteos
Rapidos.

De manera justa, se debe senalar que puede parecer poca cosa dar un es-
timador puntual que cumpla con la restricciéon de suma constante, pero dar
respuesta estadistica y formal al analisis de datos como los del ejercicio del
Conteo Rapido, es un gran logro metodologico.

Una vez que se mapean los datos composicionales, el modelo de mezclas
basado en proyecciones radiales de distribuciones Gamma multivariadas y
definido sobre la esfera unitaria, permite analizar los datos composicionales
sin tener que usar transformaciones como la ilr o la clr. Adicionalmente, resul-
ta muy flexible y permite describir conjuntos de datos con comportamientos
grupales, asimétricos y/o simétricos. Ademds, inicialmente permite analizar
datos composicionales con valores en sus componentes muy cercanas a cero.

A pesar de las bondades de la metodologia propuesta en este trabajo, pa-

93



94 CONCLUSIONES Y PERSPECTIVAS

ra analizar datos composiconales, hay que senalar que para su desarrollo se
tuvieron que revisar una gran variedad de temas como el enfoque bayesiano
de la estadistica, la modelacién de datos direccionales (definidos en la esfera
unitaria), la inferencia en modelos multivariados, métodos de simulacién di-
recta y estocéstica, el analisis y comprension de modelos de mezclas infinitas
de distribuciones. Este ultimo tema, sigue representando un tema complejo
desde un enfoque de inferencia bayesiano. Lo anterior ya que, aunque existen
algoritmos para implementarlo, se siguien haciendo propuestas metodologicas
para mejorar los tiempos de convergencia. Ademéas los modelos Bayesianos
requiren siempre de un gran trabajo computacional, que también fue desa-
rrollado en esta tesis. Gracias a todo esto el modelo propuesto es robusto y
nada sencillo, ya que se modelan datos composicionales que a su vez pueden
mostrar una estructura de agrupamiento.

Aunque quedan cosas por hacer, consideramos que la propuesta desarro-
llada en esta tesis sienta las bases para el analisis Bayesiano de datos com-
posicionales.
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Apéndice A

Cédigos en R

A.1. Funciones para la Inferencia de los parametros de una Gam-
ma univariada

#Librerias
library (ars)
##Funcion para los parametros gamma##
#Funcion que obtiene una muestra para alfa y beta de una densidad Gamma
(univariada) a partir de n observaciones (univariadas)
fungamma<— function (y,alpha0l,beta0l ,alpha02,beta02,iters=4){
#y es la muestra de n observaciones (univariadas) de una densidad gamma
(univariada)
r<—length (y)
suma<—sum (y)
#Funcion log—posterior para alfa
f <— function (alfa, alpha0Ol, beta0l, r, y,alpha02, beta02){
lgamma(alpha0l + rxalfa) — rxlgamma(alfa) 4+ alfaxsum(log(y)) —
(r+xalfa)*log(beta0l + sum(y)) + (alpha02—1)xlog(alfa) — (beta02xalfa)
}
#Derivada de la log—posterior de alfa
fprima <— function(alfa, alpha0l, betaOl, y, r,alpha02, beta02){
rxdigamma (alpha0l + rxalfa) — rxdigamma(alfa) + sum(log(y)) —
rxlog (beta0l + sum(y)) + ((alpha0l—-1)/(alfa)) — beta02
}
for (i in 1l:iters+1) {
pl<—ars(1,f,fprima ,x=c(1,10),m=2,1b=TRUE, x1b=0.0000000001,
ub=TRUE, xub=90000000, alphaOl=alpha0l, betaO0l=betall, y=y,
r=r,alpha02=alpha02, beta02=beta02)
p2<-rgamma (1 ,shape=(r*pl+alpha0l),rate=(sumat+betall))

param<—c (pl,p2);
return (param)
}

fungamma<— compiler :: cmpfun (fungamma) #La funcion compiler ayuda con
#el tiempo de compilacion de funciones en R.

#Funcion que obtiene una muestra para alfa y beta fijo (beta=1) de una
#densidad Gamma (univariada) a partir de n observaciones (univariadas)
fungamma2<— function (y,beta02,iters=4){
#y es la muestra de n observaciones (univariadas) de una densidad gamma (univariada)
longitud<—length (y)
suma<—sum (y )
g<—function(x) # el parametro x se refiere a alfa como variable
{
(x—1)*sum(log(y)) —x*beta02 —longituds*lgamma(x)

}

gprima<—function (x)
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sum(log(y)) —beta02 —longitudxdigamma (x)

for (i in 1l:iters+1) {
pl<—ars(1l,g,gprima,x=c(1,10),m=2,1b=TRUE, x1b=0.0000000001,
ub=TRUE, xub=90000000);

return (pl)

}

fungamma2 <— compiler :: cmpfun (fungamma2)

A.2. Funcién para la Inferencia del Modelo Propuesto

infinite mixture GP3<— function (sizeMCMC, burn, freqS, y star, y, alphaOl,
beta0l, alpha02,6beta02,alpha03,beta03,alpha04, 6 betal4,6alpha05,6betald5, cc
k start){

)

Creacion de variables

HFHEFHIA

# No de iteraciones totales
N<—burn+sizeMCMCx* freqS

n <— length(y[,1])
# Almacenamiento
#mu <— array (NA, c
alphapl<—rep (NA,n)
alphap2<—rep (NA,n)
alphap3<—rep (NA,n)
betap2 <— rep (NA,n)
betap3<—rep (NA,n)

w <— rep(NA,n)

r<—rep (1,n)

v <— rep(NA, n)

k <— rep(NA, N)

k0 <— rep(NA, N)

# Estadisticas basicas
nj <— rep(0, n)

#sj <— rep(0, n)

#s2j <— rep (0, n)

# Variables latentes
z <— rep(NA, n)

u <— rep(NA, n)

ki <— rep(NA, n)

(N, n))

# Codogo Gabriel: Mayo 25, 2019

# Contador para la predictiva final

mez. cont<—0

#f . pred<—matrix (0,sizeMCMC, length (y_star [,1]))

y.pred<—matrix (0 ,sizeMCMC, ncol (y_star))
medmed<—matrix (0 ,sizeMCMC, 6)

# vectores de salida

k.sal<—rep (0,sizeMCMC)

k0. sal<—rep (0 ,sizeMCMC)

#r.sal<—rep (1,sizeMCMC)

#x1.sal<—rep (0,n)
#x2.sal<—rep (0,n)
#x3.sal<—rep (0,n)
#p<—rep (0,n)
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Inicializacion

Asignaciones en la iteracion t=1
<—1

t] <— k _start

[t] <— k_start

Ll S o e o

o —

z<—kmeans(y,k start)$cluster
#z<—floor (runif(n)*k[t]) + 1
u<—exp(—z)*runif(n)
ki<—as.integer (floor(—log(u)))
for (i in 1:m){
# Se pueden sacar del for, y estn justo en las Ines previas.
# z[i] <= floor (runif(1)*k[t]) + 1
# uli] <— exp(—z[i])*runif(1)
# ki[i] <= floor(—log(uli]))
njlz[i]] <= nj[z[i]] + 1
[i1] < sjlali]] + yli]
[i]] <= s2j(s[i)] + y[i]#y[i]

# sjlz
#s2] |z
}

#

# Asignacion de todos los componentes j=1,... ,K[t]

j<— 1

#i1f (0){ # Codigo de Carlos E

# mu[t, j] <— rnorm(l, mu0O, 1/sqrt(tau0))
#tau[t, j] <— rgamma(l, alphaO, beta0)
#v[j] <= rbeta(l, 1, cc)

#wlt, j] <= v[j]

#for(j in 2:k[t]){

# mu[t, j] <— rnorm(l, muO, 1/sqrt(tau0))
#tau[t, j] <— rgamma(l, alphaO, beta0)

# v[j] <= rbeta(l, 1, cc)

#owlt, j] <= wlt, j=1]x(v[j]/v[i-1)*Q-v[j-1])
#1 }

# Codigo de Gabriel N
alphapl <— rgamma(n, alpha03, beta03)
alphap2 <— rgamma(n, alpha04, beta04)
alphap3 <— rgamma(n, alpha05, beta05)
betap2 <— rgamma(n, alphaOl, beta0l)
betap3 <— rgamma(n, alpha02, beta02)
v <— rbeta(n, 1, cc)
wijil < v[i]
for(j in 2:k[t]){
# Se pueden sacar del for, y estn justo en las Ines previas.
# mul[t,j] <— rnorm(n, mu0, 1/sqrt(tau0))
# tau[t,j] <— rgamma(n, alpha0O, beta0)
# v]j] <= rbeta(n, 1, cc)
wiil <= wli—11%(v[§]/v]j —1])*(Q=v[j —1])

k[t+1] <— max(ki)
kO[t+1] <— sum(tabulate(ki, k[t+1]) > 0)

# Termina la asignacion en todas las componentes j=1,... ,K[t]
# en la iteracion t=1

#
#
# Empieza el LOOP GRANDE (subsecuentes iteraciones)

#
for(t in 2:N){
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xx1l<—rx*cos(y[,1])
xx2<—rx*sin(y[,1])*cos(y[,2])
xx3<—r*sin (y[,1])*sin(y[,2])
tmp <— 0
for(j in 1:k[t]){
i (nj[j] > 0){
yltemp<—xx1[which (z=—j )]
y2temp<—xx2 [which (z=—j )]
y3temp<—xx3 [ which (z=—j )]
alphapl [j]<—fungamma2 (yltemp, beta03 ,5)
parametros2<—fungamma (y2temp , alpha0l , beta01l ,alpha04 ,beta04 ,5)
alphap2[j]<—parametros2 [1]
betap2[j]<—parametros2 [2]
parametros3<—fungamma (y3temp , alpha02 ,beta02 ,alpha05 , beta05,5)
alphap3[j|<—parametros3[1]
betap3[j]<—parametros3[2]
tmp <— tmp + nj[j]
v[j] <— rbeta(l, nj[j] + 1, n — tmp + cc)
}else{
alphapl[j] <— rgamma(1l,alpha03, 6 beta03)
alphap2[j] <— rgamma(1l,alpha04,6beta04)
alphap3[j] <— rgamma(1l,alpha05,beta05)
betap2[j] <— rgamma(1l,alpha0l,beta0l)
betap3[j] <— rgamma(1l,alpha02,6 beta02)
v[j] <= rbeta(l, 1, cc)
}
ifelse (j==Lw[jl<—v[j],w[jl<w[j—1]x(v[j]/v[j—1])*(1=v[j—1]))

}

for (1 in 1:n) {#Actualiza r para cada individuo de acuerdo a la componente
temp . r<-rgamma (1 ,alphapl[z[1]]+alphap2[z[1]]+alphap3[z[1]],
cos(y[1l,1])+betap2[z[1]]*sin(y[l,1])=*cos(y[]l,2])=*
t+hetaps [z [1]]#sin (y[1,1]) sin (y[1,2]))
if (length (temp.r)==0){
r[l1]<—1 #En caso de que no se pueda calcular el valor de R

else{
r[l]<—temp.r
}
}

# Hago cero las nj, sj y s2j
nj <— njx*0
#sj <— sjx0
#s2j <— s2jx*0
for (i in 1:n){
p <— rep(0, ki[i])
for(j in 1:ki[i]){
plj] <= exp(j)#*w[j]*dgamma(xx1[i], shape=alphapl[j],
rate=1)xdgamma(xx2[i], shape=alphap2[j],
rate=betap2[j])*dgamma(xx3[i], shape=alphap3|[j],
rate=betap3[j])

p <— replace(p, c(which(is.na(p)), which(is.infinite(p)),
which (is.nan (p))), 0)

if ((length (p) = 1) &k (p == 0)){p < 1}

z[i] <— sample.int(ki[i], 1, prob = p/sum(p))

u[i] <— exp(—z[i])*runif (1)

ki[i] <— as.integer (floor(—log(uf[i])))

# Actualizo nj y sj

nilz[i]] < mj[z[i]] + 1

#sjlz[i]] <= sjlz[i]] +Y[i}
#s2j[z[1]] < s2j[z[i]] + y[i]*y[i]
#p <— px0
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k[t+1] <— max(ki)
kO[t+1]<— sum(tabulate (ki, k[t+1]) > 0)

# Calculo de la predictiva y de los vectores de salida
if (t>burn && (t % %reqS)==0){

# Codigo Gabriel: Mayo 25, 2019

mez . cont<—mez.cont+1

k.sal[mez.cont |<—k|[t]

k0. sal [mez.cont]<—kO[t]

# Calculo de la predictiva

# Para asegurar que la mezcla sea una densidad e integre 1

H#ww<—as . vector (w[l:k[t]] /sum(w[1l:k[t]],na.rm=TRUE))

##Funcion para pesos

ww<—as.vector (w[l:k[t]]/sum(w[l:k[t]],na.rm=TRUE))

indices.pos<—function (uni){

which (uni<cumsum (ww[1:k[t]]))[1]
}

ind.pred<—sapply (runif (500),indices.pos)
m. modelo<—function (ind){
if (is.na(ind)){
alphap51 <— rgamma(1l,alpha03,beta03)
alphap52 <— rgamma(1,alpha04 6 beta04)
alphap53 <— rgamma(1,alpha05,beta05)
betap52 <— rgamma(1l,alpha0l,beta0l)
betap53 <— rgamma(1l,alpha02,6 beta02)
return (simPG (1, alphap51 ,alphap52,alphap53, betap52,betap53))
telse{
return (simPG(1,alphapl[ind],alphap2[ind],
alphap3[ind],betap2[ind], betap3[ind]))
}
}
y.mod<—sapply (ind . pred ,m. modelo)
y.mod<—array (¢(y.mod[1, |, y.mod[2, ]|),dim = ¢(500,2))
y.mod. s3<—dirtocomp (y.mod)
medmed [mez. cont , ]<—c(mean(acomp(y.mod.s3)),medianareal(y.mod.s3))

}

H#if (t=N){

# x1.sal<—xx1
#x2 . sal<—xx2

#x3 . sal<—xx3

#p.sal<—p

#}

} # termina el loop grande

list (y.pred=y.pred, k=k.sal, k0=kO.sal ,medmed=medmed, y.mod=y.mod)

}

infinite_mixture_GP3 <— compiler ::cmpfun(infinite_mixture_GP3)

A.3. Funciones Auxiliares para la Inferencia del Modelo Propues-
to

#Densidad de la Gamma Proyectada Bivariada
#x: vector de angulos de dimension 2
#los parametros son parejas (a,b) correspondientes a los alfas(a) y betas(b)
#de cada una de las 3 Gammas en R
densidadPG<—function (x,al,bl,a2,b2,a3,b3){
suma<—sum (al,a2,a3)
d<—((lgamma (suma)+(a2xlog (b2))+(a3*log (b3))+(al—1)xlog (cos(x[,1]))+
(a2—1)*log (cos(x[,2]))+((a24a3)—1)*(sin(x[,1]))+(a3—=1)*(sin(x[,2])) —
(al4a2+a3)xlog(cos(x[,1])+b2*cos(x[,1])*sin(x[,2])+b3*sin(x[,1])x*
sin(x[,2]))) —(lgamma(al)+lgamma(a2)+lgamma(a3)))
exp (d)
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densidadPG <— compiler :: cmpfun(densidadPG)

##Siguiendo el ejemplo de Emiliano Geneyro para la generacion de muestras
de Gamma Proyectadas GP(alfal ,alfa2  beta2, alfa3, beta3)
simPG<—function (n.dat,alpl , alp2,alp3,be2,be3)
{
y<—matrix (NA,n.dat ,3)
angulo<—matrix (0,n.dat,2)
#—— Simulacion de Componentes ——
for (i in 1:n.dat)
{
y[i,1]<— rgamma(l,shape = alpl,rate = 1)
y[i,2]<— rgamma(1l,shape = alp2,rate = be2)
yv[i,3]<— rgamma(l,shape = alp3, rate = be3)

angulo [i,l]<—atan(sqrt(y[i,2]724+y[i,3]72)/y[i,1]) %%2=*pi)
, angulo [i,2]<—atan(y[i,3]/y[i,2]) % %2*pi)

angulo

}

simPG <— compiler :: cmpfun (simPG)

#Funcion para transformar una muestra de datos composicionales a datos
direccionales
comptodir<—function (y){
n<—length (y[,1])
angulo<—matrix (0,n,2)
for (i in 1:n) {
angulo [i ,1]<—atan (sqrt (y[1,2]°2+y[i,3]72) /y[i,1]) %% xpi)
angulo [i,2]<—atan(y[i,3]/y[i,2]) %¥2x*pi)

angulo

}

##Funcion que transforma los datos direccionales a composicionales
dirtocomp<—function (x){

##Conversion a datos circulares

thetal<—x[,1]

theta2<—x[,2]

y<—cbind (cos (thetal), sin(thetal)*cos(theta2),sin(thetal)xsin(theta2))

##Conversion a Datos composicionales
v<—clo (y)
v

}

dirtocomp<— compiler :: cmpfun(dirtocomp)

##Funcion que calcula la mediana como en los reales a partir de una
#muestra de datos composicionales
medianareal<—function (x){

y<—ilr (x)

medl<—median(y[,1])

med2<—median (y [,2])

medianare<—c (medl, med2)

medianas3<—ilrInv (medianare)

medianas3

}

medianareal<—compiler :: cmpfun (medianareal)
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