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Capitulo 1

Introduccion

Una de las dreas que ha tenido mds avances en la ultima década, ha sido la Mineria de Datos,
debido principalmente al incremento en el tamafio de las Bases de Datos (BD), teniendo como
resultado una falta de conocimiento de la informacion que se encuentra presente en ellas. Si tene-
mos una gran cantidad de datos y de estos no sabemos que informacion util existe, es igual o peor
que no tener ninguna informacién de ellos. Esta es la razén por la que el objetivo principal de
investigaciones sobre Mineria de Datos, presentan la forma de realizar dicho descubrimiento del

conocimiento inmerso dentro de grandes BD.

Un ejemplo de estas BD, son las provistas por The European Conference on Machine Learning
and Principles and Practice of Knowledge Discovery in DB 2007[10] (ECML PKDD 2007). ECML
PKDD es uno de los congresos més importantes en la drea de Aprendizaje Computacional (Machine
Learning) y Mineria de Datos, realizado en Europa cada afio. Se han llevado a cabo 19 EMCL y
12 conferencias de PKDD y en cada conferencia es provista una BD como un reto para extraer

conocimiento de ella.

Mineria de Datos es la exploracién y andlisis para la identificacién no trivial de patrones
(conocimiento) dentro de grandes cantidades de datos, que puedan ser vélidos, novedosos, poten-
cialmente utiles y entendibles. Los resultados que obtengamos al aplicar Mineria de Datos deben de
ser interesantes, siempre y cuando sean comprensibles (por seres humanos), sean validos con cierto
grado de certeza, sean potencialmente ttiles y deben de ser novedosos para validar una hipétesis
planteada, una vez que se tiene alguno de estos resultados se pueden evaluar de manera objetiva-

mente (criterios estadisticos) 0 subjetivamente (perspectiva del usuario). Cuando se lleva acabo una
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tarea de Mineria de Datos, se puede describir en términos de:

Datos relevantes: Dentro de todos los datos que vamos a tener, debemos de seleccionar

aquellos que sean mds importantes para analizar.

Conocimiento previo (Background knowledge): Se debe de tener un conocimiento parcial

para que se pueda guiar el proceso de forma correcta.

Tipos de conocimiento: Siempre que se plantea el problema de encontrar un conocimiento
sobre un conjunto de datos, se deben de establecer qué es lo que se desea obtener, usualmente

a esto se le conoce como la problemcdtica asociado a la BD.

Medidas de rendimiento: Se deben de plantear estas medidas estadisticas para evaluar los

resultados obtenidos.

Técnicas de representacion: Siempre se debe tener establecida cudl va a ser la forma de

representar los datos que estemos manejando.

La Mineria de Datos es una fase importante para poder llevar a cabo el proceso de Extraccion de

conocimiento en Bases de Datos (Knowledge Discovery in Databases KDD), la cual puede verse

como una area de investigacién multidisciplinaria, ya que diversas areas de investigacion aportan

un beneficio para que en conjunto se pueda llevar acabo la Mineria de Datos. A continuacién se

listaran dichas areas:

1.

Bases de Datos: Nos permite gestionar grandes cantidades de datos que nos permitan alma-

cenar y posteriormente acceder a los datos de forma rdpida y estructurada.

Estadistica: Cada vez que se la aplica Mineria de Datos los resultados se evaldan utilizando

medidas estadisticas, para poder obtener un resumen de los datos utilizados.

Inteligencia Artificial: De esta importante area de investigacion en las Ciencias de Com-
putacion, radican métodos de aprendizaje que nos van a permitir llevar a cabo una de las

metas principales en Mineria de Datos llamada clasificacién.
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4. Visualizacion: Con esta disciplina podemos presentar el conocimiento y los datos usados,

de una manera mds visual y comprensible.

El nombre de Mineria de Datos viene por la similitud con lo realizado cuando se construye
una Mina, para poder extraer algin mineral o material que produzca un beneficio econdmico. Al
seleccionar una montafia se desconoce cuanto material esta presente, por lo que desconocemos si
serd un proyecto exitoso o no. Una vez que se decide explorar alguna montafia, se construye una
mina, con la cual podremos explorar la montafia hasta obtener una meta, ya sea en cuestion de
beneficios econdmicos o de una cierta cantidad del material extraido. En esta mina se empiezan
los trabajos de exploracion y excavacion de dicho material por medio de los mineros, realizando
posteriormente un proceso de transporte que nos sirve para sacar lo extraido en la mina y hacer la
separacion de lo que realmente es ttil. Al final cuando el objetivo del proyecto es cubierto se dice
que la mina es cerrada y se garantiza que no se afecta a la naturaleza (en la mayoria de los casos).
Después de realizar este cierre se establecen los beneficios alcanzados y se saca una estadistica de
lo que se obtuvo durante el periodo en el que la mina se encontré vigente.

De forma similar podemos ver a la Mineria de Datos, en este caso la montafia en cuestion es de
datos, se lleva un orden para aplicar Mineria de Datos mediante el proceso de KDD, los mineros
en este caso son los clasificadores, utilizados para poder particionar los datos de acuerdo a las
clases que presenten en un caso de clasificacion, posteriormente se tiene que seleccionar cuales van
a ser nuestras medidas de rendimiento, para evaluar que tan efectivo fue utilizar este proceso, y
finalmente debemos de presentar el conocimiento que se obtuvo al utilizar dicha BD.

Existen diferentes congresos como EMCL PKDD, KDD (ACM SIGKDD International Con-
ference on KDD), ICDM (IEEE International Conference on Data Mining), SDM (SIAM Data
Mining Conference), entre otros més, en donde se exponen aplicaciones de vanguardia con BD del
mundo real, haciendo uso de Mineria de Datos, a continuacion mostraremos algunas aplicaciones

donde puede ser utilizadas con Mineria de Datos:

= En la Universidad: Dentro de la UAM se realizan dos estudios sobre los egresados de
las diferentes carreras impartidas en los 4 planteles, Azcapozalco, Cuajimalca, Iztapalapa y

Xochimilco, llamados Estudio de Seguimiento de Egresados Generaciones 1998 y 2003[34]
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y Estudio de Empleadores y Tendencias del Mercado Laboral Egresados Generaciones 1997
y 2002[35], en donde se puede ver una aplicacion de Mineria de Datos, ya que se contaba con
encuestas realizadas a un nimero considerable de egresados, por lo que se generé una BD
grande, de la cual se calcularon estadisticas para saber la informacién referente a los egresa-
dos, como cuantos de ellos salieron en un periodo de 4 afios y cuantos salieron en un periodo
mayor a este, que porcentaje se encontraba trabajando en la industria asi como el porcentaje
de los que siguieron sus estudios de posgrado. Este tipo de informacion se puede calcular por
medio de medidas estadisticas que nos arrojen resultados parciales de la BD, la aplicacién de
Mineria de Datos va mds haya de estas medidas, al aplicarla podemos encontrar alguna cor-
relacion entre diferentes atributos, formando combinaciones que predigan el tiempo en el que
un determinado alumno finalice sus estudios. Otra informacién que podemos obtener medi-
ante la aplicacién de Mineria de Datos es saber si en un conjunto de alumnos dentro de una
zona geogréafica dada, las escuelas de nivel medio superior contribuyeron en el rendimiento
que presentaron a lo largo de su estancia en la UAM. Esto puede ser de ayuda para tener
otra prediccion del rendimiento que van a a tener nuevas generaciones de acuerdo a la zona
geografica a la que pertenezcan. Estas son solo dos de un gran nimero de aplicaciones que

se le puede dar a la Mineria de Datos, especificamente para este ejemplo.

En Empresas: Por el afio de 2001, la industria financiera mundial tuvo una perdida de cerca
de 2,000 millones de ddlares, en fraudes que llevaron a cabo con tarjetas de crédito. Es por
estd razon que se desarroll6 un sistema inteligente llamado Falcon Fraud Manager de Fair
Isaac [12], capaz de detectar y mitigar fraudes mediante la exploracién de las BD de propie-
tarios de tarjetas de crédito, transacciones realizadas por los mismos propietarios y datos
financieros. En un principio su uso se le di6 directamente al servicio financiero Norteame-
ricano, para la deteccion de fraudes en tarjetas de crédito, pero en la actualidad se encuentra
en diversas empresas mundiales no solo para detectar los fraudes en este tipo de tarjetas,
también se incorporaron datos de tarjetas comerciales, de combustible y de crédito. Este
sistema ha permitido ahorrar mas de 700 millones de ddlares por afio a la industria financiera

y garantiza la proteccién de mds de 450 millones de pagos con tarjeta de crédito en todo el
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mundo (cerca del 75 % de todas las transacciones con tarjeta de credito). La aplicacién que
tiene Mineria de Datos para este ejemplo, es detectar en un tiempo real clientes fraudulentos
que tengan algun tipo de tarjeta de pago, mediante patrones especificos, como depdsitos y
retiros de la tarjeta o pagos que se tengan con la misma y asi poder ofrecer a los grupos
financieros un mayor grado de seguridad a sus servicios de creditos, evitando de esta manera
fraudes millonarios. Este es otro ejemplo en donde la Mineria de Datos se encuentra presente

apoyando a la seguridad de un gran nimero de paises a nivel mundial.

Una de las tareas principales de KDD y Mineria de Datos, es la clasificacion. La clasificacion es
usada para predecir el tipo, o como usualmente se le nombra la clase de cada ejemplo presente en los
datos y es realizada mediante diversos tipos de clasificadores. De acuerdo a J. Ross Quinlan[38],
los siguientes tipos de clasificadores son los més utilizados para efectuar la clasificacién de los

datos.

m Tablas de Decision.

Reglas de Decision.

Clasificadores Basados en Casos.

Redes Neuronales.

Clasificadores Bayesianos.

Clasificadores basados en Acoplamientos.

Nuestro trabajo estard enfocado a revisar detalladamente los clasificadores basados en acopla-
mientos, en los cuales se combina un conjunto de diferentes clasificadores para mejorar la exac-
titud. Bauer et. al.[1], Schapire[32], Koltchinskii[21] y otros mds, consideran la construccion de
estos clasificadores usando diferentes modelos de Arboles de Decisién. Estos clasificadores serdn
revisados mds a detalle en el Capitulo 4:

El tamafio de la BD es importante para saber si es adecuado aplicar Mineria de Datos, es por
eso que se escogio la clasificacion de las BD de acuerdo a “The HuberWegman Taxonomy of Data

Set Sizes”[18], que se muestra en la Tabla 1.1.
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Tabla 1.1: Clasificacién de las BD.

Caso Clasificacion Tamario de la BD
1 Diminutas (7iny) < 100 Bytes

2 Pequeiias (Small) < 10 Kilobytes

3 Medianas (Medium) < 1 Megabytes

4 Largas (Large) < 100 Megabytes
5 Enormes (Huge) < 10 Gigabytes

6 Masivas (Massive) < 1 Terabytes

La principal BD usada para este trabajo es una BD del mundo real, la cual cae dentro de la
clasificacion cuatro (Large) de la Tabla 1.1, con la que se mostraran los resultados obtenidos al rea-
lizar una serie de pruebas con diferentes tipos de clasificadores usados y con nuestra propuesta. Al
terminar de mostrar los resultados obtenidos con esta BD, mostraremos otros resultados obtenidos

con algunas BD estandar del repositorio de la Universidad de California en Irvine[4]

El objetivo de este trabajo es mostrar la construccion de un sistema de mezcla de expertos, que
es un tipo de clasificadores basados en acoplamientos. Al realizar un sistema de mezcla de exper-
tos presentamos dos problemas en particular. El primer problema es decidir cuales clasificadores
vamos a utilizar y si estos van a presentar buenos resultados al realizar una mezcla de expertos.
El segundo problema que se presenta es la forma de como asignar los pesos a cada clasificador
utilizado para poder implementar el criterio de votacion ponderada y obtener asi la clasificacién de
los datos. En este trabajo mostraremos un sistema de mezcla de expertos construido con diferentes
tipos de clasificadores usando, Bayes Ingenuo, K-Medias, k-Vecinos més Cercanos, C4.5, Decision
Tables y ADTree. usando un criterio de votacidon ponderada aplicando un algoritmo genético para
encontrar la ponderacion de los pesos asignados a cada clasificador. Este algoritmo lleva el nom-
bre de Mezcla Genética de Expertos Ponderada (Weighted Genetic Mixture of Experts - WGME)
y la idea general consiste en combinar un conjunto de clasificadores considerados, con un criterio
de votacion ponderada (cada clasificador tiene un peso diferente, asignado mediante el algoritmo

genético), con el objetivo de encontrar una mejor clasificaciéon que la que se obtiene de manera
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individual con cada clasificador considerado. Se realiz6 la clasificacion de diferentes conjuntos de
prueba para medir el rendimiento de este sistema y se comparo con una serie de pruebas realiza-
dos sobre diferentes herramientas para aplicar Mineria de Datos en los que se obtuvo un mejor
rendimiento con el sistema propuesto.

Este trabajo se encuentra organizado de la siguiente forma. En el Capitulo 2 mencionaremos
algunos conceptos importantes de Aprendizaje Computacional y describiremos a detalle cada uno
de los métodos de clasificacion considerados para la construccion del WGME. En el Capitulo 3 se
revisard el proceso de extraccion de conocimiento en Bases de Datos, explicando cada una de las
fases que nos permiten encontrar el conocimiento en BD, veremos como utilizamos este proceso
para la BD utilizada, en donde describiremos como se utilizé cada fase, sobre esta BD. En el
Capitulo 4 se describird a detalle nuestra propuesta, revisando a detalle los clasificadores basados
en acoplamientos, que son la base para la construccién de nuestra propuesta, una vez revisados
este tipo de clasificadores se explicara cada una de las partes que conforman nuestro Algoritmo
de Votacién Ponderada Multiclasificador, asi como la aplicacion que fue desarrollada en Matlab
7.7 (2008b). En el Capitulo 5 se describirdn a detalle cuales fueron las pruebas que se efectuaron
con esta BD en donde se utilizaron diferentes herramientas que nos permiten realizar Mineria de
Datos, reportadas en la literatura, presentando la comparacién de los resultados obtenidos contra
nuestra propuesta. Finalmente en el Capitulo 6 se daremos algunas conclusiones y cual es el trabajo

a futuro que se podria realizar.
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Capitulo 2

Aprendizaje Computacional

2.1. Introduccion

La mayoria de las técnicas tradicionales dentro de la Inteligencia Artificial, tienen por objetivo
desarrollar aplicaciones para dar una solucion a problemas que presentan un cierto de grado de
complejidad, en los que a veces la solucidén 6ptima no es factible de encontrar, e incluso desconoci-
da, por lo que estas aplicaciones nos ofrecen soluciones parciales que suelen dar buenos resultados.
Para construir dichas aplicaciones, los programadores deberdn incluir conocimiento del dominio
del problema para facilitar su resolucion, logrando con esto la reduccion del costo computacional
que implica el uso de técnicas convencionales.

Con frecuencia estas aplicaciones suelen ser programadas para dar soluciéon a un problema
en especifico, sin embargo al momento que se quiere generalizar el uso de estas para problemas
similares, se necesita volver a programar y agregar conocimiento nuevo para resolver estos prob-
lemas. Vemos entonces que una de sus principales limitaciones radican en que no podran resolver
problemas para los que no hayan sido programadas. Es aqui donde el conocimiento que vayamos
integrando aumenta el uso que le podemos dar a estas aplicaciones.

Una aplicacién que sea capaz de adaptarse y poder integrar nuevo conocimiento, a medida que
se usa, de manera automadtica se considera mds cercana a ser realmente una aplicacion inteligente,
ya que podrd resolver nuevos problemas que nosotros le proporcionemos sin esperar una reprogra-
macién y un conocimiento nuevo que le ayude a atacar estos problemas. El drea de investigacion

llamada Aprendizaje Computacional, dentro de la Inteligencia Artificial, se encarga de desarrollar
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técnicas para construir aplicaciones en las que se tenga una adaptacién de conocimiento de manera
automatica.

Laidea del Aprendizaje Computacional es buscar métodos que logren aumentar las capacidades
de las aplicaciones habituales (sistemas basados en el conocimiento, tratamiento del lenguaje nat-
ural, robdtica, etc.) de manera que puedan ser mas flexibles y eficaces. Hay muchas utilidades que
se le pueden dar al aprendizaje computacional para la construccién de programas de inteligencia

artificial, a continuacion se muestran tres usos[2]:

= Tareas dificiles de programar: Es muy frecuente que nos encontremos con tareas exce-
sivamente complejas en las que construir un programa para resolverlas resulta muy dificil.
Pongamos el ejemplo en el que se pretende desarrollar un sistema de vision que sea capaz de
reconocer un conjunto de rostros, seria muy complicado desarrollar un programa a mano que
resuelva este reconocimiento. El aprendizaje computacional nos permite construir un modelo
de clasificacion a partir de un conjunto de ejemplos, para realizar la tarea del reconocimiento

y de esta manera hacer la resolucion del problema maés sencilla.

= Aplicaciones auto adaptables: Hay ciertas aplicaciones que tienen un mejor rendimiento
si son capaces de adaptarse a las circunstancias e ir aprendiendo a lo largo de su ejecucion.
Podemos tener por ejemplo aplicaciones de interfaces que sean adaptables al uso continuo del
usuario y poder ofrecer un mejor servicio. Otro ejemplo de aplicaciones auto adaptables son
los gestores de correo electronico, que son capaces de aprender a distinguir entre el correo

no deseado y el correo normal, a medida que se utilizan.

= Mineria de Datos/Descubrimiento de conocimiento: El aprendizaje puede servir para ayu-
dar a analizar informacion, extrayendo de manera automética conocimiento a partir de con-

juntos de ejemplos (usualmente millones) y descubriendo patrones complejos.

El aprendizaje computacional se divide en cuatro tipos de aprendizaje:

= Aprendizaje Inductivo: En este tipo de aprendizaje se crean modelos de conceptos o de-

scriptores que posean caracteristicas comunes de los ejemplos de entrenamiento.
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= Aprendizaje analitico o deductivo: Es aplicada la deduccion para obtener descriptores de

un ejemplo, de un concepto y su descripcion.

= Aprendizaje genético: Son aplicados algoritmos inspirados en la Teoria de la evolucion

para encontrar descriptores generales de los ejemplos.

= Aprendizaje conexionista: Se desarrollan descriptores generales mediante el uso de las ca-
pacidades de adaptacion de redes neuronales artificiales. Una red neuronal esta compuesta de
elementos simples interconectados que poseen algtn estado. Tras un proceso de entrenamien-

to, el estado en el que quedan las neuronas de la red representa el concepto aprendido.

En este trabajo prestaremos mas atencion al aprendizaje inductivo, en donde podemos distinguir

al aprendizaje supervisado y al no supervisado:

= aprendizaje supervisado: En este tipo de aprendizaje se tiene un conjunto de ejemplos, los
cuales tienen asociados un atributo llamado la clase de cada ejemplo, tendremos entonces
algiin mecanismo de entrenamiento en base a este conjunto, para permitirnos distinguir las

clases sobre ejemplos de prueba que proporcionemos.

= aprendizaje no supervisado: En este tipo de aprendizaje solo se cuenta con un conjunto de
ejemplos que no tiene asociado ninguna clase, por lo que se debe de encontrar una mane-
ra de agruparlos. Para los métodos de aprendizaje no supervisado se utiliza el concepto de
similaridad/disimilaridad de los ejemplos, para poder construir grupos en los que ejemplos

similares estén justos en un grupo y separados de otros ejemplos menos similares.

Lo que se pretende revisar a lo largo de este trabajo, son los métodos de clasificacion mas uti-
lizados para estos dos tipos de aprendizaje. En la Figura 2.1 se muestra un esquema bdsico de un
clasificador en el aprendizaje computacional, que muestra como de una BD se seleccionan dos con-
juntos, uno de entrenamiento para aplicar una fase de entrenamiento a cada clasificador utilizado,
para que de esta forma se pueda pasar a clasificar el conjunto de prueba del cual desconocemos la

clase de cada ejemplo de prueba.
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Figura 2.1: Esquema de un clasificador en aprendizaje computacional

Conjunto de

Entrenamiento
B D : Clasificadores
I Conjunto de ‘ > Clase
Prueba Prediccion

Como primer punto se revisa una forma de clasificar a un conjunto de ejemplos mediante la
construccién de Arboles de Decisién, usando los algoritmo ID3 (Iterative Dichotomiser 3)y C4.5
[29, 28] que permite la construccion de dichos drboles. La construccion de arboles de decision
nos permite representar conocimiento a partir de un conjunto de ejemplos, con esto podemos re-
alizar una generalizacion de ellos y hallar una forma de clasificar los ejemplos dados. Revisaremos
un ejemplo prictico de como se construyen estos arboles y terminaremos con algunas ventajas y

desventajas de este método de clasificacion.

Continuaremos con una drea de investigacion de Inteligencia Artificial llamada Andlisis de
Clusters, en donde existen dos tipos de métodos para poder clasificar a un conjunto de datos, estos
son los Métodos jerdrquicos de clusters y los Métodos no jerdrquicos de clusters. La diferencia
entre ambos radica en la seleccién de los k clusters en los que se pretende clasificar al conjunto
de datos, mientras que en los método de clusters jerarquicos se va construyendo dichos clusters
de acuerdo a la similitud que tengan los datos, en la mayoria de los métodos no jerdrquicos se fija
el valor k de clusters para que de acuerdo a este valor los datos queden clasificados. Revisaremos
el funcionamiento de los dos métodos y plantearemos un algoritmo basico para ambos casos y un
ejemplo practico para ver qué tipo de resultados arroja cada uno de estos agrupadores. Finalizare-

mos con algunas ventajas y desventajas de estos dos métodos de agrupacion.

El siguiente clasificador que revisaremos es el Método de los k vecinos mds cercanos el cual
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se ocupa de predecir o clasificar un nuevo dato basado en observaciones conocidas o pasadas. Este
es la generalizacion del enfoque del vecino mds cercano, en donde solo se toma al ejemplo que se
encuentre mas cercano al nuevo dato. Se vera la justificacion del porque se utiliza el Método de
los £ vecinos més cercanos, ademas se planteard un algoritmo bésico que nos permita realizar este
método y concluiremos con unas las ventajas y desventajas del método.

Pasaremos a revisar varios enfoques de como podemos realizar una clasificacion de un conjunto
de datos de prueba haciendo uso del concepto de probabilidad a priori, probabilidad condicional y
probabilidad a posteriori, las cuales ayudan a decidir a qué clase pertenece cada uno de estos datos
de prueba. Se vera un ejemplo de un clasificador llamado Bayes Ingenuo y finalizaremos con las
ventajas y desventajas de este clasificador.

Finalmente revisaremos un clasificador llamado Tablas de Decision, que cae en el tipo de clasi-
ficadores por Reglas de Decision. Con este tipo de clasificadores nosotros podemos plantear las
posibles acciones que deben de tomar, para resolver un problema de clasificacion, construyendo
reglas en estructuras tipo tablas, en las que estén presentes diferentes combinaciones de valores
para cada situacion presente en el problema de clasificacion, las causas y las acciones que se deben
de tomar para cada una de estas combinaciones de valores y finalmente las acciones o efectos que
se deben de realizar. Se verd un ejemplo practico del funcionamiento de las Tablas de Decision y

cuales son las ventajas y desventajas de usar este tipo de clasificadores.
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2.2. Arboles de Decisién

2.2.1. Introduccion

Un érbol de decision es una forma grafica y analitica para poder llevar a cabo la clasificacién
de los datos utilizados, mediante diferentes caminos posibles. Cada una de los nodos del arbol
representa los diferentes atributos presentes en los datos, las ramificaciones del arbol representan
los caminos posibles a seguir, para predecir la clase de un nuevo ejemplo, en donde los nodos
terminales u hojas establecen la clase a la que pertenece el ejemplo de prueba si se sigue por la
ramificacién en cuestion.

El lenguaje de descripcion de los arboles de decision corresponde a las formulas en FND (Forma
Normal Disyuntiva)[2]. Consideramos el caso en el que tenemos 3 atributos, el atributo A, By C,
cada uno de ellos con dos valores, z; y = x; V ¢ = 1,2,3 respectivamente, con esto de pueden
construir 2" combinaciones en FNC (Forma Normal Conjuntiva). Un ejemplo de estas se muestra

a continuacion:

(ZEl A T N _|.Z'3)

Cada una de las combinaciones en FNC describen una parte del arbol que estemos formando,

por lo que tendriamos para el arbol disyuntivas de la siguiente forma:

(CEQ AN _|£L'3) V ($2 A 1’3) V (_\ZL'Q A\ 1‘1) V (_'1'2 AN _'1'1)

Las cuales son descriptores del arbol de induccién construido, entonces podriamos formar
O(22") descripciones posibles en FND. El érbol correspondiente a los descriptores anteriores se
muestra en la Figura 2.2.

Dado que el orden de los arboles o descriptores es muy grande, evidentemente no es posible
explorar todos los descriptores para ver cual es el mas adecuado, por lo que se utilizan técnicas de
buisqueda heuristica para encontrar una forma mas facil y rédpida de hacerlo.

La mayoria de los algoritmos de construccién de drboles de decision se basa en la estrategia de
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Figura 2.2: Aspecto visual de un arbol de decision.
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Ascenso a la Colina (Hill Climbing). Esta es una técnica utilizada en Inteligencia Artificial para
encontrar los madximos o minimos de una funcién mediante una bisqueda local. Estos algoritmos
empiezan con un arbol vacio, después se va particionado en conjuntos de ejemplos, eligiendo en
cada caso aquel atributo que mejor discrimina entre las clases, hasta que se completa el arbol.
Para saber qué atributo es el mejor se utiliza una funcién heuristica, la eleccion que hagamos es
irrevocable, por lo que debemos asegurar que esta sea la mds cercana a la 6ptima. La principal

ventaja de usar este tipo de estrategias es que el costo computacional es bastante reducido.

2.3. Algoritmo ID3 (Iterative Dichotomiser 3)

El primer algoritmo que mostraremos es ID3 desarrollado por Quinlan[29] en 1983 el cual es
considerado un algoritmo seminal, ya que de aqui se derivan muchos algoritmos para la construc-
cién de drboles de decision. Este algoritmo se basa en la teoria de la informacién, desarrollada en

1948 por Claude Elwood Shannon[31]. En particular se utiliza la nocién de entropia descrita en la
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teoria de la informacion, para ver que tan aleatorio se encuentra la distribucién de un conjunto de
ejemplos sobre las clases a las que pertenecen. Dentro de esta teoria de la informacion se estudia
también cuales son los mecanismos de codificacion de los mensajes y el costo asociado a su trans-
mision. Sea M = {my, ma, ..., m,} un conjunto de mensajes, en donde para cada uno de ellos se
tiene una probabilidad P(m;), entonces podemos definir la cantidad de informacién I contenida en

un mensaje de M como':

n

1(M) = 3~ =P(m) logy(P(ms))

=1

Este valor nos dice que cantidad de bits de informacidn son necesarios para codificar los difer-
entes mensajes de M. Dado un conjunto de mensajes, podemos obtener la mejor manera de cod-
ificarlos para que el coste de su transmision sea minimo. Ademads nos permite ir seleccionando al
mejor atributo cuyo conocimiento aporte mayor informacion desde la perspectiva de clasificacion,
en cada uno de los niveles del drbol que se vaya construyendo. Podemos realizar una analogia con
la codificacién de mensajes tomando a las clases como los mensajes y la proporcidon de ejemplos
de cada clase como su probabilidad. El objetivo de los drboles de decision es construir el arbol
de tamafio minimo, que nos permita distinguir los ejemplos de cada clase. Cada atributo se de-
bera evaluar para decidir si se le incluye en el arbol. Un atributo serd mejor cuanto mds permita

discriminar entre las diferentes clases como se habia comentado anteriormente.

2.3.1. Funcionamiento de ID3

En este algoritmo se parte de un arbol vacio y se va construyendo de manera recursiva, tomando
en cada nodo aquel atributo que tiene el mayor grado de informacién, haciendo que sea menos la
cantidad de informacion que falta por cubrir.

Cada vez que hagamos la eleccion de un atributo, deberia hacer que los subconjuntos de ejem-

plos que genera el atributo sean mayoritariamente de una clase. Para medir esto necesitamos una

'Se multiplica por menos, debido a que como manejamos probabilidades que estin definidas entre [0, 1], el
logaritmo de estas probabilidades nos da un nimero negativo, por lo que convertimos este valor en positivo para

darle un sentido intuitivo.
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medida de la cantidad de informacién que cubre un atributo (medida de Entropia, I). La primera
cosa que debemos de formular es la cantidad de informacion que tiene cada clase la cual se puede

hacer de la siguiente forma:

Dado un conjunto de ejemplos X clasificados en un conjunto de clases C' = {cy,ca,... ¢, },
siendo |c¢;| la cardinalidad de la clase ¢; y | X | el nimero total de ejemplos, la cantidad de informa-

cién vendra expresada de la siguiente forma:

> ||;| (|X||>

c;eC

Teniendo la cantidad de informacién se puede formular la Entropia de la siguiente forma:

Para cada uno de los atributos A;, siendo {v;1, ... v, } el conjunto de posibles valores del atrib-
uto A; y |[[Ai(C) = v;;]| el nimero de ejemplos que tienen el valor v;; en su atributo A4, la funcién

de entropia es expresada de la siguiente forma:

Bx,c,a) = — 3 O =0l 0y 2oy 0)

Vi EA;

Con el resultado de estas medidas se define la funcién de ganancia de informacion de la si-

guiente forma:

G(|X],CA) =1(X,C)— E(X,C,A)

Es por ello que se toma el atributo que maximice este valor para ir expandiendo el arbol de
induccion. El pseudocddigo del algoritmo ID3 para la construccion de un arbol de decision es el

siguiente:
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func ID3(X,C, A) = ( X: Ejemplos, C" Clasificacién, A: Atributos)
si todos los ejemplos son de la misma clase
entonces ID3 < hoja con la clase.
otro
Calcular la funcion de cantidad de informacion de los ejemplos (/)
para cada atributo en A
Calcular la funcién de entropia (£) y la ganancia de informacién (G)
Escoger el atributo que maximiza (G) (sea a)
Eliminar a de la lista de atributos (A)
termina
para cada particion generada por los valores v; del atributo a
Arbol; «— I D3(ejemplos de X con a = v,
Clasificacion de los ejemplos, Atributos restantes)
Generar arbol con a = v;y Arbol;
termina

ID3 <+ la unién de todos los arboles

2.3.2. Ejemplo de uso del Algoritmo ID3

Un ejemplo sencillo es el siguiente en el cual se decide que dia es el aceptado para poder jugar
un partido de golf [26]. El conjunto de ejemplos se muestra en la Tabla 2.1.

Lo primero que hay que calcular es el valor de la cantidad de informacién /, en base a esto
calcularemos la entropia® £y la ganancia de informacién para cada atributo de este ejemplo, estos

calculos vienen descritos a continuacion:

4 4\ 10 10
I(X,0) =~} x log (ﬁ) — 1 X log <ﬁ) = 0.8631

%En los calculo se pueden presentar casos en los que tengamos célculos de la forma 0 x log(0), por regla de

L’Hopital, a x log(a) vale cero si a es nulo.
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Tabla 2.1: Datos de ejemplos para decidir si se juega o no un partido de golf.

Dia | Prondstico | Temperatura | Humedad | Viento | Clase jugar-golf?
dl | soleado calor alta débil | no
d2 | soleado calor alta fuerte | no
d3 | nublado calor alta débil | si
d4 | lluvia templado alta débil | si
d5 | lluvia frio normal débil | si
d6 | lluvia frio normal fuerte | no
d7 | nublado frio normal fuerte | si
d8 | soleado templado alta débil | no
d9 | soleado frio normal débil | si
d10 | lluvia templado normal débil | si
d11 | soleado templado normal fuerte | si
d12 | nublado templado alta fuerte | si
d13 | nublado calor normal débil | si
d14 | lluvia templado alta fuerte | no

2 2
E(X,Prondstico) = (soleado)% X (—g X log (5) — % x log (g))

4
—|—(nublado)ﬁ X (=1 x log(1) — 0 x log(0))

4 4 1 1
—i—(llum'a)% X (—g x log (5) - X log (5))

= 0.6046

4 1 1 1 1
E(X, Temperatura) = (calor)ﬁ X (—5 x log (5) b x log (5))
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1 1
—i—(templado)% X <_6 x log <6> — g x log <g>)

4 3 3\ 1 1
+(fr10)ﬁ X <_Z X log (ZL) — Z_l X log (Z))

4 4
E(X, Humedad) = (alta)% X (—? x log (?) — % x log (%))

+(normal)l X (—9 x log <§> 1 x log (1>)
14 7 7 7 7

, el 8 6 6 2 2
E(X,Viento) = (debll)ﬁ X (_§ X log (g) -3 log (g))

—|—(fuerte)% X <—% x log (%) — g x log <%>>

= 0.8571

Ganancia de informacion del atributo Prondstico = 1(X,C) - E(X, Prondstico) = 0.2585

Ganancia de informacién del atributo Temperatura = 0.067

Ganancia de informacion del atributo Humedad = 0.0746

Ganancia de informacidn del atributo Viento = 0.0059

Podemos ver que el atributo con valor maximo es el de Prondstico, entonces se procederd
a desarrollar el arbol partiendo de este atributo y sus nodos hojas serdn los tres valores de este
atributo (soleado, nublado y lluvia). De manera recursiva desarrollariamos el valor soleado con los

tres atributos restantes y obtendriamos la siguiente ganancia de informacion:
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= Ganancia de informacién del atributo Temperatura = 0.57
= Ganancia de informacién del atributo Humedad = 0.97

» Ganancia de informacion del atributo Viento = 0.02

Por lo que el maximo en esta ocasion seria el atributo Humedad que seria la siguiente particion
y expansion del drbol tomando los valores alto y normal. Revisando la Tabla 2.1 podemos ver
que ningtn valor con la restriccion de que es un cielo soleado varia en cada caso, esto es, para las
condiciones de humedad alta y cielo soleado todos los ejemplos son de la clase no, y son de la clase
st para el caso en el que la humedad es normal y el cielo es soleado, por lo que la parte recursiva
en ese instante cumpliria con la condicién de paro del algoritmo ID3.

Dado que el algoritmo es recursivo, se regresan a la parte del algoritmo que hizé el llamado
con el atributo Humedad, en este caso este llamado fue realizado por el valor soleado del atributo
Prondstico. El siguiente valor que se revisard es nublado, en el cual podemos ver que todos los
ejemplos pertenecen a la clase sz, por ello esta parte de ejecucion cumple también con la condicion
de paro del algoritmo ID3.

Posteriormente seguiria el valor lluvia, el cual si varian los ejemplos que tienen este valor, es
por ello que se necesita calcular la ganancia de informacién de los atributos que sobran, obteniendo
como resultado al atributo Viento como el de mayor cantidad de ganancia de informacion, por lo
que la expansion siguiente seria tomando este atributo y tomando sus dos valores fuerte y débil.
Podemos ver que cada ejemplo con el valor de viento fuerte son de la clase no, de la misma forma
los ejemplos con valor de viento débil pertenece a la clase sz, por lo tanto se cumple la condicién de
paro del algoritmo ID3 y como ya no hay mas nodos que falten por expandir finalizamos obteniendo

el arbol de la Figura 2.3:

2.4. Algoritmo C4.5

El segundo algoritmo para la construccion de arboles de decision que revisaremos es C4.5[28],
este es una mejora de ID3 desarrollado por Quinlan[29] en el afio de 1993. Algunas mejoras que

presenta C4.5 ante ID3 se listan a continuacidn:
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Figura 2.3: Arbol de decisi6n resultante para ID3.

l Pronostico I

Soleado Nublado

Lluvia

I Humedad I SI

d3. d7, d12 y d13

Alta Normal Fuerte Débil
NO SI NO SI
d1,d2 y d8 d9 y dll d6 v d14 d4, d5y d10

= Se manejan atributos continuos.
= Se mejora la eficiencia computacional.
= Se lleva un control de qué tan profundo va a ser el tamaio del arbol de decision construido.

= Se evita el sobreajuste (overfitting) de datos, esto es que se aprendan a clasificar demasiado
bien los datos de prueba, entonces al momento de mostrar ejemplos desconocidos, este no

los clasifique de 1la misma forma que clasifico los ejemplos de prueba.
= Manejo de atributos con diferentes valores.

= Manejo de datos de entrenamiento con valores desconocidos.

El algoritmo C4.5 construye un arbol de decision a partir de los datos, realizando particiones
recursivas de este conjunto y dicha construccién se lleva a cabo mediante la estrategia de primero

en profundidad (depth-first). Se realizan todas las pruebas posibles para dividir al conjunto de datos
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que se tiene y se selecciona aquella que presenta mayor ganancia de informacion. Para cada atri-
buto discreto (un atributo discreto tiene un nimero finito o contable de valores) se considera una
prueba con n resultados posibles (n es el nimero de valores posibles que puede tener el atributo),
en cambio si se tienen atributos continuos (un atributo continuo tiene un nimero infinito de valores
posibles), se realiza solo una prueba binaria para cada uno de los valores que puede tomar el atributo
en los datos. Cada vez que se genere un nodo, el algoritmo debe decidir cudl prueba escoger para
ir dividiendo los datos.

Las tres principales pruebas propuestas por el C4.5 son:

1. La prueba llamada estdndar se utiliza para los atributos discretos, da como resultado una

rama por cada valor posible del atributo.

2. Una prueba més compleja, basada en un atributo discreto, en donde los valores posibles son
asignados a un numero variable de grupos con un resultado posible para cada grupo, en lugar

de para cada valor.

3. Si un atributo A tiene valores numéricos continuos, se realiza una con resultados A < Z'y

A > Z, por lo cual debemos de determinar el valor limite Z.

Dependiendo del tipo de atributo estas pruebas se van realizando, escogiendo en cada caso a la

de mayor ganancia de informacion.

2.4.1. Funcionamiento de C4.5

El C4.5 se basa en el ID3, por lo tanto, la estructura principal de ambos métodos es la misma,
se construye un arbol de decision mediante el algoritmo de construccién "divide y vencerds", eva-
luando la informacidn en cada caso utilizando los criterios de Entropia, Ganancia de informacion,

seglin sea el caso, vistos en la parte de ID3. El arbol de decision resultante esta formados por:

m Nodos: Nombres o identificadores de los atributos.

» Ramas: Posibles valores del atributo asociado al nodo.
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= Hojas: Conjuntos ya clasificados de ejemplos etiquetados con el nombre de una clase.

El pseudocddigo del algoritmo C4.5 para la construccion de un drbol de decision es el siguiente:
func C4.5(R,C,S) = ( R: Atributos no clasificados, C': Atributos con clases, .S: Ejemplos)
si Sestd vacio,
entonces devolver un unico nodo;
otrosi todos los ejemplos son de la misma clase
entonces C4.5 < hoja con clase.
otrosi R esta vacio,
entonces Devolver un tinico nodo con el valor més frecuente del atributo
Clasificador en los registros de S
otrosi
D« atributo de mayor Ganancia de Informacién(D, S)
entre los atributos de R
Seand;,j = 1,2,....,m, los valores del atributo D;
Sean S;,j = 1,2, ....,m, los subconjuntos de S
correspondientes a los valores de d; respectivamente;
Devolver un arbol con la raiz nombrada como D
y con los arcos nombrados d, ds,. . .,d,,, que van respectivamente a los arboles
termina
para cada S; en S
C4.5 — (R — D, Clase Mayoritaria, .S;)

termina

2.4.2. Ejemplo de uso del Algoritmo C4.5

Vamos a tomar el ejemplo de la Tabla 2.1 para poder aplicar C4.5, solo que en este caso quitare-
mos un valor para ver como C4.5 tiene su funcionamiento con este tipo de situaciones, por lo que

los datos para aplicar este algoritmo se muestran en la Tabla 2.2.
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Tabla 2.2: Datos de ejemplos para decidir si se juega o no un partido de golf modificada.

Dia | Prondstico | Temperatura | Humedad | Viento | Clase jugar-golf?
dl | ;? calor alta débil | no
d2 | soleado calor alta fuerte | no
d3 | nublado calor alta débil | si
d4 | lluvia templado alta débil | si
d5 | lluvia frio normal débil | si
d6 | lluvia frio normal fuerte | no
d7 | nublado frio normal fuerte | si
d8 | soleado templado alta débil | no
d9 | soleado frio normal débil | si
d10 | lluvia templado normal débil | si
d11 | soleado templado normal fuerte | si
d12 | nublado templado alta fuerte | si
d13 | nublado calor normal débil | si
d14 | lluvia templado alta fuerte | no

La unica diferencia esta en el atributo Prondstico ya que se desconoce un valor por lo que la

distribucion para este atributo seria de la siguiente forma:

desconocido | soleado | nublado | lluvia

no 1 2 0 2
si 0 2 4 3
totales | 1 4 4 5

Procedemos a calcular la cantidad de informacién de este atributo, sin contar el valor descono-

cido, por lo que se manejaran solo a 13 de 14 ejemplos posibles, por lo que tenemos lo siguiente:

4 4 9 9
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Ahora podemos calcular la Entropia del atributo Prondstico con sus diferentes valores, sin con-

tar el valor desconocido:
4 2 2 2 2
3811 g _— —_—— —_ _ = 1 —_
E(S, Prondstico) = (soleado) T ( e log (4) 7 = log (4))

—|—(nublad0)% X (=1 x log(1) — 0 x log(0))

) 3 3 2 2
)~ x [ —Zxlog (2) = Z xlog (2
—|—(lluma)13 X ( z X log (5> z X log (5>)

= 0.6811

Calculamos ahora la ganancia de informacién del atributo Prondstico, aunque en este caso
cambia el calculo ya que contamos solo 13 de 14 ejemplos, por ello tendremos que multiplicar por
13/14 como se muestra a continuacion:

Ganancia de informacién del atributo Prondstico = X3 x (I(X,C) - E(X, Pronostico)) =

14
0.1458
Ahora definiremos la division de la Informacion, en donde contaremos el atributo que descono-

cemos de la siguiente manera:

Lision (Pronéstico) = — [ — x log [ — L tog (2
division \FTONOSUCO ) = 14 og 14 14 0og 14
5 ) 1 1

Finalmente definiremos una nueva medida la cual lleva por nombre proporcién de ganancia de

la siguiente manera:

Ganancia(Prondstico) 0.098

proporcion_de_ganancia(Prondstico) = —
Liivision(Prondstico)

Para los atributos restantes calculamos la ganancia de informacién y la proporcion de ganancia

obteniendo los siguientes valores:
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Ganancia de informacioén del atributo Temperatura = 0.067

proporcién_de_ganancia(Temperatura) = 0.043

Ganancia de informacion del atributo Humedad = 0.0746

proporcion_de_ganancia( Humedad) = 0.0746

Ganancia de informacion del atributo Viento = 0.0059

proporcién_de_ganancia(Viento) = 0.0060

Volvemos a seleccionar el atributo Prondstico, ya sea por su proporcion de ganancia o por la
ganancia de informacién como en el caso de ID3, al dividir los 14 ejemplos para construir el drbol,
los 13 ejemplos con valor para el atributo Prondstico no presentan problemas y se reparten segin
sea su valor. Mientras que el caso en que no se conoce el valor, se reparte entre los conjuntos que

tienen soleado, nublado 'y lluvia con los pesos 4/13, 4/13 y 5/13 respectivamente.

Se toma por ejemplo, la division de los datos para el valor nublado del atributo Pronostico. Los

datos que se tienen en cuenta en este caso son:

Dia | Prondéstico | Temperatura | Humedad | Viento | Clase jugar-golf? | Peso
dl | ? calor alta débil | no 4/13
d3 | nublado calor alta débil | si 1
d7 | nublado frio normal fuerte | si 1
d12 | nublado templado alta fuerte | si 1
d13 | nublado calor normal débil | si 1

Abhora la distribucién de datos para el atributo Humedad es:
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desconocido | alta | normal

no 0 03 |0
si 0 2 2
totales | O 23 |2

Los resultados de la ganancia de informacién y la proporciéon de ganancia para los atributos
restantes son los siguientes:

Ganancia de informacién del atributo Temperatura = 0.068

proporcion_de_ganancia(Temperatura) = 0.068

Ganancia de informacion del atributo Humedad = 0.068

proporcién_de_ganancia( Humedad) = 0.068

Ganancia de informacion del atributo Viento = 0.068

proporcién_de_ganancia(Viento) = 0.068

Como no se ve ninguna mejora con los diferentes atributos, dejamos de desarrollar el drbol y
asignamos la clase si, ya que es la clase con mayores ejemplos. La cantidad de casos cubiertos por
la hoja, es decir, el N asociado es de 4.3. Y la cantidad de casos cubiertos incorrectamente, o el

error asociado E asociado a esta hoja, es de 0.3.
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Finalmente el arbol resultante con C4.5, con la divisién de datos se muestra en la Figura 2.4.

Figura 2.4: Arbol de decisién resultante para C4.5.

Dia | Pronasiico | Temperanwa | Humedad | Vienio | Clase jugar1enis?
dl 7 calor alta débil | no
d2 | soleado calor alta fuerte | no
d3 | nublado calor alta débil | si
d4 | Huvia templado alta débil | si
d5 | Huvia frio normal débil | si
d6 | Huvia frio normal fuerte | no
d7 | nublado frio normal fuerte | si
d8 | soleado templado alta dbil | no
d9 | soleado frio narmal deébil | si
d10 | Huvia templado normal deébil | si
dTT | soleado’ templado normal fuerte | si
[d12 | nublado templado alta Tuerte | &1
d13 | nublado calar normal deébil | si
d14 | Huvia templado alta fuerte | no
Pronostico
nublado soleado
Dia | Pronostico | Temperanura | Humedad | Viento | Clase jugar-tenis? | Peso Dia | Pronastica | Temperamra | Humedad | Vienia | Clase jugar—renis? | Pesa
dife? calor alta débil | no 13 a1 .7 calor ala debl | no i
[d3 [nublado | calor alta debil | si ! d3 | sokado templado aha débil | no 1
d7 | nublado (5} normal fuerte | 50 T & | sobado Trio Tormal el 5 T
di2 [ nublado | templado | alta fuerte | si ! lNluvia d1T | sokado | emplade | normal | fuerie | 50 T
d13 | nublado calar narmal debil | si 1
Sl Humedad
N=43
E = 0.3 Dia | Pronostico | Temperatura | Humedad | Viento | Clase jugar-tenis? | Pesa
dl .7 calor alia débil | no 13
d4 | Tovia templado alia déhil | si [l
ds | Tvia frio normal déhil | si [l
d6 | Tuvia frio normal fuerte | no [l
10 | Tovia emplado | normal [ debil | st T alta normal
d14 | luvia templade alta fuerte | no 1
Sl /
N=5.4
E=1.4 NO sl
N=23 N=2
E=0 E=0

Podemos ver en la Figura 2.4, el arbol generado por el algoritmo C4.5 es muy similar al de ID3
que vimos en la Figura 2.3, a pesar de que en el ejemplo fue omitido un valor para en el ejemplo d1,
esta es una de las aportaciones que se tienen con C4.5 asi como la de reducir