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RESUMEN

El reconocimiento y la clasificación de imágenes se han utilizado ampliamente para la
investigación en sistemas de visión artificial, en un esfuerzo por emular la visión huma-
na en las máquinas. El objetivo de este trabajo es implementar una nueva estrategia
llamada teoŕıa de la causalidad de Wiener-Granger (CWG), como un nuevo paradigma
de “leer” o “visualizar” una imagen digital, en una analoǵıa de cómo las leemos los hu-
manos de forma secuencial en ĺıneas, con el fin de clasificar las imágenes contenidas en
una base de datos. Esta estrategia se basa en representar las imágenes por medio de las
caracteŕısticas propias extráıdas, vistas como texturas, haciendo uso de la metodoloǵıa
de recuperación de imágenes basada en contenido propio o content based image retrie-
val (CBIR), estas texturas serán analizadas por medio de la teoŕıa de CWG con el fin
de encontrar las relaciones causales entre las texturas, que representen un escenario en
particular; posteriormente, se implementa un algoritmo genético (AG) para seleccionar
las relaciones causales más relevantes de los tipos de escenarios (clases) en la base de
datos, para encontrar un único patrón descriptivo para cada uno de ellos.

La metodoloǵıa aqúı propuesta consta de una etapa secuencial de extracción de ca-
racteŕısticas, una tarea de conformación de series temporales relacionadas a la imagen
de estudio, una fase de estimación de causalidad y una selección de caracteŕısticas de
causalidad por medio del AG. Se implementó una etapa de clasificación y se utilizaron
700 imágenes de escenarios naturales para validar los resultados. Se desarrolló también
la implementación del algoritmo propuesto dentro de un sistema de cómputo distri-
buido en paralelo reduciendo los tiempos de ejecución en un 84 % en comparación a
la versión secuencial, logrando una eficiencia técnica del 100 % de reconocimiento y en
pruebas de validación un 96 % de eficiencia por metodoloǵıas de resubstitución y valida-
ción cruzada respectivamente. Esta propuesta aporta una nueva perspectiva en el área
de investigación del entendimiento y comprensión de las imágenes, y sus aplicaciones
directas con aplicaciones a sistemas autónomos asistidos por visión.

Descriptores: Algoritmos evolutivos, Causalidad de Wiener Granger, Clasificación de esce-
nas, Algoritmo k-medias, Clasificador k-NN, Cómputo paralelo.
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2. Cómputo paralelo 95
2.1. Introducción . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 95

2.1.1. SISD(Single instruction-Single data) . . . . . . . . . . . . . . . . . . . . . . . . . 97
2.1.2. Multiprocesadores . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 97
2.1.3. Multicomputadoras . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 98
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4.5. Aplicación de los operadores genéticos. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 51
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5.4. Representación gráfica de las relaciones causales para cada escenario natural. . . . . . . 59
5.5. Elementos recuperados en la prueba de resubstitución para la BDEN. . . . . . . . . . . 62
5.6. Resultados de clasificación para el AG . . . . . . . . . . . . . . . . . . . . . . . . . . . . 63
5.7. Medidas de eficiencia para los mejores individuos del AG . . . . . . . . . . . . . . . . . . 64
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Caṕıtulo 1

Introducción

Uno de los desaf́ıos que enfrentan los investigadores hoy en d́ıa es desarrollar un sistema de auten-

ticación artificial que tenga capacidades de adquisición y procesamiento similares a las que poseen los

humanos [28]. La visión artificial se define como la capacidad de una máquina para ver el mundo que

lo rodea en una forma tridimensional a partir de un grupo de imágenes bidimensionales [57]. Dado que

no existe un algoritmo efectivo que pueda reconocer completamente cualquier objeto que uno pueda

imaginar en todo el entorno, la visión por computadora se considera aun un problema abierto. Para

resolver este tipo de problemas se propone el desarrollo de sistemas de visión por computadora, los

cuales están compuestos de diferentes etapas las cuales trabajan en conjunto para resolver un solo

problema en particular [26].

Podemos decir que el reconocimiento automático de imágenes es uno de los problemas que pue-

den resolverse utilizando sistemas de visión por computadora. Los investigadores están ansiosos por

desarrollar estos sistemas donde se han implementado diferentes técnicas para su mejora, como el

aprendizaje automático 1, el reconocimiento de patrones y los algoritmos evolutivos.

Para el ser humano ha sido uno de los retos más interesantes, el tratar de proveer a los sistemas

artificiales de capacidades de adquisición y procesamiento parecidos a las que los seres humanos poseen

[40]. Para que un sistema de visión artificial (ver Figura 1.1) pueda interactuar eficientemente con el

medio que lo rodea de la misma manera que lo hacen las personas, es necesario que cuente con las

capacidades adecuadas de captura y análisis automático de la información visual [57].

Cuando se habla del reconocimiento automático de objetos en imágenes digitales, el proceso se inicia

con la captura 2D de una imagen en tres dimensiones, esta es procesada con el objetivo de mejorar

su calidad y eliminar las posibles imperfecciones generadas al momento de ser capturadas; el siguiente

paso consiste de separar los objetos en el fondo de la imagen a través de técnicas de segmentación,

posteriormente la extracción de las caracteŕısticas es la etapa donde los objetos son descritos por medio

de su color, textura, geometŕıa, etc; finalmente estas caracteŕısticas son comparadas con las de otros

objetos almacenados en la base de conocimiento. La comparación de estas caracteŕısticas da como

resultado una asignación del objeto a una clase correspondiente [26].

En la Figura 1.1 se muestra el diagrama a bloques de un sistema de visión artificial, en cada una de

1N. del T. “Machine Learning”
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CAPÍTULO 1. INTRODUCCIÓN 2

Figura 1.1: Diagrama a bloques del sistema de visión artificial.

las etapas es necesario tener un conocimiento previo, como puede ser, la cantidad de objetos a reconocer

en la imagen, el tamaño de los objetos, sus caracteŕısticas, su distribución, etc; con este conocimiento

se pueden aplicar determinadas técnicas y algoritmos adicionales para un posible reconocimiento del

objeto. Dada la descripción anterior, nos planteamos la pregunta: ¿Cómo es que una computadora

logra realizar una gran cantidad de operaciones por segundo y no sea capaz de identificar una simple

imagen e interpretarla como un escenario natural, una persona, un libro, etc? El enfoque dado a este

trabajo consiste en utilizar las técnicas y herramientas computacionales con las cuales una computadora

pueda reconocer los patrones contenidos en la imagen y, con ello realizar el proceso de identificación y

clasificación.

Para las personas la tarea de reconocer y recuperar datos multimedia no presenta dificultad [44].

Los actuales sistemas de información presentan aun una serie de problemas debido a que están di-

señados para procesar información alfanumérica, aunque algunas veces son ayudados con herramientas

de desarrollo gráfico, y con simples técnicas de dibujo [33]. Por lo tanto, al d́ıa de hoy, se siguen desa-

rrollando técnicas y sistemas automatizados enfocados hacia las tareas de identificación y clasificación

de imágenes buscando desarrollar estas tareas de forma eficiente y lo más automatizadas posible.

En este contexto podemos decir que una de las tareas principales de un sistema automatizado de

identificación o clasificación de imágenes es clasificar e identificar con éxito las imágenes a estudiar, y

en particular en este trabajo, las imágenes de escenarios naturales2.

Dicho lo anterior este trabajo presenta y propone un sistema de clasificación de imágenes de esce-

narios naturales haciendo uso de la recuperación de imágenes a partir de su contenido propio Content

Base Image Retrieval (CBIR), para caracterizar la textura local dentro de un emparrillado regular,

las caracteŕısticas extráıdas son representadas como series temporales; luego, las series temporales son

analizadas por medio de la teoŕıa de Causalidad de Wiener-Granger (CWG), la cual establece las

relaciones causales que existen entre las texturas locales dentro de la imagen, y con esto se genera

un patrón descriptivo a través de la fuerza de las relaciones causales para cada una de las clases o

tipos de escenarios naturales contenidas en la base de datos. Los patrones generados a partir de las

2Se dice que una escena es natural si la imagen no tiene intervención o alteración por parte del ser humano.
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Figura 1.2: Problema general de la recuperación de imágenes.

relaciones causales son optimizados por medio de un algoritmo evolutivo, con el propósito de selec-

cionar las relaciones causales que contribuyan a discriminar de mejor manera una clase de la otra. El

costo computacional de implementar estos algoritmos es muy alto, por ello se propone adicionalmente

el uso de del cómputo paralelo para una pronta generación de resultados, por medio del modelo de

programación de intercambio de mensajes (MPI).

Con la metodoloǵıa propuesta se logra una perfecta clasificación de las imágenes para la prueba de

resubstitución y hasta un 98 % de recuperación en las pruebas de ruido y rotación.

1.1. Planteamiento del problema

De manera general, el problema de la recuperación y clasificación de imágenes consiste en que dada

una imagen consulta Ic, extraer de un repositorio de imágenes aquellas imágenes “similares” a Ic sobre

la base de su contenido (ver Figura 1.2). Esto puede ser logrado al comparar la imagen consulta contra

cada una de las imágenes del repositorio (base de imágenes).

Esta comparación se puede realizar ṕıxel a ṕıxel para determinar las imágenes más parecidas por

medio de un análisis de distancia [40]. Sin embargo, en este trabajo de tesis la comparación se realiza

al transformar la imagen consulta Ic en un descriptor de n rasgos. De esta manera se puede decir

que dos imágenes son “similares o parecidas” si sus respectivos conjunto de vectores descriptores

son parecidos o aproximados con respecto a una métrica dada. En los sistemas de identificación y

clasificación de imágenes, debe existir la capacidad de comparar de manera eficiente dos imágenes

para determinar si comparten contenido similar con respecto a las caracteŕısticas extráıdas; dichas

caracteŕısticas representan la información discriminante.

Desde este punto de vista, el problema de la identificación y clasificación de imágenes se puede

plantear de la siguiente manera: una imagen digital constituye una función f : U � R2 ' R, la gráfica

de la imagen I de f es el subconjunto de R3 que consiste de los puntos (x, y, f(x, y)), de los cuales el

par ordenado (x, y) es un punto en U , y f(x, y) es el valor en ese punto. Simbólicamente, la imagen
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Figura 1.3: Ejemplo de la función que se produce f́ısicamente por la luz que actúa en la escena, que se
graba en la luz sensible material de la cámara.

I = {(x, y, f(x, y)) ∈ R3 ‖ (x, y) ⊂ U}. La definición anterior considera que la función asociada a

la luz que actúa en la escena u objeto está definida en general por las propiedades f́ısicas, ópticas y

geométricas que producen la experiencia perceptiva. Tenga en cuenta que esta definición abarca las

asignaciones o transformaciones que actúan sobre la imagen en el tiempo y el espacio [28].

La función f(x, y) la cual denota el valor de la intensidad del ṕıxel en el punto (x, y) y se puede

representar de manera gráfica como se observa en la Figura 1.3, el valor de un ṕıxel especifico en escala

de grises se observa de manera representativa en la Figura 1.4(a). Para las imágenes en color, f(x, y)

denota el valor del color compuesto del ṕıxel (x, y) en sus componentes de color rojo (red), verde

(green) y azul (blue) (RGB), véase la Figura 1.4(b), la información en color se representa en términos

de los tres colores primarios RGB [26], la función imagen se describe como se muestra en la Ecuación

1.1.

f(x, y) = {fR(x, y), fG(x, y), fB(x, y)} (1.1)

Sea F un mapeo desde el espacio imagen hacia un espacio n− dimensional, X = {x1, x2, · · · , xn}
como se observa en la Ecuación 1.2:

F : f → X (1.2)
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(a) (b)

Figura 1.4: Representacion de un ṕıxel RGB y escala de Grises

En donde n es el número de caracteŕısticas que se utilizan para representar a una imagen. La dife-

rencia vectorial entre 2 imágenes f1, y f2 se puede expresar como una distancia d, entre los respectivos

vectores de caracteŕısticas x1 y x2. Dadas las ecuaciones anteriores, el problema de la recuperación

y clasificación de imágenes con el criterio de la distancia mı́nima se puede proponer de la siguiente

manera:

Dada una imagen consulta Ic, para recuperar una imagen fr desde una base de datos de imágenes

B, es necesario que se cumpla la Ecuación 1.3 con respecto a la distancia mı́nima entre la imagen

consulta q y la imagen recuperada fr.

d(F (Ic), F (fr)) ≤ d(f(Ic), F (f))

∀f ∈ B, f 6= fr
(1.3)

En otros términos tenemos:

Dadas un grupo de p imágenes, {I1, I2, I3, · · · , Ip} con p >> 0 pertenecientes a un conjunto hete-

rogéneo B, extraer de B un subconjunto limitado de imágenes Br, para una consulta dada Ic formulada

en términos de un grupo de caracteŕısticas. Véase Figura 1.5.

Podemos apreciar que la figura presenta una imagen consulta de una escena de montaña, la cual se

pretende recuperar. Como resultado se extraen las tres imágenes más parecidas a la imagen de consulta,

con ésta en el primer lugar gracias a la caracterización de la Ic como un patrón, y la comparación de

ésta hacia la base de datos, siendo el resultado una interpretación visual de las imágenes más parecidas

o asociadas a los patrones más cercanos en distancia al patrón de consulta.
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Figura 1.5: Diagrama a bloques para la recuperación de imágenes.

1.2. Justificación

Las imágenes se generan a un ritmo cada vez mayor por fuentes diversas tales como: satélites

artificiales civiles y de defensa, vuelos de reconocimiento y vigilancia militar, dispositivos de captura

de huellas digitales y captura de fotograf́ıas, experimentos cient́ıficos, imágenes biomédicas y sistemas

de entretenimiento en el hogar por citar algunos.

Más de la mitad de la información en la Internet son imágenes, 85 % de las cuales fueron tomadas

con dispositivos móviles con una estimación final de 5 billones de imágenes reportadas hasta ahora

[38]. Esta información se pretende organizarla, ordenarla y clasificarla de una manera automática.

Por lo tanto, śı se habla de una metodoloǵıa capaz de diferenciar entre 10,000 clases de objetos

diferentes, por decir algo, entonces hablamos de un problema de investigación aún abierto. De esta ma-

nera los sistemas de recuperación de imágenes se han venido desarrollando de manera amplia como un

campo activo de investigación; se han implementado sistemas de recuperación por contenido mediante

varias técnicas y enfoques; una de ellas es la metodoloǵıa recuperación de imágenes por contenido

propio o Content Based Image Retrieval (CBIR), que se explica con detalle en la siguiente sección.

Trabajos recientes han buscado la combinación de CBIR con diferentes técnicas para la generación

automática de caracteŕısticas por medio de la Programación Genética [51], para encontrar las mejores

caracteŕısticas que representen a una base de datos, con la idea de robustecer la técnica CBIR con

alguna técnica que nos ayude a lograr clasificar mejor imágenes dentro de una base de datos.

En este trabajo, proponemos el uso de la extracción de caracteŕısticas CBIR como entrada de un

motor de análisis de causalidad de las texturas para caracterizar 6 tipos de escenarios, definiendo
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manualmente un diccionario inicial conformado por 4 texturas base o fundamentales. En un futuro

trabajo, se planifica que la conformación de este diccionario sea dinámico, considerando más texturas

básicas y otros tipos de escenarios para mejorar el rendimiento de la clasificación.

1.3. Propuesta

En este trabajo, se desarrolla un sistema de recuperación de imágenes de escenarios naturales

mediante la aplicación de la teoŕıa de Causalidad de Wiener-Granger (CWG) [27] como una herramienta

para analizar imágenes a través de la información del contenido propio de la imagen, sin el uso auxiliar

de palabras descriptivas o datos dependientes de un idioma. Se identificaron las relaciones causales

entre las texturas locales contenidas en una imagen, lo que proporciona una caracterización como un

patrón descriptivo de un conjunto de escenas dentro de un conjunto de datos de imagen. La selección

óptima de las relaciones de causalidad se llevó a cabo mediante la implementación de un algoritmo

genético (AG) por medio de un proceso evolutivo.

Las etapas principales involucradas en el sistema propuesto y su desarrollo son las siguientes (Ver

la Figura 1.6):

1. Lectura de la imagen: Primero, las imágenes se leen del repositorio y luego se aplica un cambio de

espacio de color Rojo-Verde-Azul RGB, al Tono(Hue)-Saturación(Saturation)-Intensidad(Intensity)

HSI.

2. Extracción de caracteŕısticas: la extracción estad́ıstica de caracteŕısticas CBIR se genera dentro

de una vecindad en una cuadricula de la imagen.

3. Conformación de series de tiempo3: las caracteŕısticas numéricas de textura CBIR se organizan

como una serie de tiempo, a través de una lectura secuencial para cada imagen contendida en el

conjunto de datos.

4. Análisis de causalidad: el análisis CWG se aplica para calcular la matriz de relación causal entre

diferentes caracteŕısticas de textura.

5. Implementación del algoritmo genético: El AG se ejecuta para encontrar la caracterización óptima

de las relaciones de causalidad que funcionan mejor para la recuperación de elementos naturales

de las imágenes, las cuales tienen patrones de textura de causalidad similares para una escena

en particular.

Este enfoque tiene como objetivo mejorar el proceso de optimización por medio de algoritmos

evolutivos [14]. En este caso, dado que el AG muestra una implementación simple y rápida, se empleó

para seleccionar las relaciones de las caracteŕısticas estad́ısticas de textura local manejadas como series

temporales, con el fin de caracterizar un escenario natural.

Se propone el uso de las siguientes bases de datos de imágenes ampliamente reconocidas por la

comunidad cient́ıfica del área de visión por computadora. En la Figura 1.7 se muestran ejemplos de

las imágenes contenidas en cada una de ellas:

3Una serie temporal es un conjunto de observaciones secuenciales xt, cada una de las cuales se registra en un tiempo
espećıfico t.[59]
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Figura 1.6: Metodoloǵıa propuesta aplicada para la clasificación de escenarios naturales.

Figura 1.7: Ejemplo de las imágenes dentro de las bases de datos.

Vogel and Shiele (V S) [58], con 700 imágenes clasificadas como: 144 costa, 103 bosque, 179

montaña, 131 pradera, 111 ŕıo/lago y 32 cielo/nube.

Oliva y Torralba (O T) [50], con 1472 imágenes clasificadas como: 360 costa, 328 bosque, 374

montaña y 410 pradera.

Visualizando futuras implementaciones tales como un sistema autónomo de reconocimiento de

escenas naturales montadas en un automóvil, que seŕıa administrado por nuestra propuesta como

el sistema autónomo [4, 6, 1], que reconoce escenarios naturales apoyando en la navegación de un

automóvil autónomo o posiblemente un dron, con una seguridad del 100 %, este sistema propuesto

será un elemento importante en complementar la seguridad de los veh́ıculos autónomos.

El resto del documento está organizado de la siguiente manera: el caṕıtulo 2 presenta el estado

del arte del problema del análisis de imágenes desde el criterio CBIR y la teoŕıa CWG utilizada en
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nuestro proyecto, aśı como el soporte teórico del modelo CWG a ser aplicado y los fundamentos básicos

del procesamiento digital de imágenes, el reconocimiento de patrones y los algoritmos evolutivos; el

caṕıtulo 3, presenta la metodoloǵıa propuesta para aplicar la teoŕıa CWG en la caracterización de

imágenes de escenarios naturales; el caṕıtulo 4, explica nuestro enfoque de implementación del algorit-

mo genético para optimizar la selección de relaciones causales entre las texturas y la implementación

de los algoritmos paralelos de nuestra propuesta para obtener una buena eficiencia al procesar una

gran cantidad de imágenes; finalmente, los resultados y conclusiones se presentan en los caṕıtulos 5 y

6, respectivamente.

1.4. Objetivo general

Obtener un modelo matemático basado en una lectura secuencial de la imagen, que haga uso de las

ecuaciones de la teoŕıa de Causalidad de Wiener-Granger, que sirva de apoyo para el análisis del

contenido de imágenes digitales, a fin de lograr una correcta identificación y clasificación de escenas,

dentro de un gran conjunto de imágenes de manera rápida y eficiente.

1.5. Objetivos espećıficos

Aportar una nueva metodoloǵıa a partir de un modelo matemático, para la aplicación de la

causalidad en imágenes de escenarios naturales, para la clasificación de escenas.

Proponer un sistema paralelo para agilizar el análisis de causalidad de las imágenes utilizando

las unidades de procesamiento de un clúster.



Caṕıtulo 2

Estado del arte

El problema de la clasificación y el reconocimiento de imágenes ha sido estudiado desde diferentes

enfoques con el fin de apoyar la búsqueda visual para diferentes propósitos, en este caṕıtulo se muestran

los trabajos relacionados a los sistemas de clasificación de imágenes utilizando la recuperación de

imágenes por contenido propio (CBIR), y la idea de complementarla con otras técnicas para tener

mejores resultados a la hora de la clasificación. Se muestran también los fundamentos teóricos de

la teoŕıa de causalidad de Wiener-Granger, desarrollados a detalle para una mejor comprensión del

trabajo realizado. Finalmente se se presenta el marco teórico del procesamiento digital de imágenes y

el reconocimiento de patrones.

2.1. Análisis de la metodoloǵıa CBIR

La implementación de un sistema de recuperación de imágenes basado en su contenido propio es

una de las herramientas que nos ayuda a manejar la información contenida en las imágenes de manera

eficiente. La Figura 2.1 muestra de manera gráfica la representación de un sistema CBIR. Este sistema

ayudará a los usuarios a encontrar imágenes relevantes basadas en sus caracteŕısticas de contenido

propio o aquellas que visiblemente están relacionadas con ellas, desde nuestra percepción visual, tal

sistema ayuda a los usuarios, incluso aquellos que no están familiarizados con la base de datos, a

recuperar imágenes relevantes basadas en sus contenidos. Las áreas de aplicación en donde CBIR es

una actividad principal son numerosas y diversas, como por ejemplo: galeŕıas de arte y gestión de

museos, teledetección y gestión de recursos de la tierra, sistemas de Información Geográfica, predicción

del tiempo, telas y diseño de moda, etc.

Los enfoques previos para la recuperación basada en el contenido han tomado dos direcciones. En

el primero, el contenido de la imagen se modela como un conjunto de atributos extráıdos manualmente

y manejados dentro del marco de los sistemas convencionales de administración de bases de datos. Las

consultas se especifican utilizando estos atributos. La representación de imágenes basada en atributos

implica un alto nivel de abstracción de imágenes. En general, cuanto mayor es el nivel de abstracción,

menor es el alcance para plantear consultas apropiadas a la base de datos de imágenes. La recuperación

basada en atributos es recomendada y avanzada principalmente por investigadores de bases de datos. El

10
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Figura 2.1: Sistema CBIR en escenarios naturales.

segundo enfoque depende de un subsistema integrado de extracción de caracteŕısticas/reconocimiento

de objetos para superar las limitaciones de la recuperación basada en atributos. Este subsistema

automatiza la tarea de extracción de caracteŕısticas y reconocimiento de objetos que ocurre cuando la

imagen se inserta en la base de datos. Sin embargo, los enfoques automatizados para el reconocimiento

de objetos son computacionalmente caros, dif́ıciles y tienden a ser espećıficos del dominio. Este enfoque

esta avanzado principalmente por investigadores expertos en la interpretación de imágenes.

Como se presenta en [52], al principio de la década los 90’s la técnica CBIR es reportada por primera

vez por T.Kato [32]. El acrónimo CBIR fue acuñado para describir un sistema basado en el análisis de

color y forma, que recuperaba imágenes de una base de datos. Sin embargo, es durante a principios de

la década del año 2000, cuando esta técnica se orientó espećıficamente para recuperar automáticamente

atributos y representar datos. Es importante mencionar que la técnica CBIR utiliza caracteŕısticas de

bajo nivel, tales como texturas, color y forma para representar imágenes. Por otro lado, un problema

abierto y también un objetivo primordial es reconocer y clasificar las grandes cantidades de de imágenes

que existen hoy en d́ıa. El mejor ejemplo de ello es el de Internet, el cual se ha convertido en un

lugar de convergencia de todo tipo de imágenes (rostros, coches, dispositivos electrónicos, mapas,

paisajes, flora, fauna, etc.). Independientemente del propósito del usuario, cada tipo de imagen tiene

sus propios problemas espećıficos que resolver en términos de reconocimiento y clasificación. Por lo

tanto, las técnicas CBIR están diseñadas para enfocarse en un tipo de imágenes, siendo los escenarios

naturales uno de los más complicados, debido a la mezcla de formas y colores irregulares [29, 30, 52].

Tradicionalmente, el método para organizar las imágenes consiste en generar etiquetas asociadas a

cada una de ellas. Aśı es como se crearon las bases de datos que contienen las consultas de etiquetas

asociadas a cada imagen, teniendo cada imagen tantas etiquetas y conceptos como sea posible. Un
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ejemplo de automatización de esta técnica está presente en los motores de búsqueda, a través del

uso de la teoŕıa de los autómatas. De esta manera, cuando se analiza una página web que contiene

imágenes, se realiza un análisis estad́ıstico sobre las palabras dentro de los textos de la página web, y

automáticamente, las palabras más frecuentes en estos textos se asocian como etiquetas de las imágenes

de la página web. Esta técnica ha sido intensa y ampliamente utilizada, pero sus resultados a veces son

irrelevantes, es decir, el motor de búsqueda devuelve imágenes que no tienen ninguna relación con lo

que se está buscando. Otra desventaja, en cuanto al etiquetado, consiste en el idioma de las etiquetas,

ya que implica la traducción de las mismas a otros idiomas. Una institución que fue pionera en las

aplicaciones CBIR fue IBM. Patentó el sistema Query By Image Content en 1995, y a lo largo de los

años aparecieron diferentes sistemas. Entre ellos, Excel Photobook, desarrollado por MIT; Blobword,

establecido por UC Berkeley; SIMBA; y FIRE. Con el auge y el uso masivo de imágenes digitales en

Internet, aparecieron una variedad de motores de búsqueda de imágenes, tales como como Webseer

en 1996 y Webseek en 1997. Al mismo tiempo, se produjeron importantes avances en la búsqueda en

bases de datos relacionadas como IBM DB2 y Oracle, que dotaron a sus motores de productos con

aplicación para facilitar la recuperación de imágenes por el contenido visual, acercando aśı el CBIR al

campo de la industria.

Al d́ıa de hoy desarrollar sistemas CBIR que logren un grado razonable de independencia de do-

minio sigue en desarrollo, el principal problema para tener un sistema completamente automatizado

es la extracción de caracteŕısticas. Las caracteŕısticas estudiadas al momento siguen siendo generadas

a priori. Hay dos categoŕıas principales de caracteŕısticas: primitivas y lógicas. Las caracteŕısticas de

imagen primitivas o de bajo nivel, como los centroides y ĺımites de los objetos, se pueden extraer de

forma automática o semiautomática. Las caracteŕısticas lógicas son representaciones abstractas de las

imágenes en varios niveles de detalle. Algunas caracteŕısticas lógicas pueden sintetizarse a partir de

caracteŕısticas primitivas, mientras que las caracteŕısticas primitivas solo pueden obtenerse a través

de una participación humana considerable. Las caracteŕısticas lógicas denotan la semántica de domi-

nio más profunda manifestada en las imágenes. Las caracteŕısticas primitivas generalmente se derivan

semiautomáticamente, mientras que las caracteŕısticas lógicas se extraen manualmente o semiautomáti-

camente [5]. Finalmente, las consultas de las imágenes se procesan utilizando caracteŕısticas primitivas

y lógicas.

Previamente se desarrollaron un par de trabajos aplicando con éxito la técnica CBIR al problema

de reconocimiento facial [9, 10]. A diferencia del reconocimiento facial, los escenarios naturales están

compuestos por múltiples texturas, objetos en posiciones desconocidas y sus diferentes composiciones,

hacen que el trabajo de clasificación de estas imágenes sea más dif́ıcil. Podemos decir que una sola

caracteŕıstica no es suficiente para describir una imagen por completo, pero el uso o combinación

de caracteŕısticas como el color, la textura, la forma y la información espacial en la recuperación de

imágenes puede no dar una buena discriminación en los resultados de recuperación. Con todo este

estudio se ha logrado observar que existe una estrecha relación entre el color y la textura de una

imagen.

La metodoloǵıa CBIR se ha aplicado con éxito varias técnicas para el problema de reconocimiento

facial [10, 2, 41, 42, 15]. Las soluciones se favorecen a través del control de la forma en que se obtienen

las imágenes al determinar la cantidad de luz, la orientación, la distancia, etc. que permite obtener
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Figura 2.2: Metodoloǵıa clásica de la clasificación de imágenes.

las imágenes de rostro ideales. Además, los puntos a identificar en una imagen de la cara son bien

conocidos. Por otro lado, las múltiples texturas, los objetos en posiciones desconocidas y sus diferentes

composiciones hacen que sea bastante dif́ıcil reconocer e identificar el tipo de escenario natural en una

imagen o grupo de imágenes.

Una de las soluciones más recientes para la clasificación de escenarios naturales es el uso de la

técnica de aprendizaje profundo (Deep Learning) [23], que consiste en un conjunto de redes neuronales

conectadas entre śı en capas sucesivas, donde cada red de capa realiza una operación de convolución

en la información de la capa anterior, como podemos ver en [47]. Esta metodoloǵıa tiene la desventaja

de requerir recursos computacionales de alto nivel (memoria y CPU) para la tarea de capacitación, a

diferencia de la técnica CBIR que se puede implementar en sistemas con pocos recursos.

Cuando se usa CBIR para la clasificación de imágenes de escenarios, los descriptores significativos

se determinan considerando que los atributos de textura propia de la imagen tienen una recuperación

importante y efectiva. En este sistema, un usuario presenta una consulta de imagen, y el sistema

devuelve las imágenes similares dentro de la base de datos. En la Figura 2.2 se muestra el diagrama

general de un sistema de clasificación basado en CBIR de imágenes de escenarios naturales.

Uno de los primeros art́ıculos que utiliza la metodoloǵıa CBIR para la clasificación de escenarios

naturales es J. Vogel [29], este trabajo define una cuadŕıcula regular de 10× 10 en la imagen; de cada

cuadŕıcula se abre una ventana de análisis (vecindad), ver Figura 2.3. La información local de textura,

se extrae de una ventana y se compara con un diccionario de texturas base; entonces, el autor define

un sistema de clasificación para el escenario natural. Un punto que debe mejorarse es la definición del

diccionario de texturas base que se establece manualmente, incluidas solo las texturas t́ıpicas percibidas

por los investigadores. Este enfoque obtiene un promedio de hasta 75 % de eficiencia para la prueba
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Figura 2.3: Metodoloǵıa CBIR propuesta por J. Vogel [29].

de clasificación de validación cruzada.

A diferencia de una cuadŕıcula, en [30], se lanzan puntos al azar sobre la imagen y alrededor de

cada punto se abre una ventana; Desde cada ventana, la información estad́ıstica local de la textura

se extrae para agruparla de forma dinámica según un diccionario de texturas base. Las pruebas se

realizan teniendo en cuenta que el diccionario generado obtiene un promedio de clasificación de 85 %

de las bases de datos de escenarios naturales.

En [56], el enfoque CBIR se presenta para clasificar imágenes de paisajes naturales a través de

la composición de caracteŕısticas relevantes en relación con la textura como en [11], la forma y la

distribución de la luminosidad.

Al ser una técnica de aprendizaje sin supervisión, CBIR todav́ıa tiene algunas desventajas, ya que

la información extráıda solo se trata como un histograma que representa la composición de las texturas

en un escenario. Esta forma de caracterizar un escenario no ha sido capaz de obtener más de 85 %

de clasificación, por eso han surgido nuevas propuestas que utilizan metodoloǵıas h́ıbridas para dar a

CBIR una mayor solidez [37].

En [37, 61], los autores combinan la información CBIR con cierto contenido semántico introduciendo

objetos conceptuales de alto nivel, tratando de vincular imágenes basadas en contenido con objetos
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extráıdos en su interior. Este trabajo obtuvo un porcentaje de clasificación de paisajes naturales no

mayor que [29] y [30].

En este trabajo se presenta un método h́ıbrido de tres componentes. Uno de ellos es CBIR, que

genera la información sobre las caracteŕısticas de textura locales de la imagen. A diferencia de realizar

solo el manejo estad́ıstico de las caracteŕısticas obtenidas, en esta propuesta, el segundo componente,

no utilizado aun por la literatura, el cual es responsable de aplicar un análisis de causalidad basada en

la teoŕıa de causalidad de Wiener Granger (CWG) para identificar las relaciones causales que existen

dentro de las texturas básicas de un tipo de escenario natural. Dado que el componente de causalidad

genera diferentes configuraciones de relaciones causales, el tercer componente consiste en un AG que

permite la selección de la configuración que obtiene el mejor porcentaje de clasificación para cada

escenario.

La visión computacional evolutiva (VCE) como área de investigación se está desarrollando actual-

mente en inteligencia artificial a través de dos áreas de trabajo, como la visión computacional y como la

computación evolutiva. Comenzando desde un punto de vista práctico, VCE busca diseñar soluciones

de software y hardware necesarias para resolver problemas de visión duros de computadora [28]. La

computación bioinspirada dentro de la visión computacional contiene un conjunto de técnicas que se

aplican con frecuencia a problemas dif́ıciles de optimización. Su objetivo principal es generar solucio-

nes formuladas de manera sintética y, con frecuencia, el proceso evolutivo artificial basado en la teoŕıa

evolutiva desarrollada por Charles Darwin es el aplicado [14].

2.2. Fundamentos de la teoŕıa de Causalidad de Wiener-Granger

El problema de la definición de causalidad no es trivial para los sistemas complejos, donde a

diferencia de los sistemas simples observados en el mundo todos los d́ıas, una comprensión intuitiva

de causa y efecto es deficiente. En 1956 Norbert Wiener introdujo la noción de que una variable (o

series de tiempo) que se podŕıa llamar causal a otro, si la capacidad de predecir la segunda variable se

ha mejorado, mediante la incorporación de información sobre la primera [49, 60]. Wiener sin embargo,

carećıa de una notación práctica para la aplicación de su idea. Dicha aplicación fue introducida en

1969 por el economista Clive Granger (1969), en el contexto de los modelos autorregresivos lineales de

procesos estocásticos.

La teoŕıa de causalidad hoy en d́ıa esta siendo aplicada a las en diferentes campos de las ciencias

ya que nos es de utilidad para poder predecir la aparición de un evento a partir de un evento previo

que se desencadeno en el pasado del cual ya tenemos información previa. La definición clásica de la

causalidad se puede ver como:

Definición básica de Causalidad. “Para que un evento A cause un evento B, es necesario y

suficiente que suceda A para que suceda B [43].”

El paradigma de inferencia causal se ha utilizado en diferentes campos de la ciencia, por ejemplo,

en neuroloǵıa, la teoŕıa de la CWG [8] se usa para examinar áreas del cerebro y las relaciones causales

entre ellas. El análisis de la CWG se realiza con los sensores [46, 43] y, últimamente, en imágenes de

MRI [63, 21, 34], se esta utilizando la teoŕıa de la CWG para el estudio de relaciones causales entre
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áreas del cerebro que realizan actividades. Otros campos cient́ıficos en los que se ha aplicado la teoŕıa

de la CWG son el procesamiento de video para indexación y recuperación [18], procesamiento de video

para identificación de personas masivas e identificación de veh́ıculos [36, 53, 62] y análisis de escenarios

complejos [20, 19]. En esta propuesta, por primera vez, la teoŕıa CWG se aplica a la recuperación de

elementos naturales y escenas naturales.

La idea básica de Causalidad Wiener-Granger (CWG) [8], o causalidad–G, es sencilla. Supongamos

que tenemos dos variables X1 y X2, y tratamos de predecir X1(t+1) usando sólo los términos pasados

de X1. También tratamos de predecir X1(t+1) usando términos anteriores de X1 y X2. Si la segunda

predicción tiene significativamente más éxito, entonces el pasado de X2 contiene información útil para

predecir X1(t+1) que no está en el pasado de X1. En este caso, X2 se dice causa en el sentido de

Granger a X1. Obsérvese que estas variables pueden ser series de tiempo escalar, para lo cual utilizar

el tipo normal (por ejemplo, X1) o de series de tiempo del topo vector, para los que usamos negrita

(por ejemplo, X1). Debido a que los valores de una variable a la vez se predicen por valores de otras

variables en los primeros tiempos, a menudo se dice que CWG depende de “precedencia temporal”. Sin

embargo, no es suficiente simplemente que los acontecimientos en el resto de variables temporalmente

preceden a eventos similares en la primera variable. Para que CWG sea significativa, la previsibilidad

estad́ısticamente significativa debe ser establecida. En otras palabras, los valores distintos de cero para

CWG por lo general se pueden obtener a partir de cualquier conjunto de series de tiempo, pero estos

valores no tienen sentido a menos que se determine que no son estad́ısticamente significativos [8]. El

enfoque de Granger, v́ıa dos series de tiempo, es determinar series de tiempo por un factor predictivo

de la otra, mediante el uso de modelos de regresión lineal. Más espećıficamente, para X1 y X2 de

series de tiempo, si se puede predecir mejor X2 a la vez utilizando los valores de tiempo anteriores

de X2 y X1, que por el simple uso de los valores anteriores de X2 solamente, entonces X1 contiene

información útil para predecir X2. Aunque el mecanismo causal es desconocido, se dice que X1 en el

sentido de Granger causa X2. Granger utiliza el modelado de series de tiempo autorregresivo lineal

para formalizar la noción. Por lo tanto, se supone que X1(t) y X2(t) están modeladas por las sumas

en los lados derechos de las ecuaciones 2.1 y 2.2:

X1(t) =

p∑
j=1

A11,jX1(t− j) +

p∑
j=1

A12,jX2(t− j) + E1(t) (2.1)

X2(t) =

p∑
j=1

A21,jX1(t− j) +

p∑
j=1

A22,jX2(t− j) + E2(t) (2.2)

donde:

X1(t) y X2(t) son los valores de predicción con propiedades estad́ısticas en el sentido amplio, p es

el desfase de tiempo máximo en el modelo (llamado el orden del modelo), A es la matriz que contiene

los coeficientes del modelo, X1(t−j) y X2(t−j) representan los valores pasados de X1 y X2, y E1(t) y

E2(t) son los errores de predicción de los modelos (también llamadas innovaciones).

Si la varianza del error de predicción del modelo de X2 se reduce significativamente mediante la

inclusión de los valores pasados de X1, en comparación cuando no se incluyen, entonces X1 causa en

el sentido de Granger a X2. Si los supuestos de estocasticidad, estacionariedad en sentido amplio, y li-

nealidad son válidas, entonces la hipótesis nula de ninguna relación significativa causalidad Granger se
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puede probar con una prueba F. La prueba de causalidad de Granger [8] es una de hipótesis estad́ıstica

para determinar si una sola serie de tiempo es útil en el pronóstico de otra. Por lo general las regre-

siones reflejan “simples” correlaciones. Se dice que una serie de tiempo X1 genera una causa–Granger

X2 si se puede demostrar, usualmente a través de una serie de t–pruebas y F-pruebas en los valores

retrasados de X1 (y también con valores retrasados de X2), estos valores de X1 proporcionan infor-

mación estad́ısticamente significativa sobre los valores futuros de X2. Decimos que una variable X1

que evoluciona con el tiempo, la causalidad de Granger provoca otra variable X2 que evoluciona si las

probabilidades del valor de X2 en función de sus propios valores pasados, y en los valores anteriores

de X1 son mejores que las predicciones de X2 basándose sólo en sus propios valores pasados [27].

Granger define la relación de causalidad basándose en dos principios:

La causa ocurre antes de su efecto.

La causa tiene información única sobre los valores futuros de su efectos.

La solución a este problema requiere del procesamiento de un gran número de funciones relacionadas

con la causalidad, sobre todo cuando se trabaja con más de dos señales.

El concepto de causalidad se abordará primeramente desde el plano matemático, con el fin de

definir un modelo matemático para la identificación de escenarios naturales, para posteriormente pasar

a implementar, con un abordaje en cómputo paralelo, hacia el análisis de imágenes en escenarios

naturales. Se propone el uso de causalidad para determinar el tipo de escena y su clasificación, a partir

del contenido propio de la imagen, dentro de subconjuntos de variables aleatorias (aproximación de

las texturas), modelándolas como series de tiempo. El abordar como series de tiempo a las diferentes

texturas presentes en un escenario natural, nos permitirá deducir sus componentes, para con ello poder

predecir el escenario dentro de la imagen.

Debido a que los valores de una variable a la vez se predicen por los valores de otras variables

en épocas anteriores, a menudo se dice que la CWG depende de la “precedencia temporal”. Sin em-

bargo, no es suficiente simplemente que los eventos en las otras variables precedan temporalmente a

eventos similares en la primera variable. Para que la CWG sea significativa, se debe establecer una pre-

dictibilidad estad́ısticamente significativa. En otras palabras, los valores distintos de cero para CWG

generalmente se pueden obtener de cualquier conjunto de series de tiempo, pero estos valores no tienen

sentido a menos que se determine que son estad́ısticamente significativos.

Grabaciones neurofisiológicas multielectrodos producen cantidades masivas de datos. El análisis

de series temporales multivariantes proporciona el marco básico para el análisis de los patrones de

interacciones neuronales en estos datos. Durante mucho tiempo se ha reconocido que las interacciones

neuronales son direccionales. Ser capaz de evaluar la direccionalidad de las interacciones neuronales

es por lo tanto una capacidad muy deseada para la comprensión de la naturaleza cooperativa de la

computación neural [8]. Las investigaciones realizadas durante los últimos años ha demostrado que la

CWG es una técnica clave para proporcionar esta capacidad [63].

En neurociencia, como en muchos otros campos de la ciencia y la ingenieŕıa, las señales de interés

se recogen a menudo en forma de series temporales simultáneas múltiples. Para evaluar la interdepen-

dencia estad́ıstica entre estas señales, se calcula las funciones de correlación cruzada en el dominio del

tiempo y de las funciones de coherencia ordinarios en el dominio espectral. Sin embargo, en muchas
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situaciones de interés, medidas simétricas como la coherencia ordinaria no son completamente satis-

factorios, y se requiere una mayor disección de los patrones de interacción entre las señales grabadas

a parcelar la conectividad funcional efectiva en las redes complejas. Trabajos recientes han empezado

a considerar la influencia causal neural que puede ejercer una zona del cerebro sobre otra. La idea

básica se remonta a Wiener que concibió la idea de que, si la predicción de una serie de tiempo podŕıa

mejorarse mediante la incorporación de los conocimientos de un segundo, entonces la segunda serie se

dice que tiene una influencia causal sobre el primero. La idea de Wiener carece de la maquinaria para

la aplicación práctica. Granger después formaliza la idea de predicción en el contexto de modelos de

regresión lineal. En concreto, si la varianza del error de predicción autorregresiva de la primera serie de

tiempo en el momento actual se reduce mediante la inclusión de mediciones anteriores de la segunda

serie de tiempo, entonces la segunda serie de tiempo se dice que tiene una influencia causal sobre el

primero. Los papeles de las dos series de tiempo se pueden invertir para abordar la cuestión de la

influencia causal en la dirección opuesta. A partir de esta definición, es evidente que el flujo del tiempo

juega un papel vital en permitir hacer inferencias acerca de las influencias causales direccionales de

datos de series de tiempo. La interacción descubierta de esta manera puede ser rećıproca o puede ser

unidireccional.

Dos desarrollos adicionales de la idea de la causalidad de Granger son importantes. En primer

lugar, para tres o más series de tiempo simultáneas, la relación causal entre dos cualquiera de la serie

puede ser directa, puede ser mediada por una tercera, o puede ser una combinación de ambas. Esta

situación puede abordarse mediante la causalidad de Granger condicional. En segundo lugar, la serie

de tiempo natural, incluyendo los de la economı́a y la neurobioloǵıa, contiene aspectos oscilatorios en

las bandas de frecuencia espećıficas. Por tanto, es deseable tener una representación espectral de la

influencia causal. Importantes avances en esta dirección han sido realizadas por Geweke [24], quien

encontró la técnica posición de una nueva serie de tiempo de descompresión que expresa el dominio

del tiempo la causalidad de Granger en términos de su contenido de frecuencia.

A continuación, se establece el marco teórico de la CWG. Por simplicidad, la teoŕıa se presenta solo

para dos procesos aleatorios, que se puede extender a n− procesos. En nuestro enfoque, un proceso

aleatorio corresponde a una lectura de señal asociada a un tipo de textura dentro de un escenario

natural; por lo tanto, para el presente análisis, cada lectura de textura corresponde a un proceso

estocástico representado por Ti, siendo i la textura i−ésima que tiene un comportamiento estocástico

dispuesto en un escenario.

2.2.1. Causalidad en el dominio del tiempo: procesos estocásticos y modelo

autorregresivo

A continuación de forma ilustrativa, se desarrolla un marco anaĺıtico para series de dos tiempos. El

marco se puede generalizar para n−series asociadas a n-tiempos. Considere dos procesos estocásticos

X(t) y Y (t), que son estacionarios de forma individual y conjunta. Bajo esta hipótesis, los procesos

X(t) y Y (t) pueden representarse individualmente por sus modelos autorregresivos (VAR) como:
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X(t) =

∞∑
k=1

a1kX(t− k) + ε1t, con Σ1 = var(ε1t), (2.3)

Y (t) =

∞∑
k=1

d1kY (t− k) + η1t, con Γ1 = var(η1t), (2.4)

donde ε1t y η1t son ruidos de tipo gaussiano aleatorio con media cero y una desviación estándar dada,

Σ1 es la varianza de ε1t, Γ1 es la varianza de η1t, a1k y d1k los coeficientes de regresión. Su modelo

autorregresivo conjunto se define como:

X(t) =

∞∑
k=1

a2kX(t− k) +

∞∑
k=1

b2kY (t− k) + ε2t, (2.5)

con Σ2 = var(ε2t), donde ε2t es ruido gaussiano aleatorio con media cero y una desviación estándar

dada, y Σ2 es la varianza de ε2t.

Y (t) =

∞∑
k=1

c2kX(t− k) +

∞∑
k=1

d2kY (t− k) + η2t, (2.6)

donde Γ2 = var(η2t), Σ2 y Γ2 son las varianzas de los términos residuales, y a2k, b2k, c2k, d2k son los

coeficientes de regresión. Sea Σ la matriz de varianza/covarianza de los términos residuales, definida

como:

Σ =

(
Σ2 Υ2

Υ2 Γ2

)
(2.7)

donde Υ2 es la covarianza entre ε2t y η2t (Υ2 = cov(ε2t, η2t)). Si X(t) y Y (t) son independientes,

entonces b2k y c2k son cero, por lo tanto Υ2 = 0, Σ1 = Σ2 y Γ1 = Γ2. De lo anterior, podemos definir

la interdependencia estad́ıstica total entre X(t) y Y (t) como

FX,Y = ln
Σ1Γ1

|Σ|
(2.8)

donde |Σ| es el determinante de Σ. Ecuación 2.8 es también definida como la causalidad del tiempo,

y afirma que cuando ambas series de tiempo (X(t) y Y (t)) son independientes, entonces FX,Y = 0, y

FX,Y > 0 cuando ambas series de tiempo son dependientes. Como se aprecia en la Ecuación. 2.3, Σ1

mide la precisión de la predicción autorregresiva de X(t) basado en sus valores anteriores, mientras

que Σ2 en la Ecuación 2.5 representa la precisión de predecir X(t) basada en sus valores anteriores de

ambas X(t) y Y (t). De acuerdo a [27] y [49], si Σ2 es menor que Σ1 entonces Y (t) se dice que tiene

una influencia causal en X(t). La cuantificación de la influencia causal se define por

FY→X = ln
Σ1

Σ2
(2.9)

Se puede ver claramente que FY→X = 0cuando no hay influencia causal de Y (t) a X(t). La expresión

FY→X > 0 cuando hay una influencia causal.
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2.2.2. Causalidad en el dominio de la frecuencia

Aqúı se presenta el análisis de frecuencia de los modelos autorregresivos presentados en la subsección

anterior. Comenzamos tomando el tiempo discreto de la transformada de Fourier (DTFT) de las

ecuaciones. 2.5 y 2.6 para traducir datos de series temporales al dominio de frecuencia, lo que conduce

a las siguientes expresiones:

X(w)−
∞∑
k=1

a2kX(w)e−jwk −
∞∑
k=1

b2kY (w)e−jwk = Ex(w), (2.10)

Y (w)−
∞∑
k=1

d2kY (w)e−jwk −
∞∑
k=1

c2kX(w)e−jwk = Ey(w), (2.11)

donde X(w), Y (w), Ex(w), and Ey(w) son los DTFT de X(t), Y (t), ε2t y η2t, respectivamente; j re-

presenta la unidad imaginaria, k es la variable de tiempo discreto, y w es la variable de frecuencia

discreta. Después de agrupar términos comunes y hacer cuatro cambios variables, obtenemos:

X(w)a2(w) + Y (w)b2(w) = Ex(w), (2.12)

X(w)c2(w) + Y (w)d2(w) = Ey(w), (2.13)

donde a2(w) = 1 −
∞∑
k=1

a2ke
−jwk, b2(w) = −

∞∑
k=1

b2ke
−jwk, c2(w) = −

∞∑
k=1

c2ke
−jwk, and d2(w) = 1 −

∞∑
k=1

d2ke
−jwk.

Las Ecuaciones 2.12 y 2.13 pueden ser expresadas en forma vectorial como:

A(w) ·

[
X(w)

Y (w)

]
=

[
Ex(w)

Ey(w)

]
donde A(w) =

[
a2(w) b2(w)

c2(w) d2(w)

]
.

Resolviendo para X(w) y Y (w) en el anterior sistema de ecuaciones tenemos:[
X(w)

Y (w)

]
= A−1(w) ·

[
Ex(w)

Ey(w)

]
, (2.14)

donde A−1(w) es la inversa de la matriz de A(w). Porque A−1(w) expresa la relación entre las series

de tiempo y sus respectivos residuos. También se conoce como la función de transferencia H(w) del

sistema lineal anterior. A−1(w) se puede encontrar usando cualquier método, y se puede expresar como:

A−1(w) = H(w) =

[
d2(w)

det(A(w))
−b2(w)

det(A(w))
−c2(w)

det(A(w))
a2(w)

det(A(w))

]
, (2.15)

donde det(A(w)) es el determinante de A(w). Reescribiendo la Ecuación 2.14 en términos de H(w)

obtenemos: [
X(w)

Y (w)

]
= H(w) ·

[
Ex(w)

Ey(w)

]
(2.16)
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2.2.2.1. Matriz espectral S(w)

De las señales conjuntas X(w) y Y (w), la matriz espectral S(w) se puede encontrar como:

S(w) =

[
X(w)

Y (w)

]
·

[
X(w)

Y (w)

]∗
(2.17)

donde (∗) denota la transpuesta conjugada. Reescribiendo la Ecuación. 2.17 en términos de la Ecuación

2.16 tenemos,

S(w) =

(
H(w) ·

[
Ex(w)

Ey(w)

])
·

(
H(w) ·

[
Ex(w)

Ey(w)

])∗
(2.18)

Aplicando ∗ la transpuesta conjugada al tamaño correcto, tenemos,

S(w) =

(
H(w) ·

[
Ex(w)

Ey(w)

])
·

([
Ex(w)

Ey(w)

]∗
·H(w)∗

)
(2.19)

Entonces, agrupando los términos Ex(w) y Ey(w), tenemos,

S(w) = H(w) ·

([
Ex(w)

Ey(w)

]
·
[
E∗x(w) E∗y(w)

])
·H(w)∗, (2.20)

y multiplicando la parte central, se tiene:

S(w) = H(w) ·

([
Ex(w)E∗x(w) Ex(w)E∗y(w)

Ey(w)E∗x(w) Ey(w)E∗y(w)

])
·H(w)∗ (2.21)

Usando el teorema de Parseval, véase Apéndice 1.0.4, para la parte central, obtenemos,

S(w) = H(w) · Σ ·H∗(w), (2.22)

Donde S(w) se puede expresar en términos de espectros automáticos para X(w) y Y (w)→ SXX y SY Y ,

respectivamente, y la cruza de espectros SXY y SY X , como

S(w) =

[
SXX SXY

SY X SY Y

]
(2.23)

De acuerdo a [16], la independencia entre X(t) y Y (t) puede ser expresada como

fX,Y (w) = ln[
SXX(w) · SY Y (w)

|S(w)|
], (2.24)

donde |S(w)| = SXX(w) · SY Y (w)− SXY (w) · SY X(w) es el determinante de S(w).
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Figura 2.4: Transformada discreta de Fourier en el tiempo de coeficientes a2, b2, c2, y d2.

2.2.3. Ejemplo computacional

Para mostrar cómo calcular la función en la ecuación. 2.24, consideremos un ejemplo simple que

consiste en dos procesos estocásticos modelados como:

X(t) = 0.9X(t− 1)− 0.5X(t− 2) + ε(t)

Y (t) = 0.16X(t− 1)− 0.2X(t− 2) + 0.8Y (t− 1)− 0.5Y (t− 2) + η(t) (2.25)

donde ε(t) y η(t) son dos procesos de ruido blanco correlacionados con matriz de covarianza

Σ =

(
1 0.4

0.4 0.7

)
. Se puede observar una sola realización de los procesos estacionarios conjuntos

en la Figura 2.5(a). Para calcular la interdependencia total fX,Y (w), necesitamos la matriz espectral

S(w) la cual depende de la función de transferencia H(w), aśı, primero procedemos a calcular H(w).

Comparando Ecuación 2.25 con Ecuaciones 2.5 y 2.6, resulta que a21 = 0.9, a22 = −0.5, b21 = 0, b22 =

0, c21 = 0.16, c22 = −0.2, d21 = 0.8, d22 = −0.5. Una vez identificados los coeficientes del modelo

VAR en el dominio del tiempo, procedemos a calcular su respuesta de frecuencia a2(w), b2(w), c2(w) y

d2(w), como la respuesta al impulso de cuatro filtros cuya función de transferencia tiene los coeficientes

[1.00 −0.90 0.50], [0.000.000.00], [0.00−0.160.20], y [1.00−0.800.50], respectivamente. Tales respuestas

de impulso se calcularon utilizando 1024 puntos en el rango [0, π], y se pueden ver en la Figura. 2.4.

Podemos calcular H(w)como en la Ecuación 2.15, y su gráfica se muestra en la Figura 2.5(c). Ahora,

S(w) se puede calcular usando la ecuación. 2.24, de donde extrajimos SXX(w) y SY Y (w), y su gráfica

se muestra en la Figura 2.5(b); finalmente, fX,Y es calculada como se muestra en la Figura 2.5(d).

2.3. Algoritmos evolutivos

El llevar a las computadoras la famosa teoŕıa de evolución de Darwin (publicada en El origen de las

especies basada en la selección natural [12]) consiste en tratar de imitar, con programas de cómputo,

la capacidad de una población de organismos vivos para adaptarse a su medio ambiente por medio

de mecanismos de selección y reproducción. En los últimos cuarenta años varios métodos estocásticos
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(a) (b)

(c) (d)

Figura 2.5: Un ejemplo simple que consta de dos modelos de procesos estocásticos, (a) Una sola realiza-
ción de los procesos estacionarios conjuntos, (b) Espectros automáticos Sxx(w) y Syy(w), (c) Función
de transferencia H(w) respuesta en el dominio de frecuencia, (d) Interdependencia total fXY (w) en el
dominio de la frecuencia.
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Figura 2.6: Diagrama general que describe un proceso evolutivo.

de optimización se han basado en este principio. Darwinismo Artificial o algoritmos evolutivos es el

nombre común para estas técnicas, quizás la más comúnmente escuchadas sean algoritmos genéticos,

estrategias evolutivas o programación genética [35, 25, 51, 45].

Los componentes comunes en estas técnicas son las poblaciones, que representan puntos muestra

de un espacio de búsqueda, y que evolucionan bajo la acción de operadores estocásticos [54, 42, 47].

La evolución usualmente se organiza en generaciones y esto asemeja de una forma simple la genética

natural, la Figura 2.6, muestra la generalidad de un proceso evolutivo. El motor de esta evolución está

dada por:

1. Una selección, asociada a una medida de la calidad de un individuo respecto al problema a

resolver.

2. Operadores genéticos, usualmente mutación y cruza o recombinación, que producen una nueva

generación de individuos.

La eficiencia de un algoritmo evolutivo depende fuertemente de los parámetros establecidos: las

poblaciones sucesivas (generaciones) tienen que converger hacia lo que se desea, esto es, hacia el óptimo

global de una función de desempeño. Una gran parte de la búsqueda teórica en algoritmos evolutivos

está dedicada al delicado problema de la convergencia, aśı también el tratar de focalizar qué tipo de

problemas es fácil o dif́ıcil para un algoritmo evolutivo. La respuesta en teoŕıa es que converge, pero
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otras cuestiones prácticas que cuestionan, como la rapidez de convergencia, permanecen abiertas. Se

puede ver que el interés en las técnicas evolutivas están suficientemente bien fundadas teóricamente, y

de esto que justificadamente en los últimos cuarenta años se han podido aplicar con éxito en diferentes

desarrollos experimentales [51, 31, 48].

Las técnicas evolutivas se suelen recomendar cuando los métodos clásicos y sencillos fallan para

espacios de búsqueda muy grandes, variables mixtas, cuando se tienen varios óptimos locales, o cuando

las funciones son muy irregulares. En otros problemas tales como los dinámicos o interactivos tam-

bién pueden retomarse desde los algoritmos evolutivos, y finalmente estos métodos también pueden

combinarse (hacerlos h́ıbridos) con los métodos clásicos de optimización (e.g. gradiente descendente,

búsqueda tabú)[39].

Se ha tenido mucho éxito en la implementación de estas técnicas en la industria [35, 25], en diversos y

variados campos como lo es el dominio del análisis de imágenes [51, 42, 64, 31, 48, 47] y la visión robótica

[45]. Algunos de estos trabajos son aplicados en algoritmos genéticos, y programación genética, con el

fin de resolverlos de manera efectiva buscando soluciones dentro de un gran conjunto de posibilidades.

2.4. Marco teórico del procesamiento digital de imágenes

En esta sección se describen las bases del procesamiento digital de imágenes, y sus conceptos

básicos que se manejan, aśı como lo que es el reconocimiento de patrones, estas técnicas son de las más

importantes para el desarrollo de nuestro sistema de clasificación.

2.4.1. ¿Qué es la visión?

La visión la entendemos como el sentido de la vista, que se considera el más complejo de todos

los sentidos, a pesar del conocimiento limitado sobre el funcionamiento interno del cerebro. Por lo

tanto, la visión se considera como una de las fronteras finales de la ciencia, porque su comprensión

se basa en descifrar cómo las células individuales dan lugar a operaciones complejas que crean toda

la experiencia visual [28, 26, 40]. Por otro lado, el ojo es el órgano de la visión, o de la sensibilidad

a la luz, que permite a los organismos asimilar información del medio ambiente. El ojo humano es

un órgano que reacciona a la luz para varios propósitos; en combinación con el cerebro, se dice que

exhibe un comportamiento consciente, debido a sus muchos componentes y funciones que permiten la

conciencia del medio ambiente a través de la percepción y la visión de la luz con el objetivo de realizar

tareas como el reconocimiento de objetos y la percepción de profundidad. Por lo tanto, el acto de ver

comienza cuando el ojo enfoca una imagen de su entorno en una membrana sensible a la luz en la parte

posterior del ojo, llamada retina. La Figura 2.7 proporciona un bosquejo simple de los componentes

principales del ojo humano 1.

Desde la antigüedad, los hombres han quedado asombrados por la impresión que deja el sentido

de la vista, y el deseo de recrear ese proceso es indeleble en la historia de la humanidad. Hoy en d́ıa,

tres escuelas diferentes de la comunidad cient́ıfica investigan la visión. Los neurofisiólogos intentan

comprender cómo funcionan los mecanismos sensoriales y neuronales de los sistemas biológicos. Los

psicólogos perceptivos intentan comprender los problemas relativos a la conducta que rigen la tarea de

1Imagen tomada de https://tusdudasdesalud.com/vision/anatomia-ojo/las-partes-del-ojo
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Figura 2.7: Diagrama de las partes del ojo humano.

la percepción, y los cient́ıficos de la visión por computadora investigan los problemas computacionales

y algoŕıtmicos asociados con la adquisición, procesamiento y comprensión de imágenes. El enfoque

cient́ıfico es importante desde la disciplina de las ciencias básicas, ya que implica las leyes de las

matemáticas, la f́ısica y la bioloǵıa, aśı como el conocimiento de su aplicación práctica. Sin embargo, el

.arte.en el estudio de la visión no debe pasarse por alto. Los buenos resultados solo pueden producirse

a partir de imágenes adecuadas, por lo que la pintura, la fotograf́ıa y la videograf́ıa son habilidades

que no deben descartarse a la ligera [28, 57].

2.4.2. Formación de imágenes en el ojo

La formación de las imágenes en la retina se produce a partir de cuatro procesos: la refracción

de la luz, la acomodación del cristalino, la constricción de la pupila y la convergencia de los ojos. La

refracción de la luz es la desviación del rayo de luz cuando pasa de un medio a otro por diferentes

densidades. En el ojo humano la luz tiene que pasar del aire a cuatro medios de diferentes densidades

que son: la córnea, el humo acuoso, el cristalino y el humo v́ıtreo antes de llegar a la retina. Cuando la

imagen está lejos del observador, los cuatro puntos de refracción de la luz en el globo ocular funcionan

en conjunto y tratan de llevar la imagen al centro o fovea de la retina, donde la agudeza visual

es mayor. En el caso contrario, es el cristalino que se encarga de realizar estos procedimientos de

refracción, cambiando su forma de cóncava a convexa según convenga. Este proceso que se da en el

cristalino se llama acomodación. Loa músculos del iris también cumplen la función de la formación de

la imagen en la retina, pues son ellos quienes realizan la constricción de la pupila, para que los rayos

de luz no estimulen súbita o prolongadamente a la pupila. La constricción de la pupila es el proceso

simultáneo a la acomodación del cristalino. Finalmente, la convergencia de los ojos en el enfoque de
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Figura 2.8: Representación óptica de un ojo mirando un objeto

un grupo de objetos o visión binocular, consiste en el movimiento de los globos oculares para que

la luz proyectada por los objetos llegue a puntos idénticos en ambas retinas. Solo aśı, percibimos un

objeto tridimensional y como un conjunto. Una vez dados estos cuatro procesos, la retina construye

una imagen invertida Figura2 2.8, producto de la refracción de la luz en los medios transparentes.

Sin embargo, nuestro cerebro aprende, desde el primer año de vida de los individuos, a interpretar la

imagen en su localización y posición exacta.

La imagen formada en la retina produce una estimulación en los pigmentos de la cornea y los

bastones y transforman la luz en impulsos nerviosos que las neuronas bipolares transmiten a su vez

a las neuronas ganglionares, cuyos axones salen del globo ocular a través del nervio óptico. El nervio

óptico es un conjunto de ramas nerviosas ubicadas en cada globo ocular. Estas ramas se toman en

un punto del encéfalo denominado quiasma óptico; en el cual algunas de las fibras se cruzan al lado

opuesto, mientras que otras no los hacen. Después de atravesar el quiasma, las fibras forman el tracto

óptico (cintilla óptica), llegan al encéfalo y terminan en el tálamo; en este último, establecen sinapsis

con neuronas de tercer orden, cuyos axones se dirigen en los centros visuales de los lóbulos occipitales

de la corteza cerebral.

2.4.3. Espectro visible para el ojo humano.

El espectro visible de luz es el espectro de radiación electromagnética que es visible para el ojo

humano. Va desde una longitud de onda de 400nm hasta 700nm. Además, también se conoce como:

el espectro óptico de la luz.

Estas son entonces las ondas que componen lo que llamamos luz visible. Cuando estamos viendo

un objeto, es porque ese objeto está siendo iluminado por la luz visible. Por otra parte, cuando vemos

que el cielo es de color azul, que el pasto es de color verde o que el cabello de alguien es de color negro,

es porque en ese momento estamos recibiendo diferentes longitudes de onda en la banda de los 400 nm

y los 700 nm.

Aunque los seres humanos estemos limitados a la banda visible del espectro electromagnético (EM),

las máquinas pueden percibir casi el espectro completo, desde los rayos gamma, a las ondas de radio,

como lo podemos ver en la Figura3 2.9.

2Imagen tomada de http://wwwedplasticamayalen.blogspot.com/2015/10/la-camara-oscura-el-funcionamiento-
de.html

3Espectro electromagnético: http://www.paz-digital.net/imagenes/haarp/haarp004.png
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Figura 2.9: Espectro electromagnético

Los autores de muchos art́ıculos y libros aun no se ponen de acuerdo para decir dónde termina el

campo del Procesamiento Digital de Imágenes y dónde empiezan otros campos como el Análisis de

Imágenes y la Visión por Computadora. La tarea de esta última disciplina es utilizar computadoras

y dispositivos f́ısicos para emular la visión humana, incluyendo el aprendizaje, hacer inferencias y

actuar basándose en entradas visuales. La Visión por Computadora, es claramente, un área de la

Robótica en la que los programas intentan identificar objetos representados en imágenes digitalizadas

proporcionadas por cámaras de video, permitiendo aśı que los robots “vean” 4 [57].

2.4.4. Imagen.

Una imagen puede ser definida matemáticamente por una función bidimensional f(x, y), donde x

y y son coordenadas espaciales en un plano, y f es cualquier par de coordenadas es la intensidad o

nivel de gris de la imagen en esa coordenada ∀x, y ∈ R [26].

Imagen digital

Cuando x, y, y los valores de f son todas cantidades finitas, discretas, tal que x, y ∈ N y f(x, y) ∈ N
si 0 ≤ f ≤ L− 1, decimos que la imagen es una imagen digital como se ve en la Figura 2.10. Descrito

por [26], una imagen digital se compone de un número finito de elementos, cada uno con un lugar y

valor espećıficos.

2.4.5. Ṕıxel

El ṕıxel es la unidad de medida más pequeña de video que tiene una luminosidad y color espećıfico

[57]. Sus proporciones están limitadas por el número de ĺıneas que componen la trama de barrido

(el patrón de puntos que forman la imagen) y la resolución a lo largo de cada ĺınea. En la forma

más común de gráficas por computadora, los miles de diminutos ṕıxeles que componen una imagen

4“Computer vision”. Encyclopedia Britannica.2019. Web. 19 Nov. 2019. https://www.britannica.com/technology/computer-
vision
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(a) (b)

Figura 2.10: Ejemplo de imagen continua (izquierda) vs imagen digital (derecha), siendo ésta última
una aproximación discreta en puntos dispuestos en formación matricial, y valores de frecuencia

individual se proyectan en una pantalla de visualización en forma de puntos iluminados que desde la

aparecen como una imagen continua. Un haz de electrones crea la cuadricula de ṕıxeles mediante el

trazado de cada ĺınea superior a la ĺınea de fondo. Un ṕıxel también puede ser el elemento más pequeño

de un dispositivo sensible a la luz, como las cámaras que utilizan dispositivos de carga acoplada5. El

término ṕıxel también conocido como elemento de imagen o “picture element”, y en otra partes es

conocido por muchos como la “célula menor”.

2.4.6. Cuantización y muestreo de la imagen digital

1. Resolución espacial. Tiene que ver con el tamaño de la imagen Figura 2.11. Usualmente decimos

que una imagen digital de tamaño M ×N con L niveles de gris tiene una resolución espacial de

M × N ṕıxeles y una resolución de nivel de gris de L niveles [26]. e.g. Tenemos los estándares

de tamaño en resolución de pantallas VGA (640× 480), XGA (1024× 768), etc. véase la Figura6

2.12.

2. Cuantización del tono. Se refiere al más pequeño cambio discernible en nivel de gris aunque,

medir los cambios discernibles en niveles de intensidad es un proceso altamente subjetivo véase

la Figura 2.13. Este tiene que ver con la discretización del nivel de gris asociado a cada punto

de la imagen. La potencia de 2 que determina la cuantización, el número de niveles de gris, es

usualmente 8 bits, es decir, 256 diferentes niveles de grises. Algunas aplicaciones especializadas

utilizan 16 bits, esto depende de la aplicación ya que si necesitamos obtener muchos rasgos o

información, es necesario tener mayor detalle del objeto. Veamos la tabla 2.1:

5“ṕıxel”. Encyclopedia Britannica.2019. Web. 19 Nov. 2019. https://www.britannica.com/technology/pixel
6Imagen de referencia tomada de http://www.intermediarte.org/wp-content/uploads/2009/09/screenresolutions.jpgtext
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Figura 2.11: Imagen de 1024x1024 original y sus submuestreos de 512x512, 256x256, 128x128, 64x64
y 32x32.

Figura 2.12: Tamaños estándar en resolución.
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Figura 2.13: Imagen de 472 x 374 ṕıxeles de resolución, en 256, 128, 64, 32, 16, 8, 4 y 2 niveles de gris
[26].

Tabla 2.1: Tabla de valores potencia de 2.
Número de bits potencia valores

1 21 2
2 22 4
4 24 16
8 28 256

2.5. Procesamiento digital de imágenes

El procesamiento de imágenes es el conjunto de técnicas computacionales para el análisis, la mejora,

la compresión y la reconstrucción de imágenes. Sus principales componentes son importadores, en el

que se captura una imagen a través de la exploración o la fotograf́ıa digital; el análisis y la manipulación

de la imagen, se realiza utilizando diversas aplicaciones de software especializados; y de salida (por

ejemplo, a una impresora o monitor). El procesamiento de imágenes tiene amplias aplicaciones en

muchas áreas, incluyendo la astronomı́a, la medicina, la robótica industrial, y la teledetección por

satélites7.

Para el procesamiento digital de imágenes, la segmentación de imágenes es una de las principa-

les problemáticas a resolver, permitiendo la extracción de contornos, texturas y regiones presentes y

7“image processing”. Encyclopedia Britannica.2019. Web. 19 Nov. 2019. https://www.britannica.com/technology/image-
processing
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Figura 2.14: Elementos del análisis de Imágenes desde el PDI [26].

facilita etapas posteriores del procesamiento relacionadas con la representación e interpretación de la

información contenida. Existen diferentes formas de realizar la segmentación de una imagen. El enfoque

basado en reconocimiento de patrones consiste en el uso secuencial de:

Técnicas de extracción de caracteŕısticas, que identifican o describen numéricamente ṕıxeles o

regiones de la imagen.

Técnicas de reconocimiento de patrones, que permiten separar regiones en la imagen, identifi-

cando las mismas según sus diferentes caracteŕısticas.

Una gran cantidad de algoritmos ha sido desarrollada para la extracción de caracteŕısticas y reco-

nocimiento de patrones, con enfoques y criterios muy variados. Cada uno se basa en un determinado

paradigma de análisis del problema y un conjunto de parámetros que lo definen. La gran cantidad de

parámetros involucrados en el uso de cada técnica hace a menudo dif́ıcil la optimización del algoritmo

que se desea utilizar. Frecuentemente, además, es necesaria la combinación de más de una técnica para

una tarea espećıfica de segmentación.

Nuestro sentido más avanzado es la vista, y no es sorprendente que las imágenes jueguen el papel

más importante en la percepción humana de su entorno, y a partir de ello conforma muchas de sus

tareas. La Figura 2.14 muestra un sistema del procesamiento digital del imágenes de propósito general

propuesto en [26], el cual es el que se toma de referencia para todo el procesamiento de la imagen

digital. A continuación vemos los bloques:

Adquisición de imágenes. Generalmente incluye preprocesamiento e.g. cambiar el tamaño la

imagen.

Preprocesamiento. Después de que la imagen digital ha sido obtenida, el siguiente paso es el

preprocesamiento. Su función es mejorar la imagen de manera que se incremente la oportunidad

de éxito de los siguientes procesos. El pre-procesamiento casi siempre trata con técnicas para

realzar el contraste y eliminar cualquier elemento de ruido.
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Segmentación. Definida de forma amplia, la segmentación particiona una imagen de entrada en

sus partes constituyentes u objetos. En general, la segmentación automática es una de las tareas

más dif́ıciles en el procesamiento digital de imágenes. Un proceso de segmentación robusto lleva el

proceso un largo camino hacia la solución satisfactoria de los problemas de imagen que requieren

los objetos para ser identificados individualmente. Por otro lado, los algoritmos de segmentación

débiles o eŕıticos casi siempre garantizan el fracaso final. En general, cuanto más precisa es la

segmentación, el reconocimiento más probable es tener éxito.

Segmentación y Descripción. La segmentación y la descripción casi siempre siguen después de

una etapa de segmentación, que por lo general son ṕıxeles en formato RAW8, que constituye ya

sea el ĺımite de una región (es decir, el conjunto de ṕıxeles que separan una región de imagen de

otra) o todos los puntos en la misma región. Descripción, también llamada función de selección,

se ocupa de extraer los atributos de la información, los cuales resultan en alguna información

cuantitativa de interés o son básicos para la diferenciación de una clase de objetos de otro.

Reconocimiento e interpretación. El reconocimiento es el proceso que etiqueta, o asigna un

nombre, a un objeto basándose en la información que proveen sus descriptores. La interpretación

involucra la asignación de significado a un conjunto de objetos reconocido. En términos de nuestro

ejemplo, identificar un rostro de una persona, requiere la asociación de los descriptores para este

rostro con la etiqueta R1 por ejemplo.

Base de Conocimiento. La base de conocimiento mantiene toda la información (conocimiento)

que se tiene acerca del problema. Este conocimiento puede ser simple, teniendo solo las regiones

de la imagen donde la información de interés se sabe que esta localizada, con lo que se reduce

la búsqueda que gúıa el camino a esa información. Además de guiar la oración de cada modulo

del proceso, la base del conocimiento también controla la interacción entre módulos. Como se

representa con flechas de doble sentido en la Figura 2.14.

Es importante mencionar que los resultados del procesamiento pueden verse en la salida de

cualquier paso de la Figura 2.14 descritas en [26]. También debe hacerse notar que no todas la

aplicaciones del procesamiento digital de imágenes requieren la complejidad de interacciones de

la Figura 2.14. Muchas aplicaciones caen fuera de este esquema. De hecho, no todos los módulos,

son siempre necesarios. Por ejemplo, el realce de imágenes para interpretación visual humana rara

vez va más allá de la etapa de pre-procesamiento. En general, las funciones de pre procesamiento

que incluyen reconocimiento e interpretación están asociadas con aplicaciones de análisis de la

imagen, en la cual el objetivo es extraer las caracteŕısticas o la información necesaria de una

imagen de manera automática o semiautomática.

2.5.1. Textura

La textura en este trabajo es una de las partes más importantes ya que dentro del análisis de

imágenes digitales es necesario tener una idea de lo que significa la “textura”. Desde el PDI es un

8El formato de imágenes RAW (entiéndase como “formato de imagen sin modificaciones”) es un formato de archivo
digital de imágenes que contiene la totalidad de los datos de la imagen tal y como ha sido captada por el sensor digital
de la cámara fotográfica.
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(a) Textura suave (b) Textura rugosa (c) Textura regular

Figura 2.15: Ejemplo de texturas.

método descripción de regiones el cual consiste en la cuantificación de su contenido. Este descriptor

proporciona intuitivamente medidas de propiedades tales como suavizado Figura 2.15(a), rugosidad

Figura 2.15(b), regularidad Figura 2.15(c), entre otras. Existen tres métodos principales en el PDI

para describir la textura de una región, los estad́ısticos, estructurales y espectrales. Las soluciones

estad́ısticas nos dan caracteŕısticas de textura como suavidad, rugosidad, granulosidad, y algunas más

similares como se ve en la Figura 2.15. Las estructurales tratan de la composición de primitivas de

imágenes, tales como la descripción de texturas basadas en lineas paralelas regularmente espaciadas.

Finalmente las técnicas espectrales están basadas en las propiedades del espectro de Fourier y son

utilizadas primordialmente para detectar periodicidad global de una imagen mediante la identificación

de picos estrechos de alta enerǵıa del espectro [26].

2.6. Reconocimiento de patrones

El reconocimiento de patrones es la ciencia que se encarga de la descripción y clasificación (recono-

cimiento) de objetos, personas, señales, representaciones, etc [7, 13]. Esta ciencia trabaja con base en

un conjunto previamente establecido de todos los posibles objetos (patrones) individuales a reconocer

[22].

Con el paso de los años se han diseñado e implementado algoritmos para simular la habilidad

humana de reconocer objetos. A la par con el desarrollo de métodos capaces de emular las diferentes

formas de reconocimiento de patrones, ha evolucionado la construcción de sistemas automáticos dota-

dos de cierta inteligencia, que procesan la información de los objetos. Las tareas en reconocimiento de

patrones pueden ser descriptivas o predictivas. Las tareas descriptivas son para caracterizar el conjunto

de datos de cierta clase y las tareas predictivas son para asignar una etiqueta clase a una muestra a

partir de un conjunto de muestras cuya clase es conocida [22].

2.6.1. Patrones

La representación que describe a un objeto se le llama patrón [13]. Existen dos tipos de patrones:

abstractos y concretos, los patrones abstractos son aquellos que no podemos visualizar por decir las

ideas, pensamientos, estados de animo, etc., y los patrones concretos son aquellos que podemos visuali-

zar, por ejemplo, śımbolos, letras, fotograf́ıas, firmas, rostros, señales auditivas, etc. [7]. Un patrón esta
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Figura 2.16: Elementos de un sistema de reconocimiento de patrones.

formado por un conjunto de n valores o medidas para las caracteŕısticas o atributos que representan

a un objeto. Dependiendo del dominio del problema, un patrón puede ser tratado como un vector de

caracteŕısticas en un espacio n-dimensional, como se puede ver la ecuación 2.26; o como una cadena de

śımbolos, como se puede ver en la ecuación 2.27, donde S es el conjunto de todas la cadenas formadas

a partir de los śımbolos. El conjunto de los valores posibles para las caracteŕısticas de un patrón es el

espacio de caracteŕısticas o espacio de representación.

x =



x1

x2

.

.

.

x3


∈ X ⊂ R (2.26)

x = x1, x2, .......xn ⊂ S (2.27)

El reconocimiento de patrones se enfoca de dos maneras: supervisado y no supervisado. En el

supervisado se cuenta con información de la categoŕıa a la que pertenecen las muestras de un conjunto

de entrenamiento. En el no supervisado no contamos con la información referente a las clases.

2.6.2. Elementos de un sistema de reconocimiento de patrones

En la Figura 2.16, se describen en general las etapas de un sistema de reconocimiento de patrones,

el objetivo de estas etapas es ajustar el sistema para que sea capaz de clasificar señales u objetos

de entrada en una de las clases predefinidas [7, 13]. Para ello deberá analizar un cierto número de

caracteŕısticas y para poder clasificar satisfactoriamente señales de entrada, es necesario un proceso de

aprendizaje en el cual el sistema crea un modelo de cada una de las clases a partir de una secuencia

de entrenamiento o conjunto de vectores de caracteŕısticas de cada una de las clases.

Como puede verse en el diagrama de la Figura 2.16, el sistema de reconocimiento de patrones de

manera general se divide en tres etapas:

1. Sensado: El objetivo de esta etapa es convertir y representar los datos obtenidos para su futura

clasificación. Generalmente el costo de este depende de la calidad del sensor o electrodo ocupado,
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Figura 2.17: Diseño de un sistema de reconocimiento de patrones.

por lo tanto entre mayor calidad se tenga mayores caracteŕısticas tendrá, por ejemplo menor

ruido o mayor fiabilidad en las señales obtenidas.

2. Extractor de caracteŕısticas: A partir de la señal obtenida por el sensado, a este se le extraerá

información conocidas como caracteŕısticas relevantes y aśı eliminará redundancias e información

irrelevante.

3. Clasificador: de acuerdo a las caracteŕısticas extráıdas en la etapa anterior, el clasificador asignará

una categoŕıa apropiada a los patrones obtenidos.

2.6.3. Diseño de un sistema de reconocimiento de patrones

En la Figura 2.17 se muestran las 3 etapas de diseño que incluye una serie de tareas que se deben

realizar para su construcción. Contiene las etapas de: datos, caracteŕısticas y clasificación.

El proceso inicia con la adquisición y preparación de los datos (tarea 1.1). En la tarea (1.2),

preparación de los datos, se plantea una estrategia de pre-procesamiento, que puede ser de diferente

ı́ndole dependiendo del tipo de patrones, con el objetivo de limpiar, seleccionar e integrar los datos

para su procesamiento.

En la etapa de caracteŕısticas se realiza primero la tarea (2.1), análisis de datos con el objetivo

de plantear una estrategia de extracción de caracteŕısticas. Posteriormente se aplican algoritmos de

selección y transformación en la tarea (2.2), este procesamiento en el dominio de las caracteŕısticas es

con dos objetivos: incrementar la separabilidad de las clases y reducir la dimensión de los patrones. A
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continuación se realiza la tarea (2.3), una evaluación de la separabilidad de las clases, en caso de no

obtenerse los resultados deseados, podemos replantear la estrategia de formación de caracteŕısticas o

de procesamiento en el dominio de las caracteŕısticas. La etapa termina cuando se consigue un conjunto

de caracteŕısticas con un criterio de separabilidad conveniente [22].

La última etapa es para la construcción del clasificador. En la tarea (3.1) se selecciona y se configura

un algoritmo de clasificación. Posteriormente en la tarea (3.2), se entrena el clasificador, esta tarea

depende del algoritmo seleccionado y consiste en utilizar un conjunto de datos, llamado conjunto de

entrenamiento, para especificar el clasificador. Finalmente una evaluación del clasificador en la tarea

(3.3), si el resultado de la evaluación no es satisfactorio, hay diferentes opciones de retorno en el proceso

de diseño, se puede cambiar la estrategia de evaluación, el conjunto de datos de entrenamiento, el tipo

de clasificador utilizado o regresar a las etapas anteriores para replantear la estrategia de formación

de caracteŕısticas o de adquisición y preparación de los datos.



Caṕıtulo 3

Metodoloǵıa

En este capitulo, describimos la metodoloǵıa desarrollada para la técnica de CWG con ayuda de

un AG aplicado a imágenes de escenarios naturales.

Para el uso de la metodoloǵıa CBIR existen diferentes factores determinantes que deben tenerse en

cuenta al extraer la información de las imágenes, como lo son luminosidad, la orientación, la escala,

la homogeneidad, etc. La caracteŕıstica principal en nuestros patrones propuestos es la textura local,

de modo que tratamos de crear un diccionario base para luego construir las series de tiempo a partir

de la lectura de las imágenes y la comparación con de estas con el diccionario, con el cual se aplicó la

teoŕıa de CWG.

3.1. Desarrollo de la arquitectura del sistema

Para la construcción del diccionario se seleccionan un conjunto de k texturas sobre las imágenes

a estudiar a las que llamaremos texturas de referencia. Las k texturas generadas representan partes

de objetos dentro de las imágenes como cielo, nubes, vegetación, roca, etc., tratando de hacer una

segmentación manual de las escenas como se muestra en la Figura 3.1.

Una vez obtenido el conjunto de las k texturas de referencia, los valores en el espacio de color

HSI, de cada una de ellas se analizan para generar un rango de valores máximos y mı́nimos que les

represente, estos valores nos ayudan a determinar los umbrales de comparación para las texturas de

prueba de una imagen de consulta, tal como se muestra en el caṕıtulo de pruebas en la Tabla 5.1.

La metodoloǵıa propuesta para la identificación y clasificación de escenas por CWG se muestra en

la Figura 3.2. A continuación se describen las etapas de la arquitectura.

1. Base de datos de escenarios naturales (BDEN). Representa el conjunto de las imágenes a

considerar, contiene las imágenes de los escenarios naturales.

2. Lectura de la imagen. Se encarga de extraer las imágenes de la base de datos, que serán

procesadas en formato de color RGB.

3. Procesamiento de la imagen. Realiza el pre-procesamiento de las imágenes, con un ecualizado

del histograma y después, se aplica el algoritmo de corrimiento de media presentado en [55] para

38
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Figura 3.1: Ejemplo de selección de las texturas de referencia con segmentación manual.

dejar la imagen como se muestra en la Figura 3.3, con esto la imagen queda preparada para ser

utilizada en la siguiente etapa.

4. Cambio de espacio de color RGB a HSI. El espacio de color RGB no nos proporciona la

información necesaria para la extracción de caracteŕısticas ya que para el análisis del contenido

visual buscamos caracterizar información no susceptible del color, de este modo pasamos al

espacio de color HSI, tal que nos proporciona la información relacionada con la textura.

5. Extracción de caracteŕısticas. Este bloque consta de tres etapas importantes:

Emparrillado de la imagen. Tomando como referencia el trabajo realizado en [29], se

realiza un emparrillado regular de la imagen de 10×10 ventanas, para el análisis de textura

CBIR; en nuestra propuesta usamos un emparrillado de r × c ventanas, tal que se tiene la

posibilidad r 6= c, donde c := número de ventanas en horizontal (columnas), y r := número

de ventanas en vertical (filas).

Construcción de la vecindad. En cada uno de los cuadros resultantes del emparrillado

se extrae una vecindad de tamaño p × p ṕıxeles, a partir del vértice superior izquierdo de

cada región, como se observa en la Figura 3.4, tal que p < r
∧
p < c.

Extracción de caracteŕısticas CBIR. La imagen es léıda a partir de las vecindades de

la siguiente forma: nos colocamos en la esquina superior izquierda de la imagen, se crea

una vecindad de tamaño p× p ṕıxeles desde la esquina superior derecha de la ventana y se

extrae la información CBIR, y nos desplazamos siguiendo en orden vertical descendente de

las vecindades, leyendo cada una de ellas. Una vez que se llega al final de los renglones, nos

movemos a la vecindad derecha y subimos hasta el primer renglón, después nos movemos

a la vecindad derecha y bajamos nuevamente, esta lectura se repite para toda la imagen

hasta llegar a la última rejilla, como se muestra en la Figura 3.5. Cada lectura de la vecindad

genera un patrón de tamaño 1×3, i.e. una caracteŕıstica por canal de la imagen. Finalizada la

extracción de caracteŕısticas de todas las vecindades léıdas en el orden establecido, se tendrá



CAPÍTULO 3. METODOLOGÍA 40
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Figura 3.2: Arquitectura del sistema de clasificación.

Figura 3.3: Etapas del acondicionamiento de la imagen
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Figura 3.4: Ejemplo de un emparrillado regular w = 10 × 10, con vecindades dentro de cada ventana
de tamaño vecindad = 10× 10 ṕıxeles.

Figura 3.5: Ejemplo de la lectura temporal/secuencial de las vecindades de una imagen.



CAPÍTULO 3. METODOLOGÍA 42

Figura 3.6: Serie de tiempo / lectura secuencial de la imagen para el análisis de causalidad.

una matriz M i
s de tamaño w × 3, donde w = r ∗ c : el número de vecindades analizadas para

cada i-ésima imagen de la clase Cs.

6. Generación de las series de tiempo / lectura secuencial de la imagen. Por cada M i
s

del paso anterior, cada entrada de matriz se compara con las k−texturas del diccionario para

construir una señal discreta T i
S a través de la lectura secuencial de la imagen, definida como una

matriz de tamaño k × w, véase Figura 3.6.

En la comparación con el diccionario de texturas base, el valor 1 se asigna a la caracteŕıstica

más cercana a la muestra y 0 a las demás, de acuerdo con los valores de umbral que caracterizan

cada textura tal como se presentaron previamente. Después de procesar las entradas/muestras

de todos los M i
s, el conjunto de señales para cada escenario se almacena en FMs, la matriz de

series de tiempo correspondiente a una clase s que contiene imágenes de Imgs.

7. Análisis de causalidad de Wiener-Granger. Cada matriz FMs creada en el paso anterior

se utilizo en el análisis CWG, para obtener las relaciones causales entre cada una de las texturas

base. Se generó una matriz de relaciones de causalidad, ηs, relacionada con las imágenes de entre-

namiento, como se muestra en la Figura 3.7; en esta matriz, los colores más oscuros representan

relaciones causales más fuertes, estas relacione se pueden representar a través de un diagrama de

estado donde las ĺıneas continuas representan solo las relaciones causales más fuertes. El análisis

de causalidad se realizo por medio del toolbox de causalidad MVGC [3], el cual se invocó como

una llamada de sistema externo.

Una vez que se ha realizado el análisis de causalidad para cada escenario Cs, obtenemos una
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Figura 3.7: Generación de la matriz de relaciones causales Πs obtenida por el toolbox MVGC.

matriz de relaciones de causalidad ηs de tamaño k × k, con el total de las relaciones causales

FTi,Tj de la textura Ti → Tj (como se indica en la ecuación (3.1)), de modo que si un valor de

FTi,Tj = 0 significa que no hay una relación causal de la textura i→ j, y en la medida en que el

valor aumenta con respecto a otros valores de ηs, decimos que la relación causal es significativa

con respecto a los demás.

ηs =


FT1,T1

FT1,T2
. . . FT1,Tk

FT2,T1
FT2,T2

. . . FT2,Tk

...
...

...
...

FTk,T1
FTk,T2

. . . FTk,Tk

 (3.1)

Las matrices de causalidad ηs se normalizan de acuerdo con la suma total de sus valores, siendo

Ns =
∑k

i,j=1 FTi,Tj , tal que ηNs es la matriz normalizada del s−ésimo escenario, para s =

1, . . . , Cs, con Cs: el número de tipos de escenarios considerados, como dado en la ecuación

(3.2). A partir de esta matriz resultante, los valores de la diagonal principal no se tienen en

cuenta porque estos valores no generan fuerza en la relación de causalidad; Como se observa en

la teoŕıa, no existe una relación causal entre las mismas variables.

Al final, para Cs clases o escenarios, el concentrado total de las matrices, Γ, se define en la

Ecuación (3.3).

ηNs =


FT1,T1

FT1,T2
. . . FT1,Tk

FT2,T1
FT2,T2

. . . FT2,Tk

...
...

...
...

FTk,T1
FTk,T2

. . . FTk,Tk

 ∗ 1

Ns
(3.2)

Γ = ∪Cs
l=1η

N
l = {ηN1 ,ηN2 . . .ηNCs} (3.3)

Las matrices Γ son utilizadas como entradas y sirven como un patrón descriptivo para cada

escenario o clase contenida en la base de datos.

8. Selección de relaciones causales mediante algoritmo genético. Para buscar las relaciones

causales entre diferentes texturas que son más importantes o relevantes, para cada una de las

escenas, esto se puede lograr de una manera simple eliminando las relaciones que tienen un valor
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numérico menor que un umbral establecido previamente.

Sin embargo, una desventaja de este método es el establecimiento del umbral que se utilizará,

porque no hay conocimiento de a priori del valor óptimo; Además, la complejidad aumenta

cuando aumenta el número de texturas en el diccionario, junto con el número de clases e imágenes

a examinar. Otro inconveniente de esta solución es que algunas de las relaciones débiles también

podŕıan ser importantes para caracterizar un escenario. Por lo tanto, es necesario implementar

una selección automática que discrimine las relaciones relevantes como un proceso de optimización

combinatoria. Los algoritmos genéticos (AG) se han utilizado con éxito en varios problemas de

visión por computadora junto con el procesamiento de imágenes digitales [48] y la clasificación [28,

14, 54, 31, 45]. En este trabajo, AG se muestra como una solución adecuada para la optimización

requerida.

3.2. Requerimientos computacionales

La evaluación experimental de la propuesta se generó utilizando la potencia de la computadora

clúster de doble núcleo de 19 procesadores. Cada procesador es una CPU Intel©Xeon ©E5 − 2670

v3 2.30 GHz y 74 GB RAM.

La BDEN utilizada para la evaluación consta de los siguientes datos:

Vogel and Shiele (V S) [58], que incluye 6 paisajes con 700 imágenes clasificadas como: 144 costa,

103 bosque, 179 montaña, 131 pradera, 111 ŕıo/lago y 32 cielo/nube.

Oliva y Torralba (O T) [50], incluyendo 4 paisajes con 1472 Imágenes clasificadas como: 360

costa, 328 bosque, 374 montaña y 410 pradera.

Como se puede observar la cantidad de imágenes en la base de datos, el número de clases, el tamaño

del emparrillado y el número de texturas base son cantidades importantes que se tienen que tomar

en cuenta al momento de desarrollar este trabajo, ya que si se incrementa la cantidad de alguna de

las variables mencionadas, el costo computacional se dispara, por esto es que debemos explotar todas

las caracteŕısticas computacionales que tengamos a nuestra disposición, es por eso que se propone

el uso de una metodoloǵıa de programación paralela. El enfoque paralelo desarrollado funciona en

una arquitectura de memoria distribuida utilizando la biblioteca MPI; es decir, hay un conjunto de

procesos sin memoria compartida, y estos procesos funcionan en paralelo, y la comunicación pasa por

el intercambio de mensajes para determinar las relaciones causales relevantes de todo el escenario.

Cada proceso puede acceder a la BDEN para extraer y trabajar con el conjunto de imágenes

correspondiente. La complejidad del algoritmo en esta propuesta se da para la ecuación (3.4).

O(Nclass × k × CIP × r × c× nImg × tcomp ×WGCtb) (3.4)

donde:

Nclas = Número de clases en la base de datos

k = Número de texturas base
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CIP = Constante para cada procesamiento de imagen

r = Cantidad de renglones en la malla

c = Cantidad de columnas en la malla

nImg = Cantidad de imágenes por clase

tcomp = Tiempo de comparación con las texturas base

WGCtb = Tiempo de análisis de causalidad

Por lo tanto surge la necesidad de implementar mecanismos de programación paralela para resolver

el problema de una manera más eficiente, manejando grandes cantidades de información en un menor

tiempo.

En el caṕıtulo siguiente se mostrará la implementación del AG logrando el resultado óptimo, tras

resolver el reto del cómputo masivo involucrado sin perder precisión en los resultados.



Caṕıtulo 4

Algoritmo genético como soporte de

la metodoloǵıa CWG

En esta sección se desarrolla la implementación de la metodoloǵıa planteada para la selección de

las relaciones causales para cada uno de los escenarios naturales, por medio de un algoritmo genético

(AG) y el desarrollo de una metodoloǵıa de cómputo paralelo para agilizar el tiempo de búsqueda, de

las mejores soluciones que cumplan la función de aptitud.

4.1. Selección de relaciones causales por medio de un Algorit-

mo Genético

Buscando el análisis de las matrices Γ generadas por el análisis CWG para encontrar las relacio-

nes causales más significativas para un escenario, proponemos que cada matriz sea tratada con una

implementación del AG. En esta sección proporcionamos la propuesta del AG en detalle.

En este enfoque, cada matriz ηNs ∈ Γ se expresa usando la representación vectorial, vea la Figura

4.1 partes (a) y (b); esto solo se logra concatenando las filas de la matriz ηNs , entonces las entradas

de las diagonales se eliminan como se muestra en la Figura 4.1 parte (c). En la Figura 4.1, parte (d),

una reasignación de los valores después de ajustar la eliminación anterior. Esto proporciona un vector

de ı́ndice continuo que tiene el tamaño de cada vector 1 × (k2 − k) por cada fila s−ésima, una por

escenario. Siguiendo este proceso, finalmente, se crea la matriz τ, que contiene la conformación lineal

de cada matriz ηNs , con s = {1, 2, · · · , Cs} en diferentes filas, como se muestra en la Figura 4.1 parte

(e).

4.1.1. Codificación del individuo

Se conforma una representación binaria individual para un escenario, τ [i], para crear una matriz

de tipo de filtro de tamaño 1× (k2 − k) de ceros y unos, de modo que si se trata de una entrada o la

relación causal se selecciona en esa matriz, se usa el valor 1 y 0 si no. Por lo tanto, tenemos Cs filas,

una fila por escenario, se pretende que cada fila de la matriz de filtro pueda ser diferente de las otras

46
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Figura 4.1: Proceso de generación de la matriz τ, para un escenario dado, para cada s−ésimo renglón
∈ τ.
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Figura 4.2: Construcción del genoma Gx.

ĺıneas, con el propósito de caracterizar cada tipo de escenario de una manera única. Luego es necesario

aplicar un proceso automático para determinar qué valores de la matriz τ son caracteŕısticas relevantes

para distinguir las relaciones causales de cada escenario y, en función de este resultado, selecciona qué

valores se eliminarán para número preestablecido de texturas. Con la selección de los valores causales

más relevantes, se busca tener una clasificación por medio de un clasificador de distancia, hacia la

matriz τ para cada una de las imágenes de consulta.

4.1.2. Función de aptitud

La evaluación de la aptitud de cada individuo se genera de la siguiente manera. Primero, la Ecuación

(4.1) se aplica al individuo Gx, que representa una selección de relaciones de textura para el s−ésimo

escenario en cuestión, usando la matriz τ en la Figura 4.2.

ρGxs =

k2−k∏
l=1

Gx(l) ∗ τs,l

Cs∑
m=1

k2−k∏
l=1

Gx(l) ∗ τm,l

, tal que Gx(l) 6= 0 (4.1)

Aśı,
∏
Gx(l) ∗ τs,l se refiere al producto de las entradas τ, ubicadas en s−ésimo escenario (fila s)

y columna l, especificando una relación causal, luego Gx(l) es una entrada válida no nula del genoma.

Por lo tanto, ρGxs es la probabilidad total para el individuo Gx aplicado a todos los escenarios.

Con base en estos datos, por medio de la teoŕıa de la probabilidad, el individuo Gx debe cumplir

la condición: ρGxs > ρGxj , tal que s ∈ {1, 2, · · · , Cs}, s 6= j y 1 ≤ j ≤ Cs.
Es decir, las probabilidades de Cs correspondientes a cada escenario que evalúa el individuo Gx

se obtienen con el cálculo de ρGxj . La ecuación (2) da el primer paso para el proceso de optimización,

considerando la probabilidad máxima relacionada con las relaciones causales que mejor caracterizaron

el s−ésimo escenario frente a los demás.

Gx∨
s

=

{
ρGxs if ρGxs = Max{ρGxj }j=1,...,Cs

0 if ρGxs 6= Max{ρGxj }j=1,...,Cs

(4.2)
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Figura 4.3: Construcción de una imagen de consulta con N muestras.

Entonces, la función de aptitud o “fitness”, fs(Gx), esta determinada por la Ecuación (4.3).

fs (Gx) =


CPs if

Gx∨
s
> 0

0 if
Gx∨
s

= 0

(4.3)

Para este fin se consultan las imágenes contenidas en cada s−escenario, haciendo uso de la prueba

de resubstitución. Cada consulta de imagen en la base de datos, proporciona el escenario al que corres-

ponde, con esta información se llena la matriz de confusión que se utiliza para calcular el porcentaje

de clasificación. El proceso de consulta de imagen se describe en el siguiente párrafo. Más tarde, en

la Sección 4.1.3 la función de aptitud global se toma en cuenta para el proceso de evolución de la

población en el proceso del AG.

Creación de una consulta a partir de una sola imagen

Para clasificar una imagen de un s-escenario considerando las relaciones especificadas en un indi-

viduo Gx, se debe construir una matriz de relación causal MCsi. El primer paso consiste en crear un

conjunto de M imágenes sintéticas, L1, L2, . . . , LM , a partir de una sola imagen L. Esto se produce

mediante la manipulación de la primera lectura de la imagen, haciendo un desplazamiento circular

de d posiciones para cada nueva imagen sintética, a fin de crear varias muestras de la misma imagen

como se muestra en la Figura 4.3 . De esta manera se tiene, la matriz de consulta respectiva MCsi

de tamaño |k × w ×M |. Donde k :=número de texturas en el diccionario, w :=número de ventanas,

y M := número de imágenes sintéticas, la cual se genera para alimentar el análisis de CWG, con la

finalidad de obtener la matriz de relación causal normalizada resultante ηML de tamaño |k × k|. Estos

pasos los llevan a cabo las ecuaciones (3.1) y (3.2).
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Entonces, la manipulación de la matriz ηML se realiza como se muestra en la etapa presentada en

la Figura 4.1 para obtener la representación lineal de la matriz de relaciones causales. El último paso

de la consulta consiste en aplicar el clasificador k-NN, con k := 1, para determinar qué escenario (fila)

de la matriz τ tiene las relaciones más cercanas a la representación de la relación lineal de la imagen

i-esima, considerando solo la relación indicada con los valores Gx distintos de cero.

4.1.3. Implementación del AG

Se aplica un algoritmo genético para cada ĺınea de τ con la finalidad de seleccionar automáticamente

las relaciones causales más representativas de cada escenario. La Figura 4.4(a) muestra el diagrama

de flujo del algoritmo general de este enfoque. Se genera aleatoriamente una población inicial, PG, de

sizeP individuos, donde sizeP es un número impar y cada individuo tiene un tamaño k2 − k, este es

el tamaño en columnas de la matriz τ.

Luego, los individuos PG se evalúan con la función de aptitud, Ecuación (4.3), para un s−escenario

particular, considerando el conjunto total de imágenes que lo conforman, como se muestra en la Figura

4.4(b). La aptitud del individuo se almacena dentro de una matriz de aptitud {•}, como se aprecia en

la Ecuación (4.4). Por consiguiente, la matriz {•} se ordena, de más alto a más bajo, para encontrar

al mejor individuo con la mayor aptitud.

{•} = {f1(Gx), f2(Gx), . . . , fsizeP (Gx)}, (4.4)

tal que fp(Gx) ≥ 0 para 1 ≤ p ≤ sizeP . Para esta propuesta, el tamaño de la población sizeP = 21,

la longitud del genoma = 12, y el número de iteraciones fue maxGen = 100 generaciones.

Para generar la nueva población, (sizeP − 1)/2 tripletas de números aleatorios son creadas,por

ejemplo, {1, 5, 1} o {2, 4, 0}, donde los dos primeros números son los números individuales seleccionados

que generan los nuevos individuos, el tercer elemento de la tripleta es uno de las dos posibles operaciones

genéticas a ejecutar; ya sea cruza “1” o mutación “0 ”.

A partir de cada tripleta, generamos dos nuevos individuos sea cual sea la operación genética ya

sea por cruza, o por mutación, los dos individuos seleccionados se alteran por separado, para generar

dos elementos nuevos para la nueva generación.

La operación de cruza se aplica en un punto aleatorio uniforme de los dos cromosomas participantes,

y el operador de mutación se realiza sobre 10 % de los elementos de un cromosoma, como se muestra

en la Figura 4.5.

Las operaciones genéticas de mutación y cruza se aplican a 30 % y 70 % de la población para nuestra

implementación, respectivamente, lo que favorece la selección de los individuos con mejor función

de aptitud para su reproducción. El individuo con el mejor función de aptitud pasa a la siguiente

generación por medio del elitismo. De esta manera, la población evolucionará hacia una selección de

relaciones causales relevantes con el objetivo de caracterizar cada escenario de la base de datos.

El criterio de paro del AG se da cuando el porcentaje de clasificación llega al 100 % o se alcanza

un número máximo de generaciones.

Después de aplicar el AG Cs−veces, se encuentran los individuos que contienen las relaciones cau-

sales más relevantes para cada escenario. Luego, la matriz τ se actualiza y sus entradas se reemplazan



CAPÍTULO 4. ALGORITMO GENÉTICO COMO SOPORTE DE LA METODOLOGÍA CWG 51

(a) (b)

Figura 4.4: Diagrama general de flujo de la implementación del AG.

Figura 4.5: Aplicación de los operadores genéticos.
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por un valor cero siempre que las entradas individuales correspondientes tengan un cero y mantengan

su valor en otro caso.

4.2. Paralelización del algoritmo genético

En esta sección, se presenta un algoritmo paralelo para acelerar el rendimiento de la metodoloǵıa

CWG propuesta. El enfoque paralelo funciona en una arquitectura de memoria distribuida utilizando

la biblioteca MPI; es decir, hay un conjunto de procesos sin memoria compartida, y estos procesos

funcionan en paralelo, y la comunicación pasa por el intercambio de mensajes para determinar las

relaciones causales relevantes de todo el escenario. Cada proceso puede acceder a la BDEN para

extraer y trabajar con el conjunto de imágenes correspondiente. La complejidad del algoritmo en esta

propuesta se da para la ecuación (4.5).

O(Nclass × k × CIP × r × c× nImg × tcomp ×WGCtb) (4.5)

dónde, Nclass := número de clases, k := número de texturas, CIP := constante para cada

procesamiento de imagen, r := número de filas en la cuadŕıcula, c := número de columnas en la

cuadŕıcula, nImg := número total de imágenes, tcomp := tiempo de comparación con las texturas

base, WGCtb := tiempo de análisis de causalidad, (por ejemplo, para una imagen de tamaño 640x480

ṕıxeles, r = (640/20), c = (480/30) y p es el tamaño del de la vecindad dentro de la ventana, de

modo que 10 veces10 implica p = 10) Eso significa que si el número de filas r, el número cols c en la

cuadŕıcula, el número de imágenes nImag en BDEN, y el número de texturas base k en el diccionario,

y el número de clases Nclass aumentan, estas incrementan el costo computacional. De esta manera,

es necesario concebir una arquitectura paralela para resolver este problema en una gran cantidad de

imágenes relacionadas con problemas de datos masivos o Big Data.

El Algoritmo 1 muestra el procedimiento que se ejecuta simultáneamente por cada proceso, y el

proceso general de esta propuesta paralela se representa en la Figura 4.6.
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Figura 4.6: Arquitectura paralela diseñada de la búsqueda de relaciones causales para cada escenario
natural.

Algoritmo 1 Algoritmo paralelo para la construcción de la matriz de relaciones causales.

1: procedure Construcción de la matriz de causalidad(identificador)

2: initialización(bloqueImagenes, imagenesTotales, procesosTotales, identificador);

3: for cada i en bloqueImagenes do

4: leerImagen RGB(imagen, s, i);

5: preprosesar Imagen(imagen);

6: RGB a HSI(imagen);

7: M i
s =extracción Caracteŕısticas(imagen);

8: F i
s= construcción LecturaSecuencial(M i

s, diccionario Texturas);

9: almacena LecturaSecuencial(F i
s);

10: end for

11: Barrera Sincronización();

12: if identificador in {identificadores escenario coordinador} then

13: Fs= CargarLecturasSecuenciales(s);

14: ηs= llamada Al Sistema(MVGC(Fs));

15: τs= adecuarMatriz(ηs);

16: algoritmoGenetico(τs);

17: Enviar(τs, s, identificador coordinador general);

18: end if

19: if (identificador == identificador coordinador general) then

20: for (cada id en {identificadores escenario coordinador}) do

21: Recibe(τs, s, id);

22: τ(s)= τs;

23: end for

24: end if

25: end procedure
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Al principio (ĺınea 2 del Algoritmo 1, Figura 4.6, etiqueta (1)), cada proceso determina la cantidad

de conjunto de imágenes a leer (bloqueImagenes), teniendo en cuenta el número total de imágenes

(imagenesTotales), el número total de procesos (procesosTotales) y el identificador de proceso (iden-

tificador). Un solo proceso puede funcionar con imágenes que pertenecen a diferentes escenarios (por

ejemplo, imagenesTotales = 700, procesosTotales = 70, bloqueImagenes = 700/10 = 10, esto es

calculado para la BDEN).

Cada proceso funciona simultáneamente con la sección de BDEN , bloqueImagenes, que se le

asignó, realizando los siguientes pasos (ĺıneas 3 a 10). La lectura de la imagen i en el espacio RGB es la

primera acción que se ejecuta, a continuación, el escenario, s, de modo que también se obtiene i-imagen

∈ s (ĺınea 4). Luego se realiza el preprocesamiento de la imagen y la conversión de los espacios de color

RGB a HSI (ĺıneas 5 y 6, respectivamente). En la ĺınea 7, se calculan las caracteŕısticas estad́ısticas,

incluida la construcción de la cuadricula de imágenes y vecindarios, entonces las caracteŕısticas CBIR

por cada vecindario generan la matriz M i
s; La Figura 4.6, etiqueta (2), representa la ejecución de las

ĺıneas 4 a 7 del Algoritmo 1. Luego, M i
s y el diccionario de texturas se utilizan para construir las

respectivas lecturas secuenciales, F i
s , que se almacenan en el archivo (ĺıneas 8,9 del algoritmo, Figura

4.6, etiqueta (3)).

Hasta este punto, todos los procesos funcionan de manera independiente; sin embargo, para garan-

tizar que cada proceso haya cumplido completamente su tarea, se debe introducir una sincronización

de barrera paralela (ĺınea 11 del algoritmo, Figura 4.6, etiqueta(4)), antes de continuar con el siguiente

paso. Aqúı (ĺınea 12), solo los procesos identificados como escenario coordinador (un proceso por

escenario) continúan con la construcción de la matriz Fs correspondiente (ĺınea 13, Figura 4.6, eti-

queta (5)), al cargar el conjunto respectivo de matrices F i
s (una por imagen de escenario), generadas

previamente. Luego, se realiza una llamada al sistema (ĺınea 14, Figura 4.6, etiqueta (6)) para ejecutar

el toolbox MVGC y obtener la matriz de relaciones causales, ηs, a partir del análisis CWG.

La función Fit(ηs) en la ĺınea 15 (Figura 4.6, etiqueta (7)) está a cargo de la normalización y

la representación vectorial de la matriz de relación de causalidad, ηs. De este modo se genera el τs

respectivo, correspondiente a la fila s-ésimo (escenario) de la matriz τ. La ĺınea 16 del Algoritmo 1

(Figura 4.6, etiqueta (8)) muestra la llamada AG que se ejecuta por cada uno de los procesos del

coordinador de escenarios Cs, siendo Cs el Número de escenarios. Después de identificar las relaciones

causales más relevantes por medio de la AG, τs se actualiza y se env́ıa al coordinador general (ĺınea

17) a través de un mensaje.

Finalmente, en las ĺıneas 19–24, el proceso coordinador general recibe, por medio de varios mensajes,

los resultados generados por los procesos del coordinador de escenarios (Figura 4.6, etiqueta (9)).

Cuando se logran todas las recepciones de mensajes, la matriz τ se construye con éxito.



Caṕıtulo 5

Resultados

Se seleccionaron cuatro texturas de imagen, k = 4, para conformar el diccionario base, como se

muestra en la Tabla 5.1. Para cada textura, los valores generados se obtuvieron manualmente dentro

de las imágenes de la base de datos, se tomaron un conjunto de 20 muestras de textura de un conjunto

de 5 imágenes por clase, véase Figura 5.1, de cada textura se extrajo el promedio en la capa H más

dos veces la desviación estándar, con esto se generaron los valores de umbral máximos y mı́nimos para

cada textura.

Figura 5.1: Generación del diccionario de texturas.

La cantidad de elementos contenidos en la BDEN se muestra en la Tabla 5.2, como se puede

observar no es una base de datos completamente balanceada. Las imágenes se adaptaron para que se

Tabla 5.1: Rangos HSI para las texturas base de prueba.

Textura H-max H-min S-max S-min I-max I-min

Nube (N) 180 0 25 0 255 61
Cielo (C) 113 93 255 25 61 255
Roca (R) 24 6 255 20 190 30

Vegetación (V) 102 28 255 10 229 3

55
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Tabla 5.2: Descripción de la BDEN utilizada para el trabajo de investigación.
Clase Bosque Cielo Costa Montaña Pradera Rı́o

Imágenes 120 100 120 120 120 120

(a) RG 1 % (b) RG 3 % (c) RG 10 %

(d) R-SP 1 % (e) R-SP 3 % (f) R-SP 10 %

Figura 5.2: Ejemplo de imágenes contaminadas con ruido Gaussiano RG, y ruido sal y pimienta R-SP,
al 1 %, 3 %, y 10 %, respectivamente.

consideraran algunos desaf́ıos de clasificación t́ıpicos. El conjunto completo de imágenes se probó en un

estado normal e introdujo ruido gaussiano (RG), ruido de sal y pimienta (R-S&P) de 1 %, 3 % y 10 %

niveles respectivamente, como se muestra en la Figura 5.2. También se introdujo una transformación

de rotación en cada imagen considerando 0◦, 45◦, 90◦, 135◦ y 180◦, como se muestra en la Figura 5.3.

Se realizó una consulta de consulta de imagen siguiendo el mismo procedimiento descrito en la Sección

4.1.2.

Los resultados en esta sección están organizados de la siguiente manera. Primero se presenta el

rendimiento de clasificación de imágenes obtenido al aplicar la teoŕıa CWG. Luego se muestran los

tiempos de ejecución de la metodoloǵıa paralela propuesta.

5.1. Resultados de clasificación

Para demostrar que la implementación propuesta de AG fue una buena solución para seleccionar

algunas relaciones de textura relevantes que describan un escenario, comparamos nuestra propuesta

(versión AG) con la estrategia manual (versión Manual) presentada en la Referencia [20]; Bajo la

estrategia manual solo se seleccionaron los valores de relación causal entre las texturas que tienen los
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(a) 0◦ (b) 45◦ (c) 90◦ (d) 135◦ (e) 180◦

Figura 5.3: Ejemplo de imágenes transformadas para la prueba de rotación.

valores más altos, estableciendo un umbral espećıfico. En ambas versiones, se ejecutó la metodoloǵıa

presentada en la Sección 3 para la construcción de la matriz τ. La tabla 5.3 muestra los valores

resultantes de τ.

Debido a que no hab́ıa criterios a priori para determinar un valor umbral, en la versión Manual

25 % de las relaciones causales menos significativas por escenario se eliminaron. La tabla 5.4 muestra

la matriz τ actualizada después de la selección manual.

Tabla 5.3: Los valores obtenidos de la matriz τ.
Escenario/F FT1,T2 FT1,T3 FT1,T4 FT2,T1 FT2,T3 FT2,T4 FT3,T1 FT3,T2 FT3,T4 FT4,T1 FT2,T4 FT3,T4

Bosque 0.370 0.289 0.0051 0.0269 0.037 0.0013 0.108 0.075 0.0849 0.00332 1.611e-05 0.00062
Cielo 0.0441 0.0481 0.0321 0.0269 0.343 0.197 0.0044 0.0385 0.211 0.011 0.0070 0.0371
Costa 0.0099 0.233 0.188 0.021 0.0363 0.0503 0.0542 0.0014 0.0646 0.1558 0.0772 0.109
Montaña 0.085 0.405 0.0132 0.0497 0.0799 0.0698 0.1115 0.0102 0.0162 0.1076 0.0392 0.0133
Pradera 0.2401 0.1143 0.2400 0.0045 0.0140 0.0268 0.2151 0.1146 0.0006 0.0161 0.0140 0.0002
Ŕıo 0.1619 0.4053 0.1112 0.0061 0.0046 0.0035 0.0377 0.0322 0.1794 0.0066 0.0084 0.0432

Tabla 5.4: La matriz τ resultante de la selección manual de las relaciones causales más altas.
Escenario/F FT1,T2 FT1,T3 FT1,T4 FT2,T1 FT2,T3 FT2,T4 FT3,T1 FT3,T2 FT3,T4 FT4,T1 FT2,T4 FT3,T4

Bosque 0.370 0.289 0.0051 0.0269 0.037 0 0.108 0.075 0.0849 0.00332 0 0
Cielo 0.0441 0.0481 0.0321 0.0269 0.343 0.197 0 0.0385 0.211 0 0 0.0371
Costa 0 0.233 0.188 0 0.0363 0.0503 0.0542 0 0.0646 0.1558 0.0772 0.109
Montaña 0.085 0.405 0 0.0497 0.0799 0.0698 0.1115 0 0 0.1076 0.0392 0
Pradera 0.2401 0.1143 0.2400 0 0.0140 0.0268 0.2151 0.1146 0 0.0161 0.0140 0
Ŕıo 0.1619 0.4053 0.1112 0 0 0 0.0377 0.0322 0.1794 0 0 0.0432

Al ejecutar la versión AG para la selección de relaciones causales de la matriz τ, se exploró un

espacio mayor de posibles soluciones tratando de buscar las relaciones causales que mejor representan

un escenario. Los individuos obtenidos se presentan en la Tabla 5.5, y la matriz τ actualizada se

muestra en la Tabla 5.6.

Tanto las versiones AG como las manuales se probaron con 300 imágenes, 50 por escenario. La

versión manual solo obtuvo la obtención de un porcentaje de clasificación general de 12.53 %. La

matriz de confusión que muestra la asociación de imágenes por escenario se puede ver en la Tabla 5.7;

observamos que la mayoŕıa de las imágenes estaban asociadas al paisaje costero y, como resultado, la

prueba de selección manual dio un porcentaje de clasificación pobre.

Con la información en la Tabla 5.6, las relaciones más representativas de cada escenario natural se

generan como una representación visual, los gráficos representan la intensidad de las relaciones causales

entre las texturas base k = 4 del diccionario. Estos gráficos mostrarán cómo se relacionan las texturas
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Tabla 5.5: Mejores individuos resultantes de la evaluación del AG para cada escenario.
Escenario/F 1 2 3 4 5 6 7 8 9 10 11 12

Bosque 1 0 0 0 0 0 0 0 1 0 0 0
Cielo 0 1 1 0 1 1 1 1 0 0 0 1
Costa 0 0 1 1 0 0 0 1 0 0 1 1
Montaña 1 0 0 1 0 0 1 1 0 0 0 1
Pradera 1 0 1 0 1 0 1 1 1 0 1 0
Ŕıo 0 0 1 1 0 0 1 1 0 0 0 1

Tabla 5.6: Valores finales de la matriz τ cuando se aplican los mejores individuos del AG.
Escenario/F FT1,T2 FT1,T3 FT1,T4 FT2,T1 FT2,T3 FT2,T4 FT3,T1 FT3,T2 FT3,T4 FT4,T1 FT2,T4 FT3,T4

Bosque 0.370 0 0 0 0 0 0 0 0.0849 0 0 0
Cielo 0 0.0481 0.0321 0 0.343 0.197 0.0044 0.0385 0 0 0 0.0371
Costa 0 0 0.188 0.021 0 0 0 0.0014 0 0 0.0772 0.109
Montaña 0.085 0 0 0.0497 0 0 0.1115 0.0102 0 0 0 0.0133
Pradera 0.2401 0 0.2400 0 0.0140 0 0.2151 0.1146 0.0006 0 0.0140 0
Rios 0 0 0.1112 0.0061 0 0 0.0377 0.0322 0 0 0 0.0432

Tabla 5.7: Matriz de confusión para una prueba con 50 imágenes por escenario, usando la selección
manual de relaciones causales.

Escenarioi/Escenarioj Bosque Cielo Costa Montaña Pradera Ŕıo

Bosque 0 0 31 19 0 0
Cielo 1 0 39 10 0 0
Costa 3 0 36 11 0 0

Montaña 2 0 47 1 0 0
Pradera 5 0 40 5 0 0

Ŕıo 6 0 32 11 1 0
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(a) Bosque (b) Cielo (c) Costa

(d) Montaña (e) Pradera (f) Ŕıo

Figura 5.4: Representación gráfica de las relaciones causales para cada escenario natural.

dentro del escenario correspondiente, obteniendo el patrón que representa a cada uno de ellos, como

se puede apreciar en la Figura 5.4.

Dados estos primeros resultados, se puede observar que no necesariamente las relaciones con va-

lores más altos fueron las mejores para ser seleccionadas. Para medir la eficiencia técnica de nuestra

propuesta utilizando un AG, se estimaron las medidas de Recuperación (administrado como porcentaje

de clasificación), Precisión, Exactitud y medida-F1, (Precision, Accuracy and F1-Score), a partir de

las matrices de confusión de cada prueba.

Los resultados de clasificación de la Figura 5.6 muestran que al rotar las imágenes en 45◦, 90◦ y

315◦, el rendimiento de la clasificación disminuye significativamente. Además, el RG y R-SP alteran

significativamente la clasificación que se espera en las imágenes de paisajes naturales, ya que la textura

es representativa del tipo de imagen, y las alteraciones con ruido degeneran en otro significado posible.

En condiciones normales, evitando ruidos y rotaciones, el rendimiento de clasificación alcanza el 100 %.

Además, la Figura 5.7 muestra las estimaciones promedio de la precisión (Figura5.7(a)), la Recupe-

ración (Figura 5.7(b)), la exactitud ( Figura 5.7(c)), y finalmente la medida-F1 (Figura 5.7(c)), para

las 6 clases contenidas en la BDEN. En general, la clasificación de imágenes ideales (0◦) sin rotaciones

y sin ruido obtiene una clasificación del 100 %. Sin embargo, cuando se agregan rotaciones y ruido,

este porcentaje disminuye, particularmente la clase de cielo es la más afectada.

La prueba de 50 imágenes desconocidas en el sistema se representa por las Figuras 5.8(a), 5.8(b),

5.8(c), 5.8(d), 5.8(e) y 5.8(f), contenidas en la Figura 5.8. De esta manera se puede observar la correcta

recuperación del sistema para las imágenes de consulta.

La Figura 5.9 muestra los porcentajes de clasificación y desempeño del sistema con imágenes desco-

nocidas. La Figura 5.9(e) muestra el porcentaje de clasificación, la Figura 5.9(a) muestra la precisión, la
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(a) Elementos recuperados para la clase bosque

(b) Elementos recuperados para la clase cielo.
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(c) Elementos recuperados para la clase costa.

(d) Elementos recuperados para la clase montaña.
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(e) Elementos recuperados para la clase pradera.

(f) Elementos recuperados para la clase ŕıo.

Figura 5.5: Elementos recuperados en la prueba de resubstitución para la BDEN.
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Figura 5.6: Resultados de clasificación para el AG, considerando las pruebas de ruido y rotación.

Recuperación se observa en la Figura 5.9(b), la exactitud en la Figura 5.9(c), y finalmente la medida-F1

se muestra en la Figura 5.9(d).

El resultado promedio de la evaluación AG se muestra en la Figura 5.10. La Figura 5.10(a) muestra

la evolución de la función de aptitud dentro de una ejecución con 100 generaciones. La Figura 5.10(b)

muestra que, si bien en algunas clases se logra la aptitud f́ısica más alta en las primeras iteraciones,

en otras 100 generaciones no son suficientes para lograr la mejor aptitud. La Figura 5.10(c) muestra la

mejor aptitud obtenida a través de 200 repeticiones considerando 100 generaciones por repetición y el

tamaño de la población establecido en 21 individuos; toda la aptitud converge cerca del valor esperado

de 100 % de clasificación.

5.2. Rendimiento de la metodoloǵıa paralela

El tiempo de ejecución tomado por la metodoloǵıa de causalidad paralela propuesta aplicada a la

identificación y clasificación de paisajes naturales, para un total de 700 imágenes, 6 escenarios diferentes

y variando el número de procesos, se muestra en la Figura 5.11. Estos valores fueron el tiempo promedio

necesario para 200 ejecuciones. Podemos observar que el tiempo de ejecución disminuyó rápidamente

al tiempo que aumentó el número de procesos, obteniendo el mejor tiempo de ejecución cuando se

definieron procesos concurrentes de 125. Con esta configuración, cada proceso funcionó con 5 o 6

imágenes de de la base de datos, favoreciendo la programación interna utilizando de manera más

eficiente los recursos de la computadora en comparación con el tiempo de ejecución de la versión

secuencial disminuyéndolo en 88.9 % como se muestra en la Figura 5.11.

5.3. Discusión de resultados

Para encontrar las relaciones de causalidad de textura buscando caracterizar un escenario natural,

encontramos la necesidad de la implementación de un AG. Con esta propuesta, se logró con éxito el
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Figura 5.7: Medidas de eficiencia para los mejores individuos del AG para cada escenario natural.

proceso de discriminación automática para seleccionar las relaciones causales que son más importantes

o relevantes para la clasificación del escenario propuesto. En comparación con algunos de los art́ıculos

en la literatura, la posibilidad de nuestro enfoque para realizar la selección de forma automática permite

el estudio del problema de clasificación de escenarios considerando más parámetros. De esta manera, se

podŕıa tener en cuenta un mayor número de escenarios o texturas base para futuras implementaciones

de varios propósitos de clasificación de textura considerando la metodoloǵıa eficiente y el algoritmo

evolutivo propuesto en este trabajo.

Esta propuesta podŕıa ayudar a reconocer escenarios naturales en la navegación de un automóvil

autónomo o posiblemente un dron, siendo un elemento importante en la seguridad de la navegación de

veh́ıculos autónomos. Como podemos ver en la Figura 5.6, el porcentaje de clasificación obtenido por

medio de las caracteŕısticas seleccionadas para el proceso evolutivo supera las obtenidas por la versión

de selección manual. Este resultado es importante porque las relaciones causales representativas del

escenario se seleccionan de tal manera que escapen numéricamente de la perspectiva manual; es decir,

en la estrategia de selección manual se especifica un valor umbral no significativo, de modo que cualquier
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valor inferior al umbral se establece en cero, pero la estrategia evolutiva resulta que algunas de estas

relaciones causales son relevantes para clasificar el escenario, marcando diferencias con otro escenario

similar.

A partir de la teoŕıa de la causalidad aplicada a las secuencias de lectura de imágenes, estamos

tratando de inferir el orden de aparición de las texturas tipificadas en el diccionario base buscando

representarlas como lectura visual temporal que vemos como un tipo de escenario natural.
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(a) Elementos recuperados para la clase bosque con imágenes no conocidas

(b) Elementos recuperados para la clase cielo con imágenes no conocidas.
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(c) Elementos recuperados para la clase costa con imágenes no conocidas.

(d) Elementos recuperados para la clase montaña con imágenes no conocidas.
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(e) Elementos recuperados para la clase pradera con imágenes no conocidas.

(f) Elementos recuperados para la clase ŕıo con imágenes no conocidas.

Figura 5.8: Imágenes recuperadas para elementos desconocidos en la base de conocimiento.
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Figura 5.9: Porcentaje de clasificación y medidas de eficiencia para 50 imágenes desconocidas de cada
escenario natural.
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Figura 5.10: Desempeño del AG para los escenarios naturales contenidos en la BDEN.

Figura 5.11: Rendimiento del algoritmo paralelo.
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Conclusiones

En este trabajo se presentó una nueva propuesta para el uso de la teoŕıa de la Causalidad de Wiener-

Granger (CWG) respaldada por un algoritmo genético (AG), junto con el análisis de CBIR, aplicado

para la identificación y clasificación de 6 paisajes naturales tales como: costa, bosque, montaña, pradera,

ŕıo/lago y cielo/nube. Teniendo en cuenta la nueva formulación desde la perspectiva de proponer

una nueva forma de leer a las imágenes para comprender o tratar de proporcionar un descriptor del

contenido de las mismas.

Fue posible encontrar un conjunto de descriptores de las matrices de causalidad para representar

una clase de escenario, a partir de un conjunto base de texturas de referencia, proponiendo una ca-

racterización de imágenes basadas en la aparición continua de texturas dentro de ellas; el diccionario

base en este enfoque inclúıa las texturas: Nube, Cielo, Roca y Vegetación. A diferencia de otros enfo-

ques, nuestra metodoloǵıa aborda las consideraciones de rotación y ruido de imagen, y los resultados

muestran porcentajes de clasificación excelentes.

En este enfoque tenemos una clasificación de imágenes del 100 % para todo el conjunto de datos,

y la metodoloǵıa proporcionó una tasa de clasificación buena para la prueba de rotación a 180◦, por

otro lado una sensibilidad para niveles de rotación intermedios (45◦, 90◦), y tuvo buenos resultados

para el ruido de la imagen de sal y pimienta.

El uso del algoritmo evolutivo ayudo con la optimización de resultados, y como se mostró, no nece-

sariamente las relaciones causales con menor fuerza son sujetas a eliminación, además de la necesidad

de encontrar los mejores patrones que describan un escenario natural, fue necesaria una búsqueda de

soluciones rápida para manejar una gran cantidad de operaciones en tiempos cortos de procesamiento

sin perder precisión en las operaciones de punto flotante.

En relación con el rendimiento de la propuesta, se desarrolló el diseño de un algoritmo de compu-

tación paralela. Se logró una reducción en los tiempos de ejecución utilizando un servidor de clúster

de doble núcleo de 19 procesadores y la herramienta MPI, alcanzando una disminución del 88.9 % del

tiempo de ejecución de la versión secuencial cuando se iniciaron 125 procesos.

El trabajo futuro incluye el estudio del desempeño de esta propuesta utilizando otras arquitecturas

paralelas; por ejemplo, la tecnoloǵıa de GPU podŕıa funcionar de manera eficiente para la etapa de

extracción de caracteŕısticas de las imágenes, aśı como la implementación de tipo de modelos bioins-

pirados, como por ejemplo la Programación Genética, para analizar todas las texturas de imágenes

71
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que buscan caracterizar todo el escenario natural y sus asociaciones con el paradigma de comprensión

visual, mejorar la cantidad de texturas base y automatizar la generación de las mismas por medio de

la clusterización.
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[51] Y. Pérez-Pimentel, I. Osuna-Galan, J. Villegas-Cortez, and C. Avilés-Cruz. A genetic algorithm

applied to content-based image retrieval for natural scenes classification. In 2014 13th Mexican

International Conference on Artificial Intelligence, pages 155–161, Nov 2014.
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Anexo 1

Glosario de términos

A continuación se muestran los conceptos básicos para entender la manipulación de imágenes

digitales, iniciando por el análisis de la disposición de los ṕıxeles que la conforman, su métrica, región,

etc.:

Métrica

Expresa la proximidad entre dos objetos:

Distancia entre dos puntos (distancia Euclidiana), distancia de un punto a una recta, distancia de

un punto a un plano.

Ruta (Path). Se define como el camino entre dos puntos (pasos) moviendo entre vecindades.

Región conectada. b(x, y) ∈ R es un conjunto de puntos p(x, y), tales que existe un camino que

comienza en p1 y termina el p2 para todo p1, p2εR.

Vecindades de un Ṕıxel

Un pixel p de coordenadas (x, y) tiene dos vecinos horizontales y dos vecinos verticales cuyas

coordenadas están dadas por:

(x+ 1, y), (x− 1, y), (x, y + 1), (x, y − 1)

Este conjunto se llama: vecindad-4 de p y se denota como N4(p), véase la Figura 1.1.

Un pixel p de coordenadas (x, y) tiene 4 vecinos diagonales cuyas coordenadas están dadas por:

(x+ 1, y + 1), (x+ 1, y − 1), (x− 1, y + 1), (x− 1, y − 1)

Se denota como N8(p). A estos puntos junto con los de vecindad-4, se les llama vecindad-8 de p,

como se muestra en la Figura 1.2.

Figura 1.1: Vecindad N4(p, q) = |x− s|+ |y − t|.

78
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Figura 1.2: Vecindad N8(p, q) = max(|x− s|, |y − t|).

Figura 1.3: Histograma de un rostro Pre-procesado.

1.0.1. Información estad́ıstica de una imagen.

Entendemos por información estad́ıstica de una imagen digital, al cúmulo de valores extráıdos

a partir de la información de la conformación de la propia imagen (histograma, media, varianza,

desviación estándar) [26][22]. A continuación se mencionan las definiciones de cómo se definen los

valores estad́ısticos más usados en el campo del procesamiento digital de imágenes.

1. Histograma.

El histograma de una imagen digital con niveles de gris en el rango 0, L− 1 es una función

discreta h(rk) = nk/L donde rk es el nivel de gris k-ésimo y nk es el número de pixeles en la

imagen con nivel de gris rk, como se ejemplifica en la Figura 1.3. Con un simple vistazo, puede

proporcionarnos una idea muy aproximada de la distribución de niveles de gris de la imagen, el

contraste y el brillo que presenta [17] .

2. Media.

Consiste en generar una nueva imagen g(x, y) cuya intensidad para cada ṕıxel se obtiene pro-

mediando los valores de intensidad de los ṕıxeles f(x, y) incluidos en un entorno de vecindad

predefinido.

f̄(x, y) =
1

n

n∑
k=1

fk(x, y) (1.1)
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3. Varianza.

Una medida simple del contraste de la imagen. Es una medida de la diferencia existente entre

todos los valores de la muestra y la media, se define matemáticamente como el promedio del

cuadrado de esas diferencias.

α2(x, y) =
1

n− 1

n∑
k=1

(fp(x, y)− fk(x, y))2 (1.2)

4. Desviación estándar.

α(x, y) =

√√√√ 1

n− 1

n∑
k=1

(fp(x, y)− fk(x, y))2 (1.3)

1.0.2. Acondicionado de la imagen.

Entendemos al acondicionamiento de la imagen como la adecuación de la misma, su preprocesa-

miento, acorde a un fin espećıfico.

Ruido en imágenes.

El ruido en una imagen es cualquier entidad o resultado intermedio no interesante para los

propósitos del cómputo principal. El ruido puede resultar de varias causas:

• La óptica y electrónica asociadas al sistema de adquisición.

• Las condiciones de iluminación.

• Las sombras creadas entre objetos.

• Las condiciones atmosféricas.

Algunos tipos de ruido y su ejemplo en la Figura 1.4.

• Ruido aditivo. f̃(x, y) es obtenida a partir de f(x, y), en este caso, al adicionar al azar a

cada ṕıxel de f(x, y) un real c, tal que:

f̃(x, y) = f(x, y) + c (1.4)

• Ruido substractivo. f̃(x, y) es obtenida a partir de f(x, y), en este caso, al restar al azar

a cada ṕıxel de f(x, y) un real c, tal que:

f̃(x, y) = f(x, y)− c (1.5)

• Ruido mezclado. f̃(x, y) es obtenida a partir de f(x, y), en este caso, al sumar o restar al

azar a cada ṕıxel de f(x, y) un real c, tal que se tenga uno de los casos anteriores.
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(a) (b)

(c) (d)

Figura 1.4: Ejemplo de una imagen (a) sin ruido, (b) con ruido gaussiano al 10 %, (c) con ruido
gaussiano al 30 %, (d) con ruido gaussiano al 50 %.

• Ruido gaussiano. Este tipo de ruido cumple con una distribución gaussiana, en otras

palabras, la variable c toma valores como se observa en la ecuación 1.6 [26] véase la Figura

1.4:

c = (L− 1) ∗ e
−z2

2σ2 (1.6)

con z ≥ 0 real, y σ es el parámetro de amplitud de la Gaussiana.

• Ruido sal. Se caracteriza por saturar el valor de uno o más ṕıxeles de la imagen hacia el

limite superior[26] Figura 1.3 b).

f̃(x, y) = f(x, y) + b ∗ c (1.7)

con b = 1 y c = L− 1

• Ruido pimienta. Se caracteriza por saturar el valor de uno o más ṕıxeles de la imagen

hacia el limite inferior[26] Figura 1.5 c).
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(a) (b) (c)

Figura 1.5: ejemplo de una imagen digital: (a) sin ruido, (b) contaminada con ruido sal, (c) contaminada
con ruido pimienta.

f̃(x, y) = f(x, y) + b ∗ c (1.8)

con b = 1 y c = 0

El filtrado de una imagen.

Las imágenes al ser adquiridas a través de un medio óptico o electrónico es susceptible a ser

degradada por el ambiente de captación.

El objetivo de las técnicas de filtrado consiste en reducir o eliminar, en el mejor de los casos, el

ruido presente en una imagen.

Debido a que el modelado del ruido es algo muy complicado, en el mejor de los casos lo que se

logra es una reducción del ruido presente en la señal.

Este puede llevarse a cabo en el dominio de la frecuencia, como en el dominio espacial.

• Filtrado en el dominio de la frecuencia

1. Se calcula la transformada de Fourier de la imagen a ser filtrada,

2. luego el resultado es multiplicado por una función de transferencia de filtrado adecuada.

3. Finalmente, al resultado obtenido se le calcula la transformada inversa de Fourier para

obtener la imagen mejorada.

• Filtrado en el dominio espacial.

◦ En este caso se trabaja en el mismo dominio de los ṕıxeles al cambiar el valor de un

ṕıxel tomando en cuenta el valor de dicho ṕıxel y el de alguno de sus vecinos.
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Figura 1.6: Ejemplo de una ventana o máscara cuadrada de 3x3 aplicada a una imagen.

◦ → fácil y rápido de implementar.

Filtros lineales.

La operación de un filtro en el dominio espacial puede expresarse como:

s(x, y) = T [f(x, y)] (1.9)

con f la imagen dada, s la imagen transformada y T es el operador sobre f , definido en una

vecindad de (x, y).

La vecindad puede ser cualquiera, las más usadas son la cuadrada Figura 1.6 y la circular, ambas

con centro en (x, y).

El efecto de aplicar una operación T dentro de una ventana deslizante e.g 3x3, no es más que

situar la ventana dentro de la imagen e irla recorriendo:

1. Se sitúa la ventana dentro de la imagen y se aplica el operador T al ṕıxel del centro como

se mostró en la Figura 1.6,

2. se desliza la venta una columna hacia la derecha y se ejecuta el operador de nuevo,

3. una vez que el borde de la ventana llega al final de la imagen, esta se pasa al siguiente

renglón Figura 1.7,

4. cuando los bordes de la ventana llega al último renglón y a la última columna, se termina

de aplicar el operador T y se tiene la imagen procesada.

Los principales objetivos de la aplicación de los filtros son:

• Suavizar la imagen.
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Figura 1.7: Efecto de la aplicación de T-Ventana deslizante.

• Eliminar ruido.

• Detectar bordes.

Tipos de filtros

• Filtro promedio aritmético. Estos tipo de filtros encuentran algún tipo de promedio

sobre una ventana de nxn ṕıxeles. El filtro promedio aritmético es el filtro más simple de

ellos, halla el valor promedio de los ṕıxeles dentro de la ventana ec. (1.10):

fpa =
1

n2

∑
(x,y)∈V

f(x, y) (1.10)

El resultado de aplicar un filtro promedio aritmético, es el de “suavizar” variaciones locales

en la señal → filtro “pasa-bajos” Figura 1.8. Tiende a desenfocar la imagen → mitiga los

efectos de ruido.

Este es u filtro muy fácil de entender, nos ayuda a comprender la forma de aplicación de los

filtros, y la formación y aplicación de la ventana o máscara. Pero no es un filtro eficiente:

◦ Las señales con frecuencias comunes a las del ruido son atenuadas.



ANEXO 1. GLOSARIO DE TÉRMINOS 85

(a) (b) (c)

Figura 1.8: (a)imagen original, (b)imagen con ruido gaussiano al 20 %, (c)imagen filtrada con ventana
3x3 filtro promedio.

(a) (b)

Figura 1.9: (a) Transformada de Fourier del núcleo promedio aritmético 1 − D, (b)Transformada de
Fourier del núcleo gaussiano 1−D.

◦ El ruido de tipo impulsivo es solo atenuado más no removido e.g. Ruido sal o ruido

pimienta.

• Filtro gaussiano. Es un tipo especial de filtro promedio, cuyos pesos siguen el comporta-

miento de una gaussiana.

En el dominio de la frecuencia, la transformada de Fourier de un filtro promedio aritmético

uno-dimensional de ancho 2W Figura 1.8 esta dada por:

sinc(ω) =
2sen(ωW )

ω
(1.11)

◦ Observaciones

Esto significa que convolucionar una imagen f con un núcleo gaussiano G es equivalente

s convolucionar primero todas las filas de f , y después todas las columnas con un núcleo

gaussiano uno-dimensional con la misma σ.

Una de las ventajas obvias de usar un núcleo uno-dimensional en lugar de su equivalente

núcleo bidimensional es la reducción de tiempo obtenida.

◦ Construcción de núcleos gaussianos
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Existen varias formas de calcular los coeficientes o pesos de un núcleo gaussiano. Una

buena aproximación de los coeficientes de un núcleo gaussiano uno-dimensional se puede

obtener a través de los coeficientes de la expansión binomial:

(1 + x)n =

(
n

0

)
+

(
n

1

)
x+

(
n

2

)
x2 + ...+

(
n

n

)
xn (1.12)

→ equivalente a tomar la n-ésima fila del triángulo de pascal.

1

1 1

1 2 1

1 3 3 1

1 4 6 4 1

1 5 10 10 5 1

1 6 15 20 15 6 1

.

.

.

Aśı los coeficientes de un filtro uno-dimensional de tamaño cinco son:

1 4 6 4 1

Esta máscara puede ser usada para alisar primero las filas de la imagen de entrada y

luego las columnas.

Desventaja: no se tiene control sobre el parámetro σ.

◦ Alternativa Otra forma de diseñar un núcleo gaussiano consiste en calcular los pesos

de la ventana al usar directamente la ecuación gaussiana (1.13).

G(x, y) = ce
x2+y2

2σ2 (1.13)

Al escoger el valor de σ2 se puede evaluar el núcleo para un tamaño de ventana n dado.

e.g., para σ = 2 y n = 7 se tiene:

(x,y) -3 -2 -1 0 1 2 3
-3 0.011 0.039 0.082 0.105 0.082 0.039 0.011
-2 0.039 0.135 0.287 0.368 0.287 0.135 0.039
-1 0.082 0.287 0.606 0.779 0.606 0.287 0.082
0 0.105 0.368 0.779 1.0 0.779 0.368 0.105
1 0.082 0.287 0.606 0.779 0.606 0.287 0.082
2 0.039 0.135 0.387 0.368 0.387 0.135 0.039
3 0.011 0.039 0.082 0.105 0.082 0.039 0.011

Es necesario re-escalar para que el valor más pequeño sea 1.0. para esto se calcula el

valor: k = 1
0.011 = 91



ANEXO 1. GLOSARIO DE TÉRMINOS 87

(a) (b) (c)

Figura 1.10: (a)Imagen original, (b)imagen contaminada con ruido gaussiano al 20 %, (c)Imagen pro-
cesada con filtro gaussiano ventana 7x7.

1 4 7 10 7 4 1
4 12 26 33 26 12 4
7 26 55 71 55 26 7
10 33 71 91 71 33 10
7 26 55 71 55 26 7
4 12 26 33 26 12 4
1 4 7 10 7 4 1

Para evitar la saturación en los valores de la imagen resultante al aplicar el núcleo

obtenido, se agrega un factor de normalización, que se obtiene de la suma de todos los

pesos del núcleo: c =
h=n

2∑
h=n

2

h=n
2∑

h=n
2

G(h, k) = 1115

Tabla 1.1: Filtro gaussiano con ventana de 7x7.
1 4 7 10 7 4 1
4 12 26 33 26 12 4
7 26 55 71 55 26 7

1
1115 10 33 71 91 71 33 10

7 26 55 71 55 26 7
4 12 26 33 26 12 4
1 4 7 10 7 4 1

• Filtro promedio contra-harmónico

Funciona muy bien en presencia de ruido sal o pimienta dependiendo del orden del filtro

usado.

si R es el orden del filtro entonces en la ec (1.14) tenemos:
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(a) (b)

(c) (d)

Figura 1.11: (a)Imagen con ruido sal, (b)imagen con ruido pimienta, (c)Filtro contra-harmónico con
R = −1 para la Figura a, (d)filtro corta-harmónico con R = 1 para la Figura b.

fca =

∑
(x,y)∈V

f(x, y)R+1

∑
(x,y)∈V

f(x, y)
R

(1.14)

si R¡0, el filtro elimina el ruido tipo sal de la Figura 1.11 a) y se obtiene como resultado la

Figura 1.11 c),

si R¿0, el filtro elimina el ruido tipo pimienta de la Figura 1.11 b) y se obtiene como resultado

la Figura 1.11 d),

si R=0, realiza la media aritmética (filtro promedio).

Funciona de una u otra forma, pero no de forma simultánea.

• Filtro promedio geométrico

Funciona muy bien en presencia de ruido gaussiano, por encima del filtro promedio aritméti-

co Figura 1.12.
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(a) (b) (c)

Figura 1.12: (a)Imagen original, (b)Imagen con ruido gaussiano al 5 %, (c)Imagen con filtro promedio
geométrico ventana 3x3.

(a) (b) (c)

Figura 1.13: (a)Imagen original, (b)imagen contaminada con ruido SAL, (c)Imagen procesada con filtro
Promedio Harmóinico ventana 3x3.

fpg =
∏

(x,y)∈V

[f(x, y)]
1
n2 (1.15)

• Filtro promedio harmónico Tiene un buen desempeño ante presencia de ruido tipo sal

Figura 1.13, pero no aśı con el ruido tipo pimienta.

fph =
n2∑

(x,y)∈V

1
f(x,y)

(1.16)

Al igual que el filtro promedio geométrico, éste se comporta bien ante la presencia de ruido

gaussiano, respetando también mejor el detalle de la imagen original que el filtro promedio

aritmético Figura 1.13.

• Filtro Yp

fYp = [
∑

(x,y)∈V

f(x, y)p

n2
]1/p (1.17)
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(a) (b)

(c) (d)

Figura 1.14: (a)Imagen contaminada con ruido SAL, (b)Imagen procesada con filtro Yp ventana 7x7
y p = −3, (c)Imagen contaminada con ruido PIMIENTA, (d)Imagen procesada con filtro Yp ventana
7x7 y p = 3.

◦ Remueve ruido tipo SAL para p < 0.

◦ Remueve ruido tipo PIMIENTA para p > 0

• Filtros laplacianos Se usan comúnmente para resaltar los detalles en una imagen. Este

tipo de filtros tiene a mejorar los detalles en todas las direcciones por igual. La Figura 1.15

muestra dos máscaras de 3x3 para un filtro del tipo Laplaciano que se puede aplicar a una

imagen.

• Filtros diferenciadores. Al contrario de los filtros Laplacianos, mejoran los detalles de la

imagen en la dirección especificada de acuerdo a la máscara seleccionada Figura 1.16

• Filtros enfatizadores del altas frecuencias “High-Boost”. Una imagen filtrada en

sus altas frecuencias puede ser obtenida como la diferencia entre la imagen original y su

Figura 1.15: Máscaras de 3x3 para resaltar detalles filtro Laplaciano.
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Figura 1.16: Máscaras de 3x3 para resaltar lineas filtro Diferenciador.

versión pasa bajo.

fa = f − fb (1.18)

Si se multiplica por un factor de amplificación A, tenemos un filtro elevador o filtro enfatizador

de altas frecuencias.

fe = A · f − fb (1.19)

La ecuación (1.19) puede descomponerse como:

fe = A · f − fb

= (A− 1)f + f − fb

fe = (A− 1)f + fa (1.20)

Si A = 1 → da como resultado la versión pasa-alto estándar.

Si A > 1 → parte de la información de la imagen original es adicionada a la imagen filtrada en

sus altas frecuencias→ permite restaurar parte de las componentes de bajas frecuencias perdidas

durante el filtrado pasa-alto de la imagen → mejora los bordes de los objetos dependiendo el

valor de A. El filtro elevador puede ser implementado por medio de la máscara ponderada que

se muestra en la Figura 1.17 cuyo peso central puede ser obtenido como:

P = 9 ·A− 1 para A 0

El valor de A determina la naturaleza del filtro.

1.0.3. Modelos de color

El propósito de un modelo de color (también llamado espacio de color o sistema de colores) es

facilitar la especificación de colores en alguna forma estándar de aceptación general. En esencia, un
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Figura 1.17: Máscara de 3x3 para el filtro enfatizador.

modelo de color es una especificación de un sistema coordenado y un subespacio dentro de ese sistema

donde cada color se representa por un punto.

Los modelos de color que existen son: RGB, NTSC, YCbCr, HSV, CMY, CMYK y HSI (ver [13,

16]).

La mayoŕıa de los modelos de color hoy en d́ıa están orientados ya sea al hardware (como monitores

a color o impresoras) o a alguna aplicación donde el objetivo es la manipulación del color (como la

creación de gráficas a color para animaciones). En términos de procesamiento digital de imágenes, los

modelos orientados al hardware más comúnmente utilizados en la práctica son el modelo RGB (rojo,

verde, azul) modelo para monitores a color y para una gran variedad de cámaras de video en color; el

CMY (cyan, magenta, amarillo) y el CMYK (cyan, magenta, amarillo, negro), modelos para impresoras

en color; y el HSI (brillo (hue), saturación, intensidad) que corresponde al modelo más cercano a la

manera en que los humanos percibimos el color. A continuación se describen los espacios de color RGB

y HSI.

Una imagen de color RGB es una matriz de ṕıxeles de tamaño MxNx3, donde cada pixel es una

combinación de colores rojo, verde y azul. Por convención, cada matriz se referencia como componente

rojo, verde y azul de la imagen RGB. Una imagen RGB es de 8 bits (uint8) si su rango de valores es

de [0,255], o de 16 bits (uint16) para [0,65535], o double para [0,1]. El número de bits empleados para

representar el pixel de las componentes de la imagen determinan la profundidad de bit (bit depth).

Por ejemplo, si cada una de las componentes de la imagen es de 8 bits, entonces la imagen RGB

correspondiente se dice que es de 24 bits de fondo. El número total de colores en una imagen RGB de

24 bits es de (28)3 = 16,777,216. El espacio de color RGB, generalmente se muestra como un cubo de

colores como se muestra en la Figura 1.18 Los vértices del cubo son los colores primarios (rojo, verde

y azul) y secundarios (cyan, magenta y amarillo) de la luz.

El termino nivel de gris (gray level) se emplea para referirse a la intensidad de las imágenes mono-

cromáticas.

El modelo RGB esta relacionado con el hardware, sin embargo no es útil para describir los colores

en términos prácticos para la interpretación humana. Por ejemplo, uno no se refiere al color de un auto

dando porcentajes del contenido de cada uno de los colores primarios. Cuando los humanos vemos un

color, lo describimos en términos de su tono (H), saturación (S) y su brillo o intensidad (I). El modelo

HSI debe su utilidad a dos hechos:

1. La componente de intensidad (I) esta desacoplada de la información cromática.

2. Las componentes de tono (H) y saturación (S) están ı́ntimamente relacionadas con la forma en

que los humanos percibimos el color.
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(a) (b)

Figura 1.18: Cubo 24 bits RGB. (a)Esquema normalizado a valores entre [0,1], (b)Cubo en colores.

Figura 1.19: Ejemplo de una representación del espacio de color HSI.

El modelo de color HSI es una herramienta ideal para el procesamiento de imágenes en color. Los

componentes importantes del espacio de color HSI, son el eje vertical de intensidad, el tamaño del

vector al punto de color y el ángulo de ese vector hace respecto a la referencia (eje rojo). Por lo tanto

no es inusual el plano HSI está definido en términos de los cortes en ćırculos vistos en Figura 1.19.

1.0.4. Teorema de Parseval

El valor medio de una señal se define como la media de todos los valores que definen y componen la

misma cuya suma representa el área bajo la curva entre un periodo de tiempo que matemáticamente

se representa por a la Ecuación 1.21. Gráficamente corresponde a un triángulo que contiene el área

equivalente a la que tiene la señal bajo su curva como se muestra en la Figura 1.20.

Area =

∫ T

0

f(t) (1.21)

En los sistemas de comunicaciones es importante conocer la potencia promedio de las señales lo

que es equivalente al valor cuadrático medio en un periodo definido (T ) de la señal como lo muestra la
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Figura 1.20: Área bajo la curva de una señal.

Ecuación 1.22, si f(t) corresponde a una señal de corriente o voltaje representa la potencia promedio

entregada por la misma a una resistencia de 1Ω . Los ĺımites de integración para una señal periódica

corresponden a un periodo de la señal ya que si se toma n periodos, se aumenta el tiempo n veces y

de igual manera pasaŕıa con el área, por lo tanto, se obtendŕıa el mismo resultado.

P =

∫ T/2

−T/20

{f(t)}2dt (1.22)

El teorema de Parseval define que la potencia de las señales es equivalente a la suma de la potencia

de sus componentes espectrales y se toma dependiendo de si la señal es periódica o no ya que para su

análisis se implementa la serie y la transformada de Fourier respectivamente.

Teorema de Parseval para señales periódicas:

Si por un lado, la serie de Fourier corresponde a la serie trigonométrica o, por el otro, a la expo-

nencial compleja el Teorema de Parseval corresponde a las Ecuaciones 1.23 y 1.24 respectivamente. En

donde se define que la potencia de la señal es equivalente a la suma de la potencia de los componentes

espectrales representados por los coeficientes a0, an y bn para el primer caso y Cn para el segundo.

El valor cuadrático medio es correspondeŕıa al valor cuadrático medio de los componentes espectrales

como lo muestra la ecuación 1.25, donde C0 es el nivel de offset de la señal y Cn la amplitud de la

n-ésimo armónico.

1

T

∫ T/2

−T/20

{f(t)}2dt =
1

4
a20 +

1

2

∞∑
n=1

(a2n + b2n) (1.23)

1

T

∫ T/2

−T/20

{f(t)}2dt =

∞∑
n=−∞

|Cn|2 (1.24)

1

T

∫ T/2

−T/20

{f(t)}2dt = C2
0 +

∞∑
n=1

|Cn√
2
|2 (1.25)



Anexo 2

Cómputo paralelo

2.1. Introducción

Durante varios años el modo habitual del desarrollo computacional se ha hecho de forma secuencial.

De esta manera, una computadora con un único procesador sólo cuenta con la capacidad de ejecutar

una instrucción en un momento determinado. Esto es debido a la adopción del modelo que propuso Von

Neuman, donde la estabilidad es la base para el desarrollo de diversas aplicaciones. Sin embargo, desde

el comienzo de la computación secuencial se vislumbraba que, tarde o temprano, se necesitaŕıa recurrir

a la computación paralela para resolver problemas que demandaban muchos recursos de cómputo por

lo que su implementación en máquinas secuenciales no seŕıa lo más óptimo o en su caso posible. Por

ejemplo:

Sistema de tamaño N

Atracción de N − 1 cuerpos → N ∗ (N − 1) ≈ N2

Predicción del clima.

A la ejecución de dos o más procesos al mismo tiempo usando más de un procesador se le llama

cómputo paralelo. Procesar un programa en paralelo hace que se ejecute de manera más rápida ya

que existen más procesadores trabajando en forma simultánea y coordinada en diferentes partes del

problema. El objetivo es reducir al mı́nimo el tiempo total de cómputo, esto se hace mediante la

distribución de la carga de trabajo entre los procesadores disponibles en ese momento.

Las aplicaciones paralelas se pueden encontrar en una amplia gama de disciplinas, que van desde

la predicción del clima, el modelado de la biósfera, el procesamiento de imágenes, el modelado de

océanos, etc. La velocidad de procesamiento no es la única razón para utilizar el paralelismo. La

construcción de aplicaciones más complejas ha requerido computadoras más rápidas, y las limitaciones

en el desarrollo de computadoras seriales han llegado a ser más y más evidentes. Anteriormente, el

procesamiento paralelo se empleaba para resolver problemas que requeŕıan una gran escala simulación,

un gran número de cálculos y procesamiento de datos (por ejemplo, el cómputo de los datos de un

censo). En la actualidad, el costo del hardware disminuye rápidamente, por lo que el procesamiento

paralelo se está utilizando cada vez más en tareas comunes. No obstante, además de las facilidades de

95
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hardware que permiten llevar a cabo este tipo de procesamiento, es necesario contar con software que

soporte la ejecución y la coordinación de procesos en forma paralela.

En 1966 Michael Flynn propuso un mecanismo de clasificación de las computadoras paralelas.Aunque

Flynn no cubre todas las posibles arquitecturas, su taxonomı́a facilita de manera significativa la com-

prensión del funcionamiento, basándose en el número de instrucciones y en la secuencia de datos

simultáneos que utiliza una computadora para procesar información. Los tipos más sobresalientes den-

tro de esta clasificación son SISD (Single Instruction Single Data), SIMD (Single Instruction Multiple

Data), y MIMD(Multiple Instruction Multiple Data).

La Figura 2.1 muestra una clasificación general de las arquitecturas paralelas, las cuales se pueden

dividir en dos grandes grupos, los multiprocesadores y las multicomputadoras.
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Figura 2.1: Arquitecturas paralelas.

2.1.1. SISD(Single instruction-Single data)

Este es el modelo tradicional de computación secuencial donde una unidad de procesamiento recibe

una sola secuencia de instrucciones que opera en una secuencia de datos Figura2.2.

Figura 2.2: Arquitectura SISD.

2.1.2. Multiprocesadores

Estas arquitecturas consisten en una computadora que se compone de un arreglo de procesadores

y un banco de memoria común, conectados a través de un bus rápido o uno de los varios tipos de red

de interconexión dinámica multietapas. Existen dos tipos de sistemas multiprocesador:

Simétrico. En estos los microprocesadores del sistema comparten los recursos del sistema, como

la entrada/salida de memoria y disco. Se distribuye uniformemente la carga de trabajo a los

procesadores disponibles.

Asimétrico. En estos, diferentes procesadores gobiernan las distintas tareas y recursos del siste-

ma, El enfoque principal que adoptan, es incrementar el rendimiento del sistema para múltiples

usuarios de red, en múltiples segmentos de red de área local. Cada CPU se dedica a una función

espećıfica entrada/salida de la tarjeta de interfaz de red u operaciones con manejo de archivos.
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La mejor manera de programar dentro de los multiprocesadores es a través de los hilos ya que estos

se comunican por medio de la memoria compartida ya que estando dentro de un mismo proceso de

ejecución comparten el mismo espacio de memoria, en este tipo de programación hay que tener cuidado

a la hora de manejar las variables globales ya que se pueden generar errores no deseados a la hora de

leer/escribir en ellas.

2.1.3. Multicomputadoras

Estas arquitecturas se componen de una arquitectura de memoria distribuida, es decir, no compar-

tida. En esta arquitectura se tiene un arreglo de microprocesadores, cada uno con su propia memoria

local. Son sistemas donde cada unidad de proceso es autónoma e independiente de las demś pero

trabajan de manera conjunta. La interconexión de unidades de proceso se hace a través de redes de

computadora de preferencia de altas velocidades.

La mejor manera de programar a través de las multicomputadoras es por medio del paso de men-

sajes, ya que cada proceso se ejecuta en una máquina diferente, śı estos deben de enviar los resultados

de algún calculo a otro proceso que lo necesite, tiene que ser a través de un mensaje. Las directiva

más conocida para paso de mensajes es la de MPI, la cual, ha hecho posible el desarrollo de un grado

aceptable de portabilidad del software paralelo. MPI proporciona una interfaz de programación basada

en env́ıo y recepción de mensajes que es independiente de cualquier arquitectura paralela particular,

además de que puede enlazarse con C++ o Fortran.
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