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Resumen

En inteligencia artificial existen diversos campos de aplicacion, entre ellos se encuentran los cla-
sificadores, que asignan elementos a una categoria, y son basicamente de dos tipos: supervisados
y no supervisados. Este trabajo se centra en los no supervisados, especificamente en un algoritmo
clasificador basado en el problema de coloracién de graficas suaves y uno basado en K-medias.
El primero, dado un gréifico completo con ponderaciones en sus aristas, minimiza la suma de las
penalizaciones entre los vértices con el mismo color. El algoritmo K-medias utilizado, es uno de
los clasificadores mas comunes, el cual realiza un agrupamiento con base en la distancia més corta
entre cada elemento y alguno de los centroides que fueron seleccionados aleatoriamente, éste se
actualiza de manera iterativa con los elementos asignados en ese grupo.

Las distancias euclidiana y euclidiana cuadrética son las mas utilizadas en la mayoria de las
investigaciones que usan sistemas clasificadores, pero no significa que sean con las que se obtienen
los mejores resultados. En este trabajo se clasifican las instancias mds comunes empleando la dis-
tancia Minkowski de orden superior, primeramente con valores enteros, a continuacién con valores
decimales, y una vez encontrados los valores mds prometedores, se explora la regiéon con cambios
de una centésima. Finalmente, se realizaron experimentos con una combinacion lineal de métricas,
es decir un hibrido, todo lo anterior con el objetivo de observar el comportamiento de dos distintos
clasificadores con diversas métricas y semimétricas (que satisfacen la definicién de una métrica con
excepcion de la desigualdad del tridngulo), y la precision que alcanzan para cada base de datos.
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Introducciéon

La Inteligencia artificial abarca muchas dreas de aplicacion, tan diversas como: comprension del
lenguaje, aprendizaje y sistemas adaptativos, resolucién de problemas, percepcion (visual), mode-
lado, robética y juegos [Pannu, 2015]; en esta ultima se prueban muchas de las aplicaciones nuevas
en el mundo, tal como lo hizo Turing con su juego de ajedrez.

Dentro de las dreas de la inteligencia artificial se encuentra el reconocimiento de patrones, que
tiene como objetivo catalogar diferentes objetos en un ndmero predeterminado de clases. Los al-
goritmos diseflados para asignar cada objeto a una clase o categoria, son cominmente llamados
clasificadores. Cuando los clasificadores conocen la categoria real de cada objeto son denominados
como algoritmos supervisados, en otro caso se les llama no supervisados.

El problema es, como realizar el andlisis y gestién de la gran cantidad de informacién, con
la que se estd en contacto todos los dias. Uno de los medios vitales para manejar estos datos es
clasificarlos o agruparlos en un conjunto de categorias [Flores-Cruz et al., 2017]. Por lo anterior,
resulta importante hablar de los procesos de agrupamiento o clustering, en los cuales se tiene un
conjunto de elementos sin etiquetar, que deben ser agrupados en categorias dependiendo de su si-
militud. Asi pues, las etiquetas se crean de forma posterior sin tener que alimentar el clasificador
con informacidn extra, y se establece que los elementos dentro de un grupo son parecidos entre
ellos y diferentes a los de otros grupos.

Para comprender un nuevo objeto o fendmeno, las personas siempre intentan buscar las caracte-
risticas o patrones que pueden describirlo, posteriormente 1o comparan con otros objetos conocidos
segln la similitud o disimilitud generalizada como proximidad, de acuerdo a ciertas normas o re-
glas [Flores-Cruz et al., 2017]. Es decir, un grupo de objetos que estdn clasificados juntos deben
tener caracteristicas en comun.

En este trabajo la categorizacion se realizara a través de dos estrategias. La primera es el proble-
ma de la coloracién de gréficas suaves. Pero ;qué es la coloracion de graficos?, se puede describir
basicamente, como asignar un color a cada vértice, y al conjunto de vértices que reciben el mismo
color se le llama clase de color, dicha asignacién debe satisfacer algunas restricciones.

Por lo tanto, la coloraciéon de graficas suaves (CGS), se define como una generalizacion del
problema de coloracién, en donde dada una grafica completa con ponderaciones en sus aristas, per-
mite buscar una coloracién que minimice la dureza, es decir, la suma de las penalizaciones entre
los vértices con el mismo color [Lara-Velazquez et al., 2015].

La segunda estrategia con la que se clasificard en este trabajo, es el algoritmo K-medias pro-
puesto por MacQueen en 1967 [MacQueen, 1967]; a pesar de su longevidad sigue siendo bastante
util. El algoritmo consiste en crear subconjuntos o grupos, que se determinan segtn la distancia
mads corta de cada elemento con alguno de los centroides que fueron iniciados de forma aleatoria.
Una vez realizado lo anterior el centroide se actualiza de forma iterativa, con el calculo del nuevo
centroide como la media del grupo.



Para llevar a cabo la clasificacién con ambos algoritmos, es necesario definir una distancia. En
CGS, la distancia entre dos objetos, que se encuentran en la misma clase, estd dada por la ponde-
racion de la arista que los une. Por otro lado, en K-medias se calcula la distancia de cada objeto
al centroide de su clase. De esta manera, si dos objetos estdn muy cerca respecto a una métrica
dada, es muy probable que estén en la misma clase; si los objetos estan lejos uno del otro, estardn
en clases diferentes. Entre las métricas més utilizadas para K-medias se encuentran las siguientes:
Jacquard, logaritmica, cuadrados independientes, coeficientes de correlacion de Pearson y las mé-
tricas Lp.

En la literatura las métricas mds comunes son las derivadas de la distancia Minkowski y su
ecuacion, que al variar el valor del exponente p y hacerlo igual a 1, se produce la distancia Manhat-
tan, y si el valor es igual a 2 se obtiene la distancia euclidiana, pero con un cambio a la ecuacion,
eliminando la raiz cuadrada, da como resultado la distancia euclidiana cuadratica; para este trabajo
se elimind la raiz cuadrada para todos los valores de p que serdn usados a lo largo del estudio.

La mayoria de las investigaciones con clasificadores se centran normalmente en la mejora del
algoritmo, ya sea en eficiencia o rapidez y en cuanto a la métrica a utilizar regularmente se selec-
ciona una, cominmente la euclidiana, pero el interés de este estudio es mds amplio, se enfoca en
probar varias métricas que estan bien definidas y deben cumplir con una serie de axiomas, asi como
semimétricas que satisfacen todo en la definicion de una métrica, con excepcion de la desigualdad
del tridngulo y asi conocer el desempefio que obtienen.

El objetivo de este trabajo es identificar qué métrica obtiene el mejor rendimiento con los clasi-
ficadores utilizados, por medio de un estudio comparativo de las soluciones alcanzadas, generadas
por métricas tradicionales, contra las métricas obtenidas a partir de combinaciones lineales posi-
tivas de métricas Lp (0 < p < o0). En general, se trata de probar con qué valor de p y con qué
combinacién de métricas Lp se obtienen mejores resultados.

En el Capitulo 1, se abordan todas las definiciones y contenidos necesarios para lograr com-
prender el tema de investigacion, en el que se centra este trabajo; inicialmente se identifican las
métricas y su conceptualizacion formal, asi como ejemplos de las mds comunes y las ecuaciones
que las describen. Enseguida se especifican los clasificadores y los procesos de agrupamiento, para
después hablar acerca de la coloracidn de graficas y mas especificamente de la coloracién de grifi-
cas suaves. Posteriormente se explica el funcionamiento del segundo clasificador utilizado en este
trabajo, K-medias. Finalmente, el apartado de disefio de experimentos, se enfoca en el andlisis de
varianza (ANOVA), que es la prueba estadistica que permitira validar los resultados.

En el Capitulo 2, se hace una descripcion a detalle de las bases de datos, tales como el nlimero
total de instancias en cada base, los atributos y lo que significan; ademads de los rangos de valores
en los que oscilan cada uno de los atributos, también si existen valores faltantes y finalmente las
clases que la constituyen y el nimero de elementos que las componen.

En el Capitulo 3, se detallan las métricas utilizadas en ambos clasificadores, comenzando con

métricas enteras, por ejemplo, la altamente conocida distancia Manhattan, la distancia euclidiana y
euclidiana cuadrética que, son las mas cominmente utilizadas en clasificadores. Después se men-
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cionan valores decimales menores a 1, que se utilizan en la ecuacién de la distancia Minkowski,
lo que lleva a explorar de una manera ain mds detallada introduciendo cambios en centésimas y
finalmente probar un hibrido de la combinacién de las distancias. En seguida, se integr6 la forma
en que se trataron las bases de datos. Al final de este capitulo se muestra el funcionamiento de los
dos clasificadores utilizados en este trabajo.

En el Capitulo 4, se hace un andlisis de resultados obtenidos en cada métrica propuesta, a tra-
vés del porcentaje de precision alcanzado en la base de datos probada y para cada clasificador, lo
anterior respaldado por pruebas ANOVA sobre los resultados generados de ambos clasificadores
utilizados con cada tipo de métrica, para poder concluir indudablemente con qué métrica se obtie-
nen los mejores resultados.

Finalmente, se presentan las conclusiones de este tema de investigacion.
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Objetivos
Objetivo general
= Implementar combinaciones de métricas Lp en la coloracién de graficas suaves y el algorit-

mo K-medias, para mejorar su desempeiio en instancias de prueba.

Objetivos particulares

m Estudiar las métricas utilizadas en clasificadores.

Desarrollar los algoritmos clasificadores.

Aplicar diversas métricas en la coloracion de graficas suaves.

Aplicar diversas métricas en el algoritmo K-medias.

Emplear una combinacion lineal de métricas en ambos clasificadores.
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Capitulo 1. Marco Teérico

Un supuesto basico del andlisis de conglomerados, es que inicialmente se sabe poco sobre los
datos. Las reglas o caracteristicas que definirdn como se constituird un grupo no se conocen a priori,
y saber el grado de similitud entre los objetos, no revela qué causé que se formaran los grupos en
primer lugar [Hausner, 2010].

1.1. Meétricas

Si es posible calcular grados de similitud entre objetos, se puede afirmar que los objetos perte-
necen a un espacio métrico, pero ;qué es un espacio métrico?, consiste en un conjunto de objetos
y una funcién llamada métrica, que toma dos objetos en el conjunto y produce un nimero real no
negativo. Este ndmero es la distancia entre los dos objetos, si dos objetos x y y son similares, por
lo general la distancia entre ellos serd pequefia, y si los objetos son muy diferentes, comtinmente
serd grande [Zarinbal, 2009], [Hausner, 2010].

La siguiente definicidn, es mucho mds formal y clara, en cuanto a lo que se quiere establecer
en relacion a un espacio métrico.

Definicién: Un espacio métrico es un par (X, d) donde X es un conjunto no vacio y d es una
funcidn real definida en XxX , llamada funcién distancia o métrica, y que satisface los siguientes

tres axiomas [Guccione and Guccione, 2017]:

No negatividad, simetria y desigualdad triangular, respectivamente.

i) d(z,y) 20y d(z,y) =0 r=y
i) d(z,y) = d(y, z)
i) d(z,y) < d(z,z) +d(z,y)

Como se menciond, lo que produce la funcién que toma estos dos elementos es un ndimero real
no negativo, es decir la distancia entre ellos, lo que trae consigo la pregunta ;qué es la distancia?,
ésta es una descripcion numérica de qué tan lejos estan los objetos en un momento dado en el tiem-
po. En la fisica o en la discusidon cotidiana, la distancia puede referirse a una longitud fisica, un
periodo de tiempo o una estimacion basada en otros criterios [Zarinbal, 2009].

Han habido muchos intentos de generalizar el ajuste de la métrica, modificando algunos de los
axiomas de los espacios métricos. Por lo tanto, se han introducido otros tipos de espacios y resul-
tados métricos, se han extendido a nuevas configuraciones tal como menciona Kiris [Kiris, 2017].

En el afo 2000 Branciari, [Branciari, 2000] defini6 lo que se denomina espacio métrico gene-
ralizado. En éste, la desigualdad del tridngulo de un espacio métrico ordinario se ha reemplazado
por una nueva desigualdad, que involucra tres términos en lugar de dos. Esta es conocida como la
desigualdad cuadrilatera, tiene una suposicion méas débil que la triangular [Kiris, 2017].
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Hubo una gran cantidad de literaturas que trabajaron no solo en un espacio métrico, sino tam-
bién en otros espacios topoldgicos. Hace unos afios, [Jleli and Samet, 2015] definieron una métrica
generalizada, conocida como métrica JS. La ventaja de su idea es que muchos espacios topoldgicos
estdn cubiertos por el métrico JS. Por esta razon, los resultados de los teoremas de punto fijo en
espacios JS-métricos han sido estudiados recientemente [Thangthong and Khemphet, 2018].

Como se menciond anteriormente, si se toman dos objetos x y y y resulta que son similares,
su distancia serd pequefa, y si los objetos son muy diferentes, por lo general serd lo opuesto, lo
anterior puede ser observado al utilizar medidas de similaridad o disimilaridad como las mostradas
en la Tabla 1 [Xu and Wunsch, 2005]. En dos dimensiones, la distancia entre dos puntos se puede
calcular utilizando el teorema de Pitdgoras, el cual es ampliamente conocido y comprobable; en es-
te teorema se generaliza a la distancia euclidiana utilizada en las dimensiones mads altas [Zarinbal,
2009], [Hausner, 2010].

Tabla 1: Medidas de similaridad y disimilaridad para caracteristicas cuantitativas.

Métrica Ecuacion
T
k »
Distancia Minkowski D;; = (Z \zy — xj] )
=1
k
Distancia Manhattan Dij =Y |ag — x|
=1
T
k 3
. . . . . 2
Distancia Euclidiana D;; = (Z(wd —xj) >
=1
Distancia Sup D;; = 1H<11é)§ |z — xj]

Distancia de Mahalanobis | D;; = (z; — x;)" * A~ (x; — x;)

sz 1—7s
Correlacién D;; = —*, donde
k — —
> (@a—T) (za—T5)
J— =1 J
de Pearson Tij = ~ = =
Yoy (@a—T) (za—7;)
Distancia de D;,. =
punto de simetria min l(wi—er)+(z;—a)]
j=1,...n & j#i |@i—zr)|l+ll(zj—zr)]
e e XI'Xx
Similitud por coseno Sym = COS (XWH)?H
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1.2.  Clasificadores

El reconocimiento de patrones, es la clasificacion de grandes cantidades de objetos fisicos o
abstractos con el propoésito de extraer informacion util, que permita establecer agrupaciones de es-
tos objetos. El flujo de clasificacion consiste en la obtencidn de patrones, mediante un proceso de
segmentacion, extraccion de caracteristicas y resefia de cada objeto como una coleccion de descrip-
tores [Flores-Cruz et al., 2017], [Pérez-Ortega et al., 2018].

Los sistemas clasificadores son un tipo especial de reconocimiento de patrones. Estos colocan
una etiqueta a un objeto de acuerdo a sus caracteristicas, es decir, un sistema clasificador en si es
una abstraccion de la habilidad humana para reconocer clases, grupos o categorias de objetos obser-
vados, lo cual es una accién que se lleva a cabo diariamente, incluso a veces de forma inconsciente,
por ejemplo, decidir los platillos que més nos gustan con base en los sabores que sabemos que nos
agradan.

En este sistema, las etiquetas pueden ser determinadas previamente, y luego dado un objeto
se debe decidir en qué clase particular tendria que ser clasificado, segtin las opciones existentes.
Por otro lado cuando las etiquetas no estidn definidas con anterioridad, es necesario encontrar una
forma de agrupar los elementos que, sean mds parecidos entre ellos y a su vez diferentes a los otros
grupos. Una vez hecho lo anterior, los clasificadores colocan una etiqueta a un objeto de acuerdo
con sus caracteristicas.

Para la tarea que implica el reconocimiento de patrones, se busca ordenar ciertos objetos dentro
de una de las k categorias [Flores-Cruz et al., 2017].

Basicamente los sistemas clasificadores son de dos tipos:

= Supervisado: dado un conjunto de etiquetas previamente establecidas, la meta es encontrar
una regla que, prediga correctamente la etiqueta que se asociard, con las entradas no vistas
anteriormente.

= No supervisado: dado un conjunto de elementos, con los atributos que lo caracterizan y sin
ninguna etiqueta, se agrupan dichos elementos en cimulos naturales, creando asi etiquetas
para los grupos.

Para llevar a cabo la tarea sefalada, se debe disefiar o utilizar un algoritmo que, a partir de un
conjunto de objetos, sea capaz de asignar una etiqueta de un conjunto de clases ya preestablecidas;
o bien que al tener un conjunto de objetos y sus atributos, se puedan crear las clases que los agru-
pen, a partir de caracteristicas comunes entre ellos, empleando una métrica de similitud para los
objetos dependiendo del tipo de algoritmo (supervisado o no supervisado).

Entre los clasificadores més conocidos se pueden mencionar, el clasificador bayesiano simple,

clasificador parzen, discriminadores lineales, redes bayesianas, drboles de decision, clasificador
con PCA (Principal component analysis) y basados en redes neuronales.
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1.3. Procesos de agrupamiento

El agrupamiento de datos es un drea Unica y dindmica, que se ha convertido recientemente en
un nicho de investigacién muy activo para la mineria de datos. Sirve también como el punto focal
para estadisticas, aprendizaje automatico, tecnologia de bases de datos espaciales, recuperacion de
informacion, entre otros campos de aplicacién [Flores-Cruz et al., 2017], [Dalatu et al., 2017].

La agrupacion es un método de clasificacion no supervisada debido a la ausencia de informa-
cidén etiquetada. Por lo tanto, es una forma de aprender por observacion, en lugar de aprender con
ejemplos. La agrupacion se da en particiones de un conjunto de objetos, que estdn relacionados
entre si formando un grupo y que a su vez estan escasamente relacionados con los objetos en otros
cumulos. Un grupo apropiado se logra cuando los elementos de éste estdn altamente interrelacio-
nados y son diferentes de los elementos en otros grupos. [Dalatu et al., 2017].

El nimero de k grupos puede estar predeterminado o puede ser decidido por el algoritmo. For-
malmente un algoritmo de agrupamiento produce un mapeo de la forma C : {1,...,n} — {1, ..., k},
donde n es el nimero de objetos analizados, es decir, a cada objeto se le asocia un color, etiqueta o
grupo; ademds, C' debe ser una funcién sobreyectiva, para garantizar que en cada conjunto k&, hay
al menos un objeto.

Algunos de los agrupadores de mayor importancia son: por medidas de similitud y distancia,
jerarquicos, basados en error cuadritico y en teoria de grafos, asi como en técnicas de busqueda
combinatoria, de 16gica borrosa y agrupamiento de datos secuenciales. [Flores-Cruz et al., 2017].

1.4. Coloracion de graficas

La teoria de grafos surge por primera vez de la resolucidén de un conocido problema, llamando
el problema de los siete puentes de Konigsberg [Euler, 1741], este problema se plantea de manera
informal de la siguiente manera:

= Dado el mapa de Konigsberg, con el rio Pregel dividiendo el plano en cuatro regiones dis-
tintas, que estdn unidas por medio de los siete puentes, ;jes posible encontrar un camino
comenzando desde cualquiera de estas regiones, que pase por todos los puentes, recorriendo
s6lo una vez cada uno, y regresando al mismo punto de partida?

En la demostracion, represent6 cada puente como una recta que une dos vértices, cada uno de
los cuales corresponde con una region. Esta abstraccion del problema dio pie a la nocién de un
grafo, es decir, lineas como aristas y puntos como vértices.

Posteriormente surge el problema de la coloracion de grafos, que consiste en dividir el conjunto
de vértices de una grafica para satisfacer ciertas restricciones. Los problemas de coloracién han
sido ampliamente estudiados en matemaéticas discretas y ciencias de la computacion tedrica [Kolay
et al., 2019].
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Dado un color X de una grifica G, se dice que el conjunto de vértices que reciben el mismo
color es una clase de color. En primer lugar, se debe decidir el nimero méximo de colores a utilizar,
suponiendo que el grafo tiene n vértices, se necesitaran proporcionalmente n colores. En ese caso,
se tienen un total de n" soluciones posibles, nimero que crece de forma notable a medida que el
valor de n aumenta [Seijas, 2017].

Lo anterior trae consigo uno de los problemas de coloracién mds conocidos, el problema del
nimero cromdtico que busca la menor cantidad de colores necesarios para colorear sus vértices, sin
que dos vértices adyacentes tengan el mismo color.

La coloracién es un problema cldsico de optimizacién con muchas aplicaciones précticas, exis-
te una amplia gama de métodos heuristicos para abordar el problema de la coloracién de gréificos:
desde algoritmos glotones rdpidos hasta metaheuristicas que requieren un poco mas de tiempo.
Aunque el ultimo produce mejores resultados en términos de minimizar el nimero de colores, el
primero se utiliza ampliamente debido a su simplicidad y velocidad para producir buenos resulta-
dos [Galan, 2017].

1.5. Coloracion de gréaficas suaves

La coloracion de gréficas suaves es un caso especial del problema de coloracion de gréficas, por
ser una generalizacion del problema de coloracion robusta, se sabe que este problema es del tipo
NP-duro y se necesita utilizar metaheuristicas en instancias mayores a 20 vértices [Lara-Veldzquez
et al., 2015].

En una grifica completa ponderada, se busca una coloraciéon que minimice la dureza; es decir,
encontrar una coloracién que minimice la suma de las penalizaciones entre los vértices que tienen el
mismo color. Formalmente, la coloracion de graficas suaves es definida por distintos autores [Lara-
Velazquez et al., 2015, Aparicio Reyes, 2017, Vasquez-Calderoén et al., 2018, Urueta-Hinojosa et al.,

2019], de la siguiente manera:

Sea G = (V, E) una grifica completa no dirigida, es decir, el conjunto de los vértices V' =
{1,2,...,n} en G y todas sus aristas posibles (i, j), donde:

G=(V.E); |V|=n; |E| =n(n—1)/2. (1)

Se define una penalizacién en cada arista (i, j), denotada por p; ; tal que:

pi; >0,V (i,5) € E. (2)

Una funcién de coloracion en los vértices de G = (V, E) se define como:

c*:{1,2,...,n} — {1,2,...,k}, (3)
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Donde £ es el nimero total de colores 1 < k& < n que identifica C'() como el color en el vértice i.
Para una coloracién C* en una gréfica la funcién de dureza de la coloracién C* estd dada por:

H(CF) = Z Dij 4)

(i.§)€E, Ck(i)=C*(j)

El objetivo del problema de CGS es encontrar la coloracién Cfp que minimiza la dureza H (C’fp),
para lograr dicho objetivo a continuacién se describen dos propiedades de cada coloracidn.

1.5.1. Solidez de una coloracién

Una vez realizada una coloracién con k colores en una grafica completa con n vértices, el
nimero promedio de vértices pintados con el mismo color es m = n/k y el nimero de aristas
compartidas por m vértices son las combinaciones C'(m, 2) = m(m — 1)/2, por lo que el nimero
promedio de penalizaciones incluidas en la funcién de dureza, es proporcional al nimero promedio
de vértices pintados con el mismo color multiplicado por el nimero de colores.

La primera propiedad es la funcién de solidez de una coloracién, que se define como la dureza
de un grafico dividido por el nimero medio de aristas que contribuyen a la dureza [Urueta-Hinojosa
et al., 2019]:

H(C’(’fp) 2H(C*) 2H(C§p)

S(Cl) = Fm(m —1)/2 o _op1> T nln—k) (5)

1.5.2. Resiliencia de una coloracién

La segunda propiedad es la resiliencia de una coloracién C*, que se define como el porcentaje
que disminuye la solidez de una coloracién con k — 1 colores, con respecto a la realizada con £ de
ellos y se puede expresar como sigue [Urueta-Hinojosa et al., 2019]:

S(Cyy ) = S(Ch)
S(Cky

op

R(Cy,) =

(6)

Si resulta que al afiadir un color adicional a la coloracién de la gréfica, hay un aumento significativo
en su resiliencia, eso significa que se ha encontrado un nimero adecuado de clases para clasificar.

1.6. K-medias

El término K-medias fue utilizado por primera vez por MacQueen [MacQueen, 1967], aunque
la idea original se le atribuye a Steinhaus [Steinhaus, 1956], un poco mas de 10 afios antes. Mien-
tras que el algoritmo estandar fue propuesto por Stuart Loyd en 1957, aunque no se publicé fuera
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de los laboratorios Bell hasta 1982 [Lloyd, 1982].

El algoritmo de agrupacion K-medias, consiste en un nimero de subconjuntos que se deter-
minan segun la iniciacion de los centros en estos subconjuntos; en relacion con la distancia mds
corta entre cada punto y su centro, normalmente 1lamados £ centroides, cada dato es asignado a un
subconjunto y una vez realizado esto, los centros de estos subconjuntos se van actualizando [Pham
etal., 2019], es decir, el algoritmo consta de tres pasos, que se repiten hasta la convergencia, lo que
dependiendo del autor se puede tomar como un paso 4.

Paso 1: Se definen los puntos centrales (centroides).

Paso 2: Los k grupos son generados al asociar cada punto a su centroide basado en la distancia
mas corta.

Paso 3: El centroide de cada £ grupo se recalcula.

Paso 4: Se repiten los pasos 2 y 3 hasta la convergencia.

Para lograr lo anterior, el algoritmo selecciona k centros al azar basdndose en los objetos, por lo
que cada uno representa una media o centroide inicial del grupo, luego, para los objetos restantes,
asigna cada objeto al grupo con el que se relaciona mejor, establecido por la distancia entre el ob-
jeto y la media del grupo, después calcula una nueva media para cada grupo utilizando los objetos
asignados al grupo en la iteracién anterior. [Dalatu et al., 2017].

Como en este caso se trata de un algoritmo heuristico, no hay garantia de que converja al 6pti-
mo global, por lo que el resultado puede depender de los grupos iniciales; la eleccién de un valor k
apropiado depende de las instancias consideradas, es una tarea bastante dificil, esta situacion suele
ser abordada por ensayo y error. Sin embargo, se han llevado a cabo varias investigaciones para
determinar automdticamente el nimero k de grupos [Pérez-Ortega et al., 2018].

Se puede senalar que el algoritmo K-medias ha sido utilizado como un método de agrupamiento
eficiente, sin embargo, como se ha mencionado el rendimiento de este algoritmo, es altamente de-
pendiente de la seleccién de los centroides de agrupamiento iniciales o punto central, por lo tanto,
el método para elegir los centros de agrupamiento iniciales es muy importante, tal como comentan
Yang y Mexicano en sus respectivos trabajos [ Yang et al., 2017], [Mexicano et al., 2016].

Las mejoras para este algoritmo se han aplicado en su fase de inicializacion para mejorar la
calidad del cluster, en la fase de clasificacion, y finalmente en la fase de convergencia, cuya idea
principal consiste en reducir el tiempo de ejecucion sin una pérdida significativa de calidad, es de-
cir, reducir el nimero de ciclos antes de alcanzar la convergencia [Mexicano et al., 2016].
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1.7. Diseno de experimentos

En la publicacién de Fisher, [Fisher, 1918] se utiliza por primera vez el término varianza, que
se define como el cuadrado de la desviacién estdndar de una variable con respecto a su media, la
cual tiene como valor minimo el 0.

El anélisis de varianza unidireccional (o de una via) ANOVA, (del inglés Analysis of Variance),
o prueba F nombrada asi por Ronald Fisher, es una de las técnicas estadisticas mds comunes en
investigacion, utilizada para determinar si existen diferencias estadisticamente significativas entre
las medias de tres o mds grupos [Blanca et al., 2017].

La prueba F supone que la variable se distribuye de manera normal e independiente con las
mismas varianzas entre los grupos. Sin embargo, los datos en el mundo real a menudo no se distri-
buyen normalmente y las variaciones no siempre son iguales.

Uno de los primeros estudios sobre esta prueba fue llevado a cabo por Pearson, [Pearson, 1931]
quien descubri6 que la prueba F, era valida siempre que la desviacién de la normalidad no fuera ex-
trema y que el nimero de grados de libertad asignados a la variacion residual, no fuera demasiado
pequefio.

Desde 1931 hasta 1978 existieron algunos resultados contradictorios, los cuales pueden atri-
buirse al hecho de no haber utilizado un criterio estdndar para evaluar la robustez. Segun el criterio
enunciado por Bradley, [Bradley, 1978], una prueba estadistica se considera sdlida si la tasa de
error empirica Tipo I se encuentra entre .025 y .075 para un nivel alfa de .05, un error Tipo I o
falso positivo, es el error que se comete cuando no se acepta la hipétesis nula siendo esta realmente
verdadera [Blanca et al., 2017].

En resumen, la prueba F es robusta para desviaciones moderadas de la normalidad, cuando la
desviacion es de esta manera, las poblaciones tienen la misma forma de distribucién y los tamafios
de muestra son grandes e iguales.

Una vez dicho lo anterior, ANOVA permite rechazar la hipétesis nula H, [Pena et al., 2018]:
= Hipdtesis nula, Hy: pl = pu2 = ... = uk.
= Hipotesis alternativa, Hy: ui # pj para algin ¢, j donde ¢ # j.

Donde pi,7 = 1, ..., k son las medias de las k poblaciones, asumiendo independencia, normali-
dad y la homocedasticidad.

Cada poblacidn se caracteriza por uno o mas factores categoricos, luego ANOVA compara las
medias de la variable en los diferentes niveles de factores. Mientras que ANOVA unidireccional
solo considera un factor con dos o0 més o grupos [Pefa et al., 2018]. Para aceptar la H, la prueba F
se usa calculando las estadisticas F dadas por la ecuacién (7):
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K PE— JE—
> on(Y; —-Y)?
1=1

F = K n; E= (7)
YN (Vi - Yy
i=1j=1
N—-K

Donde Y; indica la media de la muestra en el grupo ¢-ésimo, n; es el nimero de muestras en
el grupo i-€ésimo, Y indica la media general de las muestras, Y;; es la muestra j-ésima en el grupo
1-ésimo y K denota el nimero de grupos. Se espera que el valor F sea aproximadamente 1, sin
embargo, para rechazar H, se necesita un valor F alto.

Un valor F alto es dificil de interpretar por si solo. Por lo que, el valor de referencia para recha-
zar Hy se basa en el valor p, que es la probabilidad de observar un valor F que es al menos tan alto
como el valor obtenido en el estudio, bajo el supuesto de que H es verdadero, cominmente, H, se
rechaza si p < 0.05.

21



Capitulo 2. Bases de datos de prueba

Las bases de datos utilizadas en este trabajo se extrajeron del repositorio de aprendizaje auto-
matico de la Universidad de California en Irvine (UCI por sus siglas en inglés) [Aha et al., 1987]
con excepcion de Titanic: Machine Learning from Disaster que se extrajo del repositorio de Kag-
gle [Goldbloom and Hamner, 2010] y Large-scale CelebFaces Attributes (CelebA) [Ziwei Liu and
Tang, 2015].

2.1. Iris

La base de datos Iris consta de 150 observaciones, 4 atributos sin valores faltantes y 3 clases
que corresponden al tipo de planta, cada una constituida por 50 observaciones.

Los atributos de la base de datos son:
= [ongitud del sépalo en cm.

= Ancho del sépalo en cm.

= Longitud del pétalo en cm.

= Ancho de pétalo en cm.

Los tipos de planta o su clase son:
m Iris setosa: 50 observaciones.
» [ris versicolor: 50 observaciones.

= Iris virginica: 50 observaciones.

2.2. Wine

Se utilizé la base de datos Wine que consta de 178 observaciones, 13 atributos sin valores fal-
tantes, todos los datos son numéricos y 3 clases que corresponden a 3 tipos de vino.

Los atributos de la base de datos son:
= Grado de alcohol: con valores entre 11.03 y 14.83.

» Cantidad de dcido malico: presente en las frutas de sabor dcido como las uvas, con valores
entre 0.74 y 5.8.

= Cenizas: producto de la incineracion del extracto seco del vino, con valores que se encuentran
entre 1.36 y 3.23.
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= Alcalinidad de las cenizas: se trata de la suma de los cationes de amonio que se encuentran
mezclados en los dcidos orgdnicos del vino, con valores entre 10.6 y 30.

= Magnesio: se determina directamente en el vino por espectrofotometria de absorcion atémica,
teniendo valores entre 70 y 162.

= Fenoles totales: actian como antioxidantes al combinarse con el oxigeno, con valores entre
0.98 y 3.88.

= Flavonoides: son compuestos polifendlicos naturales que se encuentran en las vides, sus va-
lores se colocan entre 0.34 y 5.08.

= Fenoles no flavanoides: al igual que los anteriores son compuestos polifendlicos pero que se
encuentran en una clasificacion diferente al ser no flavonoides, con valores entre 0.13 y 0.66.

= Proantocianidinas: son los flavonoides cuantitativamente mds importantes en la uva y el vino,
donde inciden de manera importante, otorgando propiedades beneficiosas para la salud hu-
mana, sus valores oscilan entre 0.41 y 3.58.

= Intensidad del color: hace referencia al grado en que la luz lo puede atravesar o al grado de
opacidad del vino, sus valores se colocan entre 1.28 y 13.

= Matiz: dentro del matiz se puede hablar por ejemplo de tonalidades, ribetes o reflejos, sus
valores se encuentran entre 0.48 y 1.71.

= OD280/0OD315: concentracion de esas proteinas, con valores entre 1.27 y 4.

= Prolina: es un aminodcido proteinogénico, con valores distribuidos entre 278 y 1680.

Los tipos de vino son:
m Vino de mesa: 59 observaciones.
m Vino de crianza: 71 observaciones.

= Vino de reserva: 48 observaciones.

2.3. Zoo

Se utiliz6 la base de datos Zoo, que consta de 101 observaciones, de las cuales se utilizaron 84,
17 atributos sin valores faltantes y 4 clases que corresponden al tipo de animal.

Los atributos de la base de datos son binarios, excepto en el atributo de nimero de patas:
= Nombre del animal (este atributo fue suprimido).

= Cabello.
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= Plumas.

= Huevos.

= [eche.

= Volador.

= Acudtico.

= Depredador.
= Dentado.

= Vertebrado.
= Respira.

= Venenoso.
= Aletas.

= Niimero de patas.
= Cola.

= Doméstico

» Tamafio parecido a un gato.

Las clases son de tipo numérico (valores enteros en el rango [1,4]:

= Tipo 1: 41 observaciones con animales como son 0so, elefante, y antilope.

= Tipo 2: 20 observaciones con aves como pato, cisne y cuervo.

= Tipo 3: 13 observaciones con animales marinos como el caballito de mar y las mantarrayas.

= Tipo 4: 10 observaciones que incluyen animales como cangrejos y langostas.

2.4. Stone Flakes

Se utiliz6 la base de datos Stone Flakes la cual se encuentra constituida por 79 observaciones,
de las cuales se utilizaron 70 que cumplian con los criterios de limpieza de los datos, 8 atributos y
4 clases propuestas por arquedlogos.

Los atributos de la base de datos son:

= Indice de longitud y anchura: ancho del instrumento con valores de 1.02 hasta 1.69 cm.

24



Capitulo 2. Bases de datos de prueba

= Indice de espesor: grosor del instrumento entre 16.5 y 43.7 cm.
» Indice de ancho-profundidad: sus valores oscilan entre 1.66 y 4.9 cm.

» Angulo de descamacién: dngulo de golpeo entre el objeto y la superficie en la que se talld,
desde los 105 hasta los 131 grados.

= Plataforma primaria: frecuencias relativas que se encuentran entre 0 y 67.2.
= Plataforma facetada: frecuencias relativas cuyos valores se encuentran entre 0 y 67.2.

= Superficie dorsal totalmente trabajada: area con mayor desgaste con valores entre 5 y 94.1

cm?.

= Proporcion de superficie dorsal trabajada: proporcion de desgaste respecto a la superficie to-
tal con valores que varian entre 30 y 98 %.

Las 4 clases propuestas por arquedlogos son:

= Paleolitico inferior: se considera que comenz6 hace unos 2,5 millones de afios y duré hasta
hace unos 125-127,000 anos.

= Técnica de Levallois: es una técnica de fabricacion de instrumentos que data del comienzo
del paleolitico medio, es decir de hace 120,000 afos.

= Paleolitico medio: se considera que abarca desde hace 120,000 afios y dur6 hasta hace 40,000
anos.

= Homo sapiens: los restos mds antiguos atribuidos a Homo sapiens se encuentran en Marrue-
cos, con 315 000 afios de antigiiedad y hasta la actualidad (esta clase fue suprimida ya que se
sobrepone a las 3 anteriores).

2.5. Titanic

La base de datos Titanic consta de 887 observaciones, con 6 atributos y 2 clases que correspon-
den a la supervivencia del pasajero.

Los atributos de la base de datos son:
= Clase del boleto.
= Sexo.

Edad.

Numero de hermanos / conyuges a bordo.

Numero de padres / hijos a bordo.
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= Tarifa que pagé el pasajero.

Las 2 clases son:
= Superviviente: si.

= Superviviente: no.

2.6. Bach

Se utiliz6 la base de datos Bach Choral Harmony que se encuentra constituida por 5665 obser-
vaciones de las cuales se utilizaron 4554, que cumplian con los criterios de limpieza de los datos,
16 atributos y 17 clases que corresponden a la tonalidad del fragmento de la cantata.

Los atributos de la base de datos son:

= D coral: correspondiente a los nombres de archivo de Bach Central (este atributo fue supri-
mido).

= Nimero de evento: indice del evento dentro del coral.
= Atributo 3-14, clases de tono: si 0 no (binario), dependiendo de si un tono dado esta presente.
= Bajo: clase de tono de la nota de bajo.

= Medidor: enteros del 1 al 5, los nimeros mds bajos denotan eventos menos acentuados y los
nimeros mds altos denotan eventos mds acentuados.

Las clases son de tipo numérico (valores enteros en el rango [1,17]):

= Etiqueta del acorde: tonalidad del fragmento de la cantata.

2.7. CelebA

Se utiliz6 la base de datos CelebA, constituida por 202,599 imagenes de celebridades, loca-
lizacion de puntos destacados del rostro y 40 atributos binarios para cada imagen. Se extrajo una
muestra de 4,000 observaciones de la base original, y se utiliz6 la localizacion de puntos destacados
del rostro (ojo izquierdo, ojo derecho, boca y nariz) que, previamente fueron alineadas y recortadas
de acuerdo con las dos ubicaciones de los ojos, con dos clases que corresponden con el sexo de la
celebridad.

Los atributos de la base de datos son:

= Ojos: corresponde a la longitud del segmento entre los 0jos, cuyos valores se encuentran
entre 7y 56.03.
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= Ojo izquierdo - nariz: es la longitud del segmento entre el ojo izquierdo y el centro de la
nariz, con valores distribuidos entre 6.08 y 52.47.

= QOjo derecho - nariz: es la longitud del segmento entre el ojo derecho y el centro de la nariz,
sus valores se colocan entre 6 y 50.91.

= Nariz - boca izquierda: corresponde a la longitud del segmento entre la nariz y donde termina
la boca en el lado izquierdo del rostro, sus valores se colocan entre 6 y 50.91.

= Nariz - boca derecha: corresponde a la longitud del segmento entre la nariz y donde termina
la boca en el lado derecho del rostro, sus valores oscilan entre 7.07 y 61.58.

= Boca: corresponde a la longitud del segmento entre el lugar donde termina la boca en el lado
izquierdo y el lado derecho del rostro, cuyos valores se encuentran entre 5.38 y 54.

= Ojo izquierdo - boca izquierda: es la longitud del segmento entre el ojo izquierdo y donde
termina la boca en el lado izquierdo del rostro, con valores distribuidos entre 30.80 y 62.

= Ojo derecho - boca derecha: corresponde a la longitud del segmento entre el ojo derecho y
donde termina la boca en el lado derecho del rostro, sus valores oscilan entre 30.67 y 65.19.

= Ojo izquierdo - boca derecha: es la longitud del segmento entre el ojo izquierdo y donde
termina la boca en el lado derecho del rostro, sus valores se colocan entre 41.34 y 68.96.

= Ojo derecho - boca izquierda: corresponde a la longitud del segmento entre el ojo derecho
y donde termina la boca en el lado izquierdo del rostro, cuyos valores se encuentran entre
40.60 y 68.87.

Las 2 clases son:
= Hombre: si.

= Hombre: no.
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Al utilizar coloracion de gréficas suaves se requiere de una matriz de distancias, la cual re-
presenta la grafica completa de los datos. El valor de cada elemento de la matriz es mas pequefio
cuanto mds cercanos se encuentran dos elementos, e inversamente mas grande cuanto mas lejanos
se encuentran dichos elementos.

Por otro lado, en K-medias al llevar a cabo el proceso de asignacidn, se requiere la distancia
de cada elemento a todos los centroides, para realizar la asignacion de dichos elementos al mas
cercano, asi que tanto para coloracion de graficas suaves como para K-medias se requiere de calcu-
lar distancias, para este proceso se proponen primeramente dos tipos de métricas procedentes de la
distancia de Minkowski, las cuales se mencionan a continuacion:

m Métrica con valores enteros: al utilizar la distancia de Minkowski con valores enteros, se
garantiza que es una métrica ya que cumple con 3 axiomas, de no negatividad, simetria y
desigualdad del tridngulo, para este tipo se utilizaron los valoresde p = 1,2, 3 y 4.

= Métrica con valores menores a 1: se refiere a una semimétrica, donde se garantizan todos los
axiomas a excepcion de la desigualdad del tridngulo, en este caso se utilizaron los valores de
p=20.1,0.3,0.5,0.7y 0.9.

De lo observado en los resultados de los dos tipos de métricas anteriores, y apoyado en lo que
menciona Love [Love and Dowling, 1985], que el valor de p = 0.9 es el indicado para realizar la
clasificacion, se decidi6 explorar mds a detalle lo que sucede alrededor de los valores 0.9 y 1 (Man-
hattan).

= Valores en centésimas: para poder explorar alrededor de los valores mencionados, se tomaron
algunos, un poco mds pequeiios que 0.9 y un poco més grandes a 1, para ser mas preciso, se
utilizaron los valores de p = 0.88, 0.89, 0.90, 0.91, ..., 1.0, 1.01 y 1.02.

= Distancia hibrida: para que la observacion de estos valores sea atin mds exhaustiva, se reali-
zaron pruebas con una combinacién de métricas, teniendo como base la distancia Manhattan
y combinandola con el valor de p = 0.9, la forma en que se realizé esta exploracién serd
abordada mads adelante.

Todas las métricas comentadas aqui, serdn explicadas mds a detalle en las paginas siguientes
para tener un panorama completo, para posteriormente realizar el andlisis de los resultados de todas
las pruebas con las diferentes métricas y en ambos clasificadores.
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3.1. Distancia Minkowski

La distancia de Minkowski, es de gran importancia para este estudio, pero antes de especificar
como se define, debemos asumir que si tenemos dos puntos X = (x1,22) y Y = (y1, y2), entonces
d(X,Y) es la funcién distancia entre los puntos X y Y, y tienen algunas caracteristicas que se
satisfacen:

= d 0 V X,Y No negatividad,

= d =d(X,Y) VX,Y Simetria,

(X,Y) >
 d(X,)Y)=0& X =Y VXY Propiedad idéntica,
(X,)Y) =
= d(X,Y) <

d(X,Z)+d(Z,Y) V X,Y Desigualdad triangular.

Lo anterior se puede describir de la siguiente forma: la no negatividad establece que la distan-
cia entre X y Y es mayor o igual a cero para cualquier X y Y que se tomen; la siguiente expresa
que la distancia entre los dos puntos es igual a 0 solamente en caso de que esos dos puntos sean
iguales; la de simetria indica que la distancia entre los puntos X y Y es igual a la distancia entre Y
y X; finalmente la desigualdad triangular denota que la distancia entre X y Y es menor o igual a
la distancia al incluir un tercer punto Z, y que se considere la distancia de X a Z mads la distancia
de ZaY.

Dicho lo anterior, la distancia Minkowski de orden p entre dos puntos X = (z1, 2, ..., Z,) y
Y = (y1,v2, ..., yn) se escribe como dy, ,(X,Y") [Zarinbal, 2009], que se expresa como:

Si ki = kg = ... = k, = k, entonces se tiene la ecuacion dj, , ponderada:
i=1
Sik; =ky = ... =k, = 1 entonces se tiene la ecuacion:
dp(X,Y) (Z i — yirp> (10)

donde (x1, z2, ..., T,) ¥ (Y1, Y2, ---Yn) son dos vectores en el espacio euclidiano de dimensién n,
y p es un nimero real positivo. Es una generalizacion de todas las métricas de uso comin en un
espacio euclidiano.
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3.2. Distancia Euclidiana

La distancia euclidiana es a menudo conocida como la distancia ordinaria, ya que sigue la idea
de una linea recta entre dos puntos en el espacio euclidiano, en la literatura antigua se le conocia
como métrica pitagdrica.

El ejemplo mds baésico, es la distancia euclidiana entre dos puntos X = (z1,z9,...,2,) y Y =
(Y1, Y2, ---Yn), la cual viene dada por la ecuacion:

d(X,Y) = \/(xl—y1)2—|—(mg—y2)2+...+(xn—yn)2 (11)

La Ecuacion (11) también se puede escribir como sigue:

(12)

La Ecuacion (12) es exactamente lo que se obtiene al sustituir el valor p = 2 en la Ecuacién
(10), dando como resultado:

=

A(X.Y) = (z 21 y|> (13)

i=1

Para lograr observar lo mencionado en las ecuaciones anteriores, es muy intuitivo y sencillo de
representar graficamente en dos dimensiones la distancia entre dos puntos, utilizando la distancia
euclidiana tal como se muestra en la Figura 1.

Figura 1: Distancia euclidiana entre dos puntos.
(xZJ }’2)

Y2 =MW1

(%1, ¥1)

X2 —X

El cuadrado de la distancia euclidiana se conoce como la distancia euclidiana cuadrada o cua-
drética, es de gran importancia para estimar pardmetros en modelos estadisticos, por ejemplo, es
utilizada en el método de minimos cuadrados para el andlisis de regresion, dicha distancia se puede
expresar de la siguiente manera:
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P(X,Y)=(z1 =)+ (22— )? + oo + (X0 — Yn)” (14)

Lo anterior se puede expresar como se muestra a continuacion:

AX,Y) =" |z —yl? (15)
=1

Tanto la distancia euclidiana como la distancia euclidiana cuadratica, son de las mas utilizadas
en problemas de clasificacion, incluso es la eleccidn casi predeterminada al utilizar el algoritmo
K-medias.

3.3. Distancia Manhattan

La distancia Manhattan (en inglés llamada taxicab), también conocida como rectilinea o norma
[1, obtiene su nombre del disefio en cuadricula de las calles en la isla de Manhattan, reflejando la
distancia que un auto tendria que recorrer al circular por las calles de dicha ciudad para llegar de X
ayY.

Para poder observar de una manera més clara lo que esto significa, y a su vez, poder contrastar-

lo con la métrica de la seccion anterior, en la Figura 2 se aprecia el camino a seguir utilizando la
distancia euclidiana, y algunas rutas posibles utilizando la distancia Manhattan.

Figura 2: Comparacion entre distancia euclidiana y distancia Manhattan.

|, Distancia
euclidiana

Distancia
Manhattan

La distancia entre dos puntos X y Y con n dimensiones se puede expresar como sigue:

d(X,Y) = |z — | + |22 — yo| + ... + |20 — Y| (16)
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Como se acaba de mencionar se le conoce también como norma [;, esto es debido a que si
sustituimos el valor de p = 1 en (10) obtendremos entonces la ecuacién de la distancia Manhattan:

n

AX,Y) =) |z — yil (17)

i=1

3.4. Semimétricas

Ahora que se reviso la ecuacion de la distancia Minkowski, donde comtinmente p toma valores
enteros mayores o igual a 1, como puede verse si p = 1 se obtiene la distancia Manhattan, pero si
p = 2 se consigue la distancia euclidiana; si se utilizan valores menores a 1, como: p = 0.1, 0.3,
0.5, 0.7 y 0.9, es decir, los valores escogidos para este estudio, lo que produce es la definicion de
una semimétrica, ya que esta distancia cumple los primeros 3 axiomas pero no necesariamente con
la desigualdad triangular.

Puede que sea més sencillo de observar lo que se obtiene al utilizar estos valores de p menores a

1, si se introduce la definicién de un circulo: un circulo es un conjunto de puntos con una distancia
fija llamada radio, hacia otro punto llamado centro, tal como se observa en la Figura 3.

Figura 3: Circulos unitarios con varios valores de p utilizando distancia Minkowski.

p=2"2 p=2"15 p=2"1 p=2"05
=0.25 0.354 =0.5 =0.707
‘ | ‘ ‘ ‘
1)72l) 1):21)..‘1 1):21 1):21.;
=1 =1.414 =2 = 2.828
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Love [Love and Dowling, 1985] realiz6 un estudio para lograr el mejor ajuste de los pardmetros
de (8), es decir, tanto el pardmetro k£ como el pardmetro p, el cual exactamente se hace variar en este
estudio, en sus resultados se observa que el ajuste para el valor de p, que obtenia mejores resultados
era menor a 1, en la mayoria de los casos rondando el valor de 0.9, 1o que motivé la exploracion en
este trabajo de utilizar valores menores a 1; a pesar de que en este estudio no se utiliza el pardmetro
k que se refiere a un peso o ponderacién.

Una vez que se realiz6 un andlisis sobre los resultados con los valores de p menores a 1, (que
se abordard mds adelante), surgi6 la duda sobre el comportamiento que se obtiene al utilizar valo-
res alrededor de las dos métricas que se sabe tienen un buen desempefio, es decir,de p=1y p=0.9.

Los nuevos valores a probar alrededor de p = 1 y p = 0.9, comprenden el intervalo de (0.88,
1.02), es decir, se varid el valor de p desde dos centésimas por debajo del valor de p = 0.9, asi como
todos los valores intermedios entre este valor y el valor de p = 1, ademds de dos centésimas por
encima del valor de p = 1, generando como resultado la prueba con 15 valores diferentes de p, pa-
ra observar mds a detalle el comportamiento obtenido por los clasificadores utilizando estos valores.

Se puede especificar que, en la ecuacidon que se utilizé para probar diferentes valores de p se
eliminé la raiz cuadrada, ya que es una funcién creciente para p > 0, dando como resultado la
siguiente ecuacion:

d(X,Y) = (Z |z; — yi|p> (18)
i=1

3.5. Distancia Hibrida

Para hacer atin mds exhaustivo el estudio sobre el comportamiento que tienen los clasificadores
con los dos valores del pardmetro p, que se comentaron en la seccion anterior, se propone la uti-
lizacién de una combinacidn lineal de distancias, que identificaremos a partir de este punto como
distancia hibrida.

La distancia hibrida podria implementarse de diferentes maneras, por ejemplo, Dalatu [Dalatu
et al., 2017] propone utilizar la distancia Manhattan y la distancia Chebyshev, que por definicion
es el promedio de ambas distancias aplicadas a cada par de puntos.

La distancia hibrida también puede definirse de otra manera, Yang [Yang et al., 2017] y Ulu-
cay [Ulucay et al., 2019], introducen la letra « en la distancia hibrida, esta letra se establece con
un peso y cuyo valor determina la proporcion de la distancia Manhattan, asi como de la segunda
distancia en la distancia hibrida propuesta.

La distancia hibrida fue definida como: la combinacion de la distancia Manhattan obtenida a
partir de la distancia Minkowski al utilizar el valor de p = 1:
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n

AX,Y)=> |z — yil (19)

i=1
asi como la distancia obtenida de utilizar el valor de p = 0.9:

n

AX,Y) = |z — ™ (20)

i=1

y al combinarlas se obtiene finalmente la ecuacion a utilizar para la distancia hibrida:

n

du(X,Y) =3 ((@)(|z: = yil) + (1= @) (|z; — y:])**) 21

=1

El pardmetro « en (21) inicia con un valor de 0, e ird aumentando con cambios de 0.1 hasta 1,
ahora que se tiene la ecuacion es mads claro lo que se obtiene al variar el valor de a. Si o toma el
valor de 0, lo que se obtiene es exactamente la distancia al utilizar inicamente el valor de p = 0.9,
mientras que cuando « toma el valor de 1, el resultante es la distancia que se obtendria al utilizar
unicamente el valor de p = 1 o la distancia Manhattan.

Con valores intermedios, por ejemplo, o = 0.2 implica que la proporcién de la distancia Man-
hattan es de 0.2, por lo tanto, la proporcion de la distancia con p = 0.9 es de 1 - «; cuando el
parametro « toma el valor de 0.5, significa que, la distancia obtenida para cada par de puntos, es la
mitad en proporcion de distancia Manhattan y la mitad de p = 0.9.

Se decidi6 utilizar los valores intermedios entre 0 y 1 para el pardmetro «, a fin de poder ob-
servar si la distancia hibrida, mejora el desempefio obtenido por ambos clasificadores, al cambiar
la proporcion de las dos distancias elegidas.

3.6. Preparacion de las bases de datos

Durante este estudio, para utilizar ambos clasificadores se llev6 a cabo un proceso de prepara-
cion de las siete bases de datos, el proceso cuenta con las siguientes etapas:

= Limpieza de datos faltantes.
En las bases de datos a utilizar en este estudio, en algunos casos existian elementos con

datos faltantes, ya que se van a utilizar dos clasificadores distintos, y el comportamiento de-
rivado de la falta de estos datos puede ser diferente para cada uno de ellos, se decidié excluir
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dichos elementos que muestran datos faltantes; para hacer mas homogéneas las pruebas vy,
que sea solamente el cambio de la métrica lo que indique si existe un cambio o no en el
comportamiento de los clasificadores.

» Ponderacion de columnas alfanuméricas.

En las bases de datos existen columnas con valores alfanuméricos, es decir, no todos los
valores que se encuentran en ellas son solamente nimeros. Se pueden localizar (en estas ba-
ses de datos), categorias tales como: alto, medio, bajo”, por ejemplo, en Zoo se encuentran
”grande y pequeio”, asi como en la base de datos de Titanic la supervivencia de un pasa-
jero se debe sustituir por un valor numérico tal como 0 para "muerto" y 1 para "vivo", estd
sustitucion se realizé en todos los casos donde existian valores que no eran exclusivamente
numéricos.

» Normalizacidn de los datos.

Entre los atributos de cada elemento, se puede distinguir que, algunas columnas tienen esca-
las mayores a las de otros, como consecuencia los datos no son uniformes. En este estudio se
considera que todos los atributos son igual de importantes para la clasificacién, por lo tanto,
se deben someter todas las bases de datos a un proceso de normalizacién, y asi evitar la in-
fluencia de los atributos con mayor escala.

Existen varias técnicas para la normalizacién de datos, entre ellas estin min-max, z-score y
por escala decimal, habitualmente la primera es la més utilizada; pero es de libre eleccion
para cada investigador la técnica a utilizar.

En este estudio se decidi6 utilizar la primera técnica, este proceso de normalizacion consiste
en tomar el valor minimo y maximo de cada atributo, una vez obtenidos estos limites supe-
rior e inferior, los demds valores se sustituyen con la siguiente férmula, garantizando que los
valores del atributo tomaran valores entre Oy 1:

Tmaz — Tmin
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3.7. Pseudocodigo de CGS

El primer clasificador que se utiliz6 en este estudio es la implementacion del problema de colo-
racion de gréficas suaves (CGS) descrito en el Algoritmo 1; el nimero de colores se busca mediante
la solidez y la resiliencia, pero dado que se quiere observar el rendimiento con distintas métricas, el
numero de colores a utilizar se establece desde un principio, determinando asi el niimero correcto
de colores o clases para clasificar a cada base de datos.

Algoritmo 1: Pseudocédigo del clasificador con CGS.

1 Se establece el niimero de colores a utilizar
2 Calcular la matriz de distancias
3 para cada elemento en base de datos hacer
‘ Calcula la distancia entre el elemento y todos los demas
fin
Se genera la primer coloracién
para cada elemento en base de datos hacer
‘ Asigna un color a elemento
fin
10 Calcular la dureza que viene dada por la suma de las penalizaciones
11 para cada elemento i en elementos hacer

D-T-CHEE - 7 B N

o

12 para cada elemento j en elementos hacer

13 si color de elemento i == color de elemento j entonces
14 ‘ Se agrega el valor de la penalizacién a la dureza

15 fin

16 fin

17 fin

18 mientras iteracion < pardmetro de paro hacer

19 Se selecciona aleatoriamente uno de los elementos

20 Se le asigna un color

21 si color nuevo == color anterior entonces

22 ‘ Asigna otro color

23 fin

24 Se calcula la nueva dureza

25 si nueva dureza < dureza anterior entonces

26 Se establece la nueva coloracion como solucidn actual
27 en otro caso

28 ‘ Se conserva la coloracion anterior

29 fin

30 fin

31 fin
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3.8.  Pseudocddigo de K-medias

El segundo clasificador que se utilizé en este estudio es la implementacién del algoritmo K-
medias descrito en el Algoritmo 2, que como se menciond anteriormente, consta de 4 pasos que se
repiten hasta la convergencia. A pesar de que la eleccidon de un niimero correcto de £ centroides es
de vital importancia para este algoritmo, no es el punto crucial de este estudio, por lo que el valor
de k que se establece para cada base de datos, es el valor correcto de centroides. Lo que se desea
observar es el rendimiento del clasificador con distintas métricas.

Algoritmo 2: Pseudocddigo del clasificador con K-medias.

1 Establecer el valor de &

2 parai =1 hasta k hacer

3 ‘ Genera un centroide de forma aleatoria

4 fin

5 mientras diferencia > 0 hacer

6 para cada elemento en base de datos hacer
7

8

9

para cada centroide en centroides hacer
‘ Calcula la distancia de elemento con centroide
fin
10 Asigna el elemento al grupo del centroide mas cercano
1 fin
12 Se deben recalcular la posicion de los centroides
13 para cada grupo hacer
14 Se obtiene la media aritmética de las posiciones de los elementos asignados al
grupo
15 Asigna lo obtenido como nuevo centroide
16 fin
17 Se debe verificar la condicién de paro
18 para cada centroide hacer
19 Se calcula la diferencia entre el nuevo centroide y el anterior correspondiente
20 si diferencia == 0 entonces
21 ‘ Detener el algoritmo
22 fin
23 fin
24 fin
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Capitulo 4. Analisis de resultados

4.1. Resultados con p > 1.

Para efectos de este estudio, se calcularon las matrices de distancia de cada una de las bases
de datos, en las cuales se probé el algoritmo de CGS utilizando la ecuacion (18) con los valores
de p, mencionados en la seccidn anterior, es decir, p = 1, 2, 3 y 4, mientras que para el algoritmo
K-medias se utilizaron al momento de calcular la distancia de cada observacion, a los k centroides.

Cabe mencionar, que se ejecutd el algoritmo 30 veces para cada valor de p, es decir, con las
diferentes métricas se puede observar la tendencia que tienen los resultados al ir aumentando el
valor del exponente.

En la seccién Apéndice, pueden encontrarse de manera grafica mediante diagramas de caja, los
resultados que se muestran en tablas a continuacion.

4.1.1. Resultados de Iris con p > 1

Tabla 2: Precisién de CGS en Iris con p > 1.

Métrica | Colores  Tiempo Porcentaje

(segundos) de precision
0.624s 92.06 %
0.672s 89.33 %
0.654s 86.66 %
0.700s 86.00 %

o Blse o Ne]
1]

1]
BSOS I N
W W W W

En la Tabla 2 se muestran los porcentajes de precision con CGS en Iris, el mejor se obtuvo
utilizando el valor de p = 1 (Manhattan), con 92.06 % de precision, y respaldado por la prueba
ANOVA indica que efectivamente ese valor de p da resultados significativamente mejores a los
demds.

Tabla 3: Precision de K-medias en Iris con p > 1.
Métrica | Centroides  Tiempo Porcentaje

(segundos) de precisién
0.017s 86.39 %
0.017s 84.28 %
0.013s 83.73 %
0.015s 82.15 %
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LSO S I
W W W W

P
|y
|y
|y

En la Tabla 3 se observan los porcentajes de precision con K-medias en Iris, el mejor se obtuvo
al utilizar el valor de p = 1 (Manhattan), con 86.39 % de precision, pero mediante la prueba
ANOVA muestra que todas las medias de utilizar esos valores en K-medias, son estadisticamente
iguales.
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Capitulo 4. Anélisis de resultados

4.1.2.

Resultados de Wine con p > 1

Tabla 4: Precisiéon de CGS en Wine con p > 1.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=1 3 1.070s 93.82 %
p=2 3 1.047s 93.25 %
p=3 3 1.061s 93.32 %
p=4 3 1.047s 92.22 %

En la Tabla 4 se muestran los porcentajes de precision con CGS en Wine, el mejor se obtuvo
utilizando el valor de p = 1, con 93.82 % de precision, mientras que la prueba ANOVA, indica que
este valor de p obtiene resultados significativamente mejores.

Tabla 5: Precision de K-medias en Wine con p > 1.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=1 3 0.040s 94.79 %
p=2 3 0.052s 92.26 %
p=3 3 0.042s 89.98 %
p=4 3 0.044s 89.21 %

En la Tabla 5 se observan los porcentajes de precision con K-medias en Wine, el mejor se

obtuvo utilizando el valor de p =

1, con 94.79 % de precision, y una vez realizada la prueba

ANOVA muestra que tanto p = 1 y 2 obtienen medias de sus resultados iguales pero mejores que

con3y4.

4.1.3.

Resultados de Zoo con p > 1

Tabla 6: Precisién de CGS en Zoo con p > 1.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=1 4 0.330s 78.61 %
p=2 4 0.259s 76.82 %
p=3 4 0.258s 73.65 %
p=4 4 0.285s 76.86 %

En la Tabla 6 se muestran los porcentajes de precision con CGS en Zoo, el mejor se obtuvo al
utilizar el valor de p = 1, con 78.61 % de precision, pero lo que la prueba ANOVA dice es que con
cualquiera de los valores de p se obtienen medias iguales.
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Capitulo 4. Anélisis de resultados

Tabla 7: Precision de K-medias en Zoo con p > 1.
Métrica | Centroides  Tiempo Porcentaje

(segundos) de precision
0.021s 90.79 %
0.017s 83.53 %
0.021s 81.82 %
0.020s 80.19 %
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En la Tabla 7 se observan los porcentajes de precision con K-medias en Zoo, el mejor se obtuvo
utilizando el valor de p = 1, con 90.79 % de precision, al realizar la prueba ANOVA muestra que
con este valor de p se obtienen resultados significativamente mejores que con los demés.

4.1.4. Resultados de Stone Flakes con p > 1

Tabla 8: Precision de CGS en Stone Flakes con p > 1.
Métrica | Colores  Tiempo Porcentaje
(segundos) de precision

p=1 3 0.177s 78.57 %
p=2 3 0.195s 81.76 %
p=3 3 0.180s 82.85 %
p=4 3 0.191s 80.76 %

En la Tabla 8 se muestran los porcentajes de precision con CGS en Stone Flakes, el mejor
se obtuvo al usar el valor de p = 3, con 82.85 % de precision, la prueba ANOVA indica que el
resultado de este valor es significativamente mejor a los otros valores de p utilizados.

Tabla 9: Precisién de K-medias en Stone Flakes con p > 1.
Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
0.009s 78.47 %
0.010s 78.04 %
0.011s 78.33 %
0.009s 77.42 %
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Enla Tabla 9 se observan los porcentajes de precision con K-medias en Stone Flakes, el mejor se
obtuvo al utilizar el valor de p = 1, con 78.47 % de precision, pero es un tanto obvio por lo parecido
de los resultados, que la prueba ANOVA indica que para todos los valores de p se obtienen medias
iguales.
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Capitulo 4. Anélisis de resultados

4.1.5. Resultados de Titanic con p > 1

Tabla 10: Precision de CGS en Titanic con p > 1.
Métrica | Colores  Tiempo Porcentaje
(segundos) de precision

p=1 2 15.15s 78.57 %
p=2 2 13.88s 77.25 %
p=3 2 13.73s 77.19 %
p=4 2 13.70s 78.57 %

En la Tabla 10 se observan los porcentajes de precision con CGS en Titanic, el mejor se obtuvo
con dos valores, utilizando el valor de p = 1y el valor p = 4, con 78.57 % de precision para ambos,
pero en este caso, la prueba ANOVA muestra que los 4 valores utilizados dan medias iguales.

Tabla 11: Precision de K-medias en Titanic con p > 1.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=1 2 0.051s 7713 %
p=2 2 0.043s 76.00 %
p=3 2 0.038s 73.82 %
p=4 2 0.041s 73.07 %

En la Tabla 11 se muestran los porcentajes de precision con K-medias en Titanic, el mejor se
obtuvo al usar el valor de p = 1, con 77.13 % de precision, al igual que en el experimento anterior
la prueba ANOVA indica que todos los valores de p dan como resultado medias iguales.

4.1.6. Resultados de Bach con p > 1

Tabla 12: Precisiéon de CGS en Bach con p > 1.
Métrica | Colores  Tiempo Porcentaje
(segundos) de precision

p=1 17 355.95 70.03 %
p=2 17 346.3s 68.82 %
p=3 17 344.8s 68.81 %
p=4 17 348.65 69.61 %

En la Tabla 12 se observan los porcentajes de precision con CGS en Bach, el mejor se obtuvo
utilizando el valor de p = 1, con 70.03 % de precision, pero una vez realizada la prueba ANOVA
correspondiente, muestra que todos los valores de p utilizados dan como resultado medias iguales.
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Capitulo 4. Anélisis de resultados

Tabla 13: Precision de K-medias en Bach con p > 1.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=1 17 9.194s 67.18 %
p=2 17 7.371s 66.62 %
p=3 17 8.104s 63.66 %
p=4 17 9.832s 61.35%

En la Tabla 13 se muestran los porcentajes de precision con K-medias en Bach, el mejor se
obtuvo utilizando el valor de p = 1, con 67.18 % de precision, al utilizar la prueba ANOVA indica
que, tanto el valor de p = 1 y p = 2 obtienen medias iguales y mejores que las de p =3 y 4.

4.1.7. Resultados de Celeb con p > 1
Tabla 14: Precision de CGS en Celeb con p > 1.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision

p=1 2 179.3s 77.85 %
p=2 2 165.6s 76.11 %
p=3 2 160.1s 71.17 %
p=4 2 159.8s 67.07 %

En la Tabla 14 se observan los porcentajes de precision con CGS en Celeb, el mejor se obtuvo
al utilizar el valor de p = 1, con 77.85 % de precision, una vez realizada la prueba ANOVA corres-
pondiente muestra que este valor es significativamente mejor a los otros valores de p utilizados.

Tabla 15: Precision de K-medias en Celeb con p > 1.
Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
1.010s 79.01 %
1.458s 76.97 %
1.649s 75.53 %
1.727s 73.28 %
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En la Tabla 15 se muestran los porcentajes de precision con K-medias en Celeb, el mejor se
obtuvo al usar el valor de p = 1, con 79.01 % de precision, la prueba ANOVA indica que este valor
de p obtiene resultados significativamente mejores.
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Capitulo 4. Anélisis de resultados

4.2. Resultados con 0 < p <1

Por otro lado, al observar la tendencia cuando el valor p se aleja de 1, surge la duda sobre lo
que sucede al utilizar valores entre 0 y 1, por lo que se prosiguié a ejecutar de nuevo los algoritmos
con nuevos valores de p, en estd ocasion con p = 0.1, 0.3, 0.5, 0.7 y 0.9.

4.2.1. Resultados de Iris con 0 < p < 1

Tabla 16: Precision de CGS en Iriscon 0 < p < 1.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.1 3 0.777s 86.06 %
p=03 3 0.757s 94.35 %
p=0.5 3 0.650s 94.55 %
p=0.7 3 0.661s 94.37 %
p=0.9 3 0.645s 92.37 %

En la Tabla 16 se observan los porcentajes de precision con CGS en Iris, el mejor se obtuvo
utilizando el valor de p = 0.5, con 94.55 % de precision, al realizar la prueba ANOVA se muestra
que las medias de los valores p = 0.3, 0.5 y 0.7 son iguales y mejores que las obtenidas con 0.1 y

0.9.

Tabla 17: Precision de K-medias en Iris con 0 < p < 1.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=0.1 3 0.017s 84.00 %
p=03 3 0.017s 85.55%
p=0.5 3 0.015s 87.97 %
p=0.7 3 0.013s 87.73 %
p=09 3 0.013s 85.35%

En la Tabla 17 se muestran los porcentajes de precision con K-medias en Iris, el mejor se obtuvo
al utilizar el valor p = 0.5, con 87.97 % de precision, la prueba ANOVA sefiala que los valores de
p = 0.5 y 0.7 obtienen medias iguales y mejores que con los otros 3 valores.
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Capitulo 4. Anélisis de resultados

4.2.2. Resultados de Wine con 0 < p < 1

Tabla 18: Precisién de CGS en Wine con 0 < p < 1.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.1 3 0.777s 92.00 %
p=03 3 0.757s 92.39 %
p=0.5 3 0.650s 93.46 %
p=0.7 3 0.661s 93.82 %
p=0.9 3 0.645s 94.38 %

En la Tabla 18 se observan los porcentajes de precision con CGS en Wine, el mejor se obtuvo
utilizando el valor p = 0.9, con 94.38 % de precision, la prueba ANOVA muestra que con los
valores de p = 0.5, 0.7 y 0.9 se obtienen medias iguales, pero mejores a las de 0.1 y 0.3.

Tabla 19: Precision de K-medias en Wine con 0 < p < 1.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=0.1 3 0.017s 90.65 %
p=03 3 0.017s 93.03 %
p=05 3 0.015s 94.55 %
p=0.7 3 0.013s 94.94 %
p=0.9 3 0.013s 95.24 %

En la Tabla 19 se muestran los porcentajes de precision con K-medias en Wine, el mejor se
obtuvo al usar el valor p = 0.9, con 95.24 % de precision, y respaldado por la prueba de ANOVA
sefala que este valor efectivamente da los mejores resultados y que son diferentes a los obtenidos
de los otros valores p.

4.2.3. Resultados de Zoo con 0 < p <1

Tabla 20: Precision de CGS en Zoo con 0 < p < 1.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.1 4 0.299s 80.27 %
p=03 4 0.258s 79.48 %
p=0.5 4 0.239s 77.34 %
p=0.7 4 0.333s 78.73 %
p=09 4 0.236s 77.65 %

En la Tabla 20 se muestran los porcentajes de precisiéon con CGS en Zoo, el mejor se obtuvo
utilizando el valor de p = 0.1, con 80.27 % de precision, pero lo que indica la prueba ANOVA es
que con cualquiera de estos valores de p se obtienen medias iguales.
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Tabla 21: Precision de K-medias en Zoo con 0 < p < 1.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=0.1 4 0.177s 69.62 %
p=03 4 0.175s 79.68 %
p=05 4 0.083s 89.96 %
p=0.7 4 0.048s 88.73 %
p=09 4 0.039s 90.23 %

En la Tabla 21 se observan los porcentajes de precision con K-medias en Zoo, el mejor se
obtuvo al utilizar el valor de p = 0.9, con 90.23 % de precision, la prueba ANOVA muestra que
con los valores de p = 0.5, 0.7 y 0.9 se obtienen medias iguales y mejores a las obtenidas con 0.1
y 0.3.

4.2.4. Resultados de Stone Flakes con 0 < p < 1

Tabla 22: Precision de CGS en Stone Flakes con 0 < p < 1.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.1 3 0.185s 67.42 %
p=03 3 0.189s 73.80 %
p=0.5 3 0.167s 75.38 %
p=0.7 3 0.173s 76.23 %
p=0.9 3 0.173s 77.66 %

En la Tabla 22 se muestran los porcentajes de precisiéon con CGS en Stone Flakes, el mejor se
obtuvo utilizando el valor de p = 0.9, con 77.66 % de precision, lo que indica la prueba ANOVA es
que efectivamente este valor da el mejor resultado y es diferente a los demds valores de p utilizados.

Tabla 23: Precision de K-medias en Stone Flakes con 0 < p < 1.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precisiéon
p=0.1 3 0.012s 78.71 %
p=03 3 0.009s 78.09 %
p=0.5 3 0.010s 78.66 %
p=0.7 3 0.008s 78.19 %
p=09 3 0.008s 78.76 %

En la Tabla 23 se muestran los porcentajes de precision con K-medias en Stone flakes, el mejor
se obtuvo utilizando el valor de p = 0.9, con 78.76 % de precision, como era de esperarse al
observar los resultados, la prueba ANOVA arroja que todos los valores dan medias iguales.
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4.2.5. Resultados de Titanic con 0 < p < 1

Tabla 24: Precision de CGS en Titanic con 0 < p < 1.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.1 2 13.69s 73.31 %
p=03 2 13.57s 74.07 %
p=05 2 13.60s 75.01 %
p=0.7 2 13.48s 75.18 %
p=0.9 2 15.74s 75.46 %

En la Tabla 24 se observan los porcentajes de precision con CGS en Titanic, el mejor se obtuvo
al utilizar el valor de p = 0.9, con 75.46 % de precision, al realizar la prueba de ANOVA muestra
que con todos los valores de p utilizados se obtienen medias iguales.

Tabla 25: Precision de K-medias en Titanic con 0 < p < 1.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precisién
p=0.1 2 0.105s 70.26 %
p=03 2 0.085s 72.38 %
p=05 2 0.064s 75.10 %
p=0.7 2 0.069s 75.54 %
p=09 2 0.047s 77.01 %

En la Tabla 25 se muestran los porcentajes de precision con K-medias en Titanic, el mejor se
obtuvo utilizando el valor de p = 0.9, con 77.01 % de precision, la prueba de ANOVA indica que
los valores de p = 0.5, 0.7, 0.9 dan medias iguales y mejores que las obtenidas con 0.1 y 0.3.

4.2.6. Resultados de Bach con 0 <p < 1

Tabla 26: Precision de CGS en Bach con 0 < p < 1.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.1 17 343.1s 67.74 %
p=03 17 344.4s 68.39 %
p=0.5 17 343.7s 69.09 %
p=0.7 17 342.5s 69.36 %
p=09 17 340.8s 69.63 %

En la Tabla 26 se observan los porcentajes de precision con CGS en Bach, el mejor se obtuvo
al usar el valor de p = 0.9, con 69.63 % de precision, pero al realizar la prueba de ANOVA muestra
que con todos los valores de p se obtienen medias iguales.
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Tabla 27: Precision de K-medias en Bach con 0 < p < 1.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=0.1 17 29.93s 23.02 %
p=03 17 30.10s 25.07 %
p=05 17 29.66s 50.92 %
p=0.7 17 29.58s 67.93 %
p=09 17 20.33s 68.60 %

En la Tabla 27 se muestran los porcentajes de precision con K-medias en Bach, el mejor se
obtuvo utilizando el valor de p = 0.9, con 68.60 % de precision, al realizar la prueba de ANOVA
indica que los valores de p = 0.7, 0.9 dan medias iguales y mejores que las obtenidas con 0.1, 0.3

y 0.5.

4.2.7. Resultados de Celeb con 0 < p < 1

Tabla 28: Precision de CGS en Celeb con 0 < p < 1.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.1 2 175.5s 73.76 %
p=03 2 159.4s 76.19 %
p=0.5 2 165.7s 77.37 %
p=0.7 2 180.3s 77.62 %
p=0.9 2 180.2s 77.87 %

En la Tabla 28 se observan los porcentajes de precision con CGS en Celeb, el mejor se obtuvo
al utilizar el valor de p = 0.9, con 77.87 % de precision, y al realizar la prueba de ANOVA sefala
que efectivamente este valor da el mejor resultado y es significativamente diferente a los demds

valores de p utilizados.

Tabla 29: Precision de K-medias en Celeb con 0 < p < 1.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precisiéon
p=0.1 2 1.889s 75.41 %
p=03 2 1.316s 76.57 %
p=05 2 1.084s 77.64 %
p=0.7 2 1.155s 78.30 %
p=09 2 1.195s 78.71 %

En la Tabla 29 se muestran los porcentajes de precision con K-medias en Celeb, el mejor se
obtuvo utilizando el valor de p = 0.9, con 78.71 % de precision, al realizar la prueba de ANOVA
indica que el valor de p = 0.9 efectivamente da resultados significativamente mejores a los demas.
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4.3. Resultados con 0.88 < p < 1.02

De los resultados obtenidos en los experimentos anteriores, se detecté que al utilizar la distancia
Manhattan se obtienen los mejores resultados; mientras que al utilizar valores menores a 1, se
identifico el valor de p = 0.9 como el que mejores resultados otorga, por ende es de interés lo
que sucede con valores muy cercanos a los dos mencionados anteriormente, y también en todos los
valores entre uno y otro con un cambio de una centésima, es decir se probardn los valores de p =
0.88, 0.89, 0.90, 0.91, 0.92, 0.93, 0.94, 0.95, 0.96, 0.97, 0.98, 0.99, 1, 1.01 y 1.02.

4.3.1. Resultados de Iris con 0.88 < p < 1.02

Tabla 30: Precisién de CGS en Iris con 0.88 < p < 1.02.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.88 3 0.668s 91.60 %
p=0.89 3 0.651s 92.37 %
p=0.90 3 0.645s 92.37 %
p=091 3 0.628s 92.22 %
p=0.92 3 0.609s 92.06 %
p=0.93 3 0.646s 91.13%
p=0.94 3 0.653s 92.06 %
p=0.95 3 0.622s 91.91 %
p=0.96 3 0.627s 91.28 %
p=0.97 3 0.664s 91.60 %
p=0.98 3 0.665s 91.44 %
p=0.99 3 0.620s 91.28 %
p=1.00 3 0.624s 92.06 %
p=1.01 3 0.638s 91.28 %
p=1.02 3 0.645s 91.13%

En la Tabla 30 se muestran los porcentajes de precisiéon con CGS en Iris, por medio de una
prueba ANOVA se acepta la hipétesis nula, es decir, que las medias de todos los valores de p
utilizados son iguales.
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Tabla 31: Precisiéon de K-medias en Iris con 0.88 < p < 1.02.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=0.88 3 0.012s 86.55 %
p=0.89 3 0.012s 86.62 %
p=0.90 3 0.013s 85.35%
p=091 3 0.013s 86.42 %
p=0.92 3 0.013s 85.44 %
p=0.93 3 0.014s 82.02 %
p=0.94 3 0.014s 85.39 %
p=0.95 3 0.013s 86.44 %
p=0.96 3 0.014s 82.28 %
p=0.97 3 0.014s 84.24 %
p=0.98 3 0.013s 83.22 %
p=0.99 3 0.013s 83.46 %
p=1.00 3 0.017s 86.39 %
p=1.01 3 0.012s 85.44 %
p=1.02 3 0.011s 82.17 %

En la Tabla 31 se observan los porcentajes de precision con K-medias en Iris, al utilizar una
prueba ANOVA se acepta la hipétesis nula, es decir, que las medias de los valores de p utilizados
son iguales.

4.3.2. Resultados de Wine con 0.88 < p < 1.02

Tabla 32: Precisién de CGS en Wine con 0.88 < p < 1.02.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.88 3 1.031s 94.38 %
p=0.89 3 1.049s 94.38 %
p=0.90 3 1.061s 94.38 %
p=0.91 3 1.052s 94.38 %
p=0.92 3 1.031s 93.82 %
p=0.93 3 1.026s 93.82 %
p=0.94 3 1.042s 93.82 %
p=0.95 3 1.079s 93.82 %
p=0.96 3 1.029s 93.82 %
p=0.97 3 1.053s 93.82 %
p=0.98 3 1.037s 93.82 %
p=0.99 3 1.078s 93.82 %
p=1.00 3 1.070s 93.82 %
p=1.01 3 1.025s 93.82 %
p=1.02 3 1.057s 93.82 %

En la Tabla 32 se muestran los porcentajes de precision con CGS en Wine, y respaldado por
una prueba ANOVA se puede afirmar que el intervalo de p = 0.88 a 0.91, obtiene medias iguales y
mejores a las de p = 0.92 a 1.02.
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Tabla 33: Precision de K-medias en Wine con 0.88 < p < 1.02.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=0.88 3 0.044s 93.98 %
p=0.89 3 0.040s 95.28 %
p=0.90 3 0.037s 95.24 %
p=091 3 0.046s 94.00 %
p=0.92 3 0.044s 95.29 %
p=0.93 3 0.050s 95.18 %
p=0.94 3 0.050s 94.15 %
p=0.95 3 0.051s 95.35 %
p=0.96 3 0.051s 95.35%
p=0.97 3 0.048s 95.22 %
p=0.98 3 0.039s 95.74 %
p=0.99 3 0.043s 94.51 %
p=1.00 3 0.040s 94.79 %
p=1.01 3 0.037s 95.86 %
p=1.02 3 0.041s 94.92 %

En la Tabla 33 se observan los porcentajes de precision con K-medias en Wine, al realizar
una prueba ANOVA se acepta la hipdtesis nula, es decir, que las medias de todos los valores de p
utilizados son iguales.

4.3.3. Resultados de Zoo con 0.88 < p < 1.02

Tabla 34: Precisién de CGS en Zoo con 0.88 < p < 1.02.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.88 4 0.230s 78.65 %
p=0.89 4 0.236s 76.78 %
p=0.90 4 0.236s 77.65 %
p=0.91 4 0.238s 79.64 %
p=0.92 4 0.260s 79.12 %
p=0.93 4 0.239s 81.54 %
p=0.94 4 0.237s 80.71 %
p=0.95 4 0.246s 80.55 %
p=0.96 4 0.239s 77.65 %
p=0.97 4 0.235s 77.65 %
p=0.98 4 0.235s 77.61 %
p=0.99 4 0.239s 78.09 %
p=1.00 4 0.330s 78.61 %
p=1.01 4 0.239s 78.57 %
p=1.02 4 0.262s 78.49 %

En la Tabla 34 se muestran los porcentajes de precision con CGS en Zoo, al realizar la prueba
ANOVA se acepta la hipétesis nula, es decir, que las medias de todos los valores de p utilizados
son iguales.
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Tabla 35: Precision de K-medias en Zoo con 0.88 < p < 1.02.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=0.88 4 0.025s 92.10 %
p=0.89 4 0.030s 90.03 %
p=0.90 4 0.039s 90.23 %
p=091 4 0.020s 88.92 %
p=0.92 4 0.020s 90.31 %
p=0.93 4 0.020s 93.21 %
p=0.94 4 0.022s 85.87 %
p=0.95 4 0.021s 92.06 %
p=0.96 4 0.029s 89.24 %
p=0.97 4 0.019s 86.58 %
p=0.98 4 0.026s 88.25 %
p=0.99 4 0.018s 88.84 %
p=1.00 4 0.021s 90.79 %
p=1.01 4 0.018s 89.99 %
p=1.02 4 0.021s 89.36 %

En la Tabla 35 se observan los porcentajes de precision con K-medias en Zoo, al utilizar una
prueba ANOVA se acepta la hipétesis nula, es decir, que las medias de todos los valores de p
utilizados son iguales.

4.3.4. Resultados de Stone Flakes con 0.88 < p < 1.02

Tabla 36: Precisiéon de CGS en Stone Flakes con 0.88 < p < 1.02.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.88 3 0.175s 77.52 %
p=0.89 3 0.173s 77.38 %
p=0.90 3 0.173s 77.66 %
p=0.91 3 0.178s 77.99 %
p=0.92 3 0.167s 77.85 %
p=0.93 3 0.165s 78.23 %
p=0.94 3 0.168s 77.90 %
p=0.95 3 0.184s 78.57 %
p=0.96 3 0.197s 78.57 %
p=0.97 3 0.192s 78.57 %
p=0.98 3 0.173s 78.57 %
p=0.99 3 0.174s 78.57 %
p=1.00 3 0.177s 78.57 %
p=1.01 3 0.171s 78.57 %
p=1.02 3 0.171s 78.57 %

En la Tabla 36 se muestran los porcentajes de precision con CGS en Stone Flakes, y utilizando
ANOVA se afirma que el intervalo de p = 0.95 a 1.02 obtiene medias iguales y mejores a las del
intervalo de p = 0.88 a 0.94.
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Tabla 37: Precisién de K-medias en Stone Flakes con 0.88 < p < 1.02.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=0.88 3 0.009s 78.71 %
p=0.89 3 0.008s 76.76 %
p=0.90 3 0.008s 78.76 %
p=091 3 0.009s 77.04 %
p=0.92 3 0.009s 77.28 %
p=0.93 3 0.009s 78.23 %
p=0.94 3 0.011s 78.57 %
p=0.95 3 0.008s 78.09 %
p=0.96 3 0.011s 77.47 %
p=0.97 3 0.009s 77.90 %
p=0.98 3 0.009s 77.85 %
p=0.99 3 0.010s 78.00 %
p=1.00 3 0.009s 78.47 %
p=1.01 3 0.009s 79.23 %
p=1.02 3 0.009s 78.71 %

En la Tabla 37 se observan los porcentajes de precision con K-medias en Stone Flakes, y por
medio de una prueba ANOVA se acepta la hipdtesis nula, es decir, que las medias de todos los
valores de p utilizados son iguales.

4.3.5. Resultados de Titanic con 0.88 < p < 1.02

Tabla 38: Precisiéon de CGS en Titanic con 0.88 < p < 1.02.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.88 2 13.67s 75.37 %
p=0.89 2 13.68s 73.91 %
p=0.90 2 15.74s 75.46 %
p=0.91 2 13.53s 74.36 %
p=0.92 2 13.69s 75.09 %
p=0.93 2 14.73s 73.69 %
p=0.94 2 14.52s 75.92 %
p=0.95 2 14.70s 74.44 %
p=0.96 2 15.11s 74.52 %
p=0.97 2 15.22s 74.52 %
p=0.98 2 15.09s 75.27 %
p=0.99 2 15.09s 73.76 %
p=1.00 2 15.15s 78.57 %
p=1.01 2 15.05s 74.52 %
p=1.02 2 15.15s 73.14 %

En la Tabla 38 se muestran los porcentajes de precisiéon con CGS en Titanic, y al realizar la
prueba ANOVA se acepta la hipétesis nula, es decir, que las medias de todos los valores de p
utilizados son iguales.
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Tabla 39: Precisién de K-medias en Titanic con 0.88 < p < 1.02.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=0.88 2 0.060s 77.37 %
p=0.89 2 0.058s 77.37 %
p=0.90 2 0.047s 77.01 %
p=091 2 0.050s 77.13 %
p=0.92 2 0.053s 77.73 %
p=0.93 2 0.054s 76.89 %
p=0.94 2 0.049s 77.61 %
p=0.95 2 0.056s 76.89 %
p=0.96 2 0.052s 77.13 %
p=0.97 2 0.053s 77.25 %
p=0.98 2 0.047s 77.49 %
p=0.99 2 0.043s 77.25 %
p=1.00 2 0.051s 77.13 %
p=1.01 2 0.054s 77.01 %
p=1.02 2 0.061s 77.25 %

En la Tabla 39 se observan los porcentajes de precision con K-medias en Titanic, al realizar
la prueba ANOVA se acepta la hipétesis nula, es decir, que las medias de todos los valores de p
utilizados son iguales.

4.3.6. Resultados de Bach con 0.88 < p < 1.02

Tabla 40: Precisién de CGS en Bach con 0.88 < p < 1.02.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.88 17 343.3s 69.22 %
p=0.89 17 344.2s 68.72 %
p=0.90 17 340.8s 69.63 %
p=0.91 17 344.1s 68.13 %
p=0.92 17 345.6s 68.91 %
p=0.93 17 345.5s 69.49 %
p=0.94 17 346.9s 67.95 %
p=0.95 17 345.0s 69.27 %
p=0.96 17 344.9s 69.66 %
p=0.97 17 340.4s 69.28 %
p=0.98 17 341.8s 69.91 %
p=0.99 17 341.6s 69.39 %
p=1.00 17 355.9s 70.03 %
p=1.01 17 341.5s 69.22 %
p=1.02 17 344.5s 68.76 %

En la Tabla 40 se muestran los porcentajes de precision con CGS en Bach, y por medio de una
prueba ANOVA se acepta la hipétesis nula, es decir, que las medias de todos los valores de p son
iguales.
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Tabla 41: Precisién de K-medias en Bach con 0.88 < p < 1.02.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=0.88 17 19.28s 66.84 %
p=0.89 17 18.81s 66.82 %
p=0.90 17 20.33s 68.60 %
p=091 17 20.36s 67.89 %
p=0.92 17 18.75s 67.42 %
p=0.93 17 20.48s 66.72 %
p=0.94 17 16.67s 66.88 %
p=0.95 17 14.42s 67.71 %
p=0.96 17 13.96s 67.12 %
p=0.97 17 16.17s 67.14 %
p=0.98 17 16.15s 66.64 %
p=0.99 17 12.46s 68.07 %
p=1.00 17 09.19s 67.18 %
p=1.01 17 13.56s 68.01 %
p=1.02 17 12.10s 67.28 %

En la Tabla 41 se observan los porcentajes de precision con K-medias en Bach, por medio de
una prueba ANOVA se acepta la hipdtesis nula, es decir, que las medias de todos los valores de p
utilizados en este experimento son iguales.

4.3.7. Resultados de Celeb con 0.88 < p < 1.02

Tabla 42: Precisién de CGS en Celeb con 0.88 < p < 1.02.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
p=0.88 2 171.0s 77.85 %
p=0.89 2 177.7s 77.85 %
p=0.90 2 180.2s 77.87 %
p=0.91 2 171.6s 77.86 %
p=0.92 2 171.2s 77.84 %
p=0.93 2 186.7s 77.84 %
p=0.94 2 155.4s 77.84 %
p=0.95 2 168.7s 77.84 %
p=0.96 2 156.5s 77.86 %
p=0.97 2 178.5s 77.85 %
p=0.98 2 174.9s 77.85 %
p=0.99 2 173.8s 77.85 %
p=1.00 2 179.3s 77.85 %
p=1.01 2 174.5s 77.78 %
p=1.02 2 170.6s 77.75 %

En la Tabla 42 se muestran los porcentajes de precision con CGS en Celeb, y utilizando ANOVA
indica que los valores de p = 0.90, 0.91 y 0.96 obtienen medias iguales y mejores a las de los demds
valores de p utilizados.

54



Capitulo 4. Anélisis de resultados

Tabla 43: Precisiéon de K-medias en Celeb con 0.88 < p < 1.02.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
p=0.88 2 1.264s 77.95 %
p=0.89 2 1.226s 77.94 %
p=0.90 2 1.195s 78.71 %
p=091 2 1.120s 78.72 %
p=0.92 2 1.238s 78.75 %
p=0.93 2 1.122s 78.80 %
p=0.94 2 1.366s 78.83 %
p=0.95 2 1.283s 78.00 %
p=0.96 2 1.154s 78.17 %
p=0.97 2 1.287s 78.97 %
p=0.98 2 1.133s 78.98 %
p=0.99 2 1.162s 79.00 %
p=1.00 2 1.010s 79.01 %
p=1.01 2 1.091s 79.03 %
p=1.02 2 1.087s 78.34 %

En la Tabla 43 se observan los porcentajes de precision con K-medias en Celeb, por medio de
una prueba ANOVA se acepta la hipdtesis nula, es decir, que las medias de todos los valores de p
utilizados son iguales.

4.4. Resultados de la distancia hibrida

Como se menciond en el capitulo 3, se utiliz6é una distancia hibrida, que consiste en la combi-
nacion de el valor p = 1 y el valor p = 0.9, en la cual se introduce un pardmetro « con valores entre
0y 1, lo que resultard en observar el comportamiento desde utilizar solamente p =0.90p =1,y
en el medio las combinaciones dando mds peso a una u otra.
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4.4.1. Resultados de Iris con la distancia hibrida

Tabla 44: Precisiéon de CGS en Iris con distancia hibrida.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
a=0 3 0.645s 92.37 %
a=0.1 3 0.700s 92.06 %
a=0.2 3 0.776s 91.75 %
a=0.3 3 0.683s 92.22 %
a=04 3 0.664s 91.44 %
a=0.5 3 0.669s 91.28 %
a=0.6 3 0.637s 91.75 %
a=0.7 3 0.676s 91.13 %
a=0.8 3 0.687s 91.28 %
a=09 3 0.702s 91.91 %
a=1 3 0.624s 92.06 %

En la Tabla 44 se observan los porcentajes de precision con CGS y la distancia hibrida en Iris,
al realizar una prueba ANOVA se acepta la hipétesis nula, es decir, que las medias de todas las
combinaciones son iguales.

Tabla 45: Precision de K-medias en Iris con distancia hibrida.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
a=0 3 0.013s 85.35%
a=0.1 3 0.017s 87.59 %
a=02 3 0.020s 86.44 %
a=0.3 3 0.016s 85.39 %
a=04 3 0.017s 86.53 %
a=0.5 3 0.018s 83.31 %
a=0.6 3 0.021s 87.51 %
a=0.7 3 0.021s 85.42 %
a=0.8 3 0.017s 87.62 %
a=0.9 3 0.021s 83.31%
a=1 3 0.017s 86.39 %

En la Tabla 45 se muestran los porcentajes de precision con K-medias y la distancia hibrida en
Iris, se puede afirmar por medio de una prueba ANOVA que se acepta la hipétesis nula, es decir,
que las medias de todas las combinaciones son iguales.
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4.4.2. Resultados de Wine con la distancia hibrida

Tabla 46: Precision de CGS en Wine con distancia hibrida.

Métrica | Colores  Tiempo Porcentaje

(segundos) de precision
a=0 3 1.061s 94.38 %
a=0.1 3 1.106s 94.38 %
a=0.2 3 1.216s 93.82 %
a=0.3 3 1.086s 93.82 %
a=04 3 1.109s 93.82 %
a=0.5 3 1.079s 93.82 %
a=0.6 3 1.103s 93.82 %
a=0.7 3 1.093s 93.82 %
a=0.8 3 1.155s 93.82 %
a=09 3 1.208s 93.82 %
a=1 3 1.070s 93.82 %

En la Tabla 46 se observan los porcentajes de precision con CGS y la distancia hibrida en Wine,
respaldado por una prueba ANOVA se puede afirmar que con los valores de &« = 0y 0.1, se obtie-
nen medias iguales, y mejores a las obtenidas con los valores de o = 0.2 hasta 1.

Tabla 47: Precision de K-medias en Wine con distancia hibrida.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
a=0 3 0.037s 95.24 %
a=0.1 3 0.060s 95.31%
a=02 3 0.057s 93.95 %
a=0.3 3 0.057s 95.26 %
a=04 3 0.056s 94.13 %
a=0.5 3 0.056s 95.33%
a=0.6 3 0.061s 95.33 %
a=0.7 3 0.056s 95.31%
a=0.8 3 0.057s 95.59 %
a=0.9 3 0.048s 95.80 %
a=1 3 0.040s 94.79 %

En la Tabla 47 se muestran los porcentajes de precision con K-medias y la distancia hibrida en
Wine, podemos afirmar por medio de una prueba ANOVA, que se acepta la hipdtesis nula, es decir,
que las medias de todas las combinaciones son iguales.
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4.4.3. Resultados de Zoo con la distancia hibrida

Tabla 48: Precisiéon de CGS en Zoo con distancia hibrida.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
a=0 4 0.236s 77.65 %
a=0.1 4 0.246s 78.21 %
a=0.2 4 0.265s 77.77 %
a=0.3 4 0.243s 76.43 %
a=04 4 0.322s 76.86 %
a=0.5 4 0.257s 75.27 %
a=0.6 4 0.251s 77.57 %
a=0.7 4 0.262s 77.22 %
a=0.8 4 0.266s 77.85 %
a=09 4 0.252s 77.34 %
a=1 4 0.330s 78.61 %

En la Tabla 48 se observan los porcentajes de precision con CGS y la distancia hibrida en Zoo,
se puede afirmar por medio de una prueba ANOVA que se acepta la hipétesis nula, es decir, que las
medias de todas las combinaciones son iguales.

Tabla 49: Precision de K-medias en Zoo con distancia hibrida.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precisién
a=0 4 0.039s 90.23 %
a=0.1 4 0.040s 90.00 %
a=02 4 0.029s 88.01 %
a=0.3 4 0.048s 91.03 %
a=04 4 0.041s 89.16 %
a=0.5 4 0.041s 88.09 %
a=0.6 4 0.038s 88.65 %
a=0.7 4 0.035s 88.69 %
a=0.8 4 0.052s 88.80 %
a=0.9 4 0.038s 89.64 %
a=1 4 0.021s 90.79 %

En la Tabla 49 se muestran los porcentajes de precision con K-medias y la distancia hibrida en
Zo0, se puede afirmar por medio de una prueba ANOVA, que se acepta la hipotesis nula, es decir,
que las medias de todas las combinaciones son iguales para este experimento.
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4.4.4. Resultados de Stone con la distancia hibrida

Tabla 50: Precision de CGS en Stone Flakes con distancia hibrida.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
a=0 3 0.173s 77.66 %
a=0.1 3 0.174s 77.66 %
a=0.2 3 0.196s 77.95 %
a=0.3 3 0.181s 77.80 %
a=04 3 0.189s 78.09 %
a=0.5 3 0.217s 78.57 %
a=0.6 3 0.182s 78.57 %
a=0.7 3 0.204s 78.57 %
a=0.8 3 0.194s 78.57 %
a=09 3 0.186s 78.57 %
a=1 3 0.177s 78.57 %

En la Tabla 50 se observan los porcentajes de precision con CGS y la distancia hibrida en Stone
Flakes, al realizar la prueba ANOVA se puede afirmar que, con los valores a = 0.5 a 1, se obtienen
medias iguales, y que son mejores que las obtenidas con los valores de o = 0 a 0.4.

Tabla 51: Precisién de K-medias en Stone Flakes con distancia hibrida.

Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
a=0 3 0.008s 78.76 %
a=0.1 3 0.013s 79.33 %
a=02 3 0.017s 79.19 %
a=0.3 3 0.015s 77.57 %
a=04 3 0.014s 77.95 %
a=0.5 3 0.016s 76.19 %
a=0.6 3 0.015s 77.23 %
a=0.7 3 0.014s 79.09 %
a=0.8 3 0.013s 79.76 %
a=0.9 3 0.014s 77.80 %
a=1 3 0.009s 78.47 %

En la Tabla 51 se muestran los porcentajes de precisiéon con K-medias y la distancia hibrida en
Stone Flakes, se puede afirmar por medio de una prueba ANOVA que se acepta la hipétesis nula,
es decir, que las medias de todas las combinaciones son iguales.
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4.4.5. Resultados de Titanic con la distancia hibrida

Tabla 52: Precision de CGS en Titanic con distancia hibrida.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
a=0 2 15.74s 75.46 %
a=0.1 2 15.38s 75.83 %
a=0.2 2 15.56s 76.94 %
a=0.3 2 15.55s 76.67 %
a=04 2 15.00s 76.30 %
a=0.5 2 15.03s 75.55 %
a=0.6 2 15.11s 76.39 %
a=0.7 2 15.83s 76.02 %
a=0.8 2 14.44s 75.27 %
a=09 2 15.96s 76.03 %
a=1 2 15.15s 78.57 %

En la Tabla 52 se observan los porcentajes de precision con CGS vy la distancia hibrida en Tita-
nic, al realizar una prueba ANOVA, se puede afirmar que se acepta la hipétesis nula, es decir, que
las medias de todas las combinaciones son iguales en este experimento.

Tabla 53: Precisiéon de K-medias en Titanic con distancia hibrida.
Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
a=0 2 0.047s 77.01 %
a=0.1 2 0.068s 77.49 %
a=0.2 2 0.079s 77.13 %
a=0.3 2 0.068s 77.49 %
a=04 2 0.063s 77.37 %
a=05 2 0.081s 76.53 %
a=0.6 2 0.065s 77.37 %
a=0.7 2 0.067s 77.01 %
a=0.8 2 0.063s 77.49 %
a=09 2 0.064s 77.49 %
a=1 2 0.051s 77.13 %

En la Tabla 53 se muestran los porcentajes de precisiéon con K-medias y la distancia hibrida en
Titanic, se puede afirmar a través de una prueba ANOVA que se acepta la hip6tesis nula, es decir,
que las medias de todas las combinaciones son iguales.
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4.4.6. Resultados de Bach con la distancia hibrida

Tabla 54: Precisién de CGS en Bach con distancia hibrida.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
a=0 17 340.8s 69.63 %
a=0.1 17 440.9s 68.82 %
a=0.2 17 445.1s 69.06 %
a=0.3 17 463.1s 68.81 %
a=04 17 460.1s 68.85 %
a=0.5 17 458.9s 69.17 %
a=0.6 17 456.8s 69.67 %
a=0.7 17 456.7s 69.57 %
a=0.8 17 459.0s 69.13 %
a=09 17 455.1s 69.54 %
a=1 17 355.9s 70.03 %

En la Tabla 54 se observan los porcentajes de precision con CGS y la distancia hibrida en Bach,
al realizar una prueba ANOVA se puede afirmar que se acepta la hipétesis nula, es decir, que las
medias de todas las combinaciones son iguales.

Tabla 55: Precisiéon de K-medias en Bach con distancia hibrida.

Métrica | Centroides  Tiempo Porcentaje

(segundos) de precision
a=0 17 20.33s 68.60 %
a=0.1 17 27.15s 68.61 %
a=02 17 28.01s 67.49 %
a=0.3 17 30.53s 66.52 %
a=04 17 28.51s 66.27 %
a=0.5 17 26.60s 66.71 %
a=0.6 17 19.15s 67.62 %
a=0.7 17 16.58s 67.61 %
a=0.8 17 21.65s 67.41 %
a=0.9 17 18.39s 68.11 %
a=1 17 09.19s 67.18 %

En la Tabla 55 se muestran los porcentajes de precision con K-medias y la distancia hibrida en
Bach, se puede afirmar por medio de una prueba ANOVA que se acepta la hipdtesis nula, es decir,
que las medias de todas las combinaciones son iguales en este experimento.
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Capitulo 4. Anélisis de resultados

4.4.7. Resultados de Celeb con la distancia hibrida

Tabla 56: Precision de CGS en Celeb con distancia hibrida.

Métrica | Colores  Tiempo Porcentaje
(segundos) de precision
a=0 2 180.2s 77.87 %
a=0.1 2 233.0s 77.86 %
a=0.2 2 218.4s 77.86 %
a=0.3 2 260.1s 77.84 %
a=04 2 225.3s 77.84 %
a=0.5 2 232.2s 77.85 %
a=0.6 2 211.7s 77.87 %
a=0.7 2 232.7s 77.84 %
a=0.8 2 216.1s 77.85 %
a=09 2 234.9s 77.85 %
a=1 2 179.3s 77.85 %

En la Tabla 56 se observan los porcentajes de precision con CGS y la distancia hibrida en Celeb,
al realizar la prueba ANOVA se puede afirmar que con los valores o = 0, 0.1, 0.2 y 0.6, se obtienen
medias iguales, y que son mejores que las obtenidas con los demés valores de a.

Tabla 57: Precision de K-medias en Celeb con distancia hibrida.
Métrica | Centroides  Tiempo Porcentaje
(segundos) de precision
a=0 2 1.195s 78.71 %
a=0.1 2 1.661s 78.72 %
a=0.2 2 1.626s 77.90 %
a=0.3 2 1.856s 78.78 %
a=04 2 1.614s 78.80 %
a=05 2 1.705s 78.80 %
a=0.6 2 1.654s 78.89 %
a=0.7 2 1.925s 78.98 %
a=0.8 2 1.796s 78.98 %
a=09 2 1.638s 79.00 %
a=1 2 1.010s 79.01 %

En la Tabla 57 se muestran los porcentajes de precision con K-medias y la distancia hibrida en
Celeb, al realizar una prueba ANOVA se puede afirmar que se acepta la hip6tesis nula, es decir, que
las medias de todas las combinaciones son iguales.
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Capitulo 4. Anélisis de resultados

4.5.

Finalmente, se presentan dos tablas con los resultados de las pruebas anteriores, es decir, las
métricas que obtienen los mejores resultados con cada clasificador, asi como los porcentajes de
precision.

Resultados finales

Tabla 58: Métricas con el mejor desempeiio en CGS.

\ Entera Décimas Centésimas Hibrida
Iris p=009,1 p=0.3,05,07 p=0.388§,...,1.02 a=0,0.1,..,1
(92.37) (94.55) (92.37) (92.37)
Wine p=0.9 p=0.5,07,09 p=0.388,..,091 a=0,0.1
(94.38) (94.38) (94.38) (94.38)
Zoo |p=09,1,2,3,4 p=0.1,..,09 p=0388,..,1.02 a=0,0.1,..,1
(78.61) (80.27) (81.54) (78.61)
Stone p=3 p=0.9 p=0.95, ..., 1.02 a=05,..,1
(82.85) (77.66) (78.57) (78.57)
Titanic p=12,3,4 p=0.1,..,09 p=0.28, ..., 1.02 a=0,0.1,..,1
(78.57) (75.46) (78.57) (78.57)
Bach | p=09,1,2,3,4 p=05,0.7,09 p=0.388§,...,1.02 a=0,0.1,..,1
(70.03) (69.63) (70.03) (70.03)
Celeb p=009,1 p=0.9 p=0.90,0.91,096 «=0,0.1,0.2,0.6
(77.87) (77.87) (77.87) (77.87)
Tabla 59: Métricas con el mejor desempefio en K-medias.
\ Entera Décimas Centésimas Hibrida
Iris p=09,1,2,3,4 p=0.5,0.7 p=0.88,..,1.02 «=0,0.1,...,1
(86.39) (87,97) (86.62) (87.62)
Wine p=009,1 p=0.9 p=0388,..,1.02 «=0,0.1,..,1
(95.24) (95.24) (95.86) (95.80)
Z.00 p=009,1 p=0.5,0.7,09 p=0.388,..,1.02 «a=0,0.1,..,1
(90.79) (90.23) (93.21) (91.03)
Stone | p=09,1,2,3,4 p=0.1,..,09 p=0388,..,1.02 «=0,0.1,..,1
(78.76) (78.76) (79.23) (79.76)
Titanic | p=09,1,2,3,4 p=0.5,0.7,09 p=0388,..,1.02 «a=0,0.1,..,1
(77.13) (77.01) (77.73) (77.49)
Bach p=09,1,2 p=0.7,09 p=0.388,..,1.02 «a=0,0.1,..,1
(68.60) (68.60) (68.60) (68.61)
Celeb p=009,1 p=09 p=0.388,..,1.02 «a=0,0.1,...,1
(79.01) (78.71) (79.03) (79.01)
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Conclusiones

En este trabajo se utilizaron dos algoritmos agrupadores no supervisados, es decir, que no ne-
cesitan ser entrenados, al contrario de un clasificador supervisado, que requiere un entrenamiento
donde se le ensena como debe categorizar.

Es posible observar la forma en que se modifica la precision, que es el pardmetro que permite
ver el comportamiento de las diferentes métricas, ejecutando cada algoritmo con las diferentes ba-
ses de datos de prueba.

Con los algoritmos utilizados, la distancia Manhattan que satisface completamente la definicién
de métrica, obtiene los mejores resultados en la mayoria de las bases de datos de prueba, a pesar de
que la distancia euclidiana es la que mas se usa. Se puede afirmar que estos algoritmos tienen un
buen desempefio bajo condiciones de limpieza de ruido y normalizacién de datos.

Al observar que el porcentaje de precisidon incrementa significativamente con el valor de p =
1, se prosigui6 a utilizar valores de p entre O y 1 que corresponden a una semimétrica, ya que se
satisfacen todos los axiomas con excepcion de la desigualdad del tridngulo, asi que, de los resul-
tados obtenidos con estos valores, se puede afirmar que en la mayoria de los casos el mejor valor
utilizado es p = 0.9.

Una vez encontrados estos dos valores, surge la pregunta sobre si, el comportamiento mejorara
con un valor intermedio o incluso con algun valor un poco por encima o por debajo de ambos,
por lo que se prosigui6 a utilizar nuevos valores de p entre 0.88 y 1.02, y se pudo observar que se
mantenia la precision a lo largo de todo el intervalo.

Como tltimo paso se hizo una combinacidn lineal de las distancias elegidas, teniendo como
base la distancia Manhattan y combinandola con el valor de p = 0.9, variando por medio de un
parametro « la proporcion de cada una de ellas en la distancia hibrida, se observé que se mantiene
el porcentaje de precision desde utilizar solamente p = 0.9 hasta p = 1, asi como en todas sus
combinaciones con « (desde O hasta 1).

Finalmente se reafirma, que entre las métricas mads utilizadas, la distancia Manhattan obtiene
los mejores resultados con ambos clasificadores en la mayoria de las bases de datos, en cuanto a
las demas pruebas se identifica que p = 0.9 obtiene valores tan buenos como los de Manhattan.
Tal como se esperaba al utilizar valores entre estos dos, se mantenia la precision, asi como sucedid
con la distancia hibrida, siendo interesante que la combinacién de una métrica con una semimétrica
conserva el porcentaje de precision.

Considerando lo anterior, la mejor opcion para utilizar en un clasificador es la distancia Man-
hattan, ya que es bien conocida, asi como sencilla de implementar, ademds de que se garantiza que
es una métrica puesto que cumple con los axiomas, ademds gracias a los experimentos y pruebas
realizados se sabe que obtiene excelentes resultados.
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Apéndice A

A.1. Diagramas de caja con valores de p > 1.

Se muestran los diagramas de caja con la precision obtenida en cada base de datos, con ambos
clasificadores al utilizar valores de p > 1, es decir,conp=1, 2,3 y 4.

A.1.1. Diagramas de caja de Iris con valores de p > 1.

Figura 4: Precision de CGS en Iris con p > 1.
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Figura 5: Precision de K-medias en Iris con p > 1.
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A.1.2. Diagramas de caja de Wine con valores de p > 1.
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Figura 6: Precision de CGS en Wine con p > 1.
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Figura 7: Precision de K-medias en Wine con p > 1.
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A.1.3. Diagramas de caja de Zoo con valores de p > 1.
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Figura 8: Precision de CGS en Zoo con p > 1.
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Figura 9: Precision de K-medias en Zoo con p > 1.
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A.1.4. Diagramas de caja de Stone Flakes con valores de p > 1.
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Figura 10: Precision de CGS en Stone Flakes con p > 1.
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Figura 11: Precisién de K-medias en Stone Flakes con p > 1.
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A.1.5. Diagramas de caja de Titanic con valores de p > 1.
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Figura 12: Precision de CGS en Titanic con p > 1.
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Figura 13: Precision de K-medias en Titanic con p > 1.
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A.1.6. Diagramas de caja de Bach con valores de p > 1.
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Figura 14: Precision de CGS en Bach con p > 1.
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Figura 15: Precision de K-medias en Bach con p > 1.
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A.1.7. Diagramas de caja de Celeb con valores de p > 1.
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Figura 16: Precision de CGS en Celeb con p > 1.
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Figura 17: Precision de K-medias en Celeb con p > 1.
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A.2. Diagramas de caja con valores 0 < p < 1.

Se muestran los diagramas de caja con la precision obtenida en cada base de datos, con ambos
clasificadores al utilizar valores 0 < p < 1, es decir, con p =0.1, 0.3, 0.5, 0.7 y 0.9.

A.2.1. Diagramas de caja de Iris con valores 0 < p < 1.

Figura 18: Precision de CGS en Iriscon 0 < p < 1.
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Figura 19: Precision de K-medias en Iris con 0 < p < 1.
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A.2.2. Diagramas de caja de Wine con valores 0 < p < 1.
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Figura 20: Precision de CGS en Wine con 0 < p < 1.
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Figura 21: Precisién de K-medias en Wine con 0 < p < 1.
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A.2.3. Diagramas de caja de Zoo con valores 0 < p < 1.
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Figura 22: Precision de CGS en Zoo con 0 < p < 1.
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Figura 23: Precision de K-medias en Zoo con 0 < p < 1.
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A.2.4. Diagramas de caja de Stone Flakes con valores 0 < p < 1.
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Figura 24: Precision de CGS en Stone Flakes con 0 < p < 1.
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Figura 25: Precision de K-medias en Stone Flakes con 0 < p < 1.
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A.2.5. Diagramas de caja de Titanic con valores 0 < p < 1.

Figura 26: Precision de CGS en Titanic con 0 < p < 1.
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Figura 27: Precision de K-medias en Titanic con 0 < p < 1.
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A.2.6. Diagramas de caja de Bach con valores 0 < p < 1.
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Figura 28: Precision de CGS en Bach con 0 < p < 1.
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Figura 29: Precision de K-medias en Bach con 0 < p < 1.
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A.2.7. Diagramas de caja de Celeb con valores 0 < p < 1.
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Figura 30: Precision de CGS en Celeb con 0 < p < 1.
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Figura 31: Precision de K-medias en Celeb con 0 < p < 1.
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A.3. Diagramas de caja con valores 0.88 < p < 1.02.

Se muestran los diagramas de caja con la precision obtenida en cada base de datos, con ambos
clasificadores al utilizar valores 0.88 < p < 1.02.

A.3.1. Diagramas de caja de Iris con valores 0.88 < p < 1.02.

Figura 32: Precisién de CGS en Iris con 0.88 < p < 1.02.
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Figura 33: Precision de K-medias en Iris con 0.88 < p < 1.02.
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A.3.2. Diagramas de caja de Wine con valores 0.88 < p < 1.02.
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Figura 34: Precisién de CGS en Wine con 0.88 < p < 1.02.
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Figura 35: Precisiéon de K-medias en Wine con 0.88 < p < 1.02.
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A.3.3. Diagramas de caja de Zoo con valores 0.88 < p < 1.02.

Figura 36: Precision de CGS en Zoo con 0.88 < p < 1.02.
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Figura 37: Precision de K-medias en Zoo con 0.88 < p < 1.02.
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A.3.4. Diagramas de caja de Stone Flakes con valores 0.88 < p < 1.02.

Figura 38: Precision de CGS en Stone Flakes con 0.88 < p < 1.02.
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Figura 39: Precisiéon de K-medias en Stone Flakes con 0.88 < p < 1.02.
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A.3.5. Diagramas de caja de Titanic con valores 0.88 < p < 1.02.

Figura 40: Precisioén de CGS en Titanic con 0.88 < p < 1.02.
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Figura 41: Precisiéon de K-medias en Titanic con 0.88 < p < 1.02.
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A.3.6. Diagramas de caja de Bach con valores 0.88 < p < 1.02.

Figura 42: Precision de CGS en Bach con 0.88 < p < 1.02.
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Figura 43: Precision de K-medias en Bach con 0.88 < p < 1.02.
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A.3.7. Diagramas de caja de Celeb con valores 0.88 < p < 1.02.

Figura 44: Precision de CGS en Celeb con 0.88 < p < 1.02.
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Figura 45: Precision de K-medias en Celeb con 0.88 < p < 1.02.
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A.4. Diagramas de caja con distancia hibrida.

Se muestran los diagramas de caja con la precision obtenida en cada base de datos, con ambos
clasificadores al utilizar la distancia hibrida.

A.4.1. Diagramas de caja de Iris con distancia hibrida.

Figura 46: Precision de CGS en Iris con distancia hibrida.
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Figura 47: Precision de K-medias en Iris con distancia hibrida.
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A.4.2. Diagramas de caja de Wine con distancia hibrida.

Figura 48: Precision de CGS en Wine con distancia hibrida.
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Figura 49: Precisién de K-medias en Wine con distancia hibrida.
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A.4.3. Diagramas de caja de Zoo con distancia hibrida.
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Figura 50: Precision de CGS en Zoo con distancia hibrida.
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Figura 51: Precisiéon de K-medias en Zoo con distancia hibrida.
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A.4.4. Diagramas de caja de Stone Flakes con distancia hibrida.

Figura 52: Precision de CGS en Stone Flakes con distancia hibrida.
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Figura 53: Precisiéon de K-medias en Stone Flakes con distancia hibrida.
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A.4.5. Diagramas de caja de Titanic con distancia hibrida.
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Figura 54: Precision de CGS en Titanic con distancia hibrida.
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Figura 55: Precisiéon de K-medias en Titanic con distancia hibrida.
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A.4.6. Diagramas de caja de Bach con distancia hibrida.

Figura 56: Precision de CGS en Bach con distancia hibrida.
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Figura 57: Precisiéon de K-medias en Bach con distancia hibrida.
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A.4.7. Diagramas de caja de Celeb con distancia hibrida.

Figura 58: Precision de CGS en Celeb con distancia hibrida.
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Figura 59: Precision de K-medias en Celeb con distancia hibrida.
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