
 







Dedicado a
mi esposa e hijos





Agradecimientos

Doy gracias a Dios por darme la vida y permitirme llegar hasta este momento.
Agradezco a las personas que siempre han estado conmigo y me han

apoyado en todo momento, mis padres Remedios Gutiérrez y Gerardo Ortega
quienes han hecho un gran esfuerzo humano y económico para que yo salga
adelante. También reconozco el apoyo y cariño de mis hermanos Paulina,
Gerardo, Dalila, Areli y Rubén que siempre ha sido y seguirá siendo muy
importante para mí.

Durante la realización de esta tesis recibí la valiosa ayuda de mi asesor,
es un placer ahora expresar mi agradecimiento sincero al Dr. Raúl Montes
de Oca por su tiempo, dedicación, amistad y sobre todo por todas las ideas
y sugerencias que han constituido una aportación de valor incalculable.

Por su apoyo, motivación, comprensión, y sobre todo por compartir bue-
nos y malos momentos, un agradecimiento a mi esposa Rosario Ávila y a mi
mayor motivación, mis dos hijos, Israel y Manuel.

Al jurado cali�cador integrado por: Dr. Raúl Montes de Oca Machorro,
Dr. Rolando Cavazos Cadena, Dr. Julio César García Corte, Dr. Evgueni
Ilich Gordienko y Dr. Víctor Hugo Vázquez Guevara. Gracias a todos ustedes
por sus comentarios, sugerencias y observaciones, los cuales han mejorado y
enriquecido este trabajo.

También se agradece a CONACyT, por el apoyo económico otorgado para
la realización de este doctorado.





INTRODUCCIÓN

En este trabajo se tratará con procesos de decisión de Markov (PDMs), a
tiempo discreto, con criterio de rendimiento el costo total descontado (véase
[7], [9], [25], [45]).Un Proceso de Decisión de Markov (PDM) tiene asocia-
do un modelo conocido como Modelo de Control de Markov (MCM), cuyas
componentes permiten caracterizar su desarrollo en el transcurso del tiempo.
El objetivo de este tipo de procesos consiste en determinar una política que
optimice el criterio de rendimiento. A dicha política se le llama política óp-
tima y el criterio de rendimiento evaluado en la política óptima se le llama
función de valor óptimo. Un método muy usado para resolver este tipo de
problemas es la programación dinámica (véase [7], [9], [25], [45]). A través de
la programación dinámica una forma muy usada para el cálculo de la política
óptima, si ésta existe, es el método de iteración de valores (véase [25]).

Por otro lado, el principio variacional de Ekeland o �principio variacio-
nal� a�rma que existen soluciones óptimas cercanas para algún problema
de minimización (véase [21]). Es decir, este principio establece que para al-
guna función real, bajo ciertas condiciones, se le puede hacer una pequeña
perturbación para hacer que alcance su mínimo (véase [12], [21] o [48]) e in-
cluso cuando el conjunto sobre el que se está minimizando no sea compacto.
Además, este minimizador resulta ser único para la función perturbada. El
principio de Ekeland se basa en la completez del espacio métrico y también
caracteriza la completez.

La regularización de Moreau-Yosida en una técnica de suavizado de fun-
ciones (véase [8], [12], [48]), las cuales a pesar de no ser diferenciables, con
este tipo de regularización se convierten en funciones diferenciables, estricta-
mente convexas y �nitas. Además el minimizador también resulta ser único
usando la regularización de Moreau-Yosida. Es importante mencionar que
para probar la diferenciabilidad en la regularización de Moreau-Yosida se
prueba que es subdiferenciable y superdiferenciable con lo que se concluye
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II INTRODUCCIÓN

que la regularización es diferenciable.
También, desde el punto de vista clásico (por ejemplo, el concepto de

Hadamard sobre problemas bien planteados [1]) en un modelo matemático,
la existencia y unicidad de soluciones siempre han sido las principales preo-
cupaciones de la matemática aplicada. Sin embargo, en muchos ejemplos de
optimización no siempre es posible garantizar tanto la existencia como la
unicidad, inclusive si se tienen condiciones las cuales aseguren la existencia
de soluciones, la unicidad de éstas no se obtiene de manera automática. Por
ejemplo, en la programación lineal, incluso tenemos el caso extremo de que
cuando hay dos vectores óptimos diferentes, todas sus combinaciones lineales
convexas resultan también ser óptimas automáticamente. Un método muy
común, para calcular los puntos que optimizan a dichos problemas, es el
cálculo diferencial, pero en la literatura existen muchos problemas los cua-
les no presentan diferenciabilidad, aún cuando el problema sí tenga solución.
Usando el método de iteración de valores en PDMs, surge la siguiente pregun-
ta, suponiendo que existe una política óptima, ¾será que siempre o bajo qué
condiciones las políticas de iteración de valores convergen a la política ópti-
ma? y si esto pasa, ¾la convergencia será puntual o uniforme? y ¾será posible
determinar una cota de convergencia la cual nos ayude a hacer estimaciones
sobre la política óptima única.

El objetivo principal de la tesis es para un PDM, con costo total des-
contado, al que llamaremos proceso original asociado a un MCM dado, se
supondrá que este PDM tiene una política óptima, no necesariamente única
y queremos encontrar un nuevo PDM al que llamaremos proceso perturbado,
el cual tenga las mismas componentes que el MCM original, excepto en la
función de costo. Esta función de costo se perturba adicionando una fun-
ción adecuada, de tal manera que en el proceso perturbado se tengan ciertas
propiedades estructurales de la política óptima y de la función de valor ópti-
mo, tales como: la unicidad de la política óptima, la diferenciabilidad de la
política óptima y de la función de valor óptimo y también que las políticas
provenientes del método de iteración de valores converjan a la política óptima
en el proceso proceso perturbado. Además, lo ideal es que las funciones de
valor óptimo y las políticas óptimas sean las mismas para ambos modelos.

La no unicidad de la política óptima puede ser intrínseca al sistema o pue-
de ser estructuralmente no estable, es decir, una versión ligeramente pertur-
bada (dicho de otra manera, adicionando una función adecuada a la función
de costo) del sistema original puede presentar unicidad de la política ópti-
ma. En esta tesis se analiza si la propiedad de unicidad de la política óptima
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es genérica, es decir, si para una familia de procesos de decisión de Markov
descontados, siempre en el caso de que un PDM no presente unicidad, puede
perturbarse de tal manera que el modelo perturbado y el modelo original
tengan la misma política óptima y la misma función de valor óptimo y ade-
más el sistema perturbado tenga una política óptima única. Anteriormente se
obtuvieron resultados en este sentido bajo restricciones de convexidad (véase
[38]). También en [3] se obtienen resultados para la singularidad(unicidad) de
políticas usando métodos de programación lineal. Sin embargo, en esta tesis,
usando el principio variacional de Ekeland (véase [21], Sección 2.1, pág. 6 en
[12], y la Proposición 1.43, p. 31 en [48]), es posible obtener nuevos resultados
interesantes, sin las restricciones de convexidad (véase [40]), lo que hace que
el artículo [38] sea obsoleto. Además, también se podrá encontrar una versión
perturbada donde, además de unicidad, también se garantice la diferenciabi-
lidad para poder calcular la política óptima y que tanto, la función de valor
óptimo como la política óptima, sean diferenciables.

Cabe destacar que el resultado que se presenta en esta tesis, con respecto
a la perturbación basada en el principio variacional de Ekeland, no es una
consecuencia directa de este teorema. Sin embargo, se sigue de cerca el patrón
de la prueba original de Ekeland, que, como él mismo a�rma, es una adapta-
ción de [11] (véase también el comentario 2.1.4, p. 9 en [12]). En particular,
es necesario hacer la prueba paso a paso para establecer la medibilidad de
la política óptima, lo cual no se sigue automáticamente del resultado clásico
(véase [40]). Es importante mencionar que en este caso, ambos, el espacio de
estados y de acciones son de Borel.

Con respecto a la regularización de Moreau-Yosida (véase [8], [12], [48]),
anteriormente para PDMs se obtuvieron resultados en los cuales se imple-
mentan las técnicas de diferenciabilidad para obtener una política óptima
(véase [19]), sin embargo estos resultados solo se pueden implementar cuan-
do tenemos diferenciabilidad en la segunda variable, del lado derecho de la
ecuación de programación dinámica (véase [7], [9], [25], [45]). Además, se
garantiza que tanto la política óptima como la función de valor óptimo son
diferenciables (véase [19]). Es importante mencionar que en [19] se pide que
el costo sea de clase Cn, sin embargo en esta tesis se obtiene un nuevo resul-
tado sin esta restricción y adicionalmente se garantiza la existencia de una
política óptima única para cuando el espacio de estados y de acciones son
subconjuntos de R. En cuanto a la convergencia de las políticas provenientes
del método de iteración de valores se tienen otros resultados en [16] y [17],
que presentan condiciones bajo las cuales es posible garantizar que las polí-
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ticas de iteración de valores convergen a la política óptima; cabe mencionar
que la unicidad de la política óptima y la compacidad sobre los conjuntos
de acciones admisibles es fundamental para tal convergencia. Sin embargo en
esta tesis, a diferencia de [16] y [17], tanto la convergencia de las políticas
de iteración de valores como las cotas de convergencia correspondientes se
obtienen como una consecuencia de la perturbación basada en el método de
Moreau-Yosida.

En este trabajo de tesis, también se presenta un capítulo de ejemplos,
algunos de tipo teórico para el caso de la perturbación basada en el prin-
cipio variacional de Ekeland, los que muestran que, con o sin restricciones
de convexidad y sin tener unicidad en la política óptima se puede encontrar
un nuevo modelo en donde sí se obtiene unicidad de la política óptima. En
cuanto a la perturbación basada en la regularización de Moreau-Yosida se dan
ejemplos teóricos los cuales muestran cómo obtener un modelo perturbado
con propiedades adecuadas de diferenciabilidad. Es importante mencionar
que se presenta un ejemplo el cual muestra que este tipo de perturbación
también proporciona un nuevo método para la aproximación de la política
óptima. Además, también se aborda otro ejemplo muy conocido en la teo-
ría de PDMs, que es el modelo lineal cuadrático (véase [25]) para el cual se
encuentran cotas de convergencia para las políticas de iteración de valores.

A continuación presentamos algunos antecedentes para PDMs de las me-
todologías usadas en esta tesis.

En lo que respecta a la perturbación basada en el principio variacional de
Ekeland, anteriormente se encontró un modelo perturbado (véase [38]) donde
se probó la unicidad en este nuevo modelo bajo hipótesis de convexidad.
Cabe mencionar que este tipo de perturbación no esta basada en el principio
variacional de Ekeland o la regularización de Moreau-Yosida, sin embargo los
resultados obtenidos en [38] son un caso particular de ambas perturbaciones.
Además, también en la literatura de PDMs se tenían resultados (véase [16])
donde se encontraban condiciones para obtener la unicidad de la política
óptima, sin embargo éstas son muy restrictivas. Por otro lado, Tanaka (véase
[54]) trabajó este tipo de perturbación aplicada a PDMs, sin embargo en su
trabajo nunca se explotó la unicidad de la política óptima para el proceso
perturbado. Es importante mencionar que este tipo de perturbación para
PDMs no es una consecuencia inmediata del teorema de Ekeland, debido
a que se debe probar la medibilidad de la política óptima para el proceso
perturbado.

Ahora, cabe aclara que en la perturbación basada en el principio variacio-
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nal de Ekeland a pesar de que se presente diferenciabilidad en el lado derecho
de la ecuación de programación dinámica con este tipo de perturbación no ne-
cesariamente es diferenciable, entonces se usa otro tipo de perturbación, para
garantizar diferenciabilidad, basada en la regularización de Moreau-Yosida.
Cabe señalar que no se encontró literatura de antecedentes en su aplicación
a PDMs. En el artículo [19] se trata la diferenciabilidad en PDMs pero se le
pide al costo que sea diferenciable, sin embargo en esta tesis se puede aplicar
para cualquier función de costo, incluyendo alguna que no sea diferenciable.
También como consecuencia de la regularización de Moreau-Yosida se dan
cotas de convergencia para las políticas provenientes del método de iteración
de valores. Anteriormente en [17] se dieron condiciones para la convergencia
de éstas a la política óptima.

La tesis está organizada de la siguiente manera: en primer lugar se pre-
senta la notación de la tesis y a continuación se introduce un capítulo de
preliminares donde se dan algunos resultados sobre procesos de decisión de
Markov descontados, el principio variacional de Ekeland y la regularización
de Moreau-Yosida. Luego se dan los antecedentes que se encontraron en la
literatura sobre el trabajo y entonces se dan los resultados principales, como
son la perturbación basada en el principio variacional de Ekeland y la regu-
larización de Moreau-Yosida. Posteriormente se presentan ejemplos usando
ambas perturbaciones y �nalmente se presentan las conclusiones y la biblio-
grafía.
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NOTACIÓN

argmín f : Conjunto de puntos donde la función f alcanza el mínimo

δ : Métrica para el espacio de estados X

〈·, ·〉 : Producto interior

B(z, ε) : Bola centrada en z y de radio ε

F : Conjunto de políticas estacionarias

Ht : Espacio de historias observadas del proceso hasta el tiempo t

K : Conjunto de parejas estados-acciones admisibles

B(Rn) : σ-álgebra de Borel de Rn

B(A) : σ-álgebra de Borel de A

R : Números reales extendidos

‖ · ‖: Norma euclidiana en Rn

∂f(x) : Subdiferencial de f en el punto x

Π : Conjunto de políticas

ΠDM : Conjunto de políticas deterministas Markovianas

ΠDS : Conjunto de políticas deterministas Markovianas estacionarias

ΠD : Conjunto de políticas deterministas

ΠRM : Conjunto de políticas Markovianas aleatorizadas
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2 Índice General

ΠRS : Conjunto de políticas Markovianas aleatorizadas estacionarias

ϕ : Métrica para el espacio de acciones A

ĉ: Función de costo perturbada basada en la regularización de Moreau-
Yosida.

A(x) : Conjunto de acciones admisibles para cada x ∈ X

A : Espacio de acciones

c : Función de costo en un paso

c∗: Función de costo perturbada basada en el principio variacional de
Ekeland

epi(f): Epigrafo de la función f

ht : Historia observada hasta el tiempo t

IC : Función indicadora del conjunto C

M : Proceso de decisión de Markov original

Mλ: Proceso de decisión de Markov perturbado basado en la regularización
de Moreau-Yosida

Mε: Proceso de decisión de Markov perturbado basado en el principio va-
riacional de Ekeland

Q( ·| ·) : Ley de transición

X : Espacio de estados

X∗ : Espacio dual de X

i.i.d : independientes e idénticamente distribuidas.

i.s.c. : Inferiomente semicontinua



Capítulo 1

PRELIMINARES

1.1 Procesos de decisión de Markov desconta-

dos

Un Modelo de Control de Markov (MCM), estacionario, a tiempo discreto,
consiste de una quíntupla:

(X,A, {A(x)|x ∈ X}, Q, c),
donde, X y A son espacios de Borel, llamados espacio de estados y espacio
de acciones (o controles), respectivamente. {A(x)|x ∈ X} es una familia de
subconjuntos A(x) de A medibles y no vacíos, donde A(x) denota al conjunto
de acciones admisibles cuando el sistema se encuentra en el estado x ∈ X.
El conjunto K de parejas de estados-acciones admisibles, está de�nido por

K := {(x, a)|x ∈ X, a ∈ A (x)} .
Q( ·| ·) es llamada la ley de transición, es un kérnel estocástico de�nido en X
dado K, y c : K→ R es una función medible, llamada la función de costo en
un paso. En esta tesis asumiremos que (X, δ) y (A,ϕ) son ambos espacios de
Borel, donde δ y ϕ son las métricas para X y A, respectivamente.

Para introducir el concepto de estrategia o política, considérese un MCM
y de�na Ht, el espacio de las historias observadas del proceso hasta el tiempo
t, como H0 = X, y Ht = K × Ht−1, para t = 1, 2, . . .. Un elemento de Ht

llamado t-historia es un vector de la forma

ht = (x0, a0, x1, a1, . . . , xt−1, at−1, xt),

donde (xi, ai) ∈ K, para i = 0, . . . , t− 1 y xt ∈ X.

3
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1.1.1 Políticas

Una política es una sucesión π = {πt} de kérneles estocásticos, donde cada
πt está de�nido sobre A dado Ht y satisface que:

πt(A(xt)|ht) = 1, (1.1)

para toda ht ∈ Ht y t = 0, 1, 2, . . .. El conjunto de todas las políticas es
denotado por Π .

Sea

F := {f : X → A | f es medible y f(x) ∈ A(x), para todo x ∈ X} .

A los elementos de F se les conoce como funciones de decisión o selectores.
Se dice que un kérnel estocástico π, de�nido sobre A dado Ht, está con-

centrada en g, donde g : X → A satisface que g(x) ∈ A(x) para todo x ∈ X y
g es una función medible en X, si π(C|ht) = IC(g(xt)) para cada C ∈ B(A)
y toda ht ∈ Ht. Donde, IC denota la función indicadora sobre C y B(A)
denota la σ-álgebra de Borel de A.

Una política π = {πt} es:

a) Markoviana Aleatorizada. Si existe una sucesión {ϕt} de kérneles esto-
cásticos, con ϕt de�nida sobre A dado X, tales que, πt( ·|ht) = ϕt( ·|xt),
para toda ht ∈ Ht y t = 0, 1, 2, . . .. El conjunto de políticas Markovianas
aleatorizadas será denotado por ΠRM .

b) Markoviana Aleatorizada Estacionaria. Si existe un kérnel estocástico
ϕ sobre A dado X, tal que πt( ·|ht) = ϕ( ·|xt), para toda ht ∈ Ht

y t = 0, 1, 2, . . .. El conjunto de políticas Markovianas aleatorizadas
estacionarias será denotado por ΠRS.

c) Determinista. Si existe una sucesión {gt} de funciones medibles con
gt : Ht → A, tales que para cada ht ∈ Ht y t = 0, 1, 2, . . ., gt(ht) ∈
A(xt) y πt( ·|ht) está concentrada en gt(ht). ΠD denotará el conjunto
de políticas deterministas.

d) Determinista Markoviana. Si existe una sucesión {ft} ⊂ F, tal que
πt( ·|ht) está concentrada en ft(xt), para cada ht ∈ Ht y t = 0, 1, 2, . . . .
El conjunto de políticas deterministas Markovianas será denotado por
ΠDM .
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e) Estacionaria. Si existe f ∈ F tal que πt( ·|ht) está concentrada en f(xt),
para cada ht ∈ Ht y t = 0, 1, 2, . . .. En este caso π es denotada por f .
ΠS denotará el conjunto de políticas deterministas Markovianas esta-
cionarias.

Observación 1.1.1 Obsérvese que ΠRS ⊂ ΠRM ⊂ Π y ΠS ⊂ ΠDM ⊂ ΠD ⊂
Π.

Sea (Ω,F) un espacio medible que consiste del espacio muestral canónico
Ω := H∞ = (X × A)∞ y F su correspondiente σ-álgebra producto (véase
[2]). Los elementos de Ω son de la forma w = (x0, a0, x1, a1, . . .) con xt ∈ X y
at ∈ A para toda t = 0, 1, . . ., denotando simultáneamente elementos en X y
A y también las proyecciones xt y at de Ω sobre X y A son llamados estado
y acción, respectivamente. Obsérvese que H∞ := K∞ ⊂ Ω.

Sean π ∈ Π una política arbitraria, υ una medida de probabilidad ar-
bitraria en X y x0 = x ∈ X. Entonces por el Teorema de Ionescu-Tulcea
(véase [2], [25]), existe una única medida de probabilidad P π

υ sobre (Ω,F)
tal que está concentrada en H∞, es decir, P π

υ (H∞) = 1. Además, para cada
C ∈ B(A), B ∈ B(X), ht ∈ Ht y t = 0, 1, 2, . . . , se tiene que

P π
υ (x0 ∈ B) = υ(B), (1.2)

P π
υ (at ∈ C|ht) = πt(C|ht), (1.3)

P π
υ (xt+1 ∈ B|ht, at) = Q(B|xt, at). (1.4)

El proceso estocástico ((Ω,F, P π
υ ), {xt}) es llamado un Proceso de Control

de Markov a tiempo discreto o Proceso de Decisión de Markov (PDM). La
esperanza con respecto a P π

υ es denotada por Eπ
υ .

Observación 1.1.2 En general, en lugar de dar x0 = x ∈ X, se puede
conocer una medida de probabilidad ν sobre X, referida como distribución
inicial, la cual cumple que

P π
v (x0 ∈ B) = ν(B),

para cada B ∈ B(X). Además, por (1.2), (1.3) y (1.4) se obtiene que para
una distribución inicial v y π = {ϕt} ∈ ΠRM , {xt} es un proceso de Markov
no homogéneo con kérneles de transición {Q( ·|x, ϕt)}, esto es,

P π
υ (xt+1 ∈ B|x0, x1, ..., xt) = P π

υ (xt+1 ∈ B|xt) = Q(B|ϕt).
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En particular, si π = {ft} ∈ ΠDM , los kérneles de transición son Q(B| ft).
Además, para políticas estacionarias ϕ ∈ ΠRS y f ∈ ΠDS, el proceso es de
Markov homogéneo con kérnel de transición Q(B|ϕ) y Q(B| f), respectiva-
mente.

Un criterio de rendimiento mide la calidad de las políticas aplicadas al
proceso. En este trabajo se considera el criterio de Costo Total Descontado,
el cual está de�nido para cada x ∈ X y π ∈ Π como

V (π, x) := Eπ
x

[
∞∑
t=0

αtc(xt, at)

]
, (1.5)

donde α ∈ (0, 1) es conocido como factor de descuento.

De�nición 1.1.3 Una política π∗ ∈ Π es óptima, si para cada x ∈ X,

V (π∗, x) = ínf
π∈Π

V (π, x).

La función de�nida para cada x ∈ X como

υ∗(x) := ínf
π∈Π

V (π, x),

es llamada función de valor óptimo.

El Problema de Control Óptimo (PCO) consiste en determinar una polí-
tica óptima si es que ésta existe.

1.1.2 Programación dinámica

En la literatura existente de PDMs se encuentra una herramienta esencial
para resolver el problema de control óptimo, conocida como Programación
Dinámica (PD) (véase [7], [9], [25], [45]). Bajo condiciones adecuadas sobre
el MCM este procedimiento permite determinar la función de valor óptimo
y/o a la política óptima.

De�nición 1.1.4 Diremos que una función medible Θ : X → R es solución
de la Ecuación de Optimalidad (EO), si satisface que

Θ(x) = ínf
a∈A(x)

{
c(x, a) + α

∫
Θ(y)Q(dy|x, a)

}
, (1.6)

para cada x ∈ X.
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Condición 1.1.5 (a) c es inferiormente semicontinuo (i.s.c.), c ≥ 0 e
inferiormente compacto (i.e., para cada x ∈ X y r ∈ R, el conjunto
{a ∈ A(x) | c(x, a) ≤ r} es compacto).

(b) La ley de transición Q es fuertemente continua, i.e.,

θ(x, a) =

∫
X

u(y)Q(dy|x, a),

es continua para (x, a) ∈ K y acotada por abajo en K, para cada función
medible y acotada u : X → K.

(c) Existe una política π ∈ Π tal que V (π, x) <∞, para cada x ∈ X.

Lema 1.1.6 ([25], Teorema 4.2.3) Supóngase que la Condición 1.1.5 se sa-
tisface. Entonces

(a) La función de valor óptimo υ∗ es una solución de

υ∗(x) = mín
a∈A(x)

[
c(x, a) + α

∫
X

υ∗(y)Q(dy|x, a)

]
, (1.7)

para cada x ∈ X y, si µ es otra solución de la ecuación, entonces
µ(·) ≥ υ∗(·).

(b) Existe un selector f ∗ ∈ F tal que en (1.7) se alcanza el mínimo, i.e.,
para cada x ∈ X,

υ∗(x) = c(x, f ∗(x)) + α

∫
X

υ∗(y)Q(dy|x, f ∗(x)) (1.8)

y f ∗ es óptima.

(c) Para todo x ∈ X, Vn(x) ↑ υ∗(x), con Vn de�nido como

Vn(x) = mín
a∈A(x)

{
c(x, a) + α

∫
X

Vn−1(y)Q(dy|x, a)

}
,

x ∈ X, n = 1, 2, . . . y V0 ≡ 0. Además, para cada n ∈ N existe fn ∈ F
tal que

mín
a∈A(x)

{
c(x, a) + α

∫
X

Vn−1(y)Q(dy|x, a)

}
= c(x, fn(x)) + α

∫
X

Vn−1(y)Q(dy|x, fn(x)),

para todo x ∈ X.
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Notación 1.1.7 Para cada (x, a) ∈ K, G y Gn denotarán lo siguiente

G(x, a) := c(x, a) + α

∫
X

υ∗(y)Q(dy|x, a),

y

Gn(x, a) := c(x, a) + α

∫
X

Vn(y)Q(dy|x, a).

1.2 Principio variacional de Ekeland

En esta sección se enunciará y se probará el principio variacional de Ekeland.
Además, también se dará otra versión del principio de Ekeland, donde la
unicidad del minimizador se encuentra de manera explícita (véase [12], [21]
ó [48]).

Teorema 1.2.1 (Principio variacional de Ekeland (véase [21])) Sea
(X, δ) un espacio métrico completo y sea f : X → R ∪ {+∞} una función
inferiormente semicontinua y acotada por abajo. Supóngase que para cada
ε > 0 existe z ∈ X tal que

f(z) < ínf
x∈X

f(x) + ε.

Entonces, existe y ∈ X tal que:

(i) δ(z, y) ≤ 1,

(ii) f(y) + εδ(z, y) ≤ f(z) y

(iii) f(x) + εδ(x, y) > f(y) para todo x ∈ X \ {y}.

Demostración. Se de�nirá una sucesión {zi} de manera inductiva, co-
menzando con z0 := z. Supóngase que se tiene de�nido zi. Defínase un con-
junto Si de la siguiente manera

Si := {x ∈ X | f(x) + εδ(x, zi) ≤ f(zi)}

y considérese dos posibles casos:

(a) Si ínf
Si

f = f(zi). Entonces se de�ne zi+1 = zi.
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(b) Si ínf
Si

f < f(zi), se elige zi+1 ∈ Si tal que

f(zi+1) < ínf
Si

f +
1

2

[
f(zi)− ínf

Si

f

]
=

1

2

[
f(zi) + ínf

Si

f

]
< f(zi). (1.9)

Se demostrará que {zi} es una sucesión de Cauchy. En efecto, si (a) se
cumple entonces zi es la misma para i su�cientemente grande, por lo tanto
es de Cauchy. De otra forma, de la de�nición de Si y de zi+1, se obtiene que

εδ(zi, zi+1) ≤ f(zi)− f(zi+1). (1.10)

Sumando (1.10) desde i a j − 1 > i se tiene que

εδ(zi, zj) ≤ f(zi)− f(zj). (1.11)

Obsérvese que la sucesión {f(zi)} es decreciente y acotada por abajo por el
ínf
X
f , por lo tanto convergente. Se concluye de (1.11) que {zi} es de Cauchy.

Sea y := lím
i→∞

zi. Se probará que y satisface las conclusiones del teorema.

Tomando i = 0 en (1.11), se tiene que

εδ(z, zj) + f(zj) ≤ f(z). (1.12)

Tomando el límite cuando j → ∞ se llega a (ii). Como f(z) − f(y) ≤
f(z)− ínfX f < ε, (i) se sigue de (ii). Sólo resta probar que y satisface (iii).
Sea i �jo en (1.11) y tómese el límite cuando j →∞ se concluye que y ∈ Si.
Es decir,

y ∈
∞⋂
i=1

Si.

Por otro lado, si x ∈
∞⋂
i=1

Si entonces, para todo i = 1, 2, . . .,

εδ(x, zi+1) ≤ f(zi+1)− f(x) ≤ f(zi+1)− ínf
Si

f. (1.13)

Se sigue de (1.9) que f(zi+1)− ínf
Si

f ≤ f(zi)− f(zi+1), y por lo tanto

lím
i→∞

[
f(zi+1)− ínf

Si

f

]
= 0.
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Tomando límites en (1.13) cuando i→∞ se tiene que εδ(x, y) = 0. De esto
se obtiene que

∞⋂
i=1

Si = {y}. (1.14)

Nótese que por construcción la sucesión de conjuntos {Si} son anidados, i.e.,
para todo i, Si+1 ⊂ Si. En efecto, para algún x ∈ Si+1, tal que f(x) +
εδ(x, zi+1) ≤ f(zi+1) y zi+1 ∈ Si se concluye que

f(x) + εδ(x, zi) ≤ f(x) + εδ(x, zi+1) + εδ(zi, zi+1)

≤ f(zi+1) + εδ(zi, zi+1) ≤ f(zi), (1.15)

lo cual implica que x ∈ Si. Ahora, para algún x 6= y, se obtiene de (1.14) que
cuando i es su�cientemente grande x 6∈ Si. Por lo tanto, f(x) + εδ(x, zi) ≥
f(zi). Tomando límite cuando i→∞ se llega a la desigualdad (iii).

Nota 1.2.2 El principio variacional de Ekeland o �principio variacional� es
un teorema que fue propuesto por Ivar Ekeland el cual a�rma que existen so-
luciones óptimas cercanas para algún problema de minimización (véase [21]).
Es decir, este principio establece que para alguna función real inferiormente
semicontinua y acotada por abajo (en la cual no necesariamente exista un
mínimo), se le puede hacer una pequeña perturbación para hacer que alcan-
ce su mínimo (véase [12], [21] o [48]). El principio variacional de Ekeland
puede ser usado cuando los conjuntos de nivel de un problema de minimiza-
ción no sean compactos, lo cual signi�ca que los teoremas de análisis clásico
no pueden ser aplicados. El principio de Ekeland se basa en la completez
del espacio métrico y además la caracteriza. Más aún, el principio variacio-
nal provee una herramienta poderosa en análisis moderno. Sus aplicaciones
cubren numerosas áreas incluyendo optimización, geometría en espacios de
Banach, análisis no suave, economía, teoría de control y teoría de juegos, por
nombrar algunos (véase [12] y [21]).

Es importante mencionar que el caso (iii) del Teorema 1.2.1, establece la
unicidad del minimizador para la función perturbada. El siguiente teorema
es una forma equivalente del Teorema 1.2.1, en el cual se da de manera
explícita la unicidad del minimizador, la demostración puede consultarse en
la Proposición 1.43 de [48].
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Teorema 1.2.3 Sea f : Rn → R una función i.s.c. con ínf f < +∞. Supón-
gase que para cada ε > 0 y z ∈ X se satisface que

f(z) < ínf
x∈X

f(x) + ε.

Entonces, existe y ∈ X tal que

(a) y ∈ B(z, ε) con f(y) ≤ f(z); y

(b) argmín
x∈X

{f(x) + εδ(x, y)} = {y}

donde, B(z, ε) representa la bola centrada en z y de radio ε, y argmín es el
conjunto de puntos donde la función alcanza el mínimo.

1.3 Regularización basada en envolventes de Moreau-

Yosida

Un método muy común para calcular el punto mínimo o los puntos míni-
mos de una función cuando éstos existen es mediante las técnicas del cálculo
diferencial. Sin embargo, se han encontrado muchos problemas de optimi-
zación en los cuales la función a minimizar resulta ser no diferenciable en
el(los) punto(s) mínimo(s). Una forma de poder resolver los problemas en los
cuales la función a optimizar no es diferenciable, es usando el concepto de
subdiferencial (véase [12] y [48]).

La subdiferencial (véase De�nición 1.3.5 abajo) de una función en un pun-
to es un conjunto, el cual se considera el sustituto de la noción de derivada,
en donde la función objetivo no necesariamente es diferenciable. La subdife-
rencial es un concepto muy importante, debido a que muchos resultados del
cálculo se pueden extender, lo cual hace que sea una herramienta útil cuando
se hace algún tipo de análisis sobre funciones no diferenciables.

Una forma de poder resolver los problemas de optimización no diferencia-
ble, en los cuales se conoce de manera explícita el conjunto de puntos donde
la función no es diferenciable (por ejemplo, las funciones con valores absolu-
tos), es usar una técnica especial de suavizado, por ejemplo, la regularización
de Moreau-Yosida (véase [48]), la cual se desarrollará en esta sección.

En esta sección se usará la siguiente notación: 〈·, ·〉 denota el producto
interior y ‖ · ‖ la norma euclidiana en Rn. También, R representa los números
reales extendidos, i.e., R = [−∞,+∞]. Además, Rn lo consideraremos como
un espacio medible con B(Rn) la σ-álgebra de Borel de Rn.
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1.3.1 Subdiferenciabilidad y Convexidad

Sea g : Rn → R una función de�nida en al menos una vecindad del 0. Se dice
que g(h) es o(h) y se escribe g(h) = o(h) para indicar que

lím
h→0

g(h)

‖ h ‖
= 0.

De�nición 1.3.1 Sea f : Rn → R una función. Se dice que una función f
es diferenciable en x ∈ Rn, si existe y ∈ Rn tal que

f(x+ h)− f(x) = 〈y, h〉+ o(h),

para toda h ∈ Rn.

De�nición 1.3.2 Sea f : Rn → R una función.

(a) Un conjunto C ⊆ Rn es convexo si para todo x, y ∈ C y para todo
β ∈ [0, 1] se tiene que

βx+ (1− β)y ∈ C.

(b) Una función f : Rn → R es convexa, si para todo x, y ∈ Rn y β ∈ [0, 1],

f(βx+ (1− β)y) ≤ βf(x) + (1− β)f(y).

En caso de que

f(βx+ (1− β)y) < βf(x) + (1− β)f(y),

se dice que la función es estrictamente convexa.

(c) Sea f : Rn → R una función convexa. Se de�ne el dominio de f
como el conjunto de puntos donde f es �nita, es decir, dom(f) =
{x ∈ Rn | f(x) < +∞}. f es propia si dom(f) 6= ∅.

(d) Para f : Rn → R una función, se de�ne el epigrafo como

epi(f) = {(x, t) ∈ Rn × R | x ∈ dom(f), t ≥ f(x)} .

La demostración del siguiente Lema puede consultarse en [48] (Teorema
2.9).
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Lema 1.3.3 Sea f : Rn → R una función convexa. Suponga que se quie-
re minimizar a f sobre Rn, entonces cada solución localmente óptima es
globalmente óptima y el conjunto argmín f es convexo. Más aún, si f es es-
trictamente convexa y propia, entonces argmín f , si es no vacío, es de un
sólo punto.

La demostración del siguiente Lema puede consultarse en [47], Teorema
1.6.

Lema 1.3.4 Sea f : Rn → R una función. Entonces, las siguientes condi-
ciones son equivalentes

(a) f es inferiormente semicontinua (i.s.c.) en todo Rn.

(b) {x ∈ Rn | f(x) ≤ γ} es cerrado, para cada γ ∈ R.

(c) El epigrafo de f es un conjunto cerrado en Rn+1.

SeaX∗ el espacio dual deX (véase [49]). También 〈·, ·〉 denota el producto
interior en X o en A(x) para todo x ∈ X.

Ahora, se introducirá el concepto de subdiferencial de una función con-
vexa. Es importante mencionar que este concepto generaliza el concepto de
derivada clásica (véase Ejemplo 1.3.6 abajo).

De�nición 1.3.5 La subdiferencial de una función convexa f : Rn → R en
el punto x ∈ Rn está de�nida como

∂f(x) = {s ∈ X∗ | f(y) ≥ f(x) + 〈s, y − x〉 para todo y ∈ Rn} .

En este caso en particular X∗ representa el dual de Rn. Una función se dice
que es subdiferenciable, si ∂f(x) 6= ∅.

Ejemplo 1.3.6 Sea f : R → R una función de�nida por f(x) =| x |. En-
tonces

∂f(x) =


{−1} si x < 0

{1} si x > 0

[−1, 1] si x = 0.

Observe que esta función no es diferenciable en 0, sin embargo sí es subdife-
renciable en 0.
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El siguiente lema a�rma que para toda función convexa existe la subdi-
ferencial en x ∈ Rn. Para la demostración véase [8].

Lema 1.3.7 Sea f : Rn → R una función convexa y x ∈ int dom(f). En-
tonces, ∂f(x) 6= ∅.

De�nición 1.3.8 Una función f : X → R es Fréchet diferenciable en x
si existe alguna g∗ ∈ X∗ tal que

lím
h→0

f(x+ h)− f(x)− 〈g∗, h〉
|h|

= 0,

g∗ es llamada la derivada de Fréchet de f en x y puede ser escrita como f ′(x)

o
df

dx
.

De�nición 1.3.9 La subdiferencial de Fréchet de f : X → R es

∂Ff(x) =

{
g∗ ∈ X∗ : lím ínf

h→0

f(x+ h)− f(x)− 〈g∗, h〉
|h|

≥ 0

}
,

y f es Fréchet subdiferenciable si ∂Ff(x) es no vacío. Similarmente, la su-

perdiferencial de Fréchet de f es

∂Ff(x) =

{
g∗ ∈ X∗ : lím sup

h→0

f(x+ h)− f(x)− 〈g∗, h〉
|h|

≤ 0

}
,

y es Fréchet superdiferenciable si ∂Ff(x) es no vacío.

Observación 1.3.10 Una función f es Fréchet diferenciable en x0 si y sólo
si f es a la vez Fréchet subdiferenciable y superdiferenciable en x0 en este
caso {df(x0)} = ∂Ff(x) = ∂Ff(x).

Debe observarse que la subdiferencial presentada en la de�nición prece-
dente generaliza la subdiferencial del análisis convexo clásico (véase [8], [12],
[48]). Recuerde que si f es una función convexa, la subdiferencial clásica de
f en un punto x se de�ne por

∂f(x) = {p ∈ X∗ | 〈p, y − x〉 ≤ f(y)− f(x) ∀y ∈ X} .
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1.3.2 Regularización de Moreau-Yosida

De�nición 1.3.11 Sea f : Rn → R una función propia (véase De�nición
1.3.2 (c)) y convexa. Se de�ne la regularización de Moreau-Yosida de f para
λ > 0 y para cada x ∈ Rn como

F (x) = mín
y∈Rn

{
f(y) +

λ

2
‖ y − x ‖2

}
, (1.16)

y

p(x) = argmín
y∈Rn

{
f(y) +

λ

2
‖ y − x ‖2

}
. (1.17)

Donde el argmín está de�nido como en el Teorema 1.2.3. Observe que el
operador proximal p(x) está bien de�nido, ya que, la función a minimizar es
estrictamente convexa (véase 1.3.14 abajo) y por lo tanto el minimizador es
único (véase [8], [48]). Debido a la unicidad se usará la notación p(x) como
un punto. Es importante mencionar que tanto los siguientes lemas como su
demostración aparecen en [8].

Para ver más detalles del siguiente ejemplo véase [6].

Ejemplo 1.3.12 Sea f : R → R una función de�nida por f(x) = |x|, para
cada x ∈ X. Entonces

F (x) = mín
y∈R

{
f(y) +

λ

2
(y − x)2

}
= mín

y∈R

{
|y|+ λ

2
(y − x)2

}
= mín

y∈R

{
|y|+ λ

2

(
y2 − 2xy + x2

)}
.

Es fácil ver que si x ≥ 0, entonces y ≥ 0 ó si x < 0, entonces y < 0. Entonces

F (x) = mín
η≥0

mín
|y|=η

{
η +

λ

2

(
η2 − 2|x|η + x2

)}
=

λ

2
x2 +

λ

2
mín
η≥0

mín
|y|=η

{
η2 + 2

(
1

λ
− |x|

)
η

}
. (1.18)

Ahora, observe que si
1

λ
− |x| ≥ 0, es decir, |x| ≤ 1

λ
, entonces η = 0 y

F (x) =
λ

2
x2. Por otro lado,

1

λ
−|x| < 0, es decir, |x| > 1

λ
, entonces derivando
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con respecto a η e igualando a cero se obtiene que

2η + 2(
1

λ
− |x|) = 0.

Despejando η se obtiene que η = |x| − 1

λ
, sustituyendo en la ecuación (1.18)

se llega a que

F (x) =
λ

2
x2 +

λ

2
mín
η≥0

mín
|y|=η

{
η2 + 2

(
1

λ
− |x|

)
η

}
=

λ

2
x2 +

λ

2

{(
|x| − 1

λ

)2

+ 2

(
1

λ
− |x|

)(
|x| − 1

λ

)}
= |x| − 1

2λ
.

Por lo tanto,

F (x) =


λ

2
x2 si |x| ≤ 1/λ

|x| − 1

2λ
si |x| > 1/λ

y

p(x) =


0 si |x| ≤ 1/λ

x− 1

λ
si x > 1/λ

1

λ
+ x si x < −1/λ,

para cada x ∈ X.

Proposición 1.3.13 Si f : Rn → R es una función propia, entonces F ,
dada en la De�nición 1.3.11 es una función �nita valuada.

Demostración. Si f es una función propia, entonces existe x ∈ Rn tal que
f(x) <∞. De esta manera, F es �nita valuada, ya que,

F (x′) ≤ f(x) +
λ

2
‖ x− x′ ‖2<∞,

para algún x′ ∈ Rn.



1.3 Regularización basada en envolventes de Moreau-Yosida 17

Proposición 1.3.14 Si f : Rn → R es una función convexa, entonces F ,
dada en la De�nición 1.3.11 es una función convexa. Además, la función

de�nida por gλ(x, ω) = f(ω) +
λ

2
‖ ω − x ‖2 es estrictamente convexa en ω.

Demostración. Sean x, x′ ∈ Rn y β ∈ (0, 1), entonces

βF (x) + (1− β)F (x′)

= βf(p(x)) + (1− β)f(p(x′))

+
λ

2

(
β ‖ p(x)− x ‖2 +(1− β) ‖ p(x′)− x′ ‖2

)
≥ f(βp(x) + (1− β)p(x′))

+
λ

2
‖ βp(x) + (1− β)p(x′)− (βx+ (1− β)x′) ‖2

≥ F (βx+ (1− β)x′)

Por otro lado, nótese que la función norma ‖ · ‖ es estrictamente convexa
(recuérdese que se está hablando de la norma euclidiana), entonces gλ es
estrictamente convexa, ya que es la suma de una función convexa con una
función estrictamente convexa.

Corolario 1.3.15 Si f : Rn → R es una función propia y convexa, entonces
p(x) es único para cada x ∈ X.

Demostración. Es una consecuencia directa de la Proposición 1.3.14 y
del Lema 1.3.3.

Lema 1.3.16 Si f : Rn → R es una función i.s.c., propia y convexa, enton-
ces p(x) es continuo en x ∈ Rn.

Demostración. Véase Teorema 2.26 en [48].

Proposición 1.3.17 Si f : Rn → R es una función i.s.c., propia y convexa,
entonces F , dada en la De�nición 1.3.11 es una función diferenciable con
gradiente, dado para x ∈ Rn, por

∇F (x) = λ (x− p(x)) ,

en donde, F y λ son como en la De�nición 1.3.11 arriba.
Más aún,

‖ ∇F (x)−∇F (x′) ‖≤ λ 〈∇F (x)−∇F (x′), x− x′〉
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y
‖ ∇F (x)−∇F (x′) ‖≤ λ ‖ x− x′ ‖,

para todo x, x′ ∈ Rn.

Demostración. Fijemos una dirección arbitraria d ∈ Rn, ‖ d ‖= 1, y sea
t > 0. Por de�nición

F (x+ td)− F (x)

t
=

míny

[
f(y) +

λ

2
‖ y − x− td ‖2

]
t

−
mínw

[
f(w) +

λ

2
‖ w − x ‖

]2

t

≥

[
f(p(x+ td)) +

λ

2
‖ p(x+ td)− x− td ‖2

]
t

−

[
f(p(x+ td)) +

λ

2
‖ p(x+ td)− x ‖2

]
t

=
λ

2

‖ p(x+ td)− x− td ‖2 − ‖ p(x+ td)− x ‖2

t

=
λ

2

‖ p(x+ td)− p(x) + p(x)− x− td ‖2

t

− λ

2

‖ p(x+ td)− p(x) + p(x)− x ‖2

t

=
λ

2

‖ p(x)− x− td ‖2 − ‖ p(x)− x ‖2

t
− λ 〈p(x+ td)− p(x), d〉 (1.19)

en donde se usa que F (x) ≤ f(p(x+td))+
λ

2
‖ p(x+td)−x ‖2. (Nota: Recuerde

que para α, β ∈ Rn se tiene que ‖ α + β ‖2=‖ α ‖2 +2 〈α, β〉+ ‖ β ‖2.
En este caso, para probar la igualdad (1.19) sólo basta sustituir tomando
α = p(x+ td)− p(x), β = p(x)− x− td y γ = p(x)− x.)

Ahora, tomando el límite cuando t −→ 0, p(x + td) −→ p(x) (ya que,
p(x) es continuo véase Lema 1.3.16) lo cual implica que

lím
t−→0

F (x+ td)− F (x)

t
≥ 〈λ(x− p(x)), d〉 .
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Por otro lado, como F (x+ td) ≤ f(p(x)) +
λ

2
‖ p(x)− x− td ‖2,

F (x+ td)− F (x)

t
=

míny

[
f(y) +

λ

2
‖ y − x− td ‖2

]
t

−
mínw

[
f(w) +

λ

2
‖ w − x ‖

]2

t

≤

[
f(p(x)) +

λ

2
‖ p(x)− x− td ‖2

]
t

−

[
f(p(x)) +

λ

2
‖ p(x)− x ‖2

]
t

=
λ

2

‖ p(x)− x− td ‖2 − ‖ p(x)− x ‖2

t

Otra vez, tomando el límite cuando t −→ 0,

lím
t−→0

F (x+ td)− F (x)

t
≤ 〈λ(x− p(x)), d〉 .

Antes de continuar y poder probar las desigualdades restantes, obsérvese
lo siguiente

‖ ∇F (x)−∇F (x′) ‖2 = λ 〈∇F (x)−∇F (x′), x− p(x)− x′ + p(x′)〉
= λ 〈∇F (x)−∇F (x′), x− x′〉
+ λ 〈∇F (x)−∇F (x′), p(x′)− p(x)〉 .

Ahora, se probará que los términos anteriores son negativos. Para ello,
se necesitará lo siguiente (conocido como la monotonicidad de ∂f(x)). Sea
s ∈ ∂f(x) y s′ ∈ ∂f(x′), entonces 〈s− s′, x− x′〉 ≥ 0. Para probar esto, con-
sidérese las desigualdades de los subgradientes asociados con s y s′ aplicados
a x y x′ respectivamente,

f(x′) ≥ f(x) + 〈s, x− x′〉

y
f(x) ≥ f(x′) + 〈s, x− x′〉
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Sumando estas desigualdades se obtiene que 〈s− s′, x− x′〉 ≥ 0. Ahora,
obsérvese que por la optimalidad de p(x) y p(x′),

0 ∈ ∂
(
f(p(x)) +

λ

2
‖ p(x)− x ‖2

)
y

0 ∈ ∂
(
f(p(x′)) +

λ

2
‖ p(x′)− x′ ‖2

)
.

Así, ∇F (x) = λ(x − p(x)) ∈ ∂f(p(x)) y ∇F (x′) = λ(x′ − p(x′)) ∈
∂f(p(x′)). Usando la monotonicidad de ∂f ,

〈∇F (x)−∇F (x′), p(x′)− p(x)〉 ≤ 0. (1.20)

La prueba de la última desigualdad se obtiene de la desigualdad (1.20),

‖ ∇F (x)−∇F (x′) ‖2 ≤ λ 〈∇F (x)−∇F (x′), x− x′〉
≤ λ ‖ ∇F (x)−∇F (x′) ‖‖ x− x′ ‖ .

Por lo tanto,

‖ ∇F (x)−∇F (x′) ‖≤ λ ‖ x− x′ ‖ .



Capítulo 2

PROBLEMAS ABIERTOS Y
ANTECEDENTES

2.1 Problemas abiertos

En esta sección se presentan los problemas que se tratarán y se resolverán es
los siguientes capítulos de este trabajo. Los problemas que se abordan están
motivados principalmente en perturbar el modelo original de un PDM de tal
manera que el modelo perturbado presente características que nos ayuden a
obtener unicidad en la política óptima o diferenciabilidad tanto en la política
óptima como en la función de valor óptimo. Además, de encontrar cotas de
convergencia para las políticas provenientes del método de iteración de valo-
res.
Considérese un proceso de decisión de Markov descontado �jo, asociado a
un modelo de control de Markov (X,A, {A(x)|x ∈ X}, Q, c), el cual le lla-
maremos proceso original y será denotado por M . Se supondrá que el PDM
original tiene una política óptima única. Ahora, dado el PDM original, se
construirá un nuevo PDM con las mismas componentes del MCM asociado
al proceso original, excepto en la función de costo, la cual se remplazará por
otra función de costo c∗ o ĉ que di�ere del costo por una función apropiada.
A la nueva función de costo le llamaremos costo perturbado. Al PDM con
el MCM (X,A, {A(x)|x ∈ X}, Q, c∗ o ĉ) le llamaremos PDM perturbado. A
continuación se presentarán los problemas que se resuelven en este trabajo:

1. Encontrar formas de perturbar la función de costo c, de tal manera que
la política óptima y la función de valor óptimo del PDM original y el

21
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PDM perturbado coincidan.

2. Garantizar que en el modelo perturbado la política óptima f ∗ siempre
sea única.

3. Dado un PDM no necesariamente diferenciable, encontrar un nuevo
PDM perturbado de tal manera que se pueda garantizar la diferencia-
bilidad de la política óptima y de la función de valor óptimo del PDM
perturbado.

4. Encontrar una forma de perturbar el PDM original, en la cual no ne-
cesariamente se tenga convexidad estricta, para poder garantizar con-
vexidad estricta en el modelo perturbado.

5. Encontrar cotas de convergencia para las políticas provenientes del mé-
todo de iteración de valores.

2.2 Antecedentes

En esta sección se dará un resumen de los antecedentes que existen en la
literatura relacionados con problemas planteados en la sección anterior.

2.2.1 Condiciones para la unicidad de las políticas óp-

timas de un proceso de decisión de Markov

En el trabajo de Daniel Cruz-Suárez, Raúl Montes-de-Oca y Francisco Salem-
Silva (véase [16]) se presentan condiciones, las cuales garantizan la unicidad
de las políticas óptimas. Dichas condiciones que se presentan son sobre el
espacio de estados X, el espacio de acciones A, el conjunto de acciones ad-
misibles A(x), x ∈ X, la ley de transición Q y la función de costo c ≥ 0.
Sea X un espacio de Borel y supóngase también que X es completo y par-
cialmente ordenado. Por simplicidad denotaremos el orden parcial en X por
�≺�. Más aún, se dice que una función g : X → R es creciente si para cada
x, y ∈ X, x ≺ y implica que g(x) ≤ g(y), donde ≤ es el orden usual en R.

De�nición 2.2.1 Sea X un espacio de Borel completo y parcialmente orde-
nado. Suponga que P y P ′ son dos medidas de probabilidad en (X,B(X)). Se
dice que P ′ domina a P estocásticamente si

∫
gdP ≤

∫
gdP ′ para toda
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g : X → R medible, acotada y creciente. Si P ′ domina a P estocásticamente

lo denotaremos por P
st

≤ P ′.

Condición 2.2.2 (a) X es un subconjunto convexo de Rn, para algún en-
tero positivo n.

(b) A es un subconjunto convexo de Rm, para algún entero positivo m.

(c) (1 − β)a + βa′ ∈ A((1 − β)x + βx′), para todo x, x′ ∈ X, a ∈ A(x),
a′ ∈ A(x′) y β ∈ [0, 1]. Además, se supone también lo siguiente: si
x, y ∈ X, x < y, entonces A(x) ⊂ A(y), y A(x) es convexo para todo
x ∈ X.

(d) Q es inducida por la ecuación en diferencias xt+1 = F (xt, at, ξt), con
t = 0, 1, . . ., en donde F : X×A×S → X es una función medible y {ξt}
es una sucesión de variables aleatorias independientes e idénticamente
distribuidas (i.i.d) con valores en S ⊆ R y con densidad común ∆. En
resumen, se supone que F (·, ·, s) es una función convexa en K, para
cada s ∈ S; y si x, y ∈ X, x < y, entonces F (x, a, s) ≤ F (y, a, s) para
cada a ∈ A(x) y s ∈ S.

(e) c es convexo en K, y si x, y ∈ X, x < y, entonces c(x, a) ≤ c(y, a) para
cada a ∈ A(x).

Condición 2.2.3 (a) Lo mismo que en la Condición 2.2.2 (a) y (b).

(b) (1− β)a+ a′ ∈ A((1− β)x+ x′) para todo x ∈ X, a ∈ A(x), a′ ∈ A(x′)
y β ∈ [0, 1]. Además, también se supone que A(x) es convexo para cada
x ∈ X.

(c) Q es dada por la relación xt+1 = γxt + δat + ξt, t = 0, 1, . . ., donde {ξt}
son variables aleatorias i.i.d con valores en S ⊆ R y con densidad ∆,
γ y δ son números reales.

(d) c es estrictamente convexo en K.

Condición 2.2.4 (a) X es un espacio completo y parcialmente ordenado.

(b) Suponemos lo siguiente: si x, y ∈ X, con x < y, entonces A(y) ⊂ A(x).
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(c) Existe f ∈ F, tal que

Q(· | x, f(x))
st

≤ Q(· | x, a),

para todo x ∈ X, a ∈ A(x). Más aún, se supone que

c(x, f(x)) < c(x, a), (2.1)

para todo x ∈ X, y a ∈ A(x), a 6= f(x) (note que, en este caso, f es la
única política estacionaria que satisface (2.1)).

(d) Si x, y ∈ X con x < y, entonces

Q(· | x, a)
st

≤ Q(· | y, a),

para todo a ∈ A(y).

(e) Si x, y ∈ X, x < y, entonces c(x, a) ≤ c(y, a), para todo a ∈ A(y).

Teorema 2.2.5 Supóngase que la Condición 1.1.5 se cumple. Entonces exis-
te una única política estacionaria bajo cada Condición 2.2.2, 2.2.3 o 2.2.4.

2.2.2 Convergencia uniforme de las políticas de itera-

ción de valores para procesos de decisión de Mar-

kov descontados

En el trabajo de Daniel Cruz-Suárez y Raúl Montes-de-Oca (véase [17]) se
asume la unicidad de la política óptima, ésta será denotada por f ∗ y bajo esta
condición se dan otras condiciones adicionales para demostrar la convergen-
cia uniforme de las políticas provenientes del método de iteración de valores.
Donde una condición fundamental para demostrar tanto la convergencia pun-
tual como la convergencia uniforme es la compacidad sobre el conjunto de
acciones admisibles.

Condición 2.2.6 (a) La multifunción x → A(x) es semicontinua supe-
riormente y cerrada valuada.

(b) c(·, ·) es una función continua en K.
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(c) Las integrales ∫
Vn(y)Q(dy | x, a), n = 1, 2, . . . ,

y ∫
V ∗(y)Q(dy | ·, ·),

son �nitas y continuas en K.

Condición 2.2.7 (a) El espacio de acciones A es un conjunto compacto.

(b) La multifunción x→ A(x) es compacta valuada.

(c) La función de costo en una etapa es estrictamente acotada, es decir,
existe una sucesión no decreciente de conjuntos compactos Xn ↑ X,
n→∞ y An ↑ A, n→∞ tal que Λn := Xn×An es un subconjunto de
K, y

lím
n→∞

ínf
(x,a)∈Λc

n

c(x, a) = +∞,

donde Λc
n denota el complemento de Λn.

Notación 2.2.8 1. Para x ∈ X, denote

Â(x) := Aυ∗(x)(x) = {a ∈ A(x) | c(x, a) ≤ υ∗(x)} ,

donde υ∗ es la función de valor óptimo como en la De�nición 1.1.3.

2. Denote
K̂ς :=

{
(x, a) ∈ K | x ∈ ς, a ∈ Â(x)

}
,

donde ς ⊂ X es un conjunto compacto no vacío.

Lema 2.2.9 Asuma que las Condiciones (2.2.6(a)), (2.2.6(b)) y (2.2.6(c))
se cumplen. Entonces, cada una de las Condiciones (2.2.7(a)), (2.2.7(b))
y (2.2.7(c)) implican que K̂ς es un conjunto compacto para cada conjunto
compacto no vacío ς ⊂ X.

Lema 2.2.10 Asuma que la Condición (2.2.6) y una de las Condiciones
(2.2.7(a)), (2.2.7(b)) y (2.2.7(c)) se cumple. Entonces, la política óptima
estacionaria f ∗ es una función continua.
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Lema 2.2.11 Asuma que la Condición (2.2.6) se cumple. Entonces, Gn con-
verge uniformemente a G en cada subconjunto compacto de K.

Lema 2.2.12 Bajo la Condición (2.2.6) y bajo alguna de las Condiciones
(2.2.7(a)), (2.2.7(b)) y (2.2.7(c)) se cumplen. Entonces, para cada compacto
no vacío ς ⊂ X, se cumple lo siguiente: para cada ε > 0, existe δ > 0 tal
que, para todo (x, a) ∈ K̂ς , si

| G(x, f ∗(x))−G(x, a) |< δ

entonces
ϕ(f ∗(x), a) < ε.

Teorema 2.2.13 Supóngase que la Condición (2.2.6) y una de las Condi-
ciones (2.2.7(a)), (2.2.7(b)) y (2.2.7(c)) se cumplen. Entonces {fn} converge
uniformemente sobre conjuntos compactos a f ∗.

2.2.3 Teorema de la envolvente y algunas aplicaciones

a procesos de decisión de Markov descontados

En el artículo realizado por Hugo Cruz-Suárez y Raúl Montes-de-Oca (véase
[19]) se presenta el teorema de la envolvente en espacios Euclideanos, con
el objetivo de analizar un problema de optimización y obtener las corres-
pondientes función de valor óptimo y política óptima, usando técnicas de
diferenciación. En esta sección se de�nirá nuevamente un MCM, debido a
que en el trabajo [19] se usa un criterio de rendimiento similar al criterio
de costo total descontado descrito en el capítulo de Preliminares. En este
trabajo se presenta el teorema de la envolvente para PDMs de dos maneras:

• Usando condiciones de concavidad y diferenciabilidad

• Sólo usando condiciones de diferenciabilidad.

Notaciones Preliminares:
Sean W , Y y Z espacios Euclideanos. Para algún subconjunto B ⊂ W ,

un punto x ∈ B es llamado punto interior de B si existe un conjunto abierto
U tal que x ∈ U ⊂ B. El interior de B es el conjunto de todos los puntos
interiores de B y es denotado por int(B).
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Dado η : W → Z una función. La función inversa de η (si tal función
existe) es denotada por η−1. Además, si η es diferenciable, su derivada es
denotada por η′.

Suponga que Ŵ es un subconjunto de W × Y .
Sea θ : Ŵ → Z una función. Supóngase que θ = θ(w, y) es dos veces

diferenciable. Las derivadas parciales con respecto a w y y son denotadas por
θw y θy, respectivamente. La notación para las segundas derivadas parciales
de θ con respecto a w y y son θww y θyy, respectivamente.

También, para φ = 1, 2, defínase

Cφ(Ŵ ;Z) :=
{
θ : Ŵ → Z | la derivada parcial de orden φ de θ

existe y es continua} .

Ahora, sea (X,A, {A(x) | x ∈ X} , Q, r) un modelo de control de Markov
�jo, donde

(a) X y A son (no vacíos) ambos espacios de Borel de Rp y Rm (p,m ≥ 1
enteros), respectivamente. X y A son llamados el espacio de estados y
de acciones, respectivamente.

(b) A(x) representa el conjunto de acciones admisibles en el estado x.

(c) Q es ley de transición.

(d) r : K → R es una función medible, llamada función de recompensa en
un paso.

Ahora, para cada política π y estado inicial x ∈ X, considérese

Υ(π, x) := Eπ
x

[
∞∑
t=0

αtr(xt, at)

]
,

Υ(π, x) es llamado el criterio de la recompensa total esperado descontado,
donde α ∈ (0, 1) es el factor de descuento.

Recuerde que para PDMs, K := {(x, a) : x ∈ X, a ∈ A(x)}. Sea Ψ : K→
R una función medible. Supóngase que existe una función Φ̂ : X → R tal que
Ψ(x, a) ≤ Φ̂(x), para todo x ∈ X y a ∈ A(x). De�na ψ : X → R por

ψ(x) = sup
a∈A(x)

Ψ(x, a),

para todo x ∈ X.
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Condición 2.2.14 (a) Ψ ∈ C2(int(K),R). Más aún, Ψaa(x, ·) es de�nida
negativa, para cada x ∈ X.

(b) Existe una función h : X → A tal que h(x) ∈ int(A(x)) y ψ(x) =
Ψ(x, h(x)), para cada x ∈ X.

Teorema 2.2.15 Asuma que la Condición 2.2.14 se cumple. Entonces h ∈
C1(int(X);A), ψ ∈ C2(int(X);R), entonces se obtiene la siguiente fórmula
de la envolvente

ψ′(x) = Ψx(x, h(x)),

para todo x ∈ int(X).

El problema de control óptimo consiste en determinar una política π∗, tal
que:

Υ(π∗, x) = sup
π∈Π

Υ(π, x),

x ∈ X, y π∗ es llamada política óptima. La función Φ de�nida por

Φ(x) := sup
π∈Π

Υ(π, x),

para todo x ∈ X, es llamada función de valor óptimo.
Supóngase que Q es inducida por la ecuación en diferencias

xt+1 = F (xt, at, ξt),

con t = 0, 1, . . ., en donde F : X × A × S → X es una función medible y
{ξt} es una sucesión de variables aleatorias independientes e idénticamente
distribuidas (i.i.d) con valores en S ⊆ R y con densidad común ∆ y función
de distribución de probabilidad µ. Obsérvese que en este caso r es una función
de recompensa en un paso.

Sea G∞ : K→ R la función de�nida por

G∞(x, a) := r(x, a) + α

∫
Φ(y)Q(dy | x, a).

Condición 2.2.16 (a) r ∈ C2(int(K);R).

(b) F (·, ·, s) ∈ C2(int(K);X) para cada s ∈ S. Además tiene inversa en la
tercera variable R : K ×X → S tal que R(·, ·, s) ∈ C2(int(K ×X);S)
y | detR(3)(·, ·, s) |∈ C2(int(K);R), para todo s, en donde en este caso
R(3) denota la derivada de R en la tercera variable, y el determinante
de R(3) es denotado por detR(3).
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(c) S es un conjunto abierto y ∆ ∈ C2(int(S);R).

(d) El intercambio entre derivadas e integrales es válido.

Lema 2.2.17 Bajo la Condición 2.2.16, G∞ ∈ C2(int(K);R).

Condición 2.2.18 (a) A(x) es convexo, para cada x ∈ X.

(b) G∞(x, ·) es de�nida negativa, para cada x ∈ X.

(c) f(x) ∈ int(A(x)), para cada x ∈ X.

Teorema 2.2.19 Supóngase que las Condiciones 2.2.16 y 2.2.18 se cumplen.
Entonces f ∈ C1(int(X);A) y Φ ∈ C2(int(X);R).

Lema 2.2.20 Si se cumplen las Condiciones 2.2.16 y 2.2.18. Entonces, exis-
te una única política estacionaria f tal que f(x) ∈ int(A(x)), para cada
x ∈ X.

Lema 2.2.21 G∞ ∈ C2(int(K);R) y G∞aa(x, ·) > 0, para cada x ∈ X.

Lema 2.2.22 Φ ∈ C2(int(X;R) y f ∈ C1(int(X;A).

Resultados para el Caso no Cóncavo

Condición 2.2.23 (a) Existe una función h : X → A tal que h(x) ∈
int(A(x)) y ψ(x) = Ψ(x, h(x)), para cada x ∈ X.

(b) Ψ ∈ C2(int(K);R) y el determinante de Ψaa(x, h(x)) es diferente de
cero, para cada x ∈ X.

Condición 2.2.24 (a) f es única y f(x) ∈ int(A(x)), para cada x ∈ X.

(b) G∞ ∈ C2(int(K);R) y el determinante de G∞aa(x, f(x)) es diferente de
cero, para cada x ∈ X.

Teorema 2.2.25 Asuma que las Condiciones 2.2.23 se cumple. Entonces
h ∈ C1(int(X);A), ψ ∈ C2(int(X);R), y la siguiente fórmula de la envol-
vente se cumple

ψ′(x) = Ψx(x, h(x)),

para todo x ∈ int(X).

Teorema 2.2.26 Asuma que la Condición 2.2.16 y 2.2.24 se cumplen. En-
tonces f ∈ C1(int(X);A), y Φ ∈ C2(int(X);R).
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2.2.4 No unicidad versus unicidad de las políticas ópti-

mas en procesos de decisión de Markov convexos

Raúl Montes-de-Oca, Enrique Lemus-Rodríguez y Francisco Salem-Silva en
el trabajo [16] proponen un método de perturbación, que se puede probar en
el modelo resultante, bajo hipótesis de convexidad sobre el espacio de estados
X, el conjunto de acciones A, la ley de transición Q y la función de costo
c, que tiene una política óptima única. Es importante mencionar que en el
trabajo [16], tanto el espacio de estados X como el conjunto de acciones A
son ambos subconjuntos de R.

Para η > 0, considere el siguiente PDM denotado porMη con el modelo de
control (X,A, {A(x) : x ∈ X} , Q, c), donde c(x, a) = c(x, a)+ηa2, (x, a) ∈ K,
donde c es la función de costo para M .

Condición 2.2.27 1. X y A son convexos;

2. (1 − β)a + a′ ∈ A((1 − β)x + x′) para todo x, x′ ∈ X, a ∈ A(x),
a′ ∈ A(x′) y β ∈ [0, 1]. Además, también se supone que: si x, y ∈ X,
x < y, entonces A(y) ⊆ A(x), y A(x) son convexos para cada x ∈ X;

3. Q es inducida por la ecuación en diferencias xt+1 = F (xt, at, ξt), con
t = 0, 1, . . ., donde F : X × A× S → X es una función medible y {ξt}
es una sucesión de variables aleatorias independientes e idénticamente
distribuidas (i.i.d) con valores en S ⊆ R y con densidad común ∆. En
resumen, se supone que F (·, ·, s) es una función convexa en K, para
cada s ∈ S; y si x, y ∈ X, x < y, entonces F (x, a, s) ≤ F (y, a, s) para
cada a ∈ A(x) y s ∈ S;

4. c es convexo en K, y si x, y ∈ X, x < y, entonces c(x, a) ≤ c(y, a) para
cada a ∈ A(y).

Condición 2.2.28 1. Lo mismo que en la Condición 2.2.27 (1);

2. (1−β)a+a′ ∈ A((1−β)x+x′) para todo x, x′ ∈ X, a ∈ A(x), a′ ∈ A(x′)
y β ∈ [0, 1]. Además, también se supone que A(x) son convexos para
cada x ∈ X;

3. Q es dada por la relación xt+1 = γxt + δat + ξt, t = 0, 1, . . ., donde {ξt}
son variables aleatorias i.i.d con valores en S ⊆ R y con densidad ∆,
γ y δ son números reales.
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4. c es convexo en K.

Condición 2.2.29 Existe una política φ tal que

Eφ
x

[
∞∑
t=0

αtc(xt, at)

]
<∞,

para cada x ∈ X.

Condición 2.2.30 Existe una función medible Z : X → R, la cual podría
depender de α, tal que c(x, a)−c(x, a) = ηa2 ≤ ηZ(x), y

∫
Z(y)Q(dy | x, a) ≤

Z(x) para cada x ∈ X y a ∈ B(x).

Para Mη, L∗, l∗ y ln, n = 1, 2, . . ., denotarán la función de valor óptimo,
la política óptima y las políticas provenientes de iteración de valores, respec-
tivamente. Más aún, sea $n, n = 1, 2, . . ., las correspondientes funciones de
iteración de valores para Mη.

Teorema 2.2.31 Supóngase que se cumplen las Condiciones 1.1.5 y 2.2.29,
y que para M , también una de las dos Condiciones 2.2.27 ó 2.2.28 se cum-
plen. Sea η un número positivo. Entonces,

(a) Si A es compacto, entonces | L∗(x) − υ∗(x) |< ηK2/(1 − α), x ∈ X,
donde K es el diámetro de un conjunto compacto D tal que 0 ∈ D y
A ⊆ D.

(b) Bajo la Condición 2.2.30, se tiene que | L∗(x)−υ∗(x) |< ηZ(x)/(1−α),
x ∈ X.

Corolario 2.2.32 Supóngase que se cumplen las Condiciones 1.1.5 y 2.2.29
y que para M , una de las dos Condiciones 2.2.27 ó 2.2.28 se cumplen (por
tanto, M no necesariamente tiene una política óptima única). Sea η un nú-
mero positivo. Si A es compacto o la condición 2.2.30 se cumple, entonces
existe un PDM Mη con una única política óptima l∗, tal que las desigualdades
del Teorema 2.2.31 (a) o (b) se cumplen, respectivamente.
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2.2.5 Una política ε-óptima para procesos de control

estocástico a tiempo discreto

En el trabajo que se desarrolla en [54] se da una versión del principio varia-
cional de Ekeland para procesos de decisión de Markov descontados a tiempo
discreto, donde el modelo perturbado se hace en base a una política ε-óptima
(véase [9], [54], [45]), sin embargo en este trabajo no se prueba la medibilidad
de la política óptima para el modelo perturbado y no se trabaja la unicidad
de ella.

De�nición 2.2.33 Para ε > 0, una política πε ∈ Π es llamada ε-óptima en
un estado inicial x si

V (πε, x) ≤ υ∗(x) + ε.

Si πε es ε-óptima para cada estado inicial x, ésta es llamada ε-óptima.

En este caso se tratarán los tres siguientes casos para la función de costo.

(D) Si 0 < α < 1 y para algún N ∈ R, | c(x, a) |≤ N para cada (x, a) ∈ K.

(P) Si α = 1 y 0 ≤ c(x, a), para cada (x, a) ∈ K.

(N) Si α = 1 y c(x, a) ≤ 0, para cada (x, a) ∈ K.

Lema 2.2.34 Para un estado inicial x ∈ X y para alguna política π ∈ Π,
existe una política Markoviana πM ∈ ΠM tal que

V (πM , x) = V (π, x).

En el siguiente lema se demuestra la existencia de políticas ε-óptimas. La
demostración se puede consultar en Bertsekas and Shreve [10], Proposición
9.19.

Lema 2.2.35 Para cada ε > 0, existe una política ε-óptima markoviana no
aleatorizada y si 0 < α < 1 ésta puede ser tomada estacionaria.

Sea N(X) el conjunto de todas las funciones real valuadas enX, las cuales
son inferiormente semicontinuas. De�nimos los operadores T y Tf en N(X)
de la siguiente manera: para cada υ ∈ N(X), x ∈ X y a ∈ A(x),

Tυ(x) = c(x, a) + α

∫
X

υ(y)Q(dy | x, a),
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Tfυ(x) = c(x, f(x)) + α

∫
X

υ(y)Q(dy | x, f(x)).

El siguiente Teorema es una consecuencia del Teorema 1.2.1. Tanaka (véa-
se [54]) dio una demostración de este teorema.

Teorema 2.2.36 Sea ε > 0. Dada la política ε-óptima f ε del Lema 2.2.35
la cual cumple que

Tfεu(x) ≤ Tu(x) + ε.

Entonces existe f ∗ ∈ F tal que

(i) ϕ(f ε(x), f ∗(x)) ≤
√
ε,

(ii) Tf∗u(x) +
√
εϕ(f ε(x), f ∗(x)) ≤ Tfεu(x) y

(iii) Tf∗u(x) < Tfu(x) +
√
εϕ(f(x), f ∗(x)) para toda f ∈ F\{f ∗}.

A continuación se presentará un Teorema que ha sido aplicado por Tanaka
(véase [54]) a Procesos de Decisión de Markov. En ese artículo se mencionan
los siguientes resultados.

Teorema 2.2.37 Para alguna política ε-óptima πε ∈ Π, existe una política
no aleatorizada markoviana π∗ = (f ∗0 , f

∗
1 , . . .) ∈ Π tal que para todo estado

inicial xo = x ∈ X,

υ∗(x) + ε
∞∑
k=0

αk+1E [ϕ(f ∗k (xk), f
ε
k(xk)) | x0 = x] ≤ V (πε, x)

y
∞∑
k=0

αk+1E [ϕ(f ∗k (xk), f
ε
k(xk)) | x0 = x] ≤ 1.

Tanaka (véase [54]) da una forma de cómo perturbar el Modelo de Control
de Markov, para después enunciar el siguiente teorema:

Teorema 2.2.38 La política π∗ = (f ∗0 , f
∗
1 , . . .) ∈ Π dada en el teorema an-

terior para una política πε ∈ ΠHR (conjunto de políticas no aleatorizadas
Markovianas) es óptima para el problema de minimización perturbado.





Capítulo 3

PERTURBACIÓN BASADA EN
EL PRINCIPIO VARIACIONAL
DE EKELAND

Desde el punto de vista clásico (por ejemplo, el concepto de Hadamard sobre
problemas bien planteados [1]) en un modelo matemático la existencia y uni-
cidad de soluciones siempre han sido una de las principales preocupaciones
de la matemática aplicada. Sin embargo, en muchos ejemplos de optimiza-
ción no siempre es posible garantizar tanto la existencia como la unicidad,
inclusive si se tienen condiciones que aseguren la existencia de soluciones,
la unicidad de éstas no se obtiene de manera automática. Por ejemplo, en
la programación lineal, incluso tenemos el caso extremo de que cuando hay
dos vectores óptimos diferentes, todas sus combinaciones lineales convexas
resultan también ser óptimas automáticamente.

La no unicidad puede ser intrínseca al sistema o puede ser estructural-
mente no estable, es decir, una versión ligeramente perturbada del sistema
original puede presentar unicidad. En este capítulo se indagará si la propie-
dad es genérica, es decir, si para alguna familia de procesos de decisión de
Markov descontados (PDM), siempre en el caso de que un sistema presen-
te no unicidad de la política óptima puede perturbarse de tal manera que
la política óptima y función de valor óptimo del modelo perturbado y del
modelo original coincidan y además el modelo perturbado tenga una polí-
tica óptima única. Anteriormente se obtuvieron resultados en este sentido
(ver [38]) bajo restricciones de convexidad. Usando el principio variacional
de Ekeland (véase [21], Sección 2.1, pág. 6 en [12], y la Proposición 1.43, p. 31
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en [48]), es posible obtener nuevos resultados interesantes sin las restricciones
de convexidad, lo que hace que el artículo [38] sea obsoleto.

Vale la pena mencionar que el presente resultado (véase el Teorema 3.3.2
abajo) se cumple bajo condiciones bastante generales y poco restrictivas (ver
Condición 1.1.5 atrás), que satisfacen una gran familia de PDMs.

Cabe destacar que el resultado principal (véase Teorema 3.3.2 abajo) de
este capítulo, no es una consecuencia directa del principio variacional de
Ekeland. Sin embargo, la demostración sigue de cerca el patrón de la prueba
original de Ekeland, que, como él mismo a�rma, es una adaptación de [11]
(véase también el comentario 2.1.4, p. 9 en [12]). En particular, es necesario
hacer la prueba paso a paso para establecer la medibilidad de la política
óptima, lo cual no sigue automáticamente del resultado clásico.

Es importante mencionar que Tanaka (en [54]) presenta una versión del
teorema de Ekeland para PDMs, relacionada con las políticas ε-optimas, pero
no discute la unicidad.

Este capítulo está organizado de la siguiente manera: en primer lugar se
presenta un resultado en relación con la existencia de un único maximal,
entonces se da el resultado principal y su prueba. Por último, se incluyen
algunas observaciones y comentarios.

3.1 Modelo perturbado usando el principio va-

riacional de Ekeland

Sea (X,A, {A(x) | x ∈ X}, Q, c) un MCM asociado a un PDM descontado
�jo, el cual será denotado por M y lo llamaremos proceso original. En lo
que resta de este capítulo, se supondrá que el proceso original M satisface la
Condición 1.1.5 (a), (b) y (c). La Condición 1.1.5 (a), (b) y (c) para el proceso
M no será mencionada en cada lema o teorema en este capítulo, pero se
supone que se cumple. Más aún, dado un modeloM sea f ∗ la correspondiente
política óptima cuya existencia está asegurada en el Lema 1.1.6, la cual no
necesariamente es única.

Dado ε un número entero positivo el cual se supondrá que es �jo en
el resto del capítulo. Ahora sea el siguiente PDM, denotado por Mε (del
proceso originalM): (X,A, {A(x) | x ∈ X}, Q, c∗), donde c∗(x, a) = c(x, a)+
εϕ (a, f ∗(x)), x ∈ X, a ∈ A(x) y f ∗ como en el Lema 1.1.6, donde c es
la función de costo original de M . Nótese que ambos PDMs, M y Mε, son
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iguales excepto por la función de costo; más aún, el conjunto de F políticas
estacionarias en el mismo para ambos modelos (en particular, el conjunto Π
de todas las políticas admisibles es también el mismo para ambos modelos).
Mε le llamaremos proceso perturbado basado en el principio variacional de
Ekeland.

ParaMε, seaW (π, x) el costo total descontado cuando se aplica la política
π, dado el estado inicial x, y w∗ denota su correspondiente función de valor
óptimo.

Observación 3.1.1 Observe que ahora el criterio de rendimiento para el
proceso perturbado está de�nido como

w∗(π, x) = Eπ
x

[
∞∑
t=0

αtc∗(xt, at)

]

= Eπ
x

[
∞∑
t=0

αt [c(xt, at) + εϕ (at, f
∗(xt))]

]

= Eπ
x

[
∞∑
t=0

αtc(xt, at)

]
+ εEπ

x

[
∞∑
t=0

αtϕ (at, f
∗(xt))

]

= v(π, x) + εEπ
x

[
∞∑
t=0

αtϕ (at, f
∗(xt))

]
,

donde α ∈ (0, 1) es el factor de descuento, para cada x ∈ X y π ∈ Π.

3.2 Existencia de una política óptima maximal

para el modelo perturbado

Defínase para cada x ∈ X, una relación de orden en el conjunto de acciones
admisibles A(x), de la siguiente manera, para a1, a2 ∈ A(x),

a1 ≺ a2 si y sólo si G(x, a2)−G(x, a1) + εϕ(a1, a2) ≤ 0.

Esta relación claramente establece una relación de orden parcial, i.e., es una
relación re�exiva, antisimétrica y transitiva.

Para x ∈ X, un control d ∈ A(x) se le llama maximal para A(x) si a ≺ d
para todo a ∈ A(x).
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Lema 3.2.1 Para cada η ∈ F, existe una única política estacionaria g∗ ∈ F
tal que, para cada x ∈ X, η(x) ≺ g∗(x) y g∗(x) es maximal para A(x).

Demostración. Sea η ∈ F. Se de�nirá una sucesión de políticas estacio-
narias {fk}k=1,2,... de la siguiente manera.
Tómese f1 ≡ η. Defínase, para cada x ∈ X,

S1(x) = {a ∈ A(x) |f1(x) ≺ a} , (3.1)

en donde se supone que el conjunto {(x, a) | x ∈ X y a ∈ S1(x)} es medible,
es decir, la multifunción x� S1(x) es medible.

Como S1(x) 6= ∅, para cada x ∈ X (observe que f1(x) ∈ S1(x)), f2 se
elegirá como se demuestra abajo. Por de�nición de S1(x), x ∈ X, se sigue
que para cada g ∈ S1(x):

0 ≤ εϕ(g, f1(x)) ≤ G(x, f1(x))−G(x, g) (3.2)

≤ G(x, f1(x))− ínf
a∈S1(x)

G(x, a). (3.3)

Considérese que x ∈ X es arbitrario. Nótese que las Condiciones 1.1.5 (a)
y 1.1.5 (b) implican que G(x, ·) es i.s.c. Por tanto, como la función distancia
es continua, implica que el conjunto S1(x) es cerrado. Más aún, es fácil probar
que S1(x) ⊆ {a ∈ A(x) | c(x, a) 6 G(x, f1(x))}. De esta manera, S1(x) es un
conjunto compacto (véase Condición 1.1.5 (a)).

Observe que como G(x, ·) es i.s.c. en S1(x) ⊆ A(x) y S1(x) es compacto,
para cada x ∈ X, por Proposición D.5, p. 182 en [25], se sigue que existe
f2 ∈ F tal que, para todo x ∈ X, f2(x) ∈ S1(x), y

ínf
a∈S1(x)

G(x, a) = G(x, f2(x)).

Ahora, tómese
1

2
εϕ(f1(x), f2(x)) > 0, para cada x ∈ X. Entonces, la

siguiente desigualdad evidentemente se cumple para cada x ∈ X,

G(x, f2(x)) ≤ ínf
a∈S1(x)

G(x, a) +
1

2
εϕ(f1(x), f2(x)). (3.4)

Por (3.3) y (3.4) se obtiene que, para cada x ∈ X,

G(x, f2(x)) ≤ ínf
a∈S1(x)

G(x, a) +
1

2

[
G(x, f1(x))− ínf

a∈S1(x)
G(x, a)

]
=

1

2

[
G(x, f1(x)) + ínf

a∈S1(x)
G(x, a)

]
,
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por tanto, resulta que, para cada x ∈ X,

2G(x, f2(x))−G(x, f1(x)) ≤ ínf
a∈S1(x)

G(x, a). (3.5)

Así, tomando para cada x ∈ X,

S2(x) = {a ∈ A(x) |f2(x) ≺ a} . (3.6)

Otra vez, considerando que x ∈ X es arbitrario. Ahora, sea fk ∈ F dado
un entero positivo k > 2. Supóngase que para cada x ∈ X, fk(x) ∈ Sk−1(x)
y fk(x) minimiza G(x, a) sobre todos los a ∈ Sk−1(x). Defínase Sk(x) como:

Sk(x) = {a ∈ A(x) |fk(x) ≺ a} , (3.7)

en donde se supone que el conjunto {(x, a) | x ∈ X y a ∈ Sk(x)} es medible,
es decir, la multifunción x� Sk(x) es medible.

Entonces fk+1 ∈ F, la cual satisface que fk+1(x) ∈ Sk(x) para x ∈ X
es elegida de manera similar como f2 ∈ F se obtuvo de f1. Entonces, las
siguientes desigualdades también se cumplen para cada x ∈ X:

2G(x, fk+1(x))−G(x, fk(x)) ≤ ínf
a∈Sk(x)

G(x, a) (3.8)

y
Sk+1(x) = {a ∈ A(x) |fk+1(x) ≺ a} . (3.9)

Con este procedimiento, la sucesión {fk}k=1,2,... es construida. Nótese que,
para cada k y x ∈ X, Sk(x) es compacto.

Ahora, una vez más considérese que x ∈ X es arbitrario. Obsérvese que,
para cada k, fk+1(x) ∈ Sk(x), satisface

G(x, fk+1(x)) ≤ ínf
a∈Sk(x)

G(x, a) +
1

2

[
G(x, fk(x))− ínf

a∈Sk(x)
G(x, a)

]
. (3.10)

En particular, la desigualdad anterior es consecuencia de (3.8). Ahora,
por construcción, para cada k ≥ 1, Sk+1(x) ⊂ Sk(x) (recuerde que ≺ es
transitiva), entonces

ínf
a∈Sk(x)

G(x, a) ≤ ínf
a∈Sk+1(x)

G(x, a);
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esto implica que

G(x, fk+1(x))− ínf
a∈Sk+1(x)

G(x, a) ≤ G(x, fk+1(x))− ínf
a∈Sk(x)

G(x, a), (3.11)

para cada x ∈ X.
De las desigualdades (3.10) y (3.11) (recuerde que fk+1(x) ∈ Sk+1(x),

para cada x ∈ X), resulta que, para cada x ∈ X,∣∣∣∣G(x, fk+1(x))− ínf
a∈Sk+1(x)

G(x, a)

∣∣∣∣ ≤ 1

2

∣∣∣∣G(x, fk(x))− ínf
a∈Sk(x)

G(x, a)

∣∣∣∣
≤ 1

2k

∣∣∣∣G(x, f1(x))− ínf
a∈S1(x)

G(x, a)

∣∣∣∣ .
De la desigualdad anterior, se obtiene que, para cada x ∈ X y l ∈ Sk+1(x)

(obsérvese que fk+1(x) ≺ l):

|G(x, fk+1(x))−G(x, l)| = G(x, fk+1(x))−G(x, l)

≤ G(x, fk+1(x))− ínf
a∈Sk+1(x)

G(x, a)

≤ 1

2k

∣∣∣∣G(x, f1(x))− ínf
a∈S1(x)

G(x, a)

∣∣∣∣ .
De lo anterior y de la de�nición de Sk+1(x), implica que, para cada x ∈ X,

εϕ(fk+1(x), l) ≤ 1

2k

∣∣∣∣G(x, f1(x))− ínf
a∈S1(x)

G(x, a)

∣∣∣∣ .
De esta forma, usando la desigualdad triangular, se sigue que

εϕ(β, l) ≤ 2

2k

∣∣∣∣G(x, f1(x))− ínf
a∈S1(x)

G(x, a)

∣∣∣∣ ,
para todo x ∈ X, β, l ∈ Sk+1(x), and k ≥ 1.

Por lo tanto, para cada x ∈ X, Diam(Sk(x)) → 0 (donde Diam(D) es
el supremo de la distancias entre alguna pareja de elementos de D, para D
un subconjunto de un espacio métrico), cuando k → ∞; como, para cada
x ∈ X, S1(x) es completo, los conjuntos Sk(x) tienen para cada k ≥ 1 un
único punto en común, denotado por g∗(x), que es,

{g∗(x)} =
∞⋂
k=1

Sk(x).
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Ahora, por de�nición de Sk(x) ⊆ A(x), se obtiene que fk(x) ≺ g∗(x)
para todo k y x ∈ X. En particular, para k = 1, se sigue que f1(x) ≺
g∗(x). Supóngase que g∗(x) no es maximal para A(x). Entonces existe z(x) ∈
A(x) tal que g∗(x) ≺ z(x). Por transitividad, fk(x) ≺ z(x) para algún k.
Consecuentemente, z(x) ∈ {g∗(x)}, i.e., z(x) = g∗(x). Por lo tanto, g∗(x) es
el único elemento maximal para A(x).

Como x es arbitrario, es posible de�nir una función g∗ : X → A tal que
g∗(x) ∈ A(x) es maximal y única, para cada x ∈ X.

Ahora se establecerá que g∗ es una política estacionaria. Para ello sea
x ∈ X �jo. Como fk(x) ≺ fk+1(x), entonces:

0 ≤ εϕ(fk(x), fk+1(x)) ≤ G(x, fk(x))−G(x, fk+1(x)), (3.12)

para k = 1, 2, . . .. Sumando, para m > k:

εϕ(fk(x), fm(x)) ≤ ε
m−1∑
j=k

ϕ(fj(x), fj+1(x)) (3.13)

≤
m−1∑
j=k

{G(x, fj(x))−G(x, fj+1(x))}

= G(x, fk(x))−G(x, fm(x)). (3.14)

Por (3.12) se obtiene que {G(x, fk(x))}k=1,2,... es decreciente, y acotada
por abajo, y entonces {G(x, fk(x))}k=1,2,... converge. Esto establece que el
término de la parte derecha de la ecuación (3.14) converge a 0, cuando k,m→
∞. Consecuentemente {fk(x)}k=1,2,... es una sucesión de Cauchy en S1(x) ⊂
A(x). El conjunto S1(x) es completo, y por lo tanto la sucesión de controles
{fk(x)}k=1,2,... converge a g∗(x) en A(x). Por tanto, como x es arbitrario,
resulta que {fk(x)}k=1,2,... converge a g

∗(x) en A(x), para cada x ∈ X. Como
fk ∈ F, que es, cada fk es medible, resulta que g∗ es también medible, i.e.,
g∗ ∈ F.

3.3 Unicidad de la política óptima en el proceso

perturbado

Lema 3.3.1 Para una política óptima f ∗, dada por Lema 1.1.6, para el PDM
M , existe g∗ ∈ F (dada por el Lema 3.2.1 tomando η ≡ f ∗), tal que, las
siguientes propiedades se satisfacen:
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(i) Si ϕ(f ∗(x), g∗(x)) = 0, entonces f ∗(x) = g∗(x) y G(x, g∗(x)) = G(x, f ∗(x)),
para todo x ∈ X;

(ii)

G(x, g∗(x)) < G(x, f(x)) + εϕ(f(x), g∗(x)), (3.15)

para cada f ∈ F con f(x) 6= g∗(x), para cada x ∈ X. Más aún, g∗ es
la única política óptima para el proceso perturbado Mε.

Demostración. Tomando η ≡ f ∗ ≡ f1 en el Lema 3.2.1, y sea g∗ de�nida
como en el Lema 3.2.1.

(i) Tomando k = 1 en (3.14), se obtiene para cada m = 2, . . ., y x ∈ X, la
siguiente desigualdad

εϕ(f ∗(x), fm(x)) ≤ G(x, f ∗(x))−G(x, fm(x)). (3.16)

Como G(x, ·) es i.s.c. en A(x) para cada x ∈ X, de (3.16), y como
fm(x)→ g∗(x) para cada x ∈ X, se sigue que

G(x, g∗(x)) ≤ lím ínf
m→∞

G(x, fm(x))

≤ lím ínf
m→∞

{G(x, f ∗(x))− εϕ(f ∗(x), fm(x))}

= G(x, f ∗(x))− εϕ(f ∗(x), g∗(x)),

para cada x ∈ X. De esta manera,

G(x, g∗(x)) + εϕ(f ∗(x), g∗(x)) ≤ G(x, f ∗(x))

y, como f ∗ es óptima para el proceso original M ,

εϕ(f ∗(x), g∗(x)) ≤ G(x, f ∗(x))−G(x, g∗(x))

≤ G(x, f ∗(x))− ínf
a∈A(x)

G(x, a) = 0,

para cada x ∈ X. Por tanto, f ∗(·) = g∗(·).

(ii) De (i) resulta que para cada x ∈ X, W (g∗, x) = V (f ∗, x) = v∗(x). Es
fácil veri�car que para cada π ∈ Π y x ∈ X,W (π, x) ≥ V (π, x) ≥ v∗(x)
(obsérvese que c∗(x, a) ≥ c(x, a), para todo x ∈ X y a ∈ A(x)).
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Combinando estas igualdades y desigualdades, se sigue que, para cada
π ∈ Π y x ∈ X,W (π, x) ≥ W (g∗, x), por tanto w∗(·) = v∗(·) = W (g∗, ·)
y g∗ es óptima para Mε. Ahora, tomando f ∈ F y x ∈ X, tal que
f(x) 6= g∗(x), usando que ϕ(g∗(x), f(x)) > 0 y la maximalidad de g∗,
resulta que

G(x, g∗(x)) ≤ G(x, f(x))− εϕ(g∗(x), f(x))

≤ G(x, f(x))

< G(x, f(x)) + εϕ(g∗(x), f(x)),

por tanto, la desigualdad (3.15) se sigue.

Finalmente, sea h una política estacionaria óptima para Mε y h 6= g∗.
Tomando x ∈ X, tal que h(x) 6= g∗(x). De (3.15) y usando que w∗(·) =
v∗(·) = W (h, ·) y f ∗(·) = g∗(·), se obtiene que

w∗(x) = G(x, g∗(x))

< G(x, h(x)) + εϕ(g∗(x), h(x))

= c(x, h(x)) + εϕ(f ∗(x), h(x)) + α

∫
X

υ∗(y)Q(dy|x, h(x))

= c(x, h(x)) + εϕ(f ∗(x), h(x)) + α

∫
X

W (h, y)Q(dy|x, h(x)).

De esta manera,

w∗(x) < c∗(x, h(x)) + α

∫
X

W (h, y)Q(dy|x, h(x))

= W (h, x),

en donde la desigualdad anterior se obtiene de (4.2.15), p. 51 en [25].
Por lo tanto, w∗(x) < W (h, x), i.e., h no es óptima, lo cual es una
contradicción a la optimalidad de h. Esto �naliza la prueba de la parte
(ii) del Lema 3.3.1.

Ahora, todo lo anterior en conjunto establece el resultado principal de
este capítulo, que es claramente una consecuencia inmediata de los dos lemas
previos:
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Teorema 3.3.2 Para un PDM M , sea f ∗ una política óptima (nótese que
M no necesariamente tiene una política óptima única). Entonces existe un
PDM Mε con una única política óptima que coincide con f ∗.

El resultado principal que se obtuvo en este capítulo es la unicidad de la
política óptima del modelo perturbado.

Las siguientes observaciones de este capítulo son importantes:

1. Con los resultados obtenidos en este capítulo se generalizó [38], debido
a que se extendieron los resultados para funciones de costo no necesa-
riamente convexas.

2. No hay una manera de obtener el resultado principal de este capítulo
como un corolario del principio variacional de Ekeland, sin embargo, la
prueba clásica (véase [21]) puede ser adaptada.

Además, el teorema principal de este capítulo, puede ser interpretado
como una propiedad de densidad especí�ca en el conjunto de modelos de de-
cisión de Markov con una política óptima única. Debido a que la construcción
del proceso perturbado usa explícitamente una política óptima del modelo
original, este enfoque no ha sido aún establecido, si bajo alguna topología
natural, el conjunto de todos los modelos de decisión de Markov con una
política óptima es abierto o de primera categoría y por tanto es genérica.



Capítulo 4

PERTURBACIÓN BASADA EN
LA REGULARIZACIÓN DE
MOREAU-YOSIDA

En términos generales, la optimización trata de obtener máximos o mínimos
de una función sobre un conjunto de restricciones y usar éstos para poder
calcular el valor máximo o mínimo de la función objetivo. Un método muy
desarrollado para encontrar los máximos o mínimos son los criterios de la
primera y segunda derivada (véase [35], [53]). Sin embargo, no siempre es
posible hacer uso de este tipo de herramienta debido a que existen muchos
ejemplos de optimización en los cuales no es posible encontrar la derivada de
la función objetivo, inclusive si se tienen condiciones las que garanticen la
existencia de soluciones óptimas. Por ejemplo, la función valor absoluto tiene
un mínimo en 0, sin embargo no es diferenciable en este punto. Otra de las
grandes preocupaciones en optimización es también garantizar la unicidad
del optimizador.

Ahora, dado un PDM asociado a un MCM, en este capítulo se tratará de
encontrar un nuevo modelo perturbado para la familia de procesos de decisión
de Markov descontados cuando el espacio de estados y conjunto de acciones
son subconjuntos de R, siempre que el sistema no presente diferenciabilidad
de la política óptima y de la función de valor correspondiente, así como la
no unicidad de la política óptima, de tal manera que el modelo perturbado
presente diferenciabilidad en la función de valor óptimo y la política óptima
y ésta resulte ser única. Además, también se está buscando que, tanto las
funciones de valor óptimo como las políticas óptimas sean las mismas. Como

45
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una consecuencia de la diferenciabilidad en el modelo perturbado se quiere
encontrar una tasa de convergencia para las políticas provenientes del método
de iteración de valores.

Anteriormente se obtuvieron resultados para el criterio de recompensa to-
tal descontado en los cuales se implementan las técnicas de diferenciabilidad
para obtener una política óptima (véase [19]), sin embargo estos resultados
sólo se pueden implementar cuando tenemos diferenciabilidad en el lado de-
recho de la ecuación de programación dinámica. En esta tesis se obtiene un
nuevo resultado sin la restricción de diferenciabilidad en la función de costo
y adicionalmente se garantiza la existencia de una política óptima única. En
cuanto a la convergencia se tienen otros resultados ([16] y [17]) los cuales
presentan condiciones bajo las cuales es posible garantizar que las políticas
provenientes del método de iteración de valores convergen a la política ópti-
ma; cabe mencionar que la unicidad de la política óptima es fundamental en
estos trabajos y no se dan cotas de convergencia.

En este capítulo se usan las técnicas de regularización de Moreau-Yosida
(véase Capítulo de Preliminares) la cual consiste en perturbar el modelo
original de tal manera que el modelo perturbado sea diferenciable. Cabe
mencionar que este tipo de regularización hasta el momento no se ha aplicado
a PDMs. Usando este tipo de regularización no sólo se obtiene la unicidad y
la diferenciabilidad de la política óptima y de la función de valor óptimo del
modelo perturbado, sino que además se obtiene que la función de valor para
el proceso perturbado es �nito valuada y estrictamente convexa, sin tener
condiciones de convexidad estricta. Aún más, como consecuencia de este tipo
de perturbación se proporciona de manera explícita una cota de convergencia
para las políticas de iteración de valores.

Este capítulo está organizado de la siguiente manera: en primer lugar
se presenta la manera de perturbar el PDM basado en la regularización de
Moreau-Yosida. En segundo lugar se prueba la existencia y unicidad de la
política óptima del modelo perturbado; posteriormente se prueba la convexi-
dad del modelo perturbado; en cuarto lugar se demuestra la diferenciabilidad
del modelo perturbado y por último se dan las cotas de convergencia de las
políticas de iteración de valores.
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4.1 Regularización de Moreau-Yosida

Sean X ⊆ R, A ⊆ R conjuntos de Borel no vacíos y suponga que A(x) ⊂ A,
para toda x ∈ X. Denotemos por K := {(x, a) : x ∈ X, a ∈ A(x)}. Defínase
G : K→ R+ una función medible y

ψ(x) = ínf
a∈A(x)

G(x, a),

x ∈ X.

De�nición 4.1.1 Defínase para cada (x, a) ∈ K y λ > 0 �jo

H(x, a) := ínf
b∈A(x)

{
G(x, b) +

λ

2
(b− a)2

}
,

P (x, a) := arg ínf
b∈A(x)

{
G(x, b) +

λ

2
(b− a)2

}
,

a H y P se le llama la regularización de Moreau-Yosida y el operador proxi-
mal, respectivamente.

Ejemplo 4.1.2 Sean X = A = A(x) = R, para cada x ∈ X. De�na
G(x, a) = |x|+ |a| para cada (x, a) ∈ K. Entonces

H(x, a) = mín
b∈A(x)

{
G(x, b) +

λ

2
(b− a)2

}
= mín

b∈A(x)

{
|x|+ |b|+ λ

2
(b− a)2

}
= |x|+ mín

b∈A(x)

{
|b|+ λ

2
(b− a)2

}
.

Análogamente, como en el Ejemplo 1.3.12,

H(x, a) =

 |x|+
λ

2
a2 si |a| ≤ 1/λ

|x|+ |a| − 1

2λ
si |a| > 1/λ

y

P (x, a) =


0 si |a| ≤ 1/λ

a− 1

λ
si a > 1/λ

1

λ
+ a si a < −1/λ,

para cada x ∈ X y a ∈ A(x).
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Condición 4.1.3 Para cada x ∈ X, se cumple que G(x, ·) es una función
convexa.

Observación 4.1.4 a) Nótese que el operador proximal P (x, a) está bien
de�nido, para cada (x, a) ∈ K, ya que la función a minimizar es estric-
tamente convexa bajo la Condición 4.1.3 (véase Teorema 4.1.7 abajo).

b) Nótese que para todo (x, a) ∈ K, siempre se cumple que H(x, a) ≤
G(x, a). En efecto, sea (x, a) ∈ K entonces

H(x, a) = ínf
b∈A(x)

{
G(x, b) +

λ

2
(b− a)2

}
≤ G(x, a) +

λ

2
(a− a)2

= G(x, a).

Lema 4.1.5 Sea a ∈ A(x), �jo. Defínase L(b) = (b− a)2, para cada b ∈
A(x). Entonces L es una función estrictamente convexa en A(x).

Demostración. Sea a ∈ A(x), �jo. Entonces L′(b) = 2(b − a), más aún
L′′(b) = 2 > 0. Por lo tanto, L es estrictamente convexa.

Notación 4.1.6 Para cada (x, a) ∈ K �jo, se usará la siguiente notación

H(x, a, b) := G(x, b) +
λ

2
(b− a)2 ,

para todo b ∈ A(x).

Lema 4.1.7 Supóngase que la Condición 4.1.3 se cumple. Entonces H(x, a, ·)
es una función estrictamente convexa, para cada (x, a) ∈ K. Además, P (x, a)
tiene un sólo elemento, para cada (x, a) ∈ K.

Demostración. Sea (x, a) ∈ K �jo. Usando la Condición 4.1.3 y el Lema
4.1.5, H(x, a, ·) es suma de una función estrictamente convexa y una función
convexa. De esto se obtiene que H(x, a, ·) es estrictamente convexa.

Lema 4.1.8 Supóngase que para todo x ∈ X, existe a ∈ A(x) tal que
G(x, a) <∞. Entonces, para toda (x, a′) ∈ K se cumple que H(x, a′) <∞.
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Demostración. Sea x ∈ X, �jo. Por hipótesis, existe a ∈ A(x) tal que
G(x, a) <∞. Entonces,

H(x, a′) ≤ G(x, a) +
λ

2
(a− a′)2

< ∞,

para toda a′ ∈ A(x).

Lema 4.1.9 Suponga que la Condición 4.1.3 se cumple. Si f ∗ : X → A,
f ∗(x) ∈ A(x), para cada x ∈ X es la única función tal que ψ(x) = G(x, f ∗(x)),
para cada x ∈ X, entonces P (x, f ∗(x)) = {f ∗(x)}, para cada x ∈ X, es decir,
f ∗ es el único ín�mo para H(x, f ∗(x)). Además, G(x, f ∗(x)) = H(x, f ∗(x))
para cada x ∈ X.

Demostración. Usando el Lema 4.1.7 se tiene que H(x, a, ·) es estric-
tamente convexa para cada (x, a) ∈ K, entonces usando el Lema 1.3.3,
H(x, f ∗(x), ·) tiene un único ín�mo bx en A(x). Nótese que

G(x, f ∗(x)) ≤ G(x, bx)

≤ G(x, bx) +
λ

2
(bx − f ∗(x))2

≤ mín
b∈A(x)

{
G(x, b) +

λ

2
(b− f ∗(x))2

}
= H(x, f ∗(x))

≤ G(x, f ∗(x)) +
λ

2
(f ∗(x)− f ∗(x))2

≤ G(x, f ∗(x)), (4.1)

lo cual implica que P (x, f ∗(x)) = {bx} = {f ∗(x)} y que G(x, f ∗(x)) =
H(x, f ∗(x)).

De�nición 4.1.10 Una correspondencia entre X y A es una aplicación de-
notada por Γ, que a cada x ∈ X le asocia un subconjunto Γ(x) = A(x) de
A.

De�nición 4.1.11 (a) Una correspondencia Γ : X � A es hemicontinua
superior (superiormente semicontinua) en x0 ∈ X, si para cada con-
junto abierto B de A tal que Γ(x0) ⊂ B, la preimagen superior de
B, Γ+[B] := {x ∈ X : Γ(x) ⊂ B} contiene una vecindad de x0. Una
correspondencia Γ : X � A es hemicontinua superior en X si es he-
micontinua superior en cada x0 ∈ X.
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(b) Una multifunción Γ : X � A es hemicontinua inferior (inferior-
mente semicontinua) en x0 ∈ X, si para cada conjunto abierto B
de A tal que Γ(x0) ∩ B 6= ∅, la preimagen inferior de B, Γ−[B] :=
{x ∈ X : Γ(x) ∩B 6= ∅} contiene una vecindad de x0. Una correspon-
dencia Γ : X � A es hemicontinua inferior en X si es hemicontinua
inferior en cada x0 ∈ X.

(c) Una correspondencia Γ : X � A es continua en x0 ∈ X si es hemicon-
tinua superior e inferior en x0 ∈ X. Una correspondencia Γ : X � A es
continua en X si es hemicontinua superior e inferior en cada x0 ∈ X.

Una de�nición equivalente a la anterior es la siguiente

De�nición 4.1.12 Una multifunción Γ : X � A es

(a) superiormente semicontinua (s.s.c.) si el conjunto {x ∈ X | Γ(x) ∩ F 6= ∅}
es cerrado en X, para todo conjunto cerrado F ⊂ X.

(b) inferiormente semicontinua (i.s.c.) si el conjunto {x ∈ X | Γ(x) ∩G 6= ∅}
es abierto en X, para todo conjunto abierto G ⊂ X.

(c) continua si es inferiormente semicontinua y superiormente semiconti-
nua.

El siguiente resultado es una caracterización de la semicontinuidad infe-
rior, para más detalles véase Proposición D.2 en [25], pág. 182.

Lema 4.1.13 Sea Γ : X � A una multifunción, las siguientes a�rmaciones
son equivalentes

(a) Γ es i.s.c.

(b) el conjunto {x ∈ X | Γ(x) ⊂ F} es cerrado en X, para todo conjunto
cerrado F ⊂ A.

(c) si xn → x en X y a ∈ Γ(x), entonces existe una sucesión an ∈ Γ(xn)
tal que an → a.

Un resultado similar es para la caracterización de la semicontinuidad su-
perior, para más detalles véase Lema 2.20 en [17], pág. 5.
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Lema 4.1.14 Sea Γ : X � A una multifunción. Supóngase que Γ(x) 6= ∅
para todo x ∈ X y más aún Γ es compacto valuada. Entonces, las siguientes
a�rmaciones son equivalentes

(a) Γ es s.s.c.

(b) si xn → x, n→ +∞ en X y an ∈ Γ(xn), n = 1, 2, · · · , entonces existe
una subsucesión {ank

} de {an} tal que ank
→ a, n→ +∞.

Lema 4.1.15 Supóngase que se cumple la Condición 4.1.3, que G es conti-
nua, que los conjuntos A(x) son compactos y que la multifunción x� A(x)
es continua, para cada x ∈ X. Entonces H es continua y P (x, a) es no vacío,
compacto y la multifunción a� P (x, a) es continua, para cada x ∈ X.

Demostración. Sea x ∈ X, �jo. Observe que H(x, a, ·) es continua, ya
que es suma de dos funciones continuas. Usando el Lema 4.1.7 P (x, a) es
único, para cada a ∈ A(x). Por lo tanto, usando el teorema del máximo de
Berge (véase [24]) se obtiene el resultado.

Nota 4.1.16 Dado que f ∗ es única para H (véase Lema 4.1.9), cuando
P (x, f ∗(x)) = {f ∗(x)}, x ∈ X usaremos la notación P (x, f ∗(x)) = f ∗(x),
para todo x ∈ X.

En lo que resta del capítulo se usarán las siguientes notaciones para las
derivadas parciales, Ha(x, a), Haa(x, a) denotarán la primera, segunda deri-
vada parcial con respecto a a, respectivamente.

Lema 4.1.17 Supóngase que se cumple la Condición 4.1.3. Entonces, para
cada x ∈ X, existe la derivada parcial Ha(x, ·) en el int(A(x)),

Ha(x, a) = λ(a− P (x, a)).

Más aún, para cada x ∈ X

|Ha(x, a)−Ha(x, a
′)| ≤ λ | a− a′ | . (4.2)

para toda a, a′ ∈ A(x).
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Demostración. Sean x ∈ X y a ∈ int(A(x)) �jos y t > 0. Por de�nición

H(x, a+ t)−H(x, a)

t
=

mínb∈A(x)

{
G(x, b) + λ

2
(b− a− t)2}

t

−
mínω∈A(x)

{
G(x, ω) + λ

2
(ω − a)2}

t

≥
G(x, P (x, a+ t) +

λ

2
(P (x, a+ t)− a− t)2

t

−
G(x, P (x, a+ t) +

λ

2
(P (x, a+ t)− a)2

t

=
λ

2

(P (x, a+ t)− a− t)2 − (P (x, a+ t)− a)2

t

=
λ

2

(P (x, a+ t)− P (x, a) + P (x, a)− a− t)2

t

− λ

2

(P (x, a+ t)− P (x, a) + P (x, a)− a)2

t

=
λ

2

(P (x, a)− a− t)2

t
(véase nota abajo) (4.3)

− λ

2

(P (x, a)− a)2

t
− λ (P (x, a+ t)− P (x, a)) ,

en donde se usó que H(x, a) ≤ G(x, P (x, a + t)) +
λ

2
(P (x, a+ t)− a)2. En

este caso, para probar la igualdad (4.3) sólo basta sustituir tomando α =
P (x, a+ t)− P (x, a), β = P (x, a)− a− t y γ = P (x, a)− a.

Ahora, dado que P (x, ·) es continua por el Lema 4.1.15 tomando el límite
cuando t→ 0 se tiene que P (x, a+ t)→ P (x, a) de donde se sigue que

lím
t→0

H(x, a+ t)−H(x, a)

t
≥ λ(a− P (x, a)).
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Por otro lado, como H(x, a+ t) ≤ G(x, P (x, a)) +
λ

2
(P (x, a)− a− t)2, se

tiene que

H(x, a+ t)−H(x, a)

t
=

mínb∈A(x)

{
G(x, b) + λ

2
(b− a− t)2}

t

−
mínω∈A(x)

{
G(x, ω) + λ

2
(ω − a)2}

t

≤
G(x, P (x, a)) +

λ

2
(P (x, a)− a− t)2

t

−
G(x, P (x, a)) +

λ

2
(P (x, a)− a)2

t

=
λ

2

(P (x, a)− a− t)2 − (P (x, a)− a)2

t
.

Una vez más, tomando el límite cuando t→ 0 se obtiene que

lím
t→0

H(x, a+ t)−H(x, a)

t
≤ λ(a− P (x, a)).

Por lo tanto, Ha(x, a) = λ(a− P (x, a)). Usando lo anterior se tiene que

|Ha(x, a)−Ha(x, a
′)| = λ|a− a′ + P (x, a′)− P (x, a)|
≤ λ|a− a′|+ λ|P (x, a′)− P (x, a)|.

Ahora, se probará que el segundo término de la igualdad anterior es nega-
tivo. Para ésto se usará la monotonicidad de la subdiferencial ∂G(x, ·). Para
ello sean a, a′ ∈ A(x), s ∈ ∂G(x, a) y s′ ∈ ∂G(x, a′), entonces (s−s′)(a−a′) ≥
0. Para probar ésto, considérense las desigualdades asociadas a los subgra-
dientes con s y s′ aplicado a a′ y a respectivamente.

G(x, a′) ≥ G(x, a) + s(a′ − a)

y
G(x, a) ≥ G(x, a′) + s(a′ − a).

Sumando las dos desigualdades anteriores, se obtiene que

(s− s′)(a− a′) ≥ 0.
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Ahora, nótese que por la optimalidad de P (x, a) y P (x, a′) se tiene que

0 ∈ ∂
(
G(x, P (x, a) +

λ

2
(P (x, a)− a)2

)
y

0 ∈ ∂
(
G(x, P (x, a′) +

λ

2
(P (x, a′)− a′)2

)
.

Así,
Ha(x, a) = λ(a− P (x, a)) ∈ ∂G(x, P (x, a))

y
Ha(x, a

′) = λ(a′ − P (x, a′)) ∈ ∂G(x, P (x, a′)).

Usando la monotonicidad de ∂G(x, ·) se tiene que

P (x, a′)− P (x, a) ≤ 0.

Por lo tanto,
|Ha(x, a)−Ha(x, a

′)| ≤ λ|a− a′|.

Lema 4.1.18 Supóngase que se cumple la Condición 4.1.3 y que Pa(x, a)
existe. Entonces la segunda derivada parcial Haa(x, ·), para cada x ∈ X y
a ∈ int(A(x)), es

Haa(x, a) = λ(1− Pa(x, a)).

Demostración. Sea x ∈ X �jo. Por el Lema 4.1.17 se llega a que

Ha(x, a) = λ(a− P (x, a)). (4.4)

Ahora, usando que P (x, a) es diferenciable con respecto a a y derivando
nuevamente la ecuación (4.4) se concluye que

Haa(x, a) = λ(1− Pa(x, a)).
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4.2 Aplicación a procesos de decisión de Mar-

kov

4.2.1 Modelo perturbado usando la regularización de

Moreau-Yosida

Considérese un proceso de decisión de Markov descontado �jo, asociado a
un modelo de control de Markov (X,A, {A(x)|x ∈ X}, Q, c), al cual le lla-
maremos proceso original y será denotado por M . Supóngase que X y A
son ambos subconjuntos de Borel de R. Es importante mencionar que los
resultados que se obtienen en R se pueden extender de manera análoga a Rn.

En lo que resta de este capítulo, se supondrá que el proceso original M
satisface la Condición 1.1.5 (a), (b) y (c). La Condición 1.1.5 (a), (b) y
(c) para el proceso M no será mencionada en cada lema o teorema en este
capítulo, pero se supone que se cumple. Más aún, dado un modelo M sea f ∗

la correspondiente política óptima cuya existencia está asegurada en el Lema
1.1.6, la cual no necesariamente es única.

Defínase para λ > 0 �jo, el siguiente PDM denotado porMλ con el MCM

(X,A, {A(x)|x ∈ X}, Q, ĉ), donde ĉ(x, a) = c(x, a) +
λ

2
(a− f ∗(x))2, x ∈ X,

a ∈ A(x) y f ∗ es una política óptima del modelo original M , �ja y c es la
función de costo para M . Obsérvese que ambos PDMs M y Mλ coinciden
en los componentes del modelo de control de Markov excepto en la función
de costo; más aún, el conjunto F de las políticas estacionarias es el mismo
para ambos modelos. A Mλ le llamaremos proceso perturbado basado en la
regularización de Moreau-Yosida. En lo que resta del capítulo λ se supondrá
λ > 0 y �jo.

Para Mλ, sea W (π, x) la esperanza del costo total descontado cuando la
política π es aplicada, dado el estado inicial x, y ω∗ denota la correspondiente
función de valor óptimo.

Notación 4.2.1 Recuerde que en PDMs, para cada (x, a) ∈ K, G y Gn

denotan lo siguiente

G(x, a) := c(x, a) + α

∫
X

υ∗(y)Q(dy|x, a),

y

Gn(x, a) := c(x, a) + α

∫
X

Vn−1(y)Q(dy|x, a).
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De�nición 4.2.2 Defínase para f ∗ del modelo original M y λ > 0 �jo

H(x, f ∗(x)) = mín
b∈A(x)

{
G(x, b) +

λ

2
(b− f ∗(x))2

}
,

P (x, f ∗(x)) = argmín
b∈A(x)

{
G(x, b) +

λ

2
(b− f ∗(x))2

}
.

Además,

Hn(x, f ∗(x)) := mín
b∈A(x)

{
Gn(x, b) +

λ

2
(b− f ∗(x))2

}
.

4.2.2 Convexidad en el modelo perturbado

En esta sección se probará que el modelo perturbado Mλ, bajo condiciones
de convexidad se vuelve estrictamente convexo.

Condición 4.2.3 1. X y A son convexos;

2. (1−β)a+a′ ∈ A((1−β)x+x′) para todo x ∈ X, a ∈ A(x), a′ ∈ A(x′) y
β ∈ [0, 1]. Además, también se supone que: si x, y ∈ X, x < y, entonces
A(y) ⊆ A(x), y A(x) son convexos para cada x ∈ X;

3. Q es inducida por la ecuación en diferencias xt+1 = F (xt, at, ξt), con
t = 0, 1, . . ., donde F : X × A× S → X es una función medible y {ξt}
es una sucesión de variables aleatorias independientes e idénticamente
distribuidas (i.i.d) con valores en S ⊆ R y con densidad común ∆. En
resumen, se supone que F (·, ·, s) es una función convexa en K, para
cada s ∈ S; y si x, y ∈ X, x < y, entonces F (x, a, s) ≤ F (y, a, s) para
cada a ∈ A(x) y s ∈ S;

4. c es estrictamente convexo en K, y si x, y ∈ X, x < y, entonces
c(x, a) ≤ c(y, a) para cada a ∈ A(x).

Condición 4.2.4 1. Lo mismo que en la Condición 4.2.3 (1);

2. (1− β)a+ a′ ∈ A((1− β)x+ x′) para todo x ∈ X, a ∈ A(x), a′ ∈ A(x′)
y β ∈ [0, 1]. Además, también se supone que A(x) es convexo para cada
x ∈ X;
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3. Q es dada por la relación xt+1 = γxt + δat + ξt, t = 0, 1, . . ., en donde
{ξt} son variables aleatorias i.i.d con valores en S ⊆ R y con densidad
∆, γ y δ son números reales.

4. c es estrictamente convexo en K.

Lema 4.2.5 Supóngase que una de las Condiciones 4.2.3 ó 4.2.4 se cumplen.
Entonces G(x, ·) es estrictamente convexa, para cada x ∈ X. Además, la
política óptima f ∗ es única.

Demostración. Véase [16].

Notación 4.2.6 Para cada (x, a) ∈ K �jo, se usará la siguiente notación

H(x, f ∗(x), b) := G(x, b) +
λ

2
(b− f ∗(x))2 ,

para todo b ∈ A(x).

Teorema 4.2.7 Supóngase que una de las Condiciones 4.2.3 ó 4.2.4 se cum-
plen. Entonces H(x, f ∗(x), ·) es una función estrictamente convexa, para cada
x ∈ X.

Demostración. Sea (x, a) ∈ K �jo. Usando el Lema 4.1.7. Se obtiene
que H(x, a, ·) es estrictamente convexa.

4.2.3 Existencia de una política óptima única del mo-

delo perturbado

Lema 4.2.8 Supóngase que la Condición 1.1.5 (c) se cumple. Entonces,
existe π ∈ Π tal que W (π, x) <∞, para cada x ∈ X.

Demostración. Sea x ∈ X �jo. Por la Condición 1.1.5 (c), existe π ∈ Π
tal que V (π, x) <∞. Entonces, usando π = f ∗

W (π, x) = Eπ
x

[
∞∑
t=0

αtĉ(xt, at)

]

= Eπ
x

[
∞∑
t=0

αt
(
c(xt, at) +

λ

2
(at − f ∗(xt))2

)]

= Eπ
x

[
∞∑
t=0

αtc(xt, at)

]
= υ∗(x) <∞,
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en donde f ∗ es la política óptima del modelo original M y está dada como
en el Lema 1.1.6.

Teorema 4.2.9 Sea f ∗ la política óptima del modelo original M como en
el Lema 1.1.6, entonces P (x, f ∗(x)) = {f ∗(x)}, para cada x ∈ X, es de-
cir, f ∗ es la única política óptima para el modelo perturbado Mλ. Además,
G(x, f ∗(x)) = H(x, f ∗(x)) para cada x ∈ X.

Demostración. Usando el Lema 4.1.9 se tiene que P (x, f ∗(x)) = {f ∗(x)}
y que G(x, f ∗(x)) = H(x, f ∗(x)). Sólo resta probar que f ∗ es óptima para
el proceso perturbado Mλ. De lo anterior se tiene que para cada x ∈ X,
W (f ∗, x) = V (f ∗, x) = v∗(x). Es fácil veri�car que para cada π ∈ Π y x ∈ X,
W (π, x) ≥ V (π, x) ≥ v∗(x). Combinando estas igualdades y desigualdades se
sigue que, para cada π ∈ Π y x ∈ X, W (π, x) ≥ W (f ∗, x), por tanto w∗(·) =
v∗(·) = W (g∗, ·) y f ∗ es óptima para Mλ. Sea h una política estacionaria tal
que h es óptima para Mλ y h 6= f ∗. Tomemos x ∈ X tal que h(x) 6= f ∗(x).
De (4.1) y usando que w∗(·) = v∗(·) se obtiene que

w∗(x) = G(x, f ∗(x))

< G(x, h(x)) +
λ

2
(f ∗(x)− h(x))2

= c(x, h(x)) +
λ

2
(f ∗(x)− h(x))2 + α

∫
X

υ∗(y)Q(dy|x, h(x))

= c(x, h(x)) +
λ

2
(f ∗(x)− h(x))2 + α

∫
X

w∗(y)Q(dy|x, h(x)).

Así,

w∗(x) < c∗(x, h(x)) + α

∫
X

w∗(y)Q(dy|x, h(x)),

i.e., h(x) no es óptima, lo cual es una contradicción para la optimalidad de
h.

Dado que la política óptima f ∗ del modelo original M es una política
óptima única para el proceso perturbado Mλ (véase Lema 4.2.9), cuando
P (x, f ∗(x)) = {f ∗(x)}, x ∈ X usaremos la notación P (x, f ∗(x)) = f ∗(x),
para todo x ∈ X.
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4.2.4 Diferenciabilidad en el modelo perturbado

Condición 4.2.10 1. Supóngase que para cada x ∈ X, los conjuntos
A(x) son compactos y la multifunción x� A(x) es continua.

2. c(·, ·) es continuo y
∫
υ∗(y)Q(dy | ·, ·) es una función continua.

Lema 4.2.11 Supóngase que se cumple la Condición 4.2.10. Entonces en el
modelo perturbadoMλ se cumple que υ∗ y P (x, f ∗(x)) = f ∗(x) son continuas,
para cada x ∈ X.

Demostración. Véase [37].

Teorema 4.2.12 Supóngase que se cumple la Condición 4.2.3 ó la Condi-
ción 4.2.4 y la Condición 4.2.10. Entonces si f ∗(x) ∈ int(A(x)), se tiene
que

Ha(x, f
∗(x)) = λ(f ∗(x)− P (x, f ∗(x))) = 0.

Demostración. Sea x ∈ X �jo. Del Lema 4.1.17 se tiene que para cada
a ∈ int(A(x))

Ha(x, a) = λ(a− P (x, a)).

Entonces, evaluando en f ∗(x) y usando el Teorema 4.2.9 se llega a que

Ha(x, f
∗(x)) = λ(f ∗(x)− P (x, f ∗(x))) = λ(f ∗(x)− f ∗(x)) = 0.

4.2.5 Cotas de convergencia para las políticas prove-

nientes del método de iteración de valores

En esta sección se dará de manera explícita una cota de convergencia para
las políticas provenientes del método de iteración de valores, como una con-
secuencia de la perturbación basada en la regularización de Moreau-Yosida
cuando los conjuntos de acciones admisibles son compactos.

Condición 4.2.13 Supóngase que existe una constante k̂, 1 < δ <
1

α
y una

función medible $ : X → [1,∞) tales que

sup
A
| c(x, a) |≤ k̂$(x), y
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sup
A

∫
$(y)Q(dy|x, a) ≤ δ$(x),

para todo x ∈ X, donde $ es una función de peso $ ≥ 0 en X.

De�nición 4.2.14 Sea $ : X → R+ una función medible, se de�ne

‖ u ‖$=
∣∣∣∣∣∣ u
$

∣∣∣∣∣∣ =
supx∈X | u(x) |

$(x)
(4.5)

Para una demostración del siguiente lema véase [26], Teorema 8.3.6.

Lema 4.2.15 Bajo las Condiciones 4.2.10 y 4.2.13, se tiene que existe N ∈
N tal que, para todo n ≥ N se satisface que

‖ Vn − υ∗ ‖$≤
k̂(αδ)n

1− αδ
, (4.6)

para todo a ∈ A(x) y x ∈ X, donde k̂, δ, $(x) son como en la Condi-
ción 4.2.13 y fn(x) son las políticas provenientes del método de iteración de
valores.

Lema 4.2.16 Bajo las Condiciones 4.2.10 y 4.2.13, se tiene que existe N ∈
N tal que, para todo n ≥ N se satisface que

|Vn(x)− υ∗(x)| ≤ k̂$(x)(αδ)n

1− αδ
, (4.7)

para todo a ∈ A(x) y x ∈ X, donde k̂, δ, $(x) son como en la Condi-
ción 4.2.13 y fn(x) son las políticas provenientes del método de iteración de
valores.

Demostración. Por de�nición y por el Lema 4.2.15

‖ Vn − υ∗ ‖$=
supx∈X | Vn(x)− υ∗(x) |

$(x)
≤ k̂(αδ)n

1− αδ
. (4.8)

Ahora, como | Vn(x)− υ∗(x) |≤ supx∈X | Vn(x)− υ∗(x) | y despejando a
$(x) se tiene que

|Vn(x)− υ∗(x)| ≤ k̂$(x)(αδ)n

1− αδ
.
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Lema 4.2.17 Bajo las Condiciones 4.2.10 y 4.2.13, se tiene que existe N ∈
N tal que, para todo n ≥ N se satisface que

|G(x, fn(x))−G(x, f ∗(x))| ≤ k̂$(x)(αδ)n

1− αδ
(δ + 1) , (4.9)

para todo a ∈ A(x) y x ∈ X, donde k̂, δ, $(x) son como en la Condi-
ción 4.2.13 y fn(x) son las políticas provenientes del método de iteración de
valores.

Demostración. Sea x ∈ X y n ≥ 1 �jos. Usando el Lema 1.1.6 (c) y el
Lema 4.2.16 se tiene que

|G(x, fn(x))−G(x, f ∗(x))| = |G(x, fn(x))− υ∗(x)|

= | c(x, fn(x)) + α

∫
X

υ∗(y)Q(dy|x, fn(x))

+ Vn(x)− Vn(x)− υ∗(x)|

≤ | α
∫
X

(υ∗(y)− Vn−1(y))Q(dy|x, fn(x))

+ Vn(x)− υ∗(x)|

≤ α

∫
X

|υ∗(y)− Vn−1(y)|Q(dy|x, fn(x))

+ |Vn(x)− υ∗(x)|

≤ k̂(αδ)n

1− αδ

∫
X

$(y)Q(dy|x, fn(x)) +
k̂$(x)(αδ)n

1− αδ

≤ k̂(αδ)n

1− αδ
δ$(x) +

k̂$(x)(αδ)n

1− αδ

=
k̂$(x)(αδ)n

1− αδ
(δ + 1) .

Lema 4.2.18 Supóngase que se cumple la Condición 4.2.3 o la Condición
4.2.4 y que también se satisfacen las Condiciones 4.2.10 y 4.2.13. Entonces,
para el modelo perturbado Mλ, cuando f ∗(x) ∈ int(A(x)) se satisface que

Haa(x, f
∗(x)) = λ,

para todo x ∈ X.



62
PERTURBACIÓN BASADA EN LA REGULARIZACIÓN DE

MOREAU-YOSIDA

Demostración. Sea x ∈ X �jo. Por el Teorema 4.1.18 se tiene que
Haa(x, a) = λ(a − Pa(x, a)), para cada a ∈ int(A(x)). Nótese que en PDMs
para Mλ, P (x, f ∗(x)) = f ∗(x) es una función que sólo depende de x y es
constante en la variable a. Entonces Pa(x, f ∗(x)) = 0. Entonces

Haa(x, f
∗(x)) = λ

para cada x ∈ X.

Teorema 4.2.19 Supóngase que las Condiciones 4.2.3 o 4.2.4 y las Condi-
ciones 4.2.10 y 4.2.13 se cumplen. Entonces, para cada x ∈ X existe K(x)

tal que | fn(x) − f ∗(x) |≤ K(x), donde K(x) =

√
2k̂$(x)(αδ)n

λ (1− αδ)
(δ + 1). Es

decir, fn
p−→ f ∗ (fn converge puntualmente a f ∗, cuando n→∞). Más aún,

| fn(x)− f ∗(x) |≤

√
2k̂$(x)(αδ)n

λ (1− αδ)
(δ + 1), (4.10)

para todo x ∈ X, donde k̂, δ, $(x) son como en la Condición 4.2.13 y fn(x)
son las políticas provenientes del método de iteración de valores.

Demostración. Sea x ∈ X �jo. Primero note queH(x, fn(x)) < G(x, fn(x)),
ya que la Observación 4.1.4 en particular se cumple para fn(x) ∈ A(x), es
decir,

H(x, fn(x)) = mín
b∈A(x)

{
G(x, b) +

λ

2
(b− fn(x))2

}
≤ c(x, fn(x)) + α

∫
X

υ∗(y)Q(dy|x, fn(x)) +
λ

2
(fn(x)− fn(x))2

= G(x, fn(x)).

Ahora, desarrollando la serie de Taylor alrededor de f ∗(x) paraH(x, fn(x)),
donde fn son las políticas de iteración de valores. Usando que Ha(x, f

∗(x)) =
0 (ya que, f ∗ es óptima para Mλ por el Teorema 4.2.9) se tiene que

H(x, fn(x)) = H(x, f ∗(x)) +
1

2!
Haa(x, f

∗(x))(fn(x)− f ∗(x))2, (4.11)
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debido a que las derivadas de orden tres o más son todas cero. Usando el
Teorema 4.2.9 y el Lema 4.2.18 se llega a que la ecuación (4.11) es

H(x, fn(x)) = G(x, f ∗(x)) +
1

2
λ(fn(x)− f ∗(x))2, (4.12)

Luego usando que H(x, fn(x)) ≤ G(x, fn(x)) se tiene que

λ

2
(fn(x)− f ∗(x))2 = H(x, fn(x))−H(x, f ∗(x))

≤ G(x, fn(x))−G(x, f ∗(x)). (4.13)

Usando el Lema 4.2.17 se concluye que

λ

2
(fn(x)− f ∗(x))2 ≤ G(x, fn(x))−G(x, f ∗(x))

≤ k̂$(x)(αδ)n

1− αδ
(δ + 1) . (4.14)

Despejando en la desigualdad (4.14) se llega a que

|fn(x)− f ∗(x)| ≤

√
2k̂$(x)(αδ)n

λ (1− αδ)
(δ + 1). (4.15)

Por lo tanto, tomando el límite cuando n→∞ las políticas de iteración
de valores convergen puntualmente a la política óptima (i.e., fn(x) −→ f ∗(x),
para todo x ∈ X).

Observación 4.2.20 Nótese que en el caso de que en la Condición 4.2.13
el costo sea acotado, la convergencia es uniforme.

El siguiente teorema muestra que la continuidad se obtiene como conse-
cuencia de las cotas de convergencia.

Teorema 4.2.21 Supóngase que se cumplen las Condiciones 1.1.5, las Con-
diciones 4.2.10 y 4.2.13 y que la función de costo c(·, ·) es continua en K.
Entonces f ∗ es continua, si y sólo si, υ∗ es continua.

Demostración. Supongamos que f ∗ es continua. Entonces,

υ∗(x) := c(x, f ∗(x)) + α

∫
X

υ∗(y)Q(dy|x, f ∗(x)), (4.16)
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es continua, para cada x ∈ X.
Por otro lado, supongamos υ∗ continua, y tomemos una sucesión {xn} tal
que xn −→ x, usando la igualdad (4.13) y la desigualdad (4.14) se sigue que

|f ∗(x)− f ∗(xn)|2 ≤ G(x, f ∗(x))−G(x, f ∗(xn))

≤ υ∗(x)− υ∗(xn)

= 0. (4.17)

Por lo tanto, f ∗ es continua.
En este capítulo se encontró otra manera de perturbar la función de cos-

to adicionándole una función del tipo cuadrática, con lo cual en el modelo
perturbado Mλ se demostró la unicidad de la política óptima, la convexidad
y diferenciabilidad de la función de valor óptimo con lo cual se lograron ob-
tener una cota de convergencia para las políticas provenientes del método de
iteración de valores.



Capítulo 5

EJEMPLOS Y APLICACIONES

5.1 Ejemplos usando la perturbación basada en

el principio variacional de Ekeland

En esta sección se darán ejemplos que muestran que a pesar de que el modelo
original no presenta unicidad en la política óptima, en el modelo perturbado
sí hay unicidad de la política óptima para el modelo perturbado.

Ejemplo 5.1.1 Sean X = (0,∞), A = A(x) = (−∞, 0), para todo x ∈ X.
La dinámica está dada por

xt+1 = xte
at+ξt,

t = 0, 1, . . .. En donde ξ0, ξ1, . . . es una sucesión de variables aleatorias inde-
pendientes e idénticamente distribuidas (i.i.d) con valores en S = (−∞, 0] y
con densidad común y continua denotada por ∆. La función de costo es dada
por

c(x, a) = x+ | a | .
Nótese que en este caso la función de costo es convexa.

Lema 5.1.2 El Ejemplo 5.1.1 satisface la Condición 1.1.5 (a), (b) y (c).

Demostración. Primero se probará que el costo es inferiormente com-
pacto, en efecto, sea x ∈ X y r ∈ R, entonces

Ar(x) = {a ∈ A(x) | c(x, a) ≤ r} .

Considérese los siguientes casos para x ∈ X �jo

65



66 EJEMPLOS Y APLICACIONES

1. Si r < 0, entonces

Ar(x) = {a ∈ A(x) | c(x, a) ≤ r} = ∅,

el cual es trivialmente un conjunto compacto.

2. Si r ≥ 0, entonces

Ar(x) = {a ∈ A(x) | x+ |a| ≤ r}
= {a ∈ A(x) | |a| ≤ r − x}
= {a ∈ A(x) | −a ≤ r − x}
= {a ∈ A(x) | a ≥ x− r}

=


[x− r, 0] si x− r ≤ 0

∅ si x− r ≥ 0.

Como [x− r, 0] es un intervalo cerrado y acotado, se tiene que es com-
pacto.

Nótese que en cualquier caso los conjuntos son compactos. Por lo tanto,
el costo es inferiorrmente compacto.

Ahora, se demostrará que la ley de transición es fuertemente continua:
sea u : X → R una función medible y acotada, entonces usando el Teorema
del Cambio de Variable (véase [2]) se tiene que∫

(0,∞)

u(y)Q(dy | x, a) =

∫
(−∞,0]

u(xea+s)∆(s)ds

=

∫
(0,xea]

u(w)∆(ln
w

x
− a)

1

w
dw

para cada (x, a) ∈ K. Como u es una función acotada y ∆ es una función con-
tinua y acotada, entonces usando el Teorema de la Convergencia Dominada
(véase [2]), se obtiene que∫

(0,xea]

u(w)∆(ln
w

x
− a)

1

w
dw.

es una función continua en K. Por tanto,∫
(0,∞)

u(y)Q(dy | ·, ·)
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es una función continua en K.
Sólo resta pobar que V es �nita valuada. Para ello sea g(x) = 0, para

cada x ∈ X. Entonces

V (g, x) = Eg
x

[
∞∑
t=0

αtc(xt, at)

]

= Eg
x

[
∞∑
t=0

αt (xt+ | at |)

]

≤ Eg
x

[
∞∑
t=0

αtx

]
=

x

1− α
.

El ejemplo anterior (Ejemplo 5.1.1) es presentado en [38], sin embargo
en este trabajo se estudia otra manera de perturbar el modelo usando las
técnicas expuestas en el Capítulo 3 de esta tesis. El propósito principal de este
ejemplo también es mostrar que este trabajo generaliza la teoría presentada
en [38].

Ejemplo 5.1.3 Sea X = R y A =
A(x) = [−2,∞), para todo x ∈ X. La
dinámica está dada por

xt+1 = xt + at + ξt,

y la función de costo

c(x, a) =

{√
a si a ≥ 0 y x ∈ X

0 si −∞ < a < 0
.

En donde ξ0, ξ1, . . . es una sucesión de
variables aleatorias independientes e
idénticamente distribuidas (i.i.d) con
valores en S = [0,∞) y con densi-
dad común y continua denotada por
∆. Nótese que en este caso la función
de costo no es convexa.

Figura 5.1: Grá�ca de c y c∗

Lema 5.1.4 El Ejemplo 5.1.3 satisface la Condición 1.1.5 (a), (b) y (c).
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Demostración. Primero se probará que el costo es inferiormente com-
pacto, en efecto, sea x ∈ X �jo y r ∈ R. Analicemos los siguientes casos

1. Si r < 0, entonces

Ar(x) = {a ∈ A(x) | c(x, a) ≤ r} = ∅,

el cual es trivialmente un conjunto compacto.

2. Si r ≥ 0, entonces

Ar(x) =
{
a ∈ A(x) |

√
a ≤ r

}
=

{
a ∈ A(x) |

√
a ≤ r2

}
=

[
−2, r2

]
.

Observe que [−2, r2] es un intervalo cerrado y acotado, es decir, es
compacto.

Como en ambos casos los conjuntos son compactos. Entonces se concluye
que el costo es inferiormente compacto.

Ahora, se probará que la ley de transición es fuertemente continua: sea
B un elemento de la sigma álgebra de Borel de X y

Q(B | x, a) =

∫
IB(x+ a+ s)∆(s)ds,

para cada (x, a) ∈ K. Usando el Teorema de Cambio de Variable (véase [2]),
se obtiene que

Q(B | x, a) =

∫
B

∆(u− x− a)du,

i.e., ∆(u−x−a) es una densidad para Q(· | x, a) con respecto a la medida de
Lebesgue de R. Como ∆(·) es continua, entonces Q es fuertemente continua.
Sólo resta pobar que V es �nita. Para ello sea g(x) = 0, para cada x ∈ X.
Entonces

V (g, x) = Eg
x

[
∞∑
t=0

αtc(xt, at)

]

= Eg
x

[
∞∑
t=0

αt
√
at

]
= 0.
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En el Ejemplo 5.1.3 se muestra que la perturbación basada en el principio
variacional de Ekeland funciona en el caso de funciones de costo que no
necesariamente son convexas. Además, también de manera grá�ca es posible
ver que 0 es la única política óptima del modelo perturbado (véase Figura
5.1 para ε = .5).

Ejemplo 5.1.5 Sea X = A = A(x) = R, para todo x ∈ X. La dinámica
está dada por

xt+1 = xt + at + ξt,

y la función de costo para (x, a) ∈ K y ε > 0 �jo,

c(x, a) =

{
| a | si a ∈ (−∞,−ε) ∪ (ε,∞),

0 si a ∈ [−ε, ε] .

En donde ξ0, ξ1, . . . es una sucesión de variables aleatorias independientes e
idénticamente distribuidas (i.i.d) con valores en S = [0,∞) y con densidad
común y continua denotada por ∆.

Lema 5.1.6 El Ejemplo 5.1.5 satisface la Condición 1.1.5 (a), (b) y (c).

Demostración. Primero se probará que el costo es inferiormente com-
pacto, en efecto, sea x ∈ X �jo y r ∈ R, entonces

1. Si r < 0, entonces

Ar(x) = {a ∈ A(x) | c(x, a) ≤ r} = ∅,

el cual es trivialmente un conjunto compacto.

2. Si r ≥ 0, entonces

Ar(x) = {a ∈ A(x) | |a| ≤ r}
= {a ∈ A(x) | −r ≤ a ≤ r}
= [−r, r] .

Observe que [−r, r] es un intervalo cerrado y acotado, es decir, es com-
pacto.
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Como en ambos casos los conjuntos son compactos. Entonces se concluye
que el costo es inferiormente compacto.

Ahora, la prueba de que la ley de transición es fuertemente continua: sea
B un elemento de la sigma álgebra de Borel de X y

Q(B | x, a) =

∫
IB(x+ a+ s)∆(s)ds

para cada (x, a) ∈ K. Usando el Teorema de Cambio de Variable (véase [2]),
se obtiene que

Q(B | x, a) =

∫
B

∆(u− x− a)du

i.e., ∆(u−x−a) es una densidad para Q(· | x, a) con respecto a la medida de
Lebesgue de R. Como ∆(·) es continua, entonces Q es fuertemente continua.
Sólo resta probar que V es �nita valuada. Para ello sea g(x) = 0, para cada
x ∈ X. Entonces

V (g, x) = Eg
x

[
∞∑
t=0

αtc(xt, at)

]

= Eg
x

[
∞∑
t=0

αt|at|

]
= 0.

El Ejemplo 5.1.5 muestra que en el modelo original se pueden tener mu-
chas políticas óptimas, sin embargo en el modelo perturbado sólo se tiene
una única política óptima.

5.2 Ejemplos usando la perturbación basada en

la regularización de Moreau-Yosida

En esta sección se presentarán ejemplos y aplicaciones de la regularización
de Moreau-Yosida. Algunos de estos ejemplos son conocidos en la literatura,
sin embargo no existe literatura en donde sean tratados con estos métodos y
se dé una cota de convergencia para las políticas provenientes del método de
iteración de valores.
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Ejemplo 5.2.1 Sean X = A =
A(x) = R para todo x ∈ X. La di-
námica está dada por

xt+1 = xt + at + ξt,

y la función de costo

c(x, a) = |x|.

En donde ξt es una sucesión de varia-
bles aleatorias independientes e idén-
ticamente distribuidas (i.i.d) con va-
lores en S = [0,∞). Nótese que la
función de costo es una función no di-
ferenciable en 0.

Figura 5.2: Grá�ca de c y ĉ

Lema 5.2.2 En el Ejemplo 5.2.1 se tiene que f ∗(x) = g∗(x) = 0 y que
υ∗(x) = 0 = ω∗(x).

Demostración. Usando que υ0(x) = 0, se tiene para n = 1

H1(x, a) = mín
b∈A(x)

{
G1(x, b) +

λ

2
(b− a)2

}
,

como G1(x, a) = c(x, a) y f1(x) = 0 se obtiene que

H1(x, 0) = mín
b∈A(x)

{
|x|+ λ

2
b2

}
= |x|,

Para poder minimizar H1 sobre las a ∈ A(x), primero obsérvese que H1

es una función diferenciable en todo A, así, derivando e igualando a cero, se
obtiene que f1(x) = g1(x) = 0 y por tanto υ1(x) = 0 = ω1(x). Continuando
de la misma forma se obtiene que f ∗(x) = g∗(x) = 0, de donde se concluye
que υ∗(x) = 0 = ω∗(x).

El Ejemplo 5.2.1 muestra de manera grá�ca (véase Figura 5.2, para λ = 1)
cómo la regularización de Moreau-Yosida convierte a una función no dife-
renciable en una función diferenciable. Es importante mencionar que este
ejemplo no cumple las condiciones para tener una cota de las políticas prove-
nientes del método de iteración de valores. Es decir, sólo es posible obtener
las conclusiones de los Teoremas 4.2.7, 4.2.9 y 4.2.12.
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Ejemplo 5.2.3 (Un sistema de inventario producción) Sea X = R, y
A = A(x) = [0,∞) para todo x ∈ X. La dinámica está dada por

xt+1 = xt + at − ξt,

para t = 0, 1, . . .. La función de costo es dada por

c(xt, at, ξt) = qat + h ·máx(0, xt+1) + p ·máx(0,−xt+1), (5.1)

en donde,
q:= costo por unidad de producción,
h:=costo unitario por conservar un excesivo inventario, y
p:=costo unitario por una demanda insatisfecha.

Estas unidades de costo son todas positivas, y se supone que p > q. Más
aún ξ0, ξ1, . . ., son variables aleatorias no negativas, independientes e idén-
ticamente distribuidas, independientes del stock inicial x0, las cuales toman
valores en S = R y con función de distribución de probabilidad denotada por
F , que es, F (s) = P (ξ0 ≤ s), para todo s ∈ R, con F (s) = 0 si s < 0.
También se supone que la media de la demanda E(ξ0) =

∫
sdF (s) es �nita.

Lema 5.2.4 El Ejemplo 5.2.3 satisface la Condición 1.1.5 (a), (b) y (c).

Demostración. Primero se probará que la función de costo es inferiormente
compacta, para ello sea r ∈ R y x ∈ X, entonces

{a ∈ A(x) | c(a, r) ≤ r}
= {a ∈ A(x) | qa+ h ·máx(0, x) + p ·máx(0,−x) ≤ r}
= [0, qa+ h ·máx(0, x) + p ·máx(0,−x)] ,

el cual es un intervalo compacto. Por tanto, la función de costo es inferior-
mente compacta.

Ahora, se demostrará que la ley de transición es fuertemente continua.
Sea µ : X → R una función medible y acotada. Tome (xk, ak) ∈ K tal que
(xk, ak) → (x, a) ∈ K, k → ∞. Entonces para cada k = 0, 1, . . ., usando el
Teorema de Cambio de Variable (véase [2]), se tiene que∫

µ(y)Q(dy | xk, ak) =

∫
[0,∞)

µ(xk + ak − s)∆(s)ds

=

∫
(−∞,xk+ak]

µ(l)∆(xk + ak − l)dl

=

∫
I(−∞,xk+ak](l)µ(l)∆(xk + ak − l)dl.
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Por otro lado,

(−∞, x+ a) ⊂ lím ínf(−∞, xk + ak]

⊂ lím sup(−∞, xk + ak]

⊂ (−∞, x+ a].

Por tanto,
{
I(−∞,xk+ak]

}
converge a I(−∞,x+a] casi dondequiera con res-

pecto a la medida de Lebesgue m en R.
Sea θ ∈ R una cota para µ, i.e., |µ(x)| ≤ θ, para todo x ∈ X. De�na

ηk(·) := I(−∞,xk+ak](·)µ(·)∆(xk + ak − ·), η(·) := I(−∞,x+a](·)µ(·)∆(x+ a− ·),
ĝk(·) := θI(−∞,xk+ak](·)∆(xk + ak − ·), ĝ(·) := θI(−∞,x+a](·)∆(x+ a− ·), para
todo k = 0, 1, . . . y (x, a), (xk, ak) ∈ K. Nótese que {ηk} y {ĝk} converge
casi dondequiera respecto a m a η y ĝ, respectivamente. Además, para cada
k = 0, 1, . . ., |ηk|(·) ≤ ĝk(·) y usando el Teorema de Cambio de Variable
(véase [2]) se obtiene que∫

ĝk(l)dl =

∫
ĝ(l)dl = θ,

para cada k = 0, 1, . . .. Por tanto, usando una versión generalizada del
Teorema de la Convergencia Dominada (véase [49], p. 92) se obtiene que∫
ηk(l)dl =

∫
η(l)dl, k →∞, i.e.,∫

(−∞,xk+ak]

µ(l)∆(xk + ak − l)dl→
∫

(−∞,x+a]

µ(l)∆(x+ a− l)dl,

k →∞. Por lo tanto, Q es fuertemente continua.
Finalmente, para probar que la función de valor óptimo es �nita, tome

f(x) = 0, para todo x ∈ X y denote µ̂ := E[ξ].
Si x < 0, entonces

c(x, f) = pE [máx(0, ξ − x)] ≤ p(−x) + µ̂p. (5.2)

Si x ≥ 0, se tiene que

c(x, f) = hE [máx(0, x− ξ)] + pE [máx(0, ξ − x)] ≤ hx+ µ̂p. (5.3)

Usando (5.2) y (5.3) se concluye que

c(x, f) = r′|x|+ µ̂p,
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para todo x ∈ X, donde r′ := máx(p, h) y usando inducción se llega a que

Ef
x [c(xt, f)] ≤ r′|x|+ t(µ̂r′) + µ̂p, (5.4)

para todo x ∈ X y t = 0, 1, . . . . Ahora, para cada x ∈ X, usando (5.4)

V (f, x) ≤
∞∑
t=0

αt (r′|x|+ t(µ̂r′) + µ̂p) =
r′|x|
1− α

+
µ̂r′|x|α
(1− α)2

+
µ̂p

1− α
<∞,

por lo tanto V (π, x) <∞ para π = {f, f, . . .} y x ∈ X.
El Ejemplo 5.2.3 es conocido en la literatura como inventarios de produc-

ción (véase [9] y [25]), el cual presenta un costo no diferenciable, pero sin
embargo usando el método de perturbación antes propuesto el costo pertur-
bado es diferenciable, pero no se da de manera explícita la derivada de este.
Es de suma importancia mencionar que este ejemplo no cumple las condicio-
nes para tener una cota de las políticas provenientes del método de iteración
de valores. Es decir, sólo es posible obtener las conclusiones de los Teoremas
4.2.7, 4.2.9 y 4.2.12.

Ejemplo 5.2.5 (Lineal) Sea X = A = R y A(x) = [−1, 1]. La dinámica
está dada por

xt+1 = xt + at + ξt, para cada t = 0, 1, . . . , (5.5)

en donde ξt ∼ N(0, 1) son variables aleatorias independientes e idénticamente
distribuidas normal estándar y la función de costo está dada por

c(x, a) =| x | + | a | . (5.6)

Solución 5.2.6 La solución de la política óptima del modelo perturbado se
obtendrá mediante el método de iteración de valores.

H1(x, a) = mín
b∈A(x)

{
| x | + | b | +λ

2
(b− a)2

}
= mín

b∈A(x)

{
| x | + | b | +λ

2

(
b2 − 2ab+ a2

)}

=

 | x | +λ
2
a2 si | a |< 1/λ

| x | + | a | − 1

2λ
si | a |≥ 1/λ.
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Entonces
f1(x) = g1(x) = 0

y
V1(x) = W1(x) =| x | .

H2(x, a) = mín
b∈A(x)

{
| x | + | b | +αE|x+ b+ ξ|+ λ

2
(b− a)2

}
.

Ahora, calculando la E|x+ b+ ξ|, se tiene que

E|x+ b+ ξ| =

∫ 1

0

|x+ b+ s|ds

=

∫ −(x+b)

0

−(x+ b+ s)ds+

∫ 1

−(x+b)

(x+ b+ s)ds

=

[
(x+ b)s+

s2

2

]1

−(x+b)

+

[
−(x+ b)s− s2

2

]−(x+b)

0

= (x+ b) +
1

2
+ (x+ b)2 − (x+ b)2

2
+ (x+ b)2 − (x+ b)2

2

= x+ b+
1

2
+ (x+ b)2 = x2 + x+

1

2
+ b2 + 2bx+ b.

Entonces

H2(x, a) = mín
b∈A(x)

{
| x | + | b | +αE|x+ b+ ξ|+ λ

2
(b− a)2

}
= mín

b∈A(x)

{
| x | + | b | +α

[
(x+ b)2 + x+

1

2
+ b

]
+
λ

2
(b− a)2

}
= |x|+ αx2 + αx+

α

2

+ mín
b∈A(x)

{
| b | +αb2 + 2αbx+ αb+

λ

2
(b− a)2

}
= |x|+ αx2 + αx+

α

2

+
λ

2
mín
b∈A(x)

{
b2 + 2

(
1

λ
− |a|

)
|b|+ a2 +

2α

λ
b2 +

4α

λ
bx+

2α

λ
b

}
= |x|+ αx2 + αx+

α

2
+
λ

2
a2

+
λ

2
mín
b∈A(x)

{(
2α + λ

λ

)
b2 + 2

(
2α

λ
x+

α

λ
+

1

λ
− |a|

)
|b|
}
.
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De donde se sigue que

H2(x, a) = |x|+ αx2 + αx+
α

2
+
λ

2
a2

+
λ

2
mín
η≥0

mín
η=|b|

{(
2α+ λ

λ

)
η2 + 2

(
1

λ
(2αx+ 2α+ 1)− |a|

)
η

}
.

Por tanto,

H2(x, a) = |x|+ αx2 + αx+
α

2
+
λ

2
a2

cuando η = 0 y

|a| <
1

λ
(2αx+ 2α + 1)

|a| − 2α

λ
x <

1

λ
(2α + 1)

λ|a| − 2αx

λ
<

1

λ
(2α + 1)

λ|a| − 2αx < (2α + 1) .

En otro caso,

(
2α + λ

λ

)
η + 2

(
1

λ
(2αx+ 2α + 1)− |a|

)
= 0,

despejando η se obtiene

η =
λ

2α + λ

[
|a| − 1

λ
(2αx+ 2α + 1)

]
y

λ|a| − 2αx ≥ 2α + 1

|a| ≥ 1

λ
[2α(x+ 1) + 1] .
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H2(x, a) = |x|+ αx2 + αx+
α

2
+
λ

2
a2

+
λ

2

{(
2α+ λ

λ

)(
λ

2α+ λ

[
|a| − 1

λ
(2αx+ 2α+ 1)

])2

+ 2

(
1

λ
(2αx+ 2α+ 1)− |a|

)(
λ

2α+ λ

[
|a| − 1

λ
(2αx+ 2α+ 1)

])}
= |x|+ αx2 + αx+

α

2
+
λ

2
a2

+
λ

2

{(
λ

2α+ λ

)(
|a| − 1

λ
(2αx+ 2α+ 1)

)2

− 2

(
λ

2α+ λ

)(
|a| − 1

λ
(2αx+ 2α+ 1)

)2
}

= |x|+ αx2 + αx+
α

2
+
λ

2
a2

− λ

2

{(
λ

2α+ λ

)(
|a| − 1

λ
(2αx+ 2α+ 1)

)2
}

.

Desarrollando lo anterior se tiene que

H2(x, a) = |x|+ αx2 + αx+
α

2
+
λ

2
a2

− λ

2

{(
λ

2α + λ

)(
a2 − 2|a|1

λ
(2αx+ 2α + 1)

+
1

λ2
(2αx+ 2α + 1)2

)}
= |x|+ αx2 + αx+

α

2
+
λ

2
a2

− λ

2

{(
λ

2α + λ

)(
a2 − 2|a|1

λ
(2αx+ 2α + 1)

+
1

λ2

(
4α2x2 + 4αx(2α + 1) + (2α + 1)2

))}
.
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Continuando se llega a que

H2(x, a) = |x|+ αx2 + αx+
α

2
+
λ

2
a2

− λ

2

{(
λ

2α + λ

)(
a2 − 2|a|1

λ
(2αx+ 2α + 1)

+
1

λ2

(
4α2x2 + 8α2x+ 4αx+ 4α2 + 4α + 1

))}
.

Simpli�cando la ecuación anterior se obtiene que

H2(x, a) = |x|+ αλ

2α + λ
x2 +

αλ− 2α2 − 2α

2α + λ
x+

λ2 + 2αλ− 2λ

2(2α + λ)
a2

+
λ

2α + λ
(2αx+ 2α + 1) |a|+ αλ− 2α2 − 4α− 1

2(2α + λ)
.

Por lo tanto,

H2(x, a) =



|x|+ αx2 + αx+
α

2
+
λ

2
a2 si |a| < 1

λ
[2α(x+ 1) + 1]

|x|+ αλ

2α+ λ
x2 +

αλ− 2α2 − 2α

2α+ λ
x

+
λ2 + 2αλ− 2λ

2(2α+ λ)
a2

+
λ

2α+ λ
(2αx+ 2α+ 1) |a|

+
αλ− 2α2 − 4α− 1

2(2α+ λ)
si |a| ≥ 1

λ
[2α(x+ 1) + 1]

con lo que se concluye que

f2(x) = g2(x) = 0

y
W2(x) = V2(x) = |x|+ αx2 + αx+

α

2
.

De manera análoga se obtiene

H3(x, a) = |x|+ λ

2
a2 + α(1 + α)x2 + 2α(1 + α)x+ α(1 +

5

6
α)
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si |a| < α

λ

[
2α(x+ 1) + 2(α + 1) +

1

α

]

H3(x, a) = |x|+ 2λα(1 + α)− λ2

2 (λ+ 2α(1 + α))
a2

+
λ (2α2(x+ 1) + 2α(α + 1) + 1)

2 (λ+ 2α(1 + α))
|a|

+
α (λ+ 2α + αλ+ 2α2 − 2α3)

λ+ 2α(1 + α)
x2

+
α (λ− α + αλ+ α2 − α3)

λ+ 2α(1 + α)
x

+
2αλ− 4α2 − 2

3
α3 +

5

3
λα2 − 2

3
α4 − 4α− 1

2 (λ+ 2α(1 + α))
,

si |a| ≥ α

λ

[
2α(x+ 1) + 2(α + 1) +

1

α

]
.

Entonces
f3(x) = g3(x) = 0

y

W3(x) = V3(x) = |x|+ α(1 + α)x2 + 2α(1 + α)x+ α
(

1 +
α

2
+
α

3

)
.

Con lo anterior se obtuvo que H es clase C2 y luego usando el Teorema
4.2.19 se tiene que

|fn(x)− f ∗(x)| ≤

√
2k̂$(x)(αδ)n

λ (1− αδ)
(δ + 1).

Ahora, se hará una aproximación de la política óptima f ∗ con un error =
10−5. Nótese que k̂ = 1 = δ y $(x) = 1 + σ2 = 1 + 1 = 2, para cada x ∈ X.
Entonces es su�ciente hacer sólo una iteración. Por lo tanto,

|f1(x)− f ∗(x)| = |0− f ∗(x)| ≤ 10−5.

Dicho de otra manera, f ∗(x) = 0, para todo x ∈ X.
De manera análoga,

|V1(x)− υ∗(x)| = ||x| − υ∗(x)| ≤ 10−5.

Es decir, υ∗(x) = |x|, para todo x ∈ X.
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El Ejemplo 5.2.5 muestra cómo la regularización de Moreau-Yosida tam-
bién funciona como un método para calcular la política óptima del modelo
original y del modelo perturbado. Es decir, para este ejemplo se obtienen las
conclusiones de los Teoremas 4.2.7, 4.2.9, 4.2.12 y 4.2.19.

Ejemplo 5.2.7 (Lineal Cuadrático) Sea X = A = R. La dinámica está
dada por

xt+1 = γxt + βat + ξt, para cada t = 0, 1, . . . , (5.7)

y la función de costo
c(x, a) = qx2 + ra2. (5.8)

Condición 5.2.8 (a) Supóngase que γβ 6= 0, y que q y r son positivos.

(b) Las variables aleatorias ξt, para cada t = 0, 1, . . . son independientes e
idénticamente distribuidas con valores en S = R. Más aún, supóngase
que ξ0 tiene densidad continua ∆, con media 0 y varianza σ2; es decir,

E(ξt) =

∫
sg(s)ds = 0,

y

E(ξ2
t ) =

∫
s2g(s)ds = σ2 <∞.

(c) Para cada x ∈ X, los conjuntos de control son los intervalos

A(x) := [− |γ/β|x, |γ/β|x] .

Lema 5.2.9 Bajo la Condición 5.2.8, se tiene que en el Ejemplo 5.2.7

(a) c es inferiormente compacto y estrictamente convexo en K.

(b) La ley de transición, Q(· | x, a), a ∈ A(x) inducida por (5.7) es fuerte-
mente continua.

(c) Se cumple la Condición 4.2.10 (2).

(d) La multifunción x� A(x) es continua, para todo x ∈ X.
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Demostración. Para la prueba de (a) y (b) véase [16] Lema 4.9.

Para demostrar (c), es su�ciente tomar k̂ = q + r
γ2

β2
, δ = 1 y $(x) =

x2 + σ2.
(d) Primero se probará que la multifunción es i.s.c. para ello, sea xn → x

en X y a ∈ A(x) = [− |γ/β|x, |γ/β|x]. Si an = − |γ/β|xn ó an = |γ/β|xn,
entonces an → −|γ/β|x ó an → |γ/β|x, cuando n → ∞. De otra forma,
si a ∈ (− |γ/β|x, |γ/β|x), entonces a = λ(− |γ/β|x) + (1 − λ) |γ/β|x, para
λ ∈ (0, 1). Entonces an = λ(− |γ/β|xn) + (1 − λ) |γ/β|xn, tomando límite
cuando n→∞ se tiene que an → a. Por lo tanto, la multifunción x� A(x)
es i.s.c.

Ahora, para demostrar que la multifunción es s.s.c., sea xn → x en X y
an ∈ A(xn) = [− |γ/β|xn, |γ/β|xn]. Entonces − |γ/β|xn ≤ an ≤ |γ/β|xn,
tomando límite cuando n→∞ se tiene que

− |γ/β|x ≤ lím ínf
n→∞

an ≤ lím sup
n→∞

an ≤ |γ/β|x.

Usando el Teorema 3.17 en [50], pág. 59 se obtiene que la multifunción
x� A(x) es s.s.c.

Con lo anterior se concluye que la multifunción x� A(x) es continua.

Para la prueba del siguiente lema véase [25].

Lema 5.2.10 Bajo la Condición 5.2.8 se tiene que en el Ejemplo 5.2.7 la
función de valor óptimo es

υ∗(x) = Kx2 +
Kσ2α

1− α
,

y

Vn(x) = Knx
2 +

Knσ
2α

1− α
,

para cada x ∈ R y la política óptima es

f ∗(x) = Kx,

y
f ∗n(x) = Knx,
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para cada x ∈ R, donde K > 0 es la solución única de la ecuación

K =

[
1− αKβ2

r + αKβ2

]
αKγ2 + q, (5.9)

y Kn > 0 es la solución única de la ecuación

Kn =

[
1− αKnβ

2

r + αKnβ2

]
αKnγ

2 + q. (5.10)

Observación 5.2.11 Nótese que f ∗(x) siempre está en A(x) para todo x ∈
X, ya que si f ∗(x) ∈ A(x) si y sólo si −|γ

β
|x ≤ − αKγβ

r + αKβ2
x ≤ |γ

β
|x si y

sólo si −γ
β
≤ αKγβ

r + αKβ2
≤ γ

β
equivalentemente −1 ≤ αKβ2

r + αKβ2
≤ 1, es

decir, −1− 2αKβ2 ≤ 0 ≤ r.

Teorema 5.2.12 En el Ejemplo 5.2.7 se tiene que

| G(x, fn(x))−G(x, f ∗(x)) |≤
2αn

(
q + r

γ2

β2

)
(x+ σ2)

1− α
,

para cada x ∈ R y

| fn(x)− f ∗(x) |≤ 2

√√√√√αn
(
q + r

γ2

β2

)
(x+ σ2)

λ (1− α)
,

para cada x ∈ R.

Demostración. Sea k̂, δ y $(x) son como en la demostración del Lema
5.2.9 (c) y usando el Lema 4.2.17 se tiene que

| G(x, fn(x))−G(x, f ∗(x)) |≤ k̂$(x)(αδ)n

1− αδ
(δ + 1) =

2αn
(
q + r

γ2

β2

)
(x+ σ2)

1− α
.

Ahora, usando el Teorema 4.2.19

| fn(x)− f ∗(x) |≤

√
2k̂$(x)(αδ)n

λ (1− αδ)
(δ + 1) = 2

√√√√√αn
(
q + r

γ2

β2

)
(x+ σ2)

λ (1− α)
.
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El Ejemplo 5.2.7 es muy conocido en la literatura de PDMs, incluso se
han probado que las políticas provenientes del método de iteración de valores
convergen a la política óptima, sin embargo en este trabajo se da de manera
explícita una cota de convergencia puntual. Es decir, para este ejemplo se
obtienen las conclusiones de los Teoremas 4.2.7, 4.2.9, 4.2.12 y 4.2.19.





Capítulo 6

CONCLUSIONES Y
PROBLEMAS ABIERTOS

6.1 Conclusiones

Considérese un proceso de decisión de Markov (PDM) descontado �jo, aso-
ciado a un modelo de control de Markov (MCM) (X,A, {A(x)|x ∈ X}, Q, c),
el cual le llamaremos proceso original y será denotado por M . A este PDM
le asignaremos un PDM con las mismas componentes del MCM asociado al
proceso original, excepto en la función de costo, la cual se remplazará por
otra función de costo c∗ o ĉ que di�ere del costo original por una función apro-
piada. A la nueva función de costo le llamaremos costo perturbado. Al PDM
con el MCM (X,A, {A(x)|x ∈ X}, Q, c∗(ĉ)) le llamaremos PDM perturbado
y será denotado por Mε o Mλ.

En esta tesis se estudiaron los PDMs descontados a tiempo discreto. En
este tipo de procesos se dan dos metodologías para perturbar el modelo origi-
nal M , de tal manera que en el nuevo modelo perturbado Mε(Mλ) se pueden
probar la unicidad de la política óptima, la diferenciabilidad del modelo per-
turbadoMλ y además de dar cotas de convergencia uniforme para las políticas
de iteración de valores.

En el primer capítulo se dieron los preliminares, en donde se aborda las de-
�niciones básicas para PDMs descontados y la versión estándar del Teorema
de Ekeland, así como la metodología para perturbar según Moreau-Yosida.

En el segundo capítulo se expusieron los antecedentes a este trabajo que
se encontraron en la literatura referente a PDMs descontados. Es importante
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mencionar que en este trabajo se lograron obtener condiciones más generales
que las que se dan en los trabajos expuestos en este capítulo de antecedentes,
lo cual hace que este trabajo pase a ser una generalización a cada uno de estos
resultados encontrados en cada trabajo.

En el Capítulo 3 se generaliza [16], debido a que aquí se prueba la unicidad
en el modelo perturbado Mε sin usar condiciones de convexidad. Además, se
hace una extensión del principio variacional de Ekeland a PDMs, ya que, el
resultado que se da para PDMs no es un corolario directo del Teorema de
Ekeland. Sin embargo, su prueba clásica de este principio puede adaptarse a
PDMs cuando tanto el espacio de estados y de acciones son ambos espacios
de Borel.

En el Capítulo 4 se da una forma de cómo aplicar la regularización de
Moreau-Yosida a PDMs descontados con espacios de estados y acciones sub-
conjuntos de R. Con esta perturbación se obtiene la unicidad de política
óptima del modelo perturbado Mλ, así como la convexidad y la diferencia-
bilidad en el modelo perturbado Mλ. Es importante mencionar que para
demostrar la diferenciabilidad en el modelo perturbado se usaron técnicas de
subdiferenciabilidad y superdiferenciabilidad. Además, como una consecuen-
cia de la diferenciabilidad se dan cotas de convergencia para las políticas de
provenientes del método de iteración de valores.

Por último se resolvieron una serie de ejemplos usando ambas formas de
perturbar el modelo. Cabe mencionar que esto nos muestra el gran potencial
que tiene este tipo de perturbaciones aplicadas a procesos de decisión de
Markov descontados.

6.2 Trabajos futuros

A lo largo del desarrollo de este trabajo surgieron algunos problemas nuevos,
los cuales se pretende resolver en un futuro, tales como:

• Demostrar de manera precisa la existencia de una política ε-óptima; es
importante mencionar que Bertsekas en [9] dio una prueba, sin embargo,
en este texto se omite la prueba de la medibilidad de dicha política, lo
cual no se puede obtener de manera directa).

• Determinar una forma más general de perturbar el modelo, de tal mane-
ra que en el perturbado se siga cumpliendo la unicidad, la diferenciabi-
lidad y además también se puedan dar cotas de convergencia uniforme.
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• Implementar estas técnicas en algún otro criterio de rendimiento, como
puede ser el costo promedio esperado.

• Aplicar este tipo de perturbaciones a modelos sensibles al riesgo.

• También otra línea a donde se podría aplicar ésto es a la teoría de
juegos.
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